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基于动态集成加权概率 ＲＦ 的门诊量预测

樊　 冲
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摘　 要： 医院门诊量本质上是一种具有潜在规律的时间序列，通过对门诊量进行有效分析和预测，可以更加科学、合理地配置

医疗资源。 针对门诊量波动幅度较大的时间序列预测问题，提出一种基于动态集成加权概率 ＲＦ 的门诊量预测方法。 首先选

择具有强泛化性的随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）作为预测模型；并且采用 ｋ 近邻－层次聚类算法对 ＲＦ 模型中树的强度进行

评估，从中动态选择性能最佳的决策树，提高回归模型的性能；为了提升预测模型的准确率，采用加权概率融合规则代替原始

ＲＦ 模型的求平均数的规则。 经过与 ＢＰ 神经网络和 ＲＦ 对比实验结果表明，提出方法可以更加精准地对门诊量进行预测和分

析，为医院更好的运营管理提供了重要依据和决策支持。
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０　 引　 言

医院门诊量预测在医疗管理中扮演着至关重要

的角色，其准确性直接影响着医院资源的合理配置

和医疗服务的质量。 过去几十年间，随着医疗信息

化技术的发展和数据挖掘方法的成熟，预测模型的

研究和应用日益深入。 然而，门诊量的预测受到多

种因素的影响，包括季节性变化、假日效应、突发事

件等，使得其预测任务变得复杂且具有挑战性。
在传统的预测方法中，一些基于时间序列分析的

模型被广泛应用。 例如，桑泉红等学者［１］、焦晨等学

者［２］提出了一种基于时序序列模型的医院门诊人次

预测方法 。 该方法利用历史门诊量数据，通过时间

序列分析和建模技术，实现对未来门诊量的预测。 另

外，刘焰等学者［３］、陈辉等学者［４］ 利用移动平均季节

指数法进行门诊量分析与预测 ，该方法结合了季节

性和移动平均的特征，适用于具有周期性变化的门诊

量数据。 在传统的预测方法中，灰色预测模型也是一

种常用的方法之一［５］。 灰色预测模型源于灰色系统

理论，其特点是能够处理数据样本较少、不完整、不确

定和不精确的情况，适用于非线性和非平稳的时间序

列数据［６－７］。 例如，王琦等学者［８］应用灰色 ＧＭ（１，１）
预测模型在门诊量预测中取得了一定的成效。 该模

型通过建立灰色微分方程，对门诊量数据进行拟合和



预测，能够有效地捕捉到数据的变化趋势和规律性。
除了传统的时间序列模型外［９］，近年来深度学

习方法在医院门诊量预测中也取得了显著进展。 吴

磊等学者［５］ 提出了一种基于深度神经网络的门诊

量预测方法，通过构建多层神经网络模型，实现对门

诊量数据的端到端学习和预测。 此外，张筠莉等学

者［７］将现代神经网络技术与传统灰色理论相结合，
提出了一种灰色 ＲＢＦ 神经网络模型用于门诊量的

预测，该方法能够充分挖掘数据的非线性特征，提高

了预测的准确性和稳定性。
尽管深度学习方法在门诊量预测中取得了一定

成效，但也存在一些局限性，例如需要大量的数据进

行训练，模型复杂度高，训练时间长等［１０－１２］。 针对

这些问题，本文提出了一种基于动态集成加权概率

随机森林（ＤＥＷＰＲＦ）的门诊量预测方法。 ＤＥＷＰＲＦ
方法综合了随机森林的集成学习思想和加权概率的

预测策略，能够在保持预测准确性的同时，降低模型

的复杂度和训练时间，具有较好的实用性和可行性。
本文的研究主要基于前人在医院门诊量预测领

域的研究成果，通过对传统方法和深度学习方法的

分析和比较，提出了一种新的门诊量预测方法。 具

体来说，本文的研究目标就是提出基于 ＤＥＷＰＲＦ 的

门诊量预测方法，该方法在保持预测准确性的同时，
降低了模型的复杂度和训练时间。 并在真实的门诊

量数据集上进行实验验证，评估 ＤＥＷＰＲＦ 方法的预

测效果和性能。 最后分析 ＤＥＷＰＲＦ 方法的优缺点，
并探讨其在实际应用中的潜在价值和改进方向。

综上所述，本文旨在为医院门诊量预测领域的研

究提供新的思路和方法，促进医疗管理的智能化和信

息化发展，为人们提供更加便捷高效的医疗服务。

１　 基于随机森林的门诊量预测模型

由于医院门诊量具有强随机性与波动性，因此

选择具有强泛化性的随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）
作为门诊量预测模型［１３］。 ＲＦ 是一种树状结构的集

成学习方法，通过将多个决策树进行组合来做出预

测，既能减少方差，又能保持低偏差近似不变。 ＲＦ
的关键在于 ２ 个随机选择过程的应用。 首先是

ｂｏｏｔｓｔｒａｐ ａｇｇｒｅｇａｔｉｏｎ，也称为 ｂａｇｇｉｎｇ。 在这个过程

中，ＲＦ 通过对原始训练数据进行置换随机抽样，生
成若干个新的训练集，然后基于这些新训练集构建

多个决策树，并将得到的预测结果进行组合。 其次

是随机子空间选择，这个过程在每个决策树节点上

随机选择一个特征子集进行训练。 这样做的目的是

为了减少各个随机树之间的相关性，从而提高整体

模型的泛化能力。
　 　 通过使用多个回归树来构建基于 ＲＦ 的门诊量

预测模型，且每个树通过使用单独的回归来获得其自

己的预测结果。 基于 ＲＦ 的门诊量预测模型的预测

流程如图 １ 所示。 在统计学中，ｂｏｏｔｓｔｒａｐｐｉｎｇ 可以指

任何依赖于随机抽样替换的测试或度量，该技术允许

使用随机抽样方法来估计抽样分布，并且适合于小样

本的情况。 基于 ＲＦ 门诊量预测的实现过程如下：

最终预测结果

原始训练集

重采样样本N 重采样样本2 重采样样本1

树3 树2 树1

图 １　 基于 ＲＦ 的门诊量预测模型的预测流程

Ｆｉｇ． １　 Ｐｒｅｄｉｃｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ ｏｆ ｏｕｔｐａｔｉｅｎｔ ｖｏｌｕｍｅ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ
ｂａｓｅｄ ｏｎ ＲＦ

　 　 步骤 １　 构建原始训练样本集，其中个数为 Ｎ，
输入变量数为 ｍ，该样本将作为生长树的训练集；

步骤 ２ 　 通过 ｂｏｏｔｓｔｒａｐ 方法， 重复抽样 ｎｔｒｅｅ
次，每次随机生成一个子训练集。 因此， 在进行

ｎｔｒｅｅ 次 ｂｏｏｔｓｔｒａｐ 抽样后， 得到了编号为 ｎｔｒｅｅ 的随

机森林中的 ｎｔｒｅｅ 个子训练集；
步骤 ３　 在为每个非叶节点选择变量之前，从

所有特征中随机选择一定数量的特征，将其作为当

前决策树的分裂特征，并选择最佳的一个来分裂节

点。 每次拆分的变量数用 ｍｔｒｙ 表示，ｍｔｒｙ ≤ Ｍ；
步骤 ４　 在树的生长过程中无需进行修剪，以

最大程度促进树的生长；
步骤 ５　 ＲＦ 中的每棵树获取一个预测结果，并

且门诊量的最终预测结果与每棵树的预测结果有关；
步骤 ６　 假设集合 Ｓ包含 ｋ种特征值，每种特征

值生成一个子节点，节点 ｉ 的基尼系数计算如下：

Ｇｉｎｉ（ ｉ） ＝ １ － ∑
ｈ

ｊ ＝ １
ｐ（ ｊ ／ ｉ）[ ] ２ （１）

　 　 其中， ｈ 是节点 ｉ 的类型数量， ｐ（ ｊ ／ ｉ） 是节点 ｉ
上类型编号 ｊ 的相对频率。

集合 Ｓ 的拆分索引为：

Ｇｉｎｉｓｐｌｉｔ（Ｓ） ＝ ∑
ｒ

ｉ ＝ １

ｓｉ
ｓ
Ｇｉｎｉ（ ｉ） （２）
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　 　 其中， ｒ表示集合 Ｓ中的记录类型；ｓｉ 表示节点 ｉ
上的记录号；Ｓ 表示集合 Ｓ 的总记录号。

节点分裂将在基尼指数最大程度降低处停止，
此过程会遍历所有变量和节点。

最后，使用每个随机生成的树进行回归。 通过

对每棵树的所有预测结果使用合成投票，来决定最

终的预测结果，即：

ｃ ＝ ａｒｇｍａｘ
Ｃ

∑
Ｎ

ｋ ＝ １
Ｉ ｈ ｘ，θｋ( ) ＝ ｃ[ ]{ } （３）

　 　 其中， ｃ 是预测结果；Ｎ 是决策树的数量； ｈ（ｘ，
θｋ） 是决策树；ｘ 是训练样本；θｋ 是随机独立的特征

向量。 Ｉ（Ａ） 是指示函数，且当条件 Ａ 为真时，Ｉ（Ａ）
的值为 １；当条件 Ａ 为假时，Ｉ（Ａ） 的值为 ０。

２　 基于动态集成加权概率 ＲＦ 的门诊量预

测模型

　 　 基于 ＲＦ 的预测模型具有较强的泛化性，在对波

动性较小的对象进行预测时具有一定的优势。 然而，
门诊量具有强随机性与波动性，若直接使用原始 ＲＦ
模型进行门诊量预测，其性能具有一定的局限性，无
法进行高精度的有效预测。 为了获取性能更优的门

诊量预测模型，本文对 ＲＦ 模型进行 ２ 方面改进：
（１）综合考虑测试样本之间的差异、随机森林

中个体树的准确性、以及随机森林中树的多样性问

题，基于动态集成选择，采用 ｋ 近邻 －层次聚类

（ｋ Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒｓ－Ｈｉｅｒａｒｃｈｉｃａｌ Ｃｌｕｓｔｅｒｉｎｇ，ＫＮＮ－
ＨＣ）算法，对 ＲＦ 模型中树的强度进行评估，并从每

个聚类结果中动态选择性能最佳的决策树，以此来

对回归模型性能进行优化；
（２）为了提升 ＲＦ 模型的预测准确率，采用加权

概率融合规则代替原始 ＲＦ 模型的求平均数的规则。
２．１　 基于 ＫＮＮ－ＨＣ 的动态集成选择

针对一组新的测试数据点 ｘｎｅｗ，计算其与样本

集ｖｉ ∈ Ｒｍ（ ｉ ＝ １，２，…，ｐ） 之间的距离。 Ｐ 在测试集

Ｖ ＝｛ｖ１，ｖ２，…，ｖｐ｝ 中， 并且使用欧几里德距离作为

距离度量，其计算公式如下：

ｅｄ（ｉ）＝ （ｘｎｅｗ － ｖｉ） （ｘｎｅｗ － ｖｉ）Ｔ ，　 ｉ ＝ １，２，…， ｐ （４）
按照升序排序，选择前 ｋ个样本作为 ｘ的 ｋ个近

邻，用于评估随机森林中树的强度，并进一步用于动

态集成选择。 这样的近邻选择可以帮助了解样本在

数据空间中的局部结构，从而更好地评估随机森林

模型的表现。
当 Ψ 确定时，集合 Ψ 中任意 ２ 棵树 ｃｉ 和 ｃｊ 之间

的差异 ｄｉｊ 可以通过不一致度量来计算。 不一致度

量通常可以使用一致性度量的互补形式。 这样的度

量能够量化集成模型中不同树之间的差异程度，进
而指导动态集成选择的过程，提高模型的稳健性和

泛化能力。 计算公式具体如下：

ｄｉｊ ＝
ｂ ＋ ｃ

ａ ＋ ｂ ＋ ｃ ＋ ｄ
（５）

　 　 其中， ａ表示Ψ中２棵树正确回归的样本数；ｂ和
ｃ 分别表示同时被一棵树正确回归和被另一棵树错误

回归的样本数；ｄ 表示被 ２ 棵树错误回归的样本数。
进而获得差异性矩阵 Ｄ：

Ｄ ＝

ｄ１１ ｄ１２ … ｄ１Ｎ

ｄ２１ ｄ２２ … ｄ２Ｎ

︙ ︙ ⋱ ︙
ｄＮ１ ｄＮ２ … ｄＮＮ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（６）

　 　 其中， Ｄ 为对称矩阵，即 ｄｉｊ ＝ ｄ ｊｉ。
以差异性矩阵 Ｄ 作为距离矩阵，可以得到这 Ｎ

棵树的层次聚类结果。 选择每个聚类结果中性能最

佳的决策树，从而形成样本数据 ｘｎｅｗ 所选树的集合

ＥｏＣ，并通过计算集合 ＥｏＣ 中每棵树的预测准确性，
确定权重向量 Ｗ ＝ ［ｗ１ 　 ｗ２ 　 …　 ｗＳ］：

ｗ ｉ ＝
ａｃｃｉ

∑
Ｓ

ｉ ＝ １
ａｃｃｉ

，ｉ ＝ １，２，…，Ｓ （７）

　 　 其中， ｗｉ 表示第 ｉ棵树的权重；ａｃｃｉ 表示ＥｏＣ中第

ｉ棵树属于Ψ的准确率；Ｓ表示样本 ｘｎｅｗ 中树的总数。
２．２　 加权概率融合规则

当测试样本 ｘｎｅｗ 选取 Ｓ 棵决策树时，可以用加

权概率融合策略代替取平均数规则来获取最终的预

测结果。 首先，通过测试集 Ｖ 对所选决策树的性能

进行评估，并将每棵树的预测结果进行记录，其表示

形式如下：

ＣＭｓ ＝

Ｎｓ
１１ Ｎｓ

１２ … Ｎｓ
１Ｍ

Ｎｓ
２１ Ｎｓ

２２ … Ｎｓ
２Ｍ

︙ ︙ ⋱ ︙
Ｎｓ

Ｍ１ Ｎｓ
Ｍ２ … Ｎｓ

ＭＭ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（８）

　 　 其中， ＣＭｓ 表示新随机森林中第 ｓ 棵树的预测

结果矩阵；Ｍ 表示测试集总类别数；Ｓ 表示回归树的

数量；Ｎｓ
ｉｊ 表示测试集中门诊量预测结果。

基于贝叶斯理论，计算回归树预测结果的概率

公式如下：

Ｐｓ Ｆ ｉ ∣ｘｎｅｗ( ) ＝
Ｐｓ ｘｎｅｗ ∣ Ｆ ｉ( ) Ｐｓ Ｆ ｉ( )

∑
Ｍ

ｉ ＝ １
Ｐｓ ｘｎｅｗ ∣ Ｆ ｉ( ) Ｐｓ Ｆ ｉ( )

（９）
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　 　 其中， ｓ ＝ １，２，…，Ｓ。
如果 ｘｎｅｗ 第 ｓ 棵 树 的 预 测 结 果 为 Ｆ ｊ， 即

Ｅｋ ｘｎｅｗ( ) ＝ ｊ， 此时条件概率计算公式为：

Ｐｓ ｘｎｅｗ ∣ Ｆ ｉ( ) ＝
Ｎｓ

ｉｊ

∑
Ｍ

ｊ ＝ １
Ｎｓ

ｉｊ

， ｉ ＝ １，２，…，Ｍ （１０）

　 　 其中，对于后验概率的计算，采用与先验概率

Ｐｓ Ｆ ｉ( ) （ ｉ ＝ １，２，…，Ｍ） 相同的值。
综上所述，通过加权概率随机森林， 可以计算

得到数据点 ｘｎｅｗ 的预测结果，类别 Ｆ ｉ 的总概率为：

ＯＰ Ｆ ｉ ∣ｘｎｅｗ( ) ＝ Ｗ ×

Ｐ１ Ｆ ｉ ∣ｘｎｅｗ( )

Ｐ２ Ｆ ｉ ∣ｘｎｅｗ( )

…
ＰＳ Ｆ ｉ ∣ｘｎｅｗ( )

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（１１）

最后，通过概率加权获取最终的门诊量预测结果。
基于对原始 ＲＦ 模型的改进，得到研究所需的

基于动态集成加权概率 ＲＦ 的门诊量预测模型，其
预测流程见图 ２，主要步骤的阐释论述如下。

步骤 １　 给定一个训练集 Ｘ ＝ ｛ｘ１，ｘ２，…，ｘｎ｝，
其中 ｘ∈ Ｒｍ，ｎ为训练集中的样本个数。 然后，利用

Ｎ 个 Ｃ４．５ 决策树 ｛ ｔ１，ｔ２，…，ｔＮ｝ 构建初始的原始随

机森林模型；
步骤 ２　 基于 ＫＮＮ－ＨＣ 的动态集成选择， 选择

前 ｋ个样本作为 ｘ的 ｋ个近邻，评估随机森林中树的

强度，并利用这些近邻信息进行动态集成选择，获取

各簇中性能最优的决策树用于构建回归模型；
步骤 ３　 采用加权概率融合规则，获取门诊量

预测结果。

基于动态集成选择的
KNN-HC

验证集

分类树1

重采样样本1

训练集

重采样样本2

分类树2

权重向量

概率加权融合

选择的树集成

最终预测结果

模型测试

分类树N

重采样样本N

k1,k2,k3,…,kn

图 ２　 基于动态集成加权概率 ＲＦ 的门诊量预测流程

Ｆｉｇ． ２　 Ｆｌｏｗｃｈａｒｔ ｏｆ ｏｕｔｐａｔｉｅｎｔ ｖｏｌｕｍｅ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｄｙｎａｍｉｃ ｉｎｔｅｇｒａｔｅｄ ｗｅｉｇｈｔｅｄ ｐｒｏｂａｂｉｌｉｔｙ ＲＦ

３　 算例分析

本文门诊量预测研究所需的数据为某三甲医院

２０２０ 年全年门诊量的实测数据，数据分辨率为

１５ ｍｉｎ。进行门诊量预测时，将待预测日前 ５ 天的门

诊量作为预测模型的输入，同时将门诊量实测数据

集按照 ４ ∶ １ 的比例分为训练集和测试集。 为了验

证提出的预测模型性能的优势，本研究采用绝对值

平均误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ， ＭＡＰＥ）、
相对平均绝对误差（Ｒｅｌａｔｉｖｅ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，
ｒＭＡＥ）、 相对均方根误差（Ｒｅｌａｔｉｖｅ Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ
Ｅｒｒｏｒ， ｒＲＭＳＥ） ３ 个预测精度指标进行评估，３ 个指

标的计算公式如下所示：

ＭＡＰＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １

ｆｉ － ｆ ′
ｉ

ｆｉ
（１２）

ｒＲＭＳＥ ＝

１
ｍ∑

ｍ

ｉ ＝ １
ｆｉ － ｆ ′

ｉ( ) ２

１
ｍ∑

ｍ

ｉ ＝ １
ｆｉ

× １００％ （１３）

ｒＭＡＥ ＝
∑
ｍ

ｉ ＝ １
ｆｉ － ｆ ′

ｉ

∑
ｍ

ｉ ＝ １
ｆｉ

× １００％ （１４）

　 　 其中， ｆｉ、 ｆ ′
ｉ 分别表示门诊量的真实值与预测

值。
为了验证本文提出方法的有效性，将提出方法

与 ＢＰ 神经网络模型及 ＲＦ 模型进行对比实验。 采

用 ３ 个预测模型分别进行门诊量预测后，从 ４ 个季

节中各选择一个典型日展示各模型的门诊量预测结

果，其结果如图 ３ 所示。

２１２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　
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图 ３　 各模型门诊量预测结果对比图

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｏｕｔｐａｔｉｅｎｔ ｖｏｌｕｍｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

　 　 从图 ３ 可以看出：在 ４ 个季节中，本文提出方法

获取的门诊量预测结果与实际值更贴合，并且预测

效果优于对比预测模型，表明了所提方法的有效性。
为了进一步量化对比方法和提出方法门诊量预
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测模型的性能，计算各季节典型日门诊量预测结果

的 ＭＡＰＥ、ｒＭＡＥ、ｒＲＭＳＥ 指标值，计算结果见表 １。
从表 １ 展示的门诊量预测结果可以看出，在春夏秋

冬四个季节中， 关于预测结果 ＭＡＰＥ、ｒＲＭＳＥ 和

ｒＭＡＥ 评价指标的最优值， 均为提出方法获取。 同

时，充分说明了提出方法在进行预测时，模型展现出

较强的泛化性，有效地克服了门诊量强随机性对预

测精度的影响，验证了提出方法的有效性。

表 １　 各模型门诊量预测结果评价指标值

Ｔａｂｌｅ １ 　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅｓ ｏｆ ｏｕｔｐａｔｉｅｎｔ ｖｏｌｕｍｅ ｐｒｅｄｉｃｔｉｏｎ
ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

季节 模型
评价指标

ｒＲＭＳＥ ／ ＭＷ ＭＡＰＥ ／ ％ ｒＭＡＥ ／ ％

春季 ＢＰ 神经网络 ５．４３９ １ ５．４６ ２．１２

ＲＦ ６．４９６ ０ ６．８９ ２．５６

提出方法 ３．１６２ ９ ３．５７ １．８９

夏季 ＢＰ 神经网络 ５．４６２ ８ ６．０４ ５．６８

ＲＦ ３．５４７ ０ ４．６５ ３．９５

提出方法 ３．２３６ １ ３．２３ ２．１６

秋季 ＢＰ 神经网络 ７．２１５ ４ ７．５７ ５．２４

ＲＦ ６．２５０ ８ ５．８４ ４．２６

提出方法 ５．１９２ ６ ４．１２ ３．１４

冬季 ＢＰ 神经网络 ５．９３５ ３ ４．９５ ３．８４

ＲＦ ４．９９８ ２ ５．１２ ４．５８

提出方法 ２．８０９ ６ ２．９８ ２．１７

４　 结束语

针对医院门诊量预测的强非线性和复杂性问

题，本研究提出了基于 ＲＦ 的医院门诊量预测模型。
并且进一步采用 ｋ 近邻－层次聚类算法和加权概率

融合规则对 ＲＦ 模型性能进行优化。 同时，经对比

验证分析，验证了本文提出方法获取的门诊量预测

结果精度更高。 本次研究构建的门诊量预测模型，
可以对医院运营管理提供科学的理论支撑和依据，
同时也能够为医院管理者提供有效的决策支持。
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