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基于可变形卷积和注意力的带钢瑕疵识别方法

万　 燕， 齐浩天， 姚　 砺
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摘　 要： 带钢生产中瑕疵检测的准确性对于其质量的保证有着至关重要的意义。 本文针对带钢表面瑕疵检测中的瑕疵种类

复杂、背景干扰严重、瑕疵样式间面积形态差异较大等问题，提出了一种基于 ＲｅｓＮｅｔ５０ 改进的结合多尺度变形卷积和注意力

的带钢表面瑕疵分类识别方法。 首先通过细化 ＲｅｓＮｅｔ５０ 中 ＢｏｔｔｌｅＮｅｃｋ 结构的卷积块为一组多尺度卷积以扩大感受野，然后

引入可变形卷积代替组中的卷积核，使网络在训练中捕捉不同形态尺度的瑕疵特征。 最后在网络中引入增强注意力模块，使
网络可以关注到通道与空间之间的信息，将其联合起来从而关注到更重要的通道和空间位置。 通过对比实验表明，本文提出

的方法在带钢的表面瑕疵分类识别上精确度优于现有方法，可以应用于企业实际的带钢的工业生产中。
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０　 引　 言

日常工业生产中，带钢的表面瑕疵识别效果对

于产品质量及生产效率有着极为重要的影响。 准

确、快速的自动表面瑕疵识别方法能够大幅提高企

业的生产效率、降低成本。 常见带钢表面瑕疵如图

１ 所示，其中的瑕疵存在背景融合高、瑕疵形态复

杂、特征间差异大等复杂问题。 然而，当前企业中普

遍使用的人工目测或光电检测的方式，前者存在人

工成本高、检出率不稳定、复杂瑕疵容易漏检等问

题，后者则存在资源消耗大、效率较低、泛用性不高

等问题。 因此，研究一套快速且准确的带钢表面瑕

疵识别方法是非常必要的［１］。
　 　 目前，基于机器视觉的钢铁表面瑕疵识别方法

主要分为 ２ 类。 一是基于传统图像处理方法，二是

基于深度学习的方法。 其中，基于传统的图像处理

方法包括边缘检测、区域生长、模板匹配、形态学处

理、统计学等，基于深度学习的方法主要是使用卷积

神经网络提取特征的方法。
　 　 基于传统的方法中，Ｗｅｎ 等学者［２］ 提出了一种



基于灰度图像和 ３Ｄ 深度信息融合的方法，用于检

测钢铁表面复杂的凹陷瑕疵。 Ｗａｎｇ 等学者［３］ 提出

了基于简单导向模板的钢板表面瑕疵检测方法，通
过建立一个正常样本的灰度模板以匹配需要检测的

样本，然后比对灰度图的信息检测瑕疵。 Ｙｕｎ 等学

者［４］提出了使用双照明结构来区分钢材表面噪声

引起的不均匀缺陷和颜色变化，同时使用 Ｇａｂｏｒ 滤

波器和二值化信息检测瑕疵。 Ｓｕｎ 等学者使用了基

于奇异值分解的检测和定位方法，将灰度矩阵投影

到分解出的奇异向量上，从而通过奇异值的变化检

测钢铁瑕疵［５］。 Ｈｏｕ 等学者［６］ 提出二阶锥规划优

化多核相关向量机的方法，用于快速识别带钢中的

瑕疵。 Ｔｉａｎ 等学者［７］ 将遗传算法与极限学习机联

合，用于热轧钢表面的瑕疵识别。

(a）开裂 (b)夹杂 (c)斑块

(d）点蚀表面 (e)轧制氧化皮 (f)划痕

图 １　 热轧带钢常见表面缺陷图

Ｆｉｇ． １　 Ｃｏｍｍｏｎ ｓｕｒｆａｃｅ ｄｅｆｅｃｔｓ ｏｆ ｈｏｔ ｒｏｌｌｅｄ ｓｔｒｉｐ ｓｔｅｅｌ

　 　 以上传统方法由于缺乏全局的信息处理和对复

杂瑕疵形状的处理能力，且对图像的质量要求比较

高，容易受到光照、角度、噪声等因素的影响，因此在

检测效率与泛用性上不尽人意。
基于深度学习主要采用卷积神经网络提取特征

的方法。 Ｌｉｕ 等学者［８］ 使用卷积神经网络提取热轧

钢的周期性瑕疵特征，并结合 ＬＳＴＭ 实现自动化识

别，但对非周期性、随机出现的钢铁瑕疵效果有限。
Ｈｅ 等学者［９］则使用多组卷积核的策略，对于不同形

态的钢铁瑕疵训练不同的卷积核组以提取相应特

征，但在模型训练时较为复杂。 Ｌｉｕ 等学者［１０］ 使用

ＧｏｏｇＬｅＮｅｔ 作为主干网络，并在其中添加了恒等映

射以加快模型的预测效率。 Ｈｅ 等学者［１１］ 提出了多

层级特征融合的方法，将多层级的特征合一以加强

瑕疵的信息，但也增加了计算复杂度。 Ｋｏｎｏｖａｌｅｎｋｏ
等学者［１２］集成 ＲｅｓＮｅｔ５０ 和 ＲｅｓＮｅｔ１０１ 两个深度残

差网络进行平板钢的瑕疵分类识别等等。 这类方法

虽然比传统方法提高了精度，但是对于形态差异大、
背景相似度高的瑕疵仍不能满足需求。

针对以上检测方法所存在的问题， 本文在

ＲｅｓＮｅｔ５０［１３］的基础上，提出了一种结合多尺度变形

卷积（ＤＣＮｖ２［１４］）和增强注意力机制的带钢瑕疵分

类方法。 本文方法将分组卷积、ＤＣＮｖ２ 可变形卷积

及 ＣＢＡＭ［１５］增强注意力模块引入到 ＲｅｓＮｅｔ５０ 网络

中，使网络具备多尺度的特征提取能力，同时增加了

网络对通道与空间位置上重要瑕疵信息的关注，从
而提升了模型的瑕疵识别效果。

１　 改进的 ＲｅｓＮｅｔ 模型结构

热轧带钢表面的瑕疵由于其瑕疵特点、图像采集

条件以及光线等问题，导致其瑕疵与背景融合度高，
瑕疵之间形态相似。 传统的方法与当前流行的深度

学习方法均不能满足对多种类瑕疵检测的鲁棒性和

精确性要求。 传统方法往往对特征的提取缺乏广泛

性，难以在全部种类瑕疵上表现较好；而深度学习的

方法中缺少不同尺度的特征提取，并且使用固定大小

的卷积核，对于同类形态但大小差异过大的瑕疵（如图

２ 所示），则难以适应并正确识别，同时缺少对通道间和

空间中重要信息的关注，导致识别的准确性不高。

(a)夹杂瑕疵1 (b)夹杂瑕疵2
图 ２　 同类较大形态差异瑕疵图

Ｆｉｇ． ２ 　 Ｄｅｆｅｃｔ ｉｍａｇｅｓ ｗｉｔｈ ｓｉｇｎｉｆｉｃａｎｔ ｍｏｒｐｈｏｌｏｇｉｃａｌ ｖａｒｉａｔｉｏｎｓ
ｗｉｔｈｉｎ ｔｈｅ ｓａｍｅ ｃｌａｓｓ

　 　 基于上述问题，本文提出了结合多尺度变形卷

积和注意力机制的 ＲｅｓＮｅｔ 瑕疵识别改进方法，其网

络结构如图 ３ 所示。 原 ＲｅｓＮｅｔ５０ 网络结构分为 ５
个 ｓｔａｇｅ，其中 ｓｔａｇｅ０ 可以视为对输入的预处理，剩
余 ４ 个 ｓｔａｇｅ 均由不同数量的 ＢｏｔｔｌｅＮｅｃｋ 块组成。
因为原有 ＢｏｔｔｌｅＮｅｃｋ 块缺乏多尺度特征提取的能

力，且卷积核大小固定，导致感受野有限。 所以，本
文首先对 ＢｏｔｔｌｅＮｅｃｋ 块内部结构进行改进，加入多

尺度和可变形卷积以提高感受野；其次，在 ｓｔａｇｅ０ 和

ｓｔａｇｅ１ 之间，及 ｓｔａｇｅ４ 之后加入了增强注意力模块，
在只增加较少计算量的同时加强模型对于空间通道

重要信息的关注，以提升模型性能。
本文方法的具体流程为：首先将输入的图片经

过 ＲｅｓＮｅｔ５０ 的 ｓｔａｇｅ０ 阶段，经过卷积层、ＭａｘＰｏｏｌｉｎｇ
层得到了输出特征图后，将其送入增强注意力模块，
对空间和通道进行 ａｔｔｅｎｔｉｏｎ 操作，注意到空间位置
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和通道间的重要信息。 然后，将依次经过 ＲｅｓＮｅｔ５０
的后 ４ 个改进的 ｓｔａｇｅ，将每个 ｓｔａｇｅ 中 ＢｏｔｔｌｅＮｅｃｋ 模

块中原本的一个 ３×３ 卷积替换为一个类残差连接

的３×３可变形卷积组（ＤＣＮｖ２），使网络拥有多尺度

和卷积核变形学习能力，增大感受野。 网络输出前

再经过一个增强注意力模块，加强高维通道信息的

关注，提升精确度，此后则通过全连接层进行瑕疵的

分类识别，得到最终的识别结果。
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图 ３　 结合多尺度变形卷积和增强注意力的改进 ＲｅｓＮｅｔ 模型结构图

Ｆｉｇ． ３　 Ｉｍｐｒｏｖｅｄ ＲｅｓＮｅｔ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ ｃｏｍｂｉｎｉｎｇ ｍｕｌｔｉ－ｓｃａｌｅ ｄｅｆｏｒｍａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎｓ ａｎｄ ｅｎｈａｎｃｅｄ ａｔｔｅｎｔｉｏｎ

１．１　 多尺度可变形特征提取模块

本文在 ＲｅｓＮｅｔ 基础上进行了多尺度特征提取，
并引入可变形卷积两方面的改进。
１．１．１　 多尺度特征提取模块

由于带钢中夹杂类瑕疵在样本中出现的尺寸大

小不一（见图 ２），原有特征提取网络缺乏对多尺度

上下文信息的关注，因此采用 Ｇａｏ 等学者［１６］提出的

ＲｅｓＮｅｔ 模型模型改进方法，以提升网络对多尺度信

息的融合能力，增大网络的感受野。 本文采用的

Ｒｅｓ２Ｎｅｔ 结构如图 ４ 所示。

1?1

3?3

3?3

3?3

1?1

C1

C2

C3

α1 α2 α3 α4

β1 β2 β3 β4

图 ４　 多尺度特征提取模块图

Ｆｉｇ． ４　 Ｄｉａｇｒａｍ ｏｆ ｍｕｌｔｉｓｃａｌｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｕｌｅ

　 　 本文使用一组 ３×３ 的类残差连接卷积组，替换

原 ＢｏｔｔｌｅＮｅｃｋ 中的单个 ３×３ 卷积核，改变原来的 １－
３－１ 结构。 该层输入首先经过一个 １×１ 卷积核提

取后，在通道方向平均分为 ｓ 个特征子图，每个特征

子图拥有 １ ／ ｓ 的通道数。 除最后一个特征子图 αｓ 不

通过 ３×３ 卷积外，其他每个特征子图 αｉ 都通过一个

３ × ３卷积Ｃ ｉ（ ）。 设Ｃ ｉ（ ） 的输出为 βｉ，每个子图都

加入上一层的输出，再经过自身的 ３×３ 卷积，因此

输出 βｉ 可表示为：

βｉ ＝
Ｃ ｉ αｉ ＋ βｉ( ) ， 　 １ ≤ ｉ ＜ ｓ
αｉ，　 　 　 　 　 ｉ ＝ ｓ{ （１）

　 　 将每个子图在通道上进行拼接操作后，再通过

ＢｏｔｔｌｅＮｅｃｋ 结尾的 １×１ 卷积。 此种连接方法使得每

一层子图都拥有了之前的信息，并且在不增加计算

复杂度的情况下，又具备了多尺度的特征感知能力，
有着更大的感受野。 本文取 ｓ ＝ ４，即将原输入在通

道方向上切分为 ４ 组特征子图，能够高效地利用前

文信息，提取多尺度特征。
１．１．２　 可变形卷积模块

原 ＲｅｓＮｅｔ５０ 特征提取模块中使用的是 ３×３ 固

定大小的卷积核，对形态差异大的瑕疵均使用固定

的感受野进行特征提取，其过程可用式（２）表示：
ｙ ｐ０( ) ＝ ∑

ｐｎ∈Ｒ
ｗ（ｐｎ）·ｘ（ｐ０ ＋ ｐｎ） （２）

　 　 其中， ｘ 表示输入特征图；ｙ 表示输出特征图；Ｒ 表

示卷积核的的采样结果；ｐｎ 表示 Ｒ 中的每个像素；ｗ 表

示权重。 卷积核在ｐ０ 位置的输出由加权求和得到。
可以看出，对于不同形态的瑕疵，固定大小的卷

积核无法得出不同的应变结果，只能采用相同的结构

进行感受。 因此，本文引入 ＤＣＮｖ２ 可变形卷积模块，
将其融合到 ＢｏｔｔｌｅＮｅｃｋ 的多尺度改进中。 引入

ＤＣＮｖ２ 的多尺度变形特征提取模块如图 ５ 所示。 本

文用多个 ＤＣＮｖ２ 模块替换多尺度模块中的 ３×３ 固定

卷积组，将网络原 ＢｏｔｔｌｅＮｅｃｋ 中的一个 ３×３ 卷积改进

为多尺度可变形卷积组。 ＤＣＮｖ２ 采用了一个额外的

偏移量，使卷积核拥有了动态采样的能力。 在训练过

程中，对于不同的瑕疵形态可以动态学习变化卷积核

的形状，从而对于不同形态差异较大的瑕疵间有着很

好的适应性和感受能力。 ＤＣＮｖ２ 的实现过程见式

（３）：
　 ｙ ｐ０( ) ＝ ∑

ｐｎ∈Ｒ
ｗ（ｐｎ）·ｘ（ｐ０ ＋ ｐｎ ＋ Δｐｎ）·Δｍｎ （３）
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ＤＣＮｖ２ 比传统卷积过程增加了偏移量 Δｐｎ 与采

样权重系数 Δｍｎ。 其中，偏移量是由额外一个卷积

核对输入特征图 ｘ 生成的，采样权重系数则对每个

偏移量计算权重，以去除无关的上下文信息。

1?1

1?1

C1

C2

C3

α1 α2 α3 α4

β1 β2 β3 β4

DCNv2

DCNv2

DCNv2

图 ５　 引入 ＤＣＮｖ２ 的多尺度可变形特征提取模块图

Ｆｉｇ． ５　 Ｄｉａｇｒａｍ ｏｆ ｍｕｌｔｉｓｃａｌｅ ｄｅｆｏｒｍａｂｌｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｕｌｅ
ｗｉｔｈ ＤＣＮｖ２

１．２　 增强注意力模块

为了增加网络对瑕疵图像中重要信息的关注，
降低噪声的干扰，本文引入了空间注意力和通道注

意力两个注意力模块，以加强网络对于通道、空间之

间重要信息的聚焦与关注。
１．２．１　 通道注意力模块

通道注意力机制将输入的特征图分别采用平均

池化与最大值池化方法，将特征送入一个多层感知

机（ＭＬＰ）中，然后将输出加和后， 通过 ｓｉｇｍｏｉｄ 激活

函数进行激活，推得的公式为：
Ａｃ（Ｆ） ＝ σ（ＭＬＰ（Ｐａｖｇ（Ｆ）） ＋ ＭＬＰ（Ｐｍａｘ（Ｆ））） （４）

　 　 　 　 　 Ｆ′ ＝ ＡＣ（Ｆ） 􀱋 Ｆ （５）
　 　 其中， Ｆ 表示输入特征图； Ｐａｖｇ 表示平均池化；
Ｐｍａｘ 表示最大池化； ＭＬＰ 表示多层感知机； σ 表示

ｓｉｇｍｏｉｄ 激活函数。 生成的特征图 Ａｃ（Ｆ） 与 Ｆ 进行

点乘，得到的结果作为空间注意力的输入 Ｆ′。
１．２．２　 空间注意力模块

空间注意力机制将输入的特征图在通道维度进

行最大池化与平均池化，然后将 ２ 次池化的输出在

通道维度进行拼接，之后经过一个 ７×７ 的卷积降维

到单通道， 再经过 ｓｉｇｍｏｉｄ 激活函数激活，具体为：
ＡＳ（Ｆ′） ＝ σ（ ｆ７×７（［Ｐａｖｇ（Ｆ′）；Ｐｍａｘ（Ｆ′）］）） （６）

Ｆ″ ＝ ＡＳ（Ｆ′） 􀱋 Ｆ′ ＝ ＡＳ（ＡＣ（Ｆ） 􀱋 Ｆ） 􀱋 ＡＣ（Ｆ） 􀱋 Ｆ
（７）

　 　 其中， Ｆ′ 表示空间注意力的输入，由式（５）得

到； ＡＳ（Ｆ′） 表示空间注意力的输出； Ｆ″ 表示最终空

间通道注意力的输出，由空间注意力的输出与输入

经过点乘得到。
　 　 本文将通道注意力与空间注意力进行串联，结
构如图 ６ 所示。 输入先经过 ＲｅｓＮｅｔ５０ 的 ｓｔａｇｅ０ 阶

段后，即进入通道与空间注意力串联的增强注意力

模块。 经过实验表明，增强注意力模块加强了对空

间和通道上重要瑕疵信息的关注，提升了网络对瑕

疵特征的提取能力。
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图 ６　 增强注意力模块结构图

Ｆｉｇ． ６　 Ｅｎｈａｎｃｅｄ－ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２　 实验

２．１　 实验环境和数据集

本文实验数据集采用东北大学 ＮＥＵ－ＣＬＳ 数据

集，该数据集为 Ｓｏｎｇ 等学者［５］发布的带钢表面瑕疵

数据集，共有 １ ８００ 张 ６ 类常见的热轧钢表面瑕疵

图像，分辨率为 ２００×２００，瑕疵种类分别为轧制氧化

皮（ＲＳ）、斑块（Ｐａ）、开裂（Ｃｒ）、点蚀表面（ＰＳ）、夹杂

（Ｉｎ）和划痕（Ｓｃ），每类 ３００ 张，训练集与测试集为

随机抽取，比例为 ８ ∶ ２。
实验环境基于 Ｕｂｕｎｔｕ２０．０４ ＬＴＳ 操作系统，系统

内存为 ３２ Ｇ，使用一块 Ａ５０００－２４Ｇ 显卡进行训练；
使用 Ｐｙｔｈｏｎ ３．８、Ｐｙｔｏｒｃｈ １．１０．０、ＣＵＤＡ １１．３，设置学

习率为 ０．００１，每个实验均训练 １００ 轮，输入图像分

辨率设置为 ２２４×２２４，优化算法使用 ＳＧＤ，损失函数

使用交叉熵。
２．２　 实验结果分析

为验证本文模型对钢铁表面瑕疵的缺陷分类识

４６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



别能力，通过在 ＮＥＵ－ＣＬＳ 数据集上的实验，绘制出

的准确率和损失曲线如图 ７ 所示。 由图 ７ 可以看出

模型大约在 ６０ 轮后接近收敛，后期模型准确率与损

失较稳定，未出现过拟合现象，最终精度为 ９９．７２。
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图 ７　 本文模型在 ＮＥＵ－ＤＥＴ 数据集上的性能曲线图

Ｆｉｇ． ７　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｕｒｖｅ ｉｎ ＮＥＵ－ＤＥＴ ｂｙ ｏｕｒ ｍｏｄｅｌ

　 　 ＮＥＵ－ＤＥＴ 数据集混淆矩阵如图 ８ 所示，同时

通过混淆矩阵观察模型具体的测试情况。 横坐标表

示实际类别，纵坐标表示模型的识别结果，矩阵位置

样本数越大则蓝色越深。 结果表明模型在点蚀表面

类的识别上出现了混淆情况，分析为点蚀表面类与

夹杂类瑕疵形态较为相似，同时背景干扰较强，使模

型出现了混淆情况。
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图 ８　 ＮＥＵ－ＤＥＴ 数据集混淆矩阵

Ｆｉｇ． ８　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＮＥＵ－ＤＥＴ ｄａｔａｓｅｔｓ

２．３　 消融实验

为验证本模型不同改进策略的有效性，共进行

了 ５ 组消融实验，分别为 ＲｅｓＮｅｔ５０ ｂａｓｅｌｉｎｅ、融合了

多尺度（Ｍｕｌｔｉ－Ｓｃａｌｅ， ＭＳ）的 ＲｅｓＮｅｔ５０、融合了增强

注意力（Ｅｎｈａｎｃｅｄ－Ａｔｔｅｎｔｉｏｎ， ＥＡ）模块的 ＲｅｓＮｅｔ５０、
融合了多尺度和增强注意力的 ＲｅｓＮｅｔ５０，以及本次

研究提出的融合了多尺度可变形模块（Ｄｅｆｏｒｍａｂｌｅ
Ｍｕｌｔｉ － Ｓｃａｌｅ， ＤＭＳ） 和增强注意力模块的改进

ＲｅｓＮｅｔ５０（Ｉｍｐｒｏｖｅｄ ＲｅｓＮｅｔ）。 分别使用上述结构在

测试集上进行测试，结果见表 １。

表 １　 消融实验结果表

Ｔａｂｌｅ １　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｔａｂｌｅ

模型 识别正确个数 识别准确率 ／ ％

ＲｅｓＮｅｔ５０ ｂａｓｅｌｉｎｅ ３４０ ９４．４４
ＲｅｓＮｅｔ５０ ＋ ＭＳ ３４６ ９６．１１
ＲｅｓＮｅｔ５０ ＋ ＥＡ ３４４ ９５．５６

ＲｅｓＮｅｔ５０ ＋ ＭＳ ＋ ＥＡ ３５２ ９７．７８
Ｉｍｐｒｏｖｅｄ ＲｅｓＮｅｔ （ｏｕｒｓ） ３５９ ９９．７２

　 　 通过表 １ 可以看出，融合多尺度或增强注意力

模块后，网络能够获取到不同尺度和上下文的信息，
同时在通道空间上关注到了更重要的信息，提高了

瑕疵的识别率。 引入可变形卷积后，最终使用多尺

度可变形模块的 Ｉｍｐｒｏｖｅｄ ＲｅｓＮｅｔ 很大程度上提升

了感受野，使得网络对不同形状瑕疵有了更强的特

征提取能力，显著提升了模型的性能。
２．４　 类激活热力图可视化实验

为了验证 Ｉｍｐｒｏｖｅｄ ＲｅｓＮｅｔ 模型捕捉重要瑕疵

特征的能力，在钢铁瑕疵数据集上使用类激活热力

图来可视化，观察模型对瑕疵的关注程度。 激活热

力图中，红色越深的区域表示模型关注程度越高。
类激活热力对比如图 ９ 所示。

瑕疵 ResNet50 Ours 瑕疵 ResNet50 Ours
（ａ） 实验 １　 　 　 　 　 （ｂ） 实验 ２

图 ９　 类激活热力对比图

Ｆｉｇ． ９　 Ｃｌａｓｓ ａｃｔｉｖａｔｉｏｎ ｔｈｅｒｍｏｄｙｎａｍｉｃ ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ

　 　 从图 ９ 可以看出，作为 ｂａｓｅｌｉｎｅ 的 ＲｅｓＮｅｔ５０ 模

型，对于复杂情况下特征不明显的缺陷关注位置缺

乏一定的准确性；而本文模型能够很好地捕捉到此

类瑕疵的特征区域，进一步验证了本文模型的效果。
２．５　 对比实验

为了验证本文模型的综合性能，与现有的ＶＧＧ１６［１７］、
Ｓｈｕｆｆｌｅｎｅｔ ｖ２ ［１８］、 ＤｅｎｓｅＮｅｔ１２１［１９］、 Ｅｆｆｉｃｉｅｎｔｎｅｔ［２０］ 以 及

Ｍｏｂｉｌｅｎｅｔ ｖ２［２１］等主流算法在 ＮＥＵ－ＣＬＳ 数据集上进行

了对比实验。 实验结果见表 ２，性能曲线如图 １０ 所示。
表 ２　 主流算法性能对比表

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ｍａｉｎｓｔｒｅａｍ ｍｅｔｈｏｄｓ

方法 识别正确个数 识别准确率 ／ ％
ＶＧＧ１６ ３２１ ８９．１７
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图 １０　 主流算法性能对比曲线

Ｆｉｇ． １０　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｃｕｒｖｅｓ ｏｆ ｍａｉｎｓｔｒｅａｍ ｍｅｔｈｏｄｓ

　 　 由表 ２和图 １０结果可以看出，本文提出的 Ｉｍｐｒｏｖｅｄ
ＲｅｓＮｅｔ 瑕疵识别分类模型，对比其他主流算法具有明

显优势。

３　 结束语

本文针对带钢表面瑕疵背景复杂、噪声干扰、瑕
疵形态大小差异大等问题，提出了结合多尺度可变

形卷积和增强注意力的改进 ＲｅｓＮｅｔ５０ 钢铁瑕疵分

类识别方法。 该方法将可变形卷积与分组卷积结合

以替换网络中原有卷积模块，同时在网络中引入增

强注意力模块，有效地提升了网络对带钢表面瑕疵

的识别准确性。 经过仿真实验，本文方法的优越性

在 ＮＥＵ－ＤＥＴ 公开数据集上得到了验证，获得了

９９．７２％的准确率；与目前主流的算法进行了对比实

验结果表明，本文提出的钢铁瑕疵识别方法优于其

他经典方法，可以应用于企业日常生产之中。
但是，本文方法对于斑点、夹杂类相似瑕疵的区

分能力仍然有限，同时检测的速度仍有提高的空间，
这些问题需要在未来做进一步改进。
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