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摘　 要： 癫痫是一种常见的脑部疾病，通过脑电图能准确地定位人脑中的致痫区域。 文章提出一种基于经验模态分解的精细

复合多尺度排列熵的癫痫脑电信号自动检测方法，用于解决区分致痫区和非致痫区的癫痫脑电信号难的问题。 首先将原信

号分割成多个子信号，并对各子信号进行经验模态分解，然后从分解后的不同经验模态函数中提取精细复合多尺度排列熵特

征并利用支持向量机进行分类。 通过对癫痫脑电的公共数据集测试，实验结果表明准确率、灵敏度和特异度三个性能指标分

别达到 ９０．３％，８５．０％和 ９６．０％， ＲＯＣ 曲线下面积达 ０．９８。
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０　 引　 言

癫痫（Ｅｐｉｌｅｐｓｙ）是一种大脑神经元突发性异常

放电，会导致短暂大脑功能障碍的慢性神经系统疾

病，其特点是短暂、突然的脑电紊乱［１］。 脑电图

（Ｅｌｅｃｔｒｏｅｎｃｅｐｈａｌｏｇｒａｍ，ＥＥＧ）是一种通过记录生物

电信号来描述大脑活动的方法，包含多种大脑生理

状态的脑电信息。 常用的视觉观察和临床试验等传

统脑电图检测方法繁琐、耗时，诸多临床试验表明局

灶性癫痫患者大多产生耐药性，需要手术治疗［２－３］。
其中，局灶性（致痫区）癫痫发作时，电信号表现在

大脑有限的区域；而非局灶性（非致痫区）癫痫的特

征是影响整个大脑的全身性癫痫发作，脑电研究者

们致力于患者在早期检测出癫痫并进行临床治疗。
为尽早对患有耐药癫痫患者进行手术，需要快速有

效地判断癫痫类型，因此获取检测方法则尤显重要。
Ｈｕａｎｇ 等学者提出的经验模态分解（Ｅｍｐｉｒｉｃａｌ

Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＥＭＤ）等方法适用于处理非线



性和非平稳信号，这种时域分解法具有自适应和高

效的特点，且 ＥＭＤ 是基于数据的局部特征时间尺

度，在非线性和非平稳系统中表现优秀［４－６］。
非线性分析法主要有高阶矩［７］、相关维度［８］、

概率密度相关函数［９］、各类熵［８， １０］ 等。 近年来，
Ａｚａｍｉ 等学者［１１－１２］提出 ２ 种新的复杂性度量特征，
即：精细复合多尺度散布熵 （ Ｒｅｆｉｎｅｄ Ｃｏｍｐｏｓｉｔｅ
Ｍｕｌｔｉｓｃａｌｅ Ｄｉｓｐｅｒｓｉｏｎ Ｅｎｔｒｏｐｙ，ＲＣＭＤＥ）和精细复合

多尺度模糊熵 （Ｒｅｆｉｎｅｄ Ｃｏｍｐｏｓｉｔｅ Ｍｕｌｔｉｓｃａｌｅ Ｆｕｚｚｙ
Ｅｎｔｒｏｐｙ，ＲＣＭＦＥ），这 ２ 种特征作为非线性分析法在

处理非线性不平稳生物信号时效果较好，因此在生

理医学信号分析中的应用前景十分广阔［１３－ １４］。
本文结合排列熵，提出一种基于经验模态分解

的精细复合多尺度排列熵来区分致痫区和非致痫区

癫痫患者的术前诊断算法，这种区域的定位有助于

癫痫的术前分析。 本文第 １ 节介绍改进 ＥＭＤ 的实

现过程，第 ２ 节阐述了基于排列熵 （ ＰＥ） 改进的

ＲＣＭＰＥ 算法模型的理论推导过程，以及后续实验流

程分析。 第 ３ 节通过德国波恩大学癫痫公共数据集

设计分类实验。 第 ４ 节分析结果得到 ＲＣＭＰＥ 的分

类效果达到 ８８．３％，在此基础上进行主成分分析后

的分类准确率达到 ９０．３％。

１　 方法

１．１　 经验模态分解

经验模态分解（Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＭＤ）是 Ｈｕａｎｇ 等学者［５］ 于 １９９８ 年针对非线性非

平稳系统提出的一种自适应时频处理方法。 其结果

是对信号进行多次迭代，获得一系列具有不同特征

尺度的时间序列，与傅里叶变换、小波变换的核心思

路是一致的。 相较于傅里叶变换和小波变换，ＥＭＤ
不依赖基函数，仅依据数据自身的时间尺度特征来

进行信号分解，具备自适应性。 ＥＭＤ 中的假设主要

是基于下述条件：
（１）信号至少同时存在一个极大值和极小值；
（２）通过 ２个极值点之间的序列差定义尺度因子；
（３）极值点可由数据微分得到。
因此，脑电信号的 ＥＭＤ 分解实现步骤如下：
（１）统计整段信号 ｘ（ ｔ） 的极大值和极小值，并

拟合上包络线 ｅｕｐ（ ｔ） 和下包络线 ｅｌｏｗ（ ｔ）；
（２）计算上下包络线的平均值 ｍ１（ ｔ）：

ｍ１（ ｔ） ＝
ｅｕｐ（ ｔ） ＋ ｅｌｏｗ（ ｔ）

２
（１）

　 　 （ ３） 用 ｘ（ ｔ） 减 ｍ１（ ｔ） 得到第一个 ＩＭＦ 分类

ｈ１（ ｔ）， 然后把 ｈ１（ ｔ） 代入步骤（１）的 ｘ（ ｔ） 中重复

（１）、（２）操作，得到的 ＩＭＦ 分量 ｈｃ（ ｔ） 包含迭代前

时间序列的最短周期分量。
（４）原始脑电时间序列 ｘ（ ｔ） 可被分解为：

ｘ（ ｔ） ＝ ｈｃ（ ｔ） ＋ ∑
ｃ

ｉ ＝ １
ｍｉ（ ｔ） （２）

１．２　 精细复合多尺度排列熵

精细复合多尺度排列熵算法（Ｒｅｆｉｎｅｄ Ｃｏｍｐｏｓｉｔｅ
Ｍｕｌｔｉｓｃａｌｅ Ｐｅｒｍｕｔａｔｉｏｎ Ｅｎｔｒｏｐｙ， ＲＣＭＰＥ）基于排列熵

算法并在原算法基础上加以改进，核心操作是：
（１）采用 Ｃｏｓｔａ 提出的多尺度粗粒化方法对时

间序列进行粗粒化处理，生成连续无重叠的粗粒化

序列［１５］；
（２）对粗粒化序列，调整尺度因子 τ 创建对应

粗粒化过程不同起始点的不同序列，并用 ＲＣＭＰＥ
特征定义这些移位序列的色散模式的平均值的排列

熵值。
１．２．１　 排列熵

排列熵（Ｐｅｒｍｕｔａｔｉｏｎ Ｅｎｔｒｏｐｙ， ＰＥ）基于信号值

之间的顺序关系、即排列模式。 作为一种分析系统

非线性的新方法，主要衡量一维时间序列复杂度，反
映一维时间序列复杂度的性能方面和 ＬｙａＰｕｎｏｖ 指

数相似［１６］。 与样本熵（Ｓａｍｐｌｅ Ｅｎｔｒｏｐｙ， ＳａｍｐＥｎ）和
近似熵（Ａｐｐｒｏｘｉｍａｔｅ Ｅｎｔｒｏｐｙ， ＡｐＥｎ） 等相比，ＰＥ 理

论简单，参数少，对伪迹和噪声具有较强的鲁棒性，
计算速度快。 此外，当信号长度大于 ２ ０００ 时，ＰＥ、
ＳａｍｐＥｎ 和 ＡｐＥｎ 的熵值趋于稳定，信号的幅值和相

位对三者都没有影响，其中 ＰＥ 能较好地描述频率

特性的变化。 因此，ＰＥ 被广泛应用于生理信号和图

像处理中。 Ｌｉ 等学者［１７］ 利用脑电图信号预测大鼠

的失神发作，结果表明，ＰＥ 可以跟踪脑电图记录的动

态变化，ＰＥ 比样本熵更能预测脑电失神发作信号。
Ｗｕ 等学者利用 ＰＥ 揭示典型缺失患者的大脑活动异

常，可以检测出传统方法所不能显示的脑电活动异常

的结论［１８－１９］。 排列熵的原理在于不考虑数据具体

值，设长度为 Ｎ 的时间序列 ｛ｘ（ｉ），ｉ ＝ １，２，…，Ｎ｝，
对其进行空间重构，得到如下的时间序列：

Ｙ ＝

ｘ（１） ｘ（１ ＋ λ） … ｘ［１ ＋ （ｍ － １）λ］
ｘ（２） ｘ（２ ＋ λ） … ｘ［２ ＋ （ｍ － １）λ］
︙ ︙ … ︙
ｘ（ ｊ） ｘ（ ｊ ＋ λ） … ｘ［ ｊ ＋ （ｍ － １）λ］
︙ ︙ … ︙

ｘ（Ｋ） ｘ（Ｋ ＋ λ） … ｘ［Ｋ ＋ （ｍ － １）λ］

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

ü

þ

ý

ï
ï
ï
ï

ï
ï
ï
ï

，

　 　 　 　 　 ｊ ＝ １，２，…，Ｋ， Ｋ ＝ Ｎ － （ｍ － １）λ （３）
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其中， Ｋ 表示重构分量的个数；ｍ 表示嵌入维

数；λ 表示时延； ｘ（ ｊ） 表示重构矩阵的第 ｊ 行分量。
矩阵 Ｙ 中的行数作为重构向量的计数，共有 Ｋ ＝

Ｎ －（ｍ － １）λ 个重构分量。 然后则将重构矩阵 Ｙ中的

｛ｘ（ｊ）， ｘ（ｊ ＋ λ），…， ｘ（ｊ ＋ （ｍ － １）λ）｝ 升序排列， ｊ１，
ｊ２，…， ｊｄ 作为重构矩阵的映射，即：

ｘ（ ｉ ＋ （ ｊ１ － １）λ） ≤ ｘ（ ｉ ＋ （ ｊ２ － １）λ） ≤ … ≤
　 　 　 ｘ（ ｉ ＋ （ ｊｍ － １）λ） （４）
　 　 当重构分量中存在相等的值，即 ｘ（ ｉ ＋ （ ｊｐ －
１）λ） ＝ ｘ（ ｉ ＋ （ ｊｑ － １）λ），ｐ≠ ｑ， 此时就按照 ｊｐ 和 ｊｑ
值的大小来排序，也就是当 ｊｐ ＜ ｊｑ， 有：

ｘ（ ｉ ＋ （ ｊｐ － １）λ） ＜ ｘ（ ｉ ＋ （ ｊｑ － １）λ） （５）
　 　 因此， 对于任意一个时间序列重构所得的矩阵

Ｙ 中每一行都可以得到一组符号序列：
Ｓ（ ｌ） ＝ ｛ ｊ１， ｊ２，…， ｊｄ｝ （６）

　 　 其中， ｌ ＝ １，２，…，ｋ 且 ｋ≤ｍ！，ｍ维相空间映射

不同的符号序列｛ ｊ１， ｊ２，…， ｊｄ｝ 总共有 ｍ！ 种，符号

序列 Ｓ（ ｌ） 是其中的一种排列。 计算每一种符号序

列出现的概率 Ｐ１，Ｐ２，…，Ｐｋ， 此时，时间序列 Ｘ（ ｉ）
的 ｋ 种不同符号序列的排列熵 Ｈｐ 可以按照信息熵

的形式定义为：

Ｈｐ（ｍ） ＝ － ∑
ｋ

ｊ ＝ １
ｐ ｊ ｌｎ（ｐ ｊ） （７）

　 　 当 Ｐｊ ＝
１

ｄ！
时， Ｈｐ（ｍ） 达到最大值 ｌｎ（ｍ！）。 简

化计算，通常用 ｌｎ（ｍ！） 将Ｈｐ（ｍ） 进行归一化处理，即：

０ ≤ Ｈｐ ＝
Ｈｐ

ｌｎ（ｍ！ ）
≤ １ （８）

　 　 Ｈｐ 值的大小表示时间序列 ｛ｘ（ ｉ），ｉ ＝ １，２，…，
Ｎ｝ 的随机程度： Ｈｐ 的值越小，说明时间序列越趋

近，反之，则时间序列越混乱。
１．２．２　 精细复合多尺度排列熵

本文提出精细复合多尺度排列熵 （ Ｒｅｆｉｎｅｄ
Ｃｏｍｐｏｓｉｔｅ Ｍｕｌｔｉｓｃａｌｅ Ｐｅｒｍｕｔａｔｉｏｎ Ｅｎｔｒｏｐｙ， ＲＣＭＰＥ）
旨在解决 ＭＰＥ 在处理较长时间序列特征提取缺少

差异性的问题，本节将详细说明 ＲＣＭＰＥ 算法。
首先，多尺度粗粒化方法对时间序列 ｛ｘ（ ｉ），ｉ ＝

１，２，…，Ｎ｝ 进行粗粒化处理，生成多个随机的粗粒

化时间序列，计算每个粗粒度时间序列的排列熵作

为比例因子的函数，然后根据香农熵得到时间序列

｛ｘ（ ｉ），ｉ ＝ １，２，…，Ｎ｝ 的精细复合多尺度排列

熵［２０］。 后续步骤分述如下。
（１）对给定的离散时间序列 ｛ｘ（ ｉ），ｉ ＝ １，２，…，

Ｎ｝， 通过对长度递增的 ｔ 非重叠窗口内的数据点进

行平均，构建多个粗粒度时间序列。 粗粒度时间序

列由下列方程构造［１８， ２１］：

ｙ ｊ
（τ） ＝ １

τ ∑
ｊτ

ｉ ＝ （ ｊ －１）τ＋１
ｘｉ， １ ≤ ｊ ≤ Ｎ

τ
é

ë
êê

ù

û
úú （９）

　 　 每个粗粒度时间序列的长度等于原始时间序列

的长度除以尺度因子 τ。
（２）研究对 ｙ ｊ

（τ） 相空间重构 Ｙ ｊ
（τ） ＝ ｛ｙ（ ｊ）

（τ），
ｙ（ ｊ ＋ｔ）

（τ），ｙ（ ｊ ＋２ｔ）
（τ），…，ｙ（ ｊ ＋（ｍ－１） ｔ）

（τ）｝，这里 ｔ 是延迟因

子，ｍ 是嵌入维数。
（３）可以按递增顺序排列：

［ｙ（ ｊ ＋ （ ｊ１ － １） ｔ） ≤ ｙ（ ｊ ＋ （ ｊ２ － １） ｔ） ≤ … ≤

　 ｙ（ｊ ＋ （ｊｍ － １）ｔ）］， １ ≤ ｊｍ ≤ Ｎ － （ｍ － １）τｔ
τ

（１０）

（４）位置序号向量 π ｋ ＝ ｛ ｊ１， ｊ２，…， ｊｍ｝，ｍ！ ≤
Ｎ， ｆ（π） 是每种模式出现的次数，共有 ｍ！ 种模式，记
录第 ｋ 个初始化起始点下某种模式出现的概率 ｐｋ （τ）：

ｐｋ
（τ） ＝

ｆ（πｋ）
Ｎ
τ

－ ｍ ＋ １
， １ ≤ ｋ ≤ ｍ！ （１１）

ＲＣＭＰＥ ＝－ ∑
ｍ！

ｉ ＝ １
φ（πｋ）ｌｎ φ（πｋ） （１２）

φ（πｋ） ＝ １
τ ∑

τ

ｉ ＝ １
ｐｋ

（ ｉ） （１３）

　 　 其中， φ（π ｋ） 是时间序列 Ｙ ｊ
（τ） 中 ｊｍ 出现的平

均概率。

２　 基于 ＥＭＤ 的精细复合多尺度排列熵脑

电识别方法

　 　 基于 ＥＭＤ 的精细复合多尺度排列熵脑电识别

方法整体流程如图 １ 所示。
　 　 假设输入信号为 Ｘ ＝ ｛ｘ（ ｉ），ｉ ＝ １，２，…，Ｎ｝，其
中 Ｎ是信号的长度，基于 ＥＭＤ的精细复合多尺度排

列熵特征提取方法的具体实现步骤为：
（１） 将原始脑电信号经过 ０．５３～４０ Ｈｚ 带通滤波

器去除伪迹和噪声，经 １２ 位模数转换后，以１７３．６１ Ｈｚ
的采样率将数据连续输出到数据采集磁盘上。 由于

离散时间序列结束和开始之间的不连续会产生寄生

频率分量，根据平稳性标准，将每个预处理后的时间

序列分割出 ｑ 段不同的子数据集，达到最后一个和第

一个数据点的幅度差在连续数据点幅度差的范围内

且时间序列结束和开始处的斜率积为正的效果；
　 　 （２）对子数据集进行 ＥＭＤ 分解，针对癫痫脑电

信号长度较长的特点，利用 ＥＭＤ 自适应特性获取极

大值极小值数量差在 ５～１０ 之间的迭代函数；
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图 １　 本文研究方法流程图

Ｆｉｇ． １　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｒｅｓｅａｒｃｈ ｍｅｔｈｏｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ

　 　 （３）计算由 ＥＭＤ 分解得到的迭代函数 ｈｃ（ｔ） 的

精细复合多尺度排列熵 ＲＣＭＰＥｑ，将每个子数据集分

解得到的迭代函数的熵值特征进行组合，构成该输入

信号在位置序号为 πｋ ＝ ｛ ｊ１， ｊ２，…， ｊｍ｝ 下的特征融

合向量 ｓ ＝ ｛ＲＣＭＰＥ１，ＲＣＭＰＥ２，…，ＲＣＭＰＥπｋ
｝；

（４）经 ＰＣＡ 降维后将特征融合向量 ｓ 输入 ＳＶＭ
算法中进行分类，从而完成对原始脑电信号致痫区

和非致痫区的区分。

３　 实验

３．１　 数据集

本文使用的癫痫脑电信号数据是由波恩大学癫

痫学系提供的公共数据集［２２］，该数据集共有五组集

合，采样频率为 １７３．６１ Ｈｚ，每个子集包含 １００ 个持

续 ２３．６ ｓ 的单通道 ＥＥＧ 片段，有 ４ ０９７ 个数据点，每
个片段从连续的多通道 ＥＥＧ 中经过 ０．５３～４０ Ｈｚ 滤

波和视觉去除伪影处理后切割出来。 其中，集合 Ａ
和 Ｂ 表示 ５ 名健康志愿者处在清醒状态下睁眼和闭

眼由标准电极放置方案采集到的表面 ＥＥＧ。 集合

Ｃ、Ｄ 和 Ｅ 来自术前诊断后的 ＥＥＧ，集合 Ｃ 采集于海

马区，集合 Ｄ和集合Ｅ 采集于大脑致痫区，集合 Ｃ和

Ｄ 采集的是处在非癫痫发作期间的脑电片段，集合

Ｅ 采集的是处在癫痫发作期间的脑电片段，见表 １。
本文将 ５ 组数据全部用于实验数据，并在后续实验

中设计分类案例测试算法可靠性。

表 １　 波恩大学 ＥＥＧ 癫痫数据集说明

Ｔａｂｌｅ １　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ＥＥＧ ｅｐｉｌｅｐｓｙ ｄａｔａ ｓｅｔ ｏｆ Ｂｏｎｎ Ｕｎｉｖｅｒｓｉｔｙ

组别 对象 采集状态 记录时间 电极位置 电极类型

Ａ 健康志愿者 睁眼 清醒状态 国际标准 １０ － ２０ 系统 非侵入式头皮表面电极

Ｂ 健康志愿者 闭眼 清醒状态 国际标准 １０ － ２０ 系统 非侵入式头皮表面电极

Ｃ 癫痫患者 发作间歇期 无癫痫发作的间歇期 海马区 颅内电极

Ｄ 癫痫患者 发作间歇期 无癫痫发作的间歇期 致痫区 颅内电极

Ｅ 癫痫患者 发作活跃期 癫痫活跃期 致痫区 颅内电极
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　 　 针对波恩大学癫痫脑电数据集，本文提出 ７ 种

在癫痫诊断中具有重要临床意义和研究价值的实验

分类案例，见表 ２。 经过预处理后的癫痫脑电波形

如图 ２ 所示。
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图 ２　 经过预处理后的癫痫脑电波

Ｆｉｇ． ２　 Ｅｐｉｌｅｐｔｉｃ ＥＥＧ ａｆｔｅｒ ｐｒｅｔｒｅａｔｍｅｎｔ

表 ２　 实验案例

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃａｓｅｓ

实验

案例
临床说明 集合

１ 正常睁眼－癫痫发作期 Ａ － Ｅ

２ 正常闭眼 － 癫痫发作期 Ｂ － Ｅ

３ 无癫痫发作间歇期（非致痫区） － 癫痫发作期 Ｃ － Ｅ

４ 无癫痫发作间歇期（致痫区） － 癫痫发作期 Ｄ － Ｅ

５ 正常 － 癫痫患者 ＡＢ － ＣＥ

６ 正常 － 无癫痫发作间歇期 ＡＢ － ＣＤ

７ 正常 － 致痫区 ＡＢ － ＤＥ

　 　 本文设计了 ３ 组算法实验。 第 １ 组实验如图 ３
（ａ）所示，使用 ＲＣＭＰＥ 算法提取原始脑电信号的特

征，并将特征作为支持向量机分类器的输入。 第 ２
组设计实验如图 ３（ｂ）所示，首先使用 ＥＭＤ 对脑电

信号进行局部分解，然后进行 ＲＣＭＰＥ 特征提取，并
将其与原始时间序列和迭代后的局部时间序列相结

合输入分类器。 第 ３ 组算法设计实验如图 ３（ｃ）所
示，在 ＲＣＭＰＥ 特征提取后加入 ＰＣＡ，最后与原始时

间序列和迭代后的局部时间序列相结合作为分类器

的输入。
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图 ３　 算法设计实验流程图

Ｆｉｇ． ３　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ａｌｇｏｒｉｔｈｍ ｄｅｓｉｇｎ ｅｘｐｅｒｉｍｅｎｔ

３．２　 特征提取

３．２．１　 ＥＭＤ 分解

脑电信号各频带段中因为测试时间不同以及被

试的不同，其极值点的分布随着神经活动会发生轻

微的变化，导致小波变化中需要选取小波基与确定

分解尺度的问题难以解决。 而 ＥＭＤ 作为一种自适

应的信号分解方法，将癫痫脑电时间序列中的不同

尺度或趋势分量逐级分解出来，通过上下包络线的

逐步迭代提高预测精度。
主要注意 ＥＭＤ 算法在对信号进行分解前需要

设定分解模态的个数。 若个数过大会造成过分解，
产生无用分量，并且会增加计算复杂度；若个数过小

会造成欠分解，使部分带限信号分解不出来，造成原

信号信息的丢失。 本文先随机选择一组致痫区脑电

数据段，并进行 １～８ 重 ＥＭＤ 分解，如图 ４ 所示。
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图 ４　 ＥＭＤ 迭代分量

Ｆｉｇ． ４　 ＥＭＤ ｉｔｅｒａｔｉｏｎ ｃｏｍｐｏｎｅｎｔｓ

３．２．２　 ＲＣＭＰＥ 特征提取

由式（９） ～ （１２）可以看出，计算 ＲＣＭＰＥ 需要分

别设置类别个数 ｋ，嵌入维度 ｍ，时间延迟 ｔ 以及尺

度因子 τ 这四个参数。 类别个数 ｋ 过大会导致较小

差异的 ２ 个量被归为同一类［２１］。
相空间重构后， 若嵌入维度 ｍ 过小，重构后的

时间序列可用的状态缺少差异性，导致算法无意义；
若 ｍ 过大则会导致重构后的时间序列均匀过度，徒
增计算量、但无法有效地计算时间序列的尖峰变化，
因此ｍ一般取 ２ ～ ６。 时间延迟 ｔ通常取 １。 为分析

尺度因子 τ 对数据的影响，将相同长度下的癫痫

ＥＥＧ 信号分别用于 ＲＣＭＰＥ 算法分析，并与 ＲＣＭＦＥ
算法进行精细对比。 ＲＣＭＰＥ 的平均复杂度如图 ５
所示，ＲＣＭＦＥ 的平均复杂度如图 ６ 所示。 由图 ５、
图 ６ 可知：

（１） Ａ － Ｄ 数据的 ＲＣＭＰＥ 变化波动小，且随尺

度变化有重叠， Ｅ 数据的 ＲＣＭＰＥ 平均值明显小于

其它 ４ 种。 而 ＲＣＭＦＥ 中 Ａ 与 Ｂ 重叠，Ｃ、Ｄ 与 Ｅ 重

叠， 表明 ＲＣＭＰＥ 比 ＲＣＭＦＥ 具有更好的分离能力，
能够有效区分单通道信号的复杂性；

（２）随着尺度因子的增加， Ａ － Ｄ 数据的 ＲＣＭＰＥ
平均值缓慢降低， Ｅ 数据的 ＲＣＭＰＥ 平均值呈对数上

升，当处在较大尺度因子时 ５ 组数据的 ＲＣＭＰＥ 平均

值开始逐步重叠，表明 τ 过大会导致数据均匀化；
（３）当 τ 大于 ５ 时，ＲＣＭＰＥ 曲线各个状态的平

均值明显小于 ＲＣＭＦＥ，表明经过 ＲＣＭＰＥ 提取的特

征具有更高的稳定性。 故尺度因子 τ取值 ５ ～ ３０。
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图 ５　 ＲＣＭＰＥ 的平均复杂度

Ｆｉｇ． ５　 Ａｖｅｒａｇｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ＲＣＭＰＥ
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图 ６　 ＲＣＭＦＥ 的平均复杂度

Ｆｉｇ． ６　 Ａｖｅｒａｇｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ＲＣＭＦＥ

　 　 非致痫区和致痫区癫痫的迭代函数的 ＲＣＭＰＥ
熵值具有差异性，其中 Ａ 表示无致痫区脑电信号， Ｅ
表示致痫区癫痫脑电信号， Ｄ１、Ｄ２、Ｄ３ 表示 ＲＣＭＤＥ
在尺度因子为 ３ 的情况下的 ３ 种特征。 ＲＣＭＰＥ－
ＡＥ－ＩＭＦ１ 三重对比结果如图 ７ 所示。 从箱型图中，

９４第 ５ 期 梁袁泽， 等： 基于经验模态分解的精细复合多尺度排列熵癫痫脑电信号分类方法



可以看出在不同的 ＩＭＦ 和不同尺度因子下无致痫

区和致痫区癫痫脑电信号的特征 ＲＣＭＰＥ 的中位数

以及分布区间都是不同的。 因此，ＲＣＭＰＥ 可以作为

区分病灶性和非病灶性癫痫脑电数据的分类特

征［２３－ ２４］。
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图 ７　 ＲＣＭＰＥ－ＡＥ－ＩＭＦ１ 三重对比

Ｆｉｇ． ７　 Ｔｒｉｐｌｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＣＭＰＥ－ＡＥ－ＩＭＦ１

４　 结果和分析

将 Ａ、Ｂ、Ｃ、Ｄ、Ｅ 五组脑电数据段，按上述方法

进行处理，然后将特征融合向量作为输入提供给

ＳＶＭ。 ＳＶＭ 选用线性核函数，重复进行 １０ 次 ５ 折交

叉验证实验，采用特异度、灵敏度和准确度三个指标

对最终分类结果进行度量［２５］，结果见表 ３。
表 ３　 不同特征下的分类结果

Ｔａｂｌｅ ３　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ％

特征 特异性 灵敏度 准确度

ＲＣＭＰＥ ８８．０ ７５．０ ８０．１

ＥＭＤ＋ＲＣＭＰＥ ９３．０ ８３．０ ８８．３

ＥＭＤ＋ＲＣＭＰＥ＋ＰＣＡ ９６．０ ８５．０ ９０．３

　 　 经过 ＥＭＤ 处理后，ＲＣＭＰＥ 的分类效果达到

８８．３％。在此基础上再进行主成分分析后的分类准

确率达到 ９０．３％，有着更好的分类效果，详见表 ３。
ＲＯＣ 曲线则如图 ８ 所示。
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图 ８　 ＲＯＣ 曲线

Ｆｉｇ． ８　 ＲＯＣ ｃｕｒｖｅ

５　 结束语

本文针对癫痫患者的正常区域、致痫区和非致

痫区诊断识别问题，提出一种基于 ＥＭＤ 和精细复合

多尺度排列熵融合的特征提取算法，并将特征融合

向量输入 ＳＶＭ 算法中进行分类。 应用此方法对波

恩大学 ＥＥＧ 癫痫公共数据集进行处理，得到平均准

确率为 ９０． ３％，特异性为 ９６． ０％，灵敏度为 ８５％，
ＲＯＣ 曲线下面积为 ０．９８。

本算法先通过改变迭代中心频率减少迭代次

数，避免过度分解而导致数据失真，解决 ＥＭＤ 处理

非平稳离散信号的局限性。 此外，传统的 ＰＥ 算法

只考虑单一尺度，在评价复杂生理系统时性能表现

有缺失。 引入 ＭＰＥ 后随着粗粒度时间序列长度的

减少， 而无法满足 Ｎ 远大于 ｍ！， 会导致分类效果

差。 为解决这 ２ 个问题，本文提出 ＥＭＤ 和 ＲＣＭＰＥ
特征融合后再进行 ＳＶＭ 分类， 实验结果表明

ＲＣＭＰＥ 特征融合分类算法对于癫痫脑电信号的分

类效果有显著的提升，为临床医学诊断提供了一种

新思路。
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