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摘　 要： 脑卒中具有发病率高、死亡率高和致残率高的特点，提早发现和治疗显得至关重要。 在脑卒中预测方法中，机器学习

相对于其他方法具有更好的表现。 针对传统的单一机器学习模型在预测的精度或稳定性上都存在局限性的问题，提出了一

种基于 ＲＦ－ＲＦＥＣＶ 和 Ｓｔａｃｋｉｎｇ 集成学习的脑卒中预测方法。 通过实验证明，该方法可以有效地降低特征维度，获得最优特征

子集，与其他的单一模型以及其他集成算法模型相比，Ｓｔａｃｋｉｎｇ 模型的预测精度明显提升，可以更有效地预测脑卒中。
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０　 引　 言

脑卒中是严重危害中国国民健康的重大慢性非

传染性疾病，是国内成人致死、致残的首位病因，具
有高发病率、高致残率、高死亡率、高复发率、高经济

负担五大特点［１］。 根据科学研究表明，脑卒中已经

成为全球第二大死亡原因。 在国内，脑卒中发病率

为 ３９．３％［２］，防治形势也日益严峻。 由于现阶段缺

乏对脑卒中的有效治疗手段，因此脑卒中的早期预

防尤为重要。 近年来，随着机器学习的不断成熟和

发展，已被广泛应用于医学领域。 利用机器学习对

脑卒中进行及时的预测，具有重要的临床意义［３］。
例如，常怀文等学者［４］ 构建支持向量机模型。 李鹏

等学者［５］构建逻辑回归模型。 吴菊华等学者［６］ 构

建神经网络模型对脑卒中进行风险预测，这些成果

对脑卒中的防治具有不可忽视的积极意义。 但是单

一的机器学习模型存在预测精度低，泛化性差等问

题。 因 此， 本 文 研 究 提 出 基 于 ＲＦ － ＲＦＥＣＶ 和

Ｓｔａｃｋｉｎｇ 集成学习的脑卒中预测方法，综合多个单

一模型的优势，提升模型精度，为预防诊断提供有效

辅助。

１　 建模过程

１．１　 实验数据

实验数据采用 ｋａｇｇｌｅ 网站的脑卒中数据集。
数据集包含 ５ １１０ 个样本，其中包括 １０ 个特征属性



和 １ 个标签属性，此处提及的 １０ 个特征属性见

表 １。

表 １　 数据集特征属性

Ｔａｂｌｅ １　 Ｃｈａｒａｃｔｅｒｉｓｔｉｃ ａｔｔｒｉｂｕｔｅｓ ｏｆ ｔｈｅ ｄａｔａｓｅｔ

属性名称 属性描述

Ｇｅｎｄｅｒ 性别

Ａｇｅ 年龄

Ｈｙｐｅｒｔｅｎｓｉｏｎ 高血压病史

Ｈｅａｒｔ＿ｄｉｓｅａｓｅ 心脏病病史

Ｅｖｅｒ＿ｍａｒｒｉｅｄ 婚姻史

Ｗｏｒｋ＿ｔｙｐｅ 工作类型

Ｒｅｓｉｄｅｎｃｅ＿ｔｙｐｅ 居住类型

Ａｖｇ＿ｇｌｕｃｏｓｅ＿ｌｅｖｅｌ 平均血糖水平

Ｂｍｉ 身体质量指数

Ｓｍｏｋｉｎｇ＿ｓｔａｔｕｓ 吸烟状况

　 　 标签属性值为 ０ 和 １，其中 ０ 表示未患有脑卒

中，１ 表示患有脑卒中。 经过分析统计，标签值为 ０
的样本数为 ４ ８６１ 个，标签值为 １ 的样本数为

２４９ 个。
１．２　 数据预处理

本文对数据进行预处理主要包括 ３ 个方面：缺
失值处理、数据编码以及数据不平衡处理。

首先，数据缺失会造成原始数据的信息价值

的减少，导致预测结果不理想，而且不能采用常规

统计分析方法。 因此，需要对缺失的数据进行数据

处理。 缺失值处理常用方法有删除法、插补法。 实

验采用插值法以平均数对脑卒中缺失数据进行

填充。
然后，由于数据集中存在类别特征，为了其能够

在机器学习模型中得到更好的处理，需要将其转变

为数值型的特征。 数据编码的常用方法主要包含

ＯｎｅＨｏｔＥｎｃｏｄｅｒ、ＯｒｄｉｎａｌＥｎｃｏｄｅｒ。 因为类别特征存在

内在顺序，本文采用 ＯｒｄｉｎａｌＥｎｃｏｄｅｒ 法进行数据编

码，进一步提高模型的泛化性能。
最后，从图 １ 中看出卒中和非卒中患者分布

差别明显，为了解决数据不均衡对建模分析的影响，
采用 ＳＭＯＴＥ 算法对不平衡数据进行过采样。 算

法通过对少数类别样本进行分析与模拟，将模拟

得到的新样本纳入数据集，从而使原始数据中类

别数量达到平衡［７］。 处理后的患者分布如图 ２ 所

示。
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图 １　 数据集标签分布
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图 ２　 ＳＭＯＴＥ 平衡后数据集标签分布

Ｆｉｇ． ２　 ＳＭＯＴＥ ｂａｌａｎｃｅｄ ｄａｔａｓｅｔ ｌａｂｅｌ ｄｉｓｔｒｉｂｕｔｉｏｎ

１．３　 特征工程

本文通过利用 Ｐｙｔｈｏｎ 机器学习库 Ｓｋｌｅａｒｎ 中的

ＲａｎｄｏｍＦｏｒｅｓｔＣｌａｓｓｉｆｉｅｒ 和 ＲＦＥＣＶ 模块，实现特征重

要度的分析和特征选择。 递归特征消除是指在经过

特征重要性排序后，剔除了重要性水平最低的特征

并更新生成新的特征子集，然后再对随机森林模型

继续进行训练和评估，可以保存原始数据信息和得

到不同特征在预测结果上的重要性［８］。 通过 １５ 折

交叉验证法对每个特征子集相对应的随机森林模型

重复运行 １５ 次，以 １５ 次预测结果的准确率的平均

值为特征子集的评价指标［９］。 最优特征子集的平

均交叉验证准确率变化情况如图 ３ 所示。 当特征子

集数量小于 ８ 时，随着特征数量增多、平均交叉验证

准确率也会逐渐提高，预测准确性也呈现总体提高

态势。 当特征子集数量为 ８ 时，平均交叉验证准确

率达到最高，预测准确率也是最高。 因此实验选择

平均交叉验证准确率最高的 ８ 个特征组成的最优特

征子集，计算各个特征对预测结果的影响程度，其排

序如图 ４ 所示。
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图 ３　 不同特征子集的平均交叉验证准确率
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图 ４　 特征影响程度排名

Ｆｉｇ． ４　 Ｒａｎｋｉｎｇ ｏｆ ｉｎｆｌｕｅｎｃｅ ｄｅｇｒｅｅ ｏｆ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

１．４　 Ｓｔａｃｋｉｎｇ 集成学习模型构建

由于单一模型存在预测精度差和泛化能力弱等

问题，为了解决这类问题，建立具有 ２ 层结构的

Ｓｔａｃｋｉｎｇ 模型。 Ｓｔａｃｋｉｎｇ 的本质是一种堆栈集成算

法，可以通过整合多种不同类型的机器学习模型，使
得模型的边界变得更稳定［１０］。 构建 Ｓｔａｃｋｉｎｇ 模型

不仅仅要考虑到合适的基学习器和元学习器，还要

考虑到不同方式的组合。
１．４．１　 基分类器的选择

实验使用决策树（ＤＴ）、随机森林（ＲＦ）、梯度提

升树 （ ＧＢＤＴ ）、 ＸＧＢｏｏｓｔ、 ＡｄａＢｏｏｓｔ、 支 持 向 量 机

（ＳＶＭ ）、 ＫＮＮ、 逻 辑 回 归 （ ＬＲ ）、 朴 素 贝 叶 斯

（ＢｅｒｎｏｕｌｌｉＮＢ）等主流分类器进行研究分析。 在进

一步选择第一层的基分类器时，要综合考虑 ２ 个方

面。 一是 Ｓｔａｃｋｉｎｇ 模型的优越性主要体现在不同基

学习器对原始数据的特征提取，不同基学习器获得

的特征各不相同，为此要选择差异性较大的基学习

器，才能最大程度地综合不同算法的优势；二是单个

基学习器性能的优劣对融合模型的最终性能具有很

大的影响，所以要选择学习能力强的基学习器。
为了得到性能较强的基分类器，需要对比各个

模型单独预测的效果。 单一模型的参数采用交叉验

证结合网格搜索算法确定。 各个模型参数以及预测

性能见表 ２。
　 　 由表 ２ 可得， 经过网格搜索算法调参后，
ＡｄａＢｏｏｓｔ、ＧＢＤＴ、ＸＧＢｏｏｓｔ 的表现是单一模型中相对

出色的。 为了增强 Ｓｔａｃｋｉｎｇ 提升效果，将 ＡｄａＢｏｏｓｔ、
ＧＢＤＴ、ＸＧＢｏｏｓｔ 引入 Ｓｔａｃｋｉｎｇ 集成中，这几个算法虽

然在训练方法上不同，但本质上都是基于 Ｂｏｏｓｔｉｎｇ
算法的模型。 因此，将基于感知机的 ＳＶＭ 算法、基
于距离的 ＫＮＮ 算法以及基于 Ｂａｇｇｉｎｇ 算法的 ＲＦ 加

入 Ｓｔａｃｋｉｎｇ 的基学习器中来确保第一层基学习器的

多样性。 综上所述，本文选择 ＲＦ、ＡｄａＢｏｏｓｔ、ＫＮＮ、
ＳＶＭ、ＧＢＤＴ、ＸＧＢｏｏｓｔ 作为候选基学习器。
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表 ２　 各模型的参数设置及预测结果

Ｔａｂｌｅ ２　 Ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇ ａｎｄ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

模型 超参数设置 Ｐｒｅｃｉｓｉｏｎ Ｆ１

ＤＴ ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ＝ １
ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ＝ ２

０．９５１ ６６４ ０．９５１ ４２７

ＲＦ ｃｒｉｔｅｒｉｏｎ ＝ ｇｉｎｉ
ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ １ ０００
ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ＝ １

０．９７４ ３５８ ０．９７３ ８１９

ＧＢＤＴ ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ＝ ５
ｍａｘ＿ｄｅｐｔｈ ＝ １５

ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ ０．１

０．９７４ ７４５ ０．９７４ ４５３

ＸＧＢｏｏｓｔ ｍａｘ＿ｄｅｐｔｈ ＝ ８
ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ ５００

０．９７１ ５９０ ０．９７１ ２９９

ＡｄａＢｏｏｓｔ ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ ５００
ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ ０．１

０．９７６ ０３８ ０．９７５ ７１４

ＳＶＭ Ｃ ＝ １
Ｋｅｒｎｅｌ ＝ ｐｏｌｙ

０．７６５ ３３４ ０．７５９ ８９１

ＫＮＮ ｎ＿ｎｅｉｇｈｂｏｒｓ ＝ ５ ０．９００ ６１３ ０．８８１ ９９６

ＬＲ Ｃ ＝ １ ０．７６４ １８０ ０．７６３ ２９４

ＢｅｒｎｏｕｌｌｉＮＢ ａｌｐｈａ ＝ １００ ０．７６６ ０９３ ０．７５７ ３６６

１．４．２　 元分类器的选择

由于第二层元分类器的输入数据是各个基分类

器的预测结果，为了防止过拟合，第二层的元学习器

一般选结构简单的 ＬＲ 模型，不但可以提高整体模

型的稳定性，而且可以通过正则化避免过拟合。
１．４．３　 Ｓｔａｃｋｉｎｇ 中不同学习器组合比较

实验设计对比不同组合下 Ｓｔａｃｋｉｎｇ 模型的预测

效果，选择单一模型中预测性能最好的 ＡｄａＢｏｏｓｔ 模
型以及和 ＡｄａＢｏｏｓｔ 关联度较小的且预测性能较好

的 ＫＮＮ、ＳＶＭ 模型作为基学习器，并在此基础上结

合了其他的学习器进行不同组合，得到实验结果见

表 ３。
表 ３　 不同模型组合的预测结果

Ｔａｂｌｅ ３　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌ ｃｏｍｂｉｎａｔｉｏｎｓ

组合方式 基学习器 Ｐｒｅｃｉｓｉｏｎ Ｆ１

１ ＧＢＤＴ ０．９７７ ７４９ ０．９７７ ６０９

２ ＸＧＢ ０．９７８ ４２５ ０．９７８ ２３９

３ ＲＦ ０．９７９ ３５９ ０．９７９ １８５

４ ＧＢＤＴ、ＸＧＢ ０．９７８ ０３６ ０．９７７ ９２４

５ ＧＢＤＴ、ＲＦ ０．９７９ ９４７ ０．９７９ ８１６

６ ＲＦ、ＸＧＢ ０．９７８ １４６ ０．９７７ ９２３

７ ＧＢＤＴ、ＲＦ、ＸＧＢ ０．９８１ １７２ ０．９８１ ０７８

　 　 由表 ３ 可知，在基学习器的不同组合下预测模

型结果存在很大的不同。 组合方式 １ 的预测效果好

于组合方式 ２、３，说明 ＲＦ 作为基学习器增加输入元

学习器的特征差异，从而增强了模型的泛化能力。
组合方式 ５ 的预测效果好于组合方式 ４、６，说明在

保证基学习器差异性的前提下，选择基学习器的学

习能力越强，融合模型的最终性能也越好。 组合方

式 ７ 的预测结果好于组合方式 ３、５，说明基学习器

的数量在一定程度上影响融合模型的预测性能。 根

据上述预测结果对比，选择组合方式 ７ 作为本实验

Ｓｔａｃｋｉｎｇ 模型基学习器组合如图 ５ 所示。

KNN

XGB

GBDT

SVM

RF

AdaBoost

训练集

测试集

数据集

基学习器

元学习器

LR 预测结果

图 ５　 Ｓｔａｃｋｉｎｇ 集成学习模型流程

Ｆｉｇ． ５　 Ｓｔａｃｋｉｎｇ ｉｎｔｅｇｒａｔｅｄ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ ｐｒｏｃｅｓｓ
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２　 实验结果与分析

根据前文的算法设计以及参数调整，在经过处

理的数据集上进行实验验证，主要包括：特征选择方

法 ＲＦ － ＲＦＥＣＶ 的有效性实验，不同预测模型与

Ｓｔａｃｋｉｎｇ 模型的对比实验。 本文选取 Ｐｒｅｃｉｓｉｏｎ和 Ｆ１
值作为评价指标。
２．１　 特征选择前后模型性能对比分析

特征选择前后模型性能对比见表 ４。 根据表 ４
所示，对比特征选取前后的模型性能，在多数情况

下，模型性能均有较大提升说明通过 ＲＦ－ＲＦＥＣＶ 不

仅减少数据的维度，同时获得的最优特征子集更有

利于预测任务。
表 ４　 特征选择前后模型性能对比

Ｔａｂｌｅ ４　 Ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｆｅａｔｕｒｅ
ｓｅｌｅｃｔｉｏｎ

模型 指标 特征选择前 特征选择后

ＤＴ Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．９４６ ０８９
０．９４６ ０７４

０．９５１ ６６４
０．９５１ ４２７

ＲＦ Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．９７１ ２４２
０．９７０ ６６５

０．９７４ ３５８
０．９７３ ８１９

ＳＶＭ Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．７６５ ９６６
０．７６２ ０８９

０．７６５ ３３４
０．７５９ ８９１

ＫＮＮ Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．９０３ ０３４
０．８８４ ９０５

０．９００ ６１３
０．８８１ ９９６

ＸＧＢｏｏｓｔ Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．９６９ ０３７
０．９６８ ７７７

０．９７１ ５９０
０．９７１ ２９９

ＡｄａＢｏｏｓｔ Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．９７４ ７１７
０．９７４ ４５４

０．９７６ ０３８
０．９７５ ７１４

本文 Ｓｔａｃｋｉｎｇ 模型 Ｐｒｅｃｉｓｉｏｎ
Ｆ１

０．９７８ ７０６
０．９７８ ５５５

０．９８１ １７２
０．９８１ ０７８

　 　 由表 ４ 中也可以看出，本文 Ｓｔａｃｋｉｎｇ 集成模型

相对于其他单一模型在性能上具有明显的提升。 经

过分析，Ｓｔａｃｋｉｎｇ 模型具有 ２ 层结构。 第一层由不

同基学习器组成可以综合不同模型的优势，提高模

型的泛化能力。 第二层的输入为上一层的输出结

果，弥补第一层产生的误差，提高模型的预测精度。
２．２　 Ｓｔａｃｋｉｎｇ 集成学习模型与其他模型性能分析

为了进一步说明本文模型的性能，将本文模型

与 Ｖｏｔｉｎｇ 模型进行预测性能对比。 不同模型的性

能比较见表 ５。 为了保证对比实验的准确性，２ 种模

型使用相同数据并将 Ｖｏｔｉｎｇ 模型的基学习器与本

文模型第一层基学习器保持一致。 由表 ５ 可知，本
文模型的性能好于 Ｖｏｔｉｎｇ 模型，因此，本文模型在

脑卒中预测上具有良好的鲁棒性。
表 ５　 不同模型的性能比较

Ｔａｂｌｅ ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 Ｐｒｅｃｉｓｉｏｎ Ｆ１

Ｖｏｔｉｎｇ 模型 ０．９７６ ４５０ ０．９７６ ３４８

本文模型 ０．９８１ １７２ ０．９８１ ０７８

３　 结束语

由于脑卒中现阶段没有良好的治疗方法，所以

提早预防至关重要。 针对现有单一预测模型预测精

度不高或者鲁棒性较差的问题，本文提出基于 ＲＦ－
ＲＦＥＣＶ 和 Ｓｔａｃｋｉｎｇ 集成学习的脑卒中预测方法。
实验结果表明，本文方法相比当前主流算法更加适

用于脑卒中预测，具有更好的性能，证明本文方法的

可行性。 本文方法用于脑卒中预测与诊断，可以辅

助医生提高脑卒中诊断效率。
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