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基于 ＣＧＡＮ 的近红外关联成像高分辨率重构
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摘　 要： 由于复杂天气情况和夜间可视度低等场景限制，红外图像技术应用广泛，但是获取的成本较高。 为降低红外图像的

获取成本，利用二维傅里叶单像素成像的方法获得低采样率的红外图像，再利用条件对抗生成式网络进一步重构出清晰的红

外图像。 实验结果表明，在采样率为 ６．２５％的情况下，可以重构出接近原始清晰图像的红外图像，因而利用关联成像降低红外

图像获取成本的方法，具有较高的实用价值。
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０　 引　 言

红外成像是利用探测器获得物体的红外辐射

线，背景与物体存在红外线差，从而得到的红外图

像。 由于器件限制，红外图像大多是由电偶耦合器

件（Ｃｈａｒｇｅ Ｃｏｕｐｌｅ Ｄｅｖｉｃｅ， ＣＣＤ）获取，而由桶探测

器获取红外关联像的成本更低，在这方面，国内外几

乎很少推出相关研究成果。
近年来，一种新颖的单像素成像技术（ Ｓｉｎｇｌｅ

Ｐｉｘｅｌ Ｉｍａｇｉｎｇ， ＳＰＩ） ［１］受到了广泛的关注，就是可以

通过没有空间分辨率的单像素桶式探测器重构物体

信息。 １９９５ 年，Ｐｉｔｔｍａｎ 等学者［２］ 通过实验实现了

纠缠光的鬼成像 （ Ｇｈｏｓｔ Ｉｍａｇｉｎｇ， ＧＩ）。 ２００２ 年，
Ｂｅｎｎｉｎｋ 等学者［３］ 使用经典光源开展了鬼成像实

验。 Ｂｒｏｍｂｅｒｇ 等学者［４］ 在 ２００８ 年通过使用空间光

调制（Ｓｐａｔｉｌａｌ Ｌｉｇｈｔ Ｍｏｄｕｌａｔｉｏｎ， ＳＬＭ）设备实现了计

算鬼成像（Ｃｏｍｐｕｔｉｎｇ Ｇｈｏｓｔ Ｉｍａｇｉｎｇ， ＣＧＩ）。 ＳＰＩ 由

ＧＩ 发展而来，但是以上成像技术重构图像都具有明

显的噪声。 为此，Ｇｕｏ 等学者［５］ 提出了归一化鬼成

像（ＮＧＩ） 来提高图像质量和抗噪性能。 ２００８ 年，
Ｄｕａｒｔｅ 等学者［６］］ 提出了一种基于压缩传感的 ＳＰＩ
技术，降低了 ＳＰＩ 的测量数量，提高了成像能力。

近年来，使用深度学习进行高分辨率图像的重

构逐渐兴起，与传统的基于插值法和基于重构法相

比，具有清晰度好、精度高等优点。 ２０１４ 年，Ｄｏｎｇ 等

学者［７］首次提出卷积神经网络 （ Ｓｕｐｅｒ －Ｒｅｓｏｌｕｔｉｏｎ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＳＲＣＮＮ），用于处理图

像超分辨率重构；之后又提出改进型算法 ＦＳＲＣＮＮ。



２０１６ 年，Ｓｈｉ 等学者［８〛提出深度卷积神经网络（Ｖｅｒｙ
Ｄｅｅｐ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ，ＶＤＳＲ）用来处理图像

超分辨率重构。 ２０１８ 年，Ｈａｒｉｓ 等学者［９］ 提出深度

反投 影 网 络 （ Ｄｅｅｐ Ｂａｃｋ － Ｐｒｏｊｅｃｔｉｏｎ Ｎｅｔｗｏｒｋｓ，
ＤＢＰＮ），进一步提高了图像的超分辨率重构质量。
目前，使用深度学习进行可见光图像的超分辨率重

构取得了一定的成功，而在红外图像上的应用，白皓

等学者［１０］利用深度残差网络来对红外图像进行超

分辨率重构，来提高图像的细节。 与可见光图像相

比，红外图像是通过获得红外热辐线而形成的，分辨

率差、信噪比低、视觉效果模糊、对比度低。 因而之

前所提到的用于可见光图像的超分辨率重构网络，
并不能直接用于红外图像的超分辨率重构中。

与其他红外图像相比，通过傅里叶单像素成像

获得的红外图像，分辨率、对比度和视觉效果等更

差，本文主要研究条件对抗生成性网络（Ｃｏｎｄｉｔｉｏｎａｌ
Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ， ＣＧＡＮ），能解决红

外成像分辨率低的问题。 其中包括红外图像信噪比

低、对比度低等问题。 本文利用 ＮＩＲ － Ｆａｃｅ 数据

集［１１］，经过二维傅里叶单像素成像系统，构造出低

采样率后的红外图像集；对获得的红外图像集进行

预处理操作，并将处理后的图像集与原图像集一一

配对，构造实验过程中需要的数据集；最后，根据红

外图像特征，采用深度学习方法对图像进行重构，恢
复了图像的质量。 利用 ＣＧＡＮ 技术将桶探测器获

取的低采样率图像重构为高采样率图像，无需价格

高昂的 ＣＣＤ 设备，大大降低了红外图像获取成本。

１　 原理

１．１　 二维傅里叶单像素成像

关联成像是一种非局域性成像技术，近年来研

究者们在该技术领域取得了一些研究成果。 关联成

像采用无空间分辨能力的单像素探测器，结合空间

光调制技术，通过关联算法重构二维空间信息。 关

联成像技术已有近 ３０ 年的发展历史［１２］，共经历了 ３
个阶段。 第一阶段为利用双光子纠缠进行成像；第
二阶段为热光关联成像，即使用经典热光源来模拟

量子纠缠从而进行关联成像；第三阶段为计算关联

成像（Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｉｍａｇｉｎｇ， ＣＩ），该技术依赖算法

来测量图像中间形成过程，而克服了传统光学和传

感器硬件的限制。 关联成像虽然比传统成像有更强

的抗干扰能力，但仍然存在一定的局限性，如成像所

需的时间长、对复杂物体的还原度不高等，因而演变

出了如今的单像素成像技术。

单像素成像通过使用单像素检测器，采集目标

物体反馈的光强信息，再结合相关算法实现目标物

体的成像。 其成像原理如图 １ 所示。 首先激光器将

一束 光 经 过 扩 束 镜 后 由 数 字 微 镜 器 （ Ｄｉｇｉｔａｌ
Ｍｉｃｒｏｍｉｒｒｏｒ Ｄｅｖｉｃｅｓ， ＤＭＤ）接收，ＤＭＤ 对入射光进

行调制，获得一个掩膜，随后将掩膜信号同图像进行

叠加，经过透镜将光强信息输入到桶探测器中，最终

利用重构算法重构除场景图像。
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图 １　 单像素成像原理图

Ｆｉｇ． １　 Ｓｉｎｇｌｅ－ｐｉｘｅｌ ｉｍａｇｉｎｇ ｓｃｈｅｍａｔｉｃ

　 　 本文采用二维傅里叶单像素成像技术［１３］，通过

获取图像的傅里叶谱来对图像进行重构，由于图像在

傅里叶域的稀疏性，可以实现高效率的成像。 为获取

物体图像傅里叶谱，首先使用空间光调制器产生傅里

叶基底图案，然后对物体进行照明，使用单像素探测

器来对物体的光场强度进行探测。 在物体图像的傅

里叶空间进行扫描，就可获取到图像傅里叶谱，进行

逆傅里叶变换，实现单像素二维成像。
假设目标为反射型物体， 且物体在光照方向的

反射强度为 Ｒ（ｘ，ｙ），物体图像为 Ｉ（ｘ，ｙ），则单像素

检测器测量的光响应值可用式（１） 表示：

　 　 Ｄφ（ ｆｘ， ｆｙ） ＝ Ｄｎ ＋ β × ∬
ｓ
Ｒ（ｘ，ｙ） ×

　 　 　 　 　 　 　 Ｐ（ｘ，ｙ； ｆｘ， ｆｙ，φ）ｄｘｄｙ （１）
　 　 其中， Ｄｎ 是由探测器位置的背景照明引起的光

响应值， β 与探测器和物体的空间关系有关。 为了

得到对应空间频率 （ ｆｘ， ｆｙ） 的傅里叶系数 Ｃ（ ｆｘ，
ｆｙ）， 将空间频率 （ ｆｘ， ｆｙ） 和初始相位设置为 ０、π∕２、
π、３π∕２ 四个傅里叶基模式，分别投影到目标对象，
并记录得到的 ４ 个响应值 Ｄ１、Ｄ２、Ｄ３、Ｄ４。 根据四

步相移算法，得到式（２）：
Ｃ（ ｆｘ， ｆｙ） ＝ （Ｄ１ － Ｄ３） ＋ ｊ（Ｄ２ － Ｄ４） （２）

　 　 其中，ｊ 是虚数单位。
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通过得到的傅里叶系数，对图像的傅里叶谱进

行逆傅里叶变换对图像进行重构，为此用到式（３）：
　 　 Ｉ（ｘ，ｙ） ＝ Ｆ －１｛Ｃ（ ｆｘ， ｆｙ）｝ ＝ Ｆ －１｛（Ｄ１ － Ｄ３） ＋

ｊ（Ｄ２ － Ｄ４）｝ （３）
　 　 其中， Ｆ －１ 表示傅里叶逆变换。

该方法具有高信噪比并可以减少测量次数，大大

改善了单像素成像质量低、所需测量次数多的现状。
１．２　 深度学习

经过单像素成像获得低采样率的红外图像数据

集后，就可进行下一步的深度学习优化。 在单像素

成像之后，图像中包含的特征信息大部分丢失，并且

出现边缘模糊问题，因此引入深度学习方法，学习模

糊图像与原图之间的映射，重构出清晰图像。
ＧＡＮ［１４］是一种对抗生成网络模型，在需要从现

有图像中生成新图像的真实场景中表现尚佳。 ＧＡＮ
主要由生成器和判别器两个神经网络组成。 生成器

根据输入的图像生成新的图像，鉴别器则要判断生

成的图像是否与真实图像一致。 本文使用条件生成

式对抗网络（ＣＧＡＮ） ［１５］，是对原始 ＧＡＮ 的一个条

件性变体，生成器生成具有特定特征的样本，而不是

从某个噪声分布生成一个通用样本；将特征作为输

入信息，从而实现条件生成对抗式网络 ＣＧＡＮ。
本文中使用生成器 Ｇ 生成清晰红外图像 ｘ 作为重构

出来的图像 Ｇ（ｘ），尽可能地接近标签图像，最后利

用鉴别器Ｄ来判断输出结果是否与真实图像一致。
１．２．１　 ＣＧＡＮ 网络框架

生成器使用 Ｕ－Ｎｅｔ 架构［１６］，对输入图像 ｘ 进行

编码，然后解码成图像 Ｇ（ｘ）。 Ｕ－Ｎｅｔ 网络使用很

少的图像就能进行端到端的训练，并取得良好的效

果。 而这来自于完全卷积网络（ＦＣＮ） ［１７］，基于编码

解码器模型，而编码器和解码器是对称的结构。 为

了更好地判断图像的局部映射，鉴别器网络使用

Ｐａｔｃｈ－ＧＡＮ 结构，将图像划分为多个区域块，并确

定每个区域块的真值和假值，最后以平均值作为最

终值。 网络整体框架如图 ２ 所示。
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32?32?512

38?38?1024
8?8?1024

4?4?1024
2?2?5121?1?5122?2?512

4?4?512

8?8?512

16?16?512
32?32?256

64?64?128

128?128?64

256?256?1

ShipConnection

图 ２　 ＣＧＡＮ 网络框架

Ｆｉｇ． ２　 ＣＧＡＮ ｎｅｔｗｏｒｋ ｆｒａｍｅｗｏｒｋ

１．２．２　 损失函数

在网络训练过程中，需要使用合适的损失函数，
对于条件生成对抗网络（ＣＧＡＮ），目标损失函数计

算公式如下：
　 ＬｃＧＡＮ（Ｇ，Ｄ） ＝ Ｅｙ［ｌｏｇＤ（ｙ）］ ＋ Ｅｘ，ｚ［ｌｏｇ（１ －

Ｄ（ｘ，Ｇ（ｘ，ｚ）））］ （４）
　 　 其中， 生成器 Ｇ 不断最小化目标函数，而鉴别

器Ｄ则通过不断迭代来最大化目标函数。 为了使输

入输出图像的相似度更高，该框架中添加了 Ｌ１ 损失

函数来计算相似性。 同时，针对红外图像边缘模糊、
细节缺失等特点，本文加大了相似性函数在目标损

失函数中的权重。 因此，该网络使用的目标损失函

数为：

　 Ｇ∗ ＝ ａｒｇ ｍｉｎ
Ｇ

ｍａｘ
Ｄ

ＬｃＧＡＮ（Ｇ，Ｄ） ＋ λ × ＬＬ１（Ｇ） （５）

　 　 其中， λ ＝ ５００。

２　 仿真实验

本节通过仿真实验对上述理论进行分析，实验

中主要采用 ＮＩＲ＿Ｆａｃｅ 数据集。 该数据集中包含了

１９７ 个人，每个人根据是否戴眼镜、不同表情、背景

不同等情况拍摄了多张图片，共计３ ９３９张图像。 其

中，每张人像的五官都很清晰，通过对拍摄图片进行

裁剪，构成数据集。
本节分析了在不同采样率下使用 ＣＧＡＮ 重构

图像的性能差异。 实验过程阐述如下。 首先，在
Ｍａｔｌａｂ ２０１９ 中通过傅里叶单像素成像，对仿真数据
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集进行了降低采样率处理， 采样率为 ６． ２５％、
１２．５０％、２５．００％的图片各３ ９３９张；再将低采样率的

图片与原图拼接成新的数据集构造训练集。 神经网

络的训练在 Ｐｙｔｈｏｎ ３． ７ 中实现，深度学习框架为

ＴｅｎｓｏｒＦｌｏｗ２．０。 以上训练均在服务器上运行，服务器

配备ＧＰＵ 为ＲＴＸ２０８０Ｔｉ、ＣＰＵ 为 ｉ９－１０９００Ｋ，性能优异。
２．１　 评价指标

本文从主观评价与客观评价两个方面分析重构

图像质量。 其中，主观评价方法主要通过观察重构

图像的直观视觉效果进行图像质量评价；客观评价

方法采用峰值信噪比 （ＰＳＮＲ） 和结构相似度

（Ｓｔｒｕｃｔｕｒａｌ ＳＩＭｉｌａｒｉｔｙ Ｉｎｄｅｘ， ＳＳＩＭ） 作为重构图像质

量评价指标。 其中， ＰＳＮＲ 为最大像素值与均方误

差的比值，值越大、重构图像的失真越小。 其计算公

式具体如下：

ＰＳＮＲ ＝ １０ × ｌｇ（
ＭＡＸ２

Ｉ

ＭＳＥ
） （６）

　 　 其中， ＭＳＥ 为均方根误差，ＭＡＸ 为图像像素的

最大值。 当给定一个大小为 ｍ × ｎ 的干净图像 Ｉ 和
一个噪声图像 Ｋ，均方根误差公式具体如下：

ＭＳＥ ＝ １
ｍｎ∑

ｍ－１

ｉ ＝ ０
∑
ｎ－１

ｊ ＝ ０
‖Ｉ（ ｉ， ｊ） － Ｋ（ ｉ， ｊ）‖２ （７）

　 　 结构相似度用来衡量 ２ 幅图像相似度，取值范

围为［０，１］， Ｓ 值越大，表示图像之间的相似度越

高。 ＳＳＩＭ 的计算公式具体如下：

ＳＳＩＭ （Ｙ，Ｙ^） ＝
２ μＹ μ Ｙ^ ＋ Ｃ( ) ２ σＹＹ^ ＋ Ｃ′( )

μ２
Ｙ ＋ μ２

Ｙ^ ＋ Ｃ( ) σ２
Ｙ ＋ σ２

Ｙ^ ＋ Ｃ′( )
（８）

其中， Ｙ 表示原始高分辨率图像；Ｙ^ 表示重构图

像；μ 表示图像的均值；σ 表示图像的方差；σ ＹＹ^ 表示

２ 幅图像的协方差；Ｃ、Ｃ′ 表示接近 ０ 的正常数。
２．２　 深度学习图像重构分析

图像模糊程度和采样率的变化成正比，采样率

越低、图像越模糊，采样率越高、图像越接近原图。
在低采样率的情况下，图像的轮廓和细节等信息基

本丢失，因此需要使用 ＣＧＡＮ 神经网络作为图像重

构工作的进一步优化措施。
首先，对 ＮＩＲ＿Ｆａｃｅ 数据集进行预处理。 先将红

外图像调整到训练需要的 ２５６×２５６ 大小， 得到图像

Ｔｍ（ｘ）；再采用上述傅立叶方法进行降低采样率处

理得到图像 Ｐｍ（ｘ）； 由于是将可见光图像的重构算

法 ＣＧＡＮ 引 入 红 外 图 像 的 重 构 中， 所 以 使 用

Ｐｈｏｔｏｓｈｏｐ 对图像 Ｔｍ（ｘ） 和 Ｐｍ（ｘ） 进行了伪彩色处

理，转换为 ３ 通道的彩色图像，得到了图像 Ｔｍ１（ｘ）

和 Ｐｍ１（ｘ）；将得到的图像对应拼接为 Ｐｍ１（ｘ） －
Ｔｍ１（ｘ） 图像对。 随后使用二维傅里叶单像素成像

并将采样率设置为 ６．２５％、１２．５０％、２５．００％。 共获

取１１ ７８７对图像，将其中 ９ ０００ 对图像作为 ＣＧＡＮ 的

训练集，２ ７８７ 对图像作为测试集。 预处理后的数据

集称为 ＮＩＲ＿Ｆａｃｅ＿Ｅ。 数据集如图 ３ 所示。 由图 ３
可知，随着采样率的升高，图像越来越清晰。

(a)原图

(d)25.00%采样率

(c)12.50%采样率

(b)6.25%采样率

图 ３　 ＮＩＲ＿Ｆａｃｅ＿Ｅ 训练数据集中 ４ 幅人脸 ３ 种不同采样率结果

Ｆｉｇ． ３ 　 Ｒｅｓｕｌｔｓ ｏｆ ４ ｆａｃｅｓ ｗｉｔｈ ３ ｄｉｆｆｅｒｅｎｔ ｓａｍｐｌｉｎｇ ｒａｔｅｓ ｉｎ ｔｈｅ
ＮＩＲ＿Ｆａｃｅ＿Ｅ ｔｒａｉｎ ｄａｔａｓｅｔ

　 　 图 ４ 中展示了测试集图像在 ６．２５％，１２．５０％和

２５．００％三种不同采样率下的重构结果，客观评价指

标见表 １。 由表 １ 可以看出，当采样率降低为 ６．２５％
的时候，重构出来的图像与原图基本接近，并且根据

表 １ 得知， ＰＳＮＲ 和 ＳＳＩＭ 的值与采样率为 １２．５０％
与 ２５．００％的时候非常接近。

(a)原图

(d)25.00%采样率

(c)12.50%采样率

(b)6.25%采样率

图 ４　 ＮＩＲ＿Ｆａｃｅ＿Ｅ 测试数据集中 ４ 幅人脸 ３ 种不同采样率重构结果

Ｆｉｇ． ４　 Ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ４ ｆａｃｅｓ ｗｉｔｈ ３ ｄｉｆｆｅｒｅｎｔ ｓａｍｐｌｉｎｇ

ｒａｔｅｓ ｉｎ ｔｈｅ ＮＩＲ＿Ｆａｃｅ＿Ｅ ｔｅｓｔ ｄａｔａｓｅｔ
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表 １　 不同采样率下红外图像的 ＰＳＮＲ 和 ＳＳＩＭ
Ｔａｂｌｅ １　 ＰＳＮＲ ａｎｄ ＳＳＩＭ ｏｆ ｉｎｆｒａｒｅｄ ｉｍａｇｅｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｓａｍｐｌｉｎｇ ｒａｔｅｓ

红外图像
６．２５％

ＰＳＮＲ ／ ｄＢ ＳＳＩＭ

１２．５０％

ＰＳＮＲ ／ ｄＢ ＳＳＩＭ

２５．００％

ＰＳＮＲ ／ ｄＢ ＳＳＩＭ

１ ３５．０６ ０．９５ ３５．１７ ０．９５ ３５．０３ ０．９５

２ ３８．７２ ０．９３ ３９．１３ ０．９６ ３７．９６ ０．９４

３ ４０．１９ ０．９７ ３８．７０ ０．９６ ４０．００ ０．９７

４ ３３．１４ ０．９５ ３３．５３ ０．９５ ３３．３４ ０．９５

２．３　 实验分析

为了验证仿真数据训练的可行性，本文利用了

实验装置拍摄了一组红外图像，并放入由仿真数据

训练好的 ＣＧＡＮ 网络中进行测试。 本文使用的实

验装置及其光路以激光二极管为光源，使用波长为

１ ０６４ ｎｍ的激光器。 当相机镜头型号为 Ｎｉｋｏｎ，ＡＦ－
ＳＤＸ５５－２００ ｍｍｆ ／ ４－５．６ＧＥＤ（６８ ｍｍ×７９ ｍｍ）时，所
使用的桶探测器型号为 ＰＯＩＮＴ ＧＲＥ，ＢＦＬＹ－ＰＧＥ－
５０Ｈ５Ｍ（２９×２９×３０ ｍｍ３）。 捕获卡型号为 Ｍ２ｉ．２０３０－
ｅｘｐ，如图 ５ 所示。

Object

图 ５　 实验装置图

Ｆｉｇ． ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｓｅｔｕｐ ｄｉａｇｒａｍ

　 　 利用实验设备拍摄了一组小玩偶的红外图像，
然后将拍摄的图像调整为采样率 ６．２５％。 激光器首

先通过 ＤＭＤ 获取调制光场，并于目标玩偶图像进

行叠加，光路经过反射后由桶探测器接收，以获得光

信号。 将获取的低采样放入训练好的 ＣＧＡＮ 网络

中进行图像重构测试。 测试结果如图 ６ 所示。

(a)采样率6.25%输入图像 (b)真实图像 (c)CGAN重建图像

图 ６　 测试结果图

Ｆｉｇ． ６　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｇｒａｐｈ

　 　 从图 ６ 中可以看出，经过低采样率获取的图像

模糊，且丢失较多信息，仅能保留原图大致特点。 而

将低采样率图像经过 ＣＧＡＮ 网络进行重构则可复

原出较多信息，接近原图。 重构量化指标见表 ２。
表 ２　 重构前后图像对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｉｍａｇｅｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ

图像 ＰＳＮＲ ＳＳＩＭ

采样率 ６．２５％输入图像 １０．０９１ １ ０．７３７ ２

ＣＧＡＮ 重构后图像 １３．８３０ ７ ０．８３９ ７

　 　 由表 ２ 可以看出相较于低采样率下的输入图像

重构出来图像的的 ＰＳＮＲ 值增加了 ３６．７２％， ＳＳＩＭ
值增加了 １３．９０％，有较大提升，因而仿真数据训练

出来的网络是可行的。

３　 结束语

本文针对红外图像获取成本较高的问题提出基

于 ＣＧＡＮ 网络对低采样率下的模糊红外关联成像

图像进行高分辨率重构。 实验结果表明，该方法可

以显著提高低采样率下的红外图像质量。
虽然 ＣＧＡＮ 可以重建高清图像，但是当网络重

建图像类型与网络所用训练图像类型不同时往往难

以获得足够的细节。 为了克服这一问题，下一步的

研究是利用迁移学习让网络获得不同类型图像的特

征以提高细节的重建精度。
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