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基于多分支结构和注意力机制的实时语义分割网络
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摘　 要： 在实时语义分割方法研究中，由于目标感受野有限，目前仍然存在大目标分割不准确和细节信息丢失的问题。 针对

这个问题，提出一种基于多分支结构和注意力机制的实时语义分割算法。 首先，本文构建多分支结构的细节路径以保留多尺

度细节信息，减少小目标细节丢失；其次，设计空洞金字塔分支扩大感受野，以覆盖视野内大目标，进一步丰富上下文信息；最
后，提出双边注意力特征融合模块，以增强特征融合时对关键特征的选择，弥补小目标信息的缺失。 在 Ｃｉｔｙｓｃａｐｅｓ 测试集、
ＣａｍＶｉｄ 测试集所提模型的平均交并比 （ｍＩｏＵ） 为 ７４．６％与 ７３．６％，每秒传输帧数（Ｆｒａｍｅｓ Ｐｅｒ Ｓｅｃｏｎｄ， ＦＰＳ） 为 ９４ 与 ７４；较于

ＢｉＳｅＮｅｔ，本文算法的 ｍＩｏＵ 分别提高了 ６．２、８．０ 个百分点。 实验结果表明，本文算法在实时性和准确性方面获得了很好的平

衡。
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０　 引　 言

语义分割（ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ）是计算机视觉

领域的一项重要技术，其主要思想是将图像分割成

几种不同语义类别的像素区域并识别出每个区域的

类别，最后做图像的像素级分类获得语义分割预测

图。 图像语义分割在自动驾驶、医学影像分析、智能

交通、机器人、视频监控等领域均有广泛的应用［１］。
随着人工智能研究领域的全面发展，深度学习

理论在图像语义分割任务中取得了可观成就。 全卷

积网络（ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ， ＦＣＮ） ［２］ 首次

将深度学习理论引入到语义分割任务中，使用反卷

积层替换传统卷积网络中的全连接层，做像素级的



密集预测。 Ｕ－Ｎｅｔ［３］ 网络采用 Ｕ 型对称结构，并将

编码器提取的特征图与解码器提取的特征图进行多

层级特征融合。 虽然 Ｕ－Ｎｅｔ 分割精度高，但其对称

结构计算量较大，而且空间信息缺失较多。 为提取

更多 空 间 信 息， ＤｅｅｐＬａｂ［４］ 网 络 引 入 膨 胀 卷 积

（Ｄｉｌａｔｅｄ Ｃｏｎｖｏｌｕｔｉｏｎ）在不增加计算量的同时获得更

大的感受野，以提取更丰富的上下文信息，但对小目

标分割效果欠佳。 在此基础上，ＤｅｅｐＬａｂＶ３［５］ 网络

引入多层级空洞卷积来提取多尺度特征图，并采用

金字塔池化对多尺度特征进行融合。 但由于空洞卷

积的特殊性，空间信息缺失问题一直存在。 混合空

洞卷积网络［６］ 解决了空洞卷积出现的空间信息缺

失的问题。 然而，上述网络的参数量与计算量较大，
难以满足实际应用中嵌入式设备对实时性的要求。

为了满足语义分割算法在现实场景下的部署需

求，已经出现许多轻量级的网络权衡了语义分割的

准确性和实时性。 ＥＮｅｔ［７］ 网络遵循 ＵＮｅｔ 网络编码

器－解码器的设计理念，但 ＥＮｅｔ 利用不对称的编码

器－解码器结构，减少解码器的内存成本，并利用早

期下采样提高计算速度，ＥＮｅｔ 最先对实时语义进行

分割；双边分割网络（Ｂｉｌａｔｅｒａｌ Ｓｅｇｍｅｎｔａｔｉｏｎ Ｎｅｔｗｏｒｋ，
ＢｉＳｅＮｅｔ） ［８］为实时语义分割提供了新的思路，其主

要思想是利用浅层网络的细节路径，以获取带空间

位置信息的低维特征图；再用轻量化网络快速下采

样提取深层次的带语义信息的高维特征图，最后将

两者融合得到高级的高分辨率特征图。 此后的研究

表明，双分支结构方法是实时语义分割领域的高效

方法。
但是双分支结构的网络采用轻量化的模型作为

主干网络（如 Ｘｃｅｐｔｉｏｎ［９］、ＭｏｂｉｌｅＮｅｔ［１０］ 等）， 这些模

型的卷积层数不够深，导致模型整体的感受野有限，

难以覆盖比较大的特征对象，如建筑物、公交车和卡

车等，会影响最终的分割精度。 此外保留空间信息

的空间路径设计过于简单，空间位置信息不够丰富，
细节信息不足，并且双分支结构的空间路径和语义

路径的特征维度相差较大，空间路径提取的是边界、
位置等低层次信息，语义路径提取的是比较具体的

带上下文的深层次信息，低层次的细节信息会产生

较大的噪声，缺失语义信息，融合时低层次产生的噪

声会影响深层次提取到的语义信息，导致最终的分

割效果欠佳。
针对上述问题，本文提出一种基于多分支结构

和注意力机制的实时分割网络，主要工作如下：
（１）重新设计细节路径，利用深度可分离卷积和

注意力机制的结合设计一个多分支结构的细节路径；
（２）构建一个轻量化的空洞金字塔结构，使语

义路径获得丰富的上下文信息的同时收获大的感受

野；
（３）引入双边注意力特征融合模块，在特征融

合中加入不同的注意力强化模型对关键特征的识

别，提高模型的分割效果。 在公开数据集 ＣａｍＶｉｄ
和 Ｃｉｔｙｓｃａｐｅｓ 上的实验表明，本文模型兼顾了分割

精度和推理速度。

１　 网络模型与结构

１．１　 网络整体结构

本文提出了基于多分支结构和注意力机制的实

时语义分割网络，如图 １ 所示，由一个提取高级语义

特征的语义路径（Ｓｅｍａｎｔｉｃ Ｐａｔｈ，ＳＰ）和一个提取空

间细节信息的细节路径（Ｄｅｔａｉｌ Ｐａｔｈ，ＤＰ）构成的双

路径实时语义分割网络。
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图 １　 网络整体结构图
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　 　 细节路径采用的是一个仅采样 ３ 次的多分支结

构，保留更多不同尺度的空间细节信息，并引入空间

注意力机制加强细节特征，有利于对杆、交通信号灯

和交通指示牌等小目标的精准分割；语义路径采用

预训练的轻量化模型（ＳＴＤＣ） ［１１］ 快速下采样提取上

下文语义信息，输入到空洞金字塔模块 （ Ａｔｒｏｕｓ
ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ ｍｏｄｕｌｅ，ＡＰＰＭ）中，再使用注意力细

化模块［８］（ａｔｔｅｎｔｉｏｎ ｒｅｆｉｎｅｍｅｎｔ ｍｏｄｕｌｅ，ＡＲＭ）细化最

后 ２ 个阶段的输出特征；空洞金字塔从语义分支中

提取不同尺度的深层特征，并用扩张卷积增大感受

野，有利于覆盖视野内的建筑、公交车等大目标。 细

节路径保留多尺度空间细节信息，语义路径则提取

丰富的语义信息，而空洞金字塔提供更大的感受野

和更深层次的特征。 最后，通过双边注意力特征融

合模 块 （ Ｂｉｌａｔｅｒａｌ ａｔｔｅｎｔｉｏｎ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ，
ＢＡＦＭ）来指导模型融合这些特征，提高模型融合时

的特征选择能力，以进行最后的预测。 该方法既具

有实时性，又能保证高分割精度。
１．２　 语义路径

空间路径编码丰富的空间信息，而语义路径旨

在提供足够的感受野。 在语义分割任务中，感受野

对性能具有重要意义。 语义路径利用轻量级模型和

空洞金字塔来提供多尺度信息和较大的感受野。 在

语义路径中使用短期密集级联模块 （ Ｓｈｏｒｔ － Ｔｅｒｍ
Ｄｅｎｓｅ Ｃｏｎｃａｔｅｎａｔｅ ｍｏｄｕｌｅ， ＳＴＤＣ ｍｏｄｕｌｅ）作为主干

网络，该网络有以下 ２ 个优点：
（１）通道数逐级减少，极大地减少计算复杂性；
（２）ＳＴＤＣ 模块的最后输出是连接了所有块，保

留了可变感受野和多尺度信息。
ＳＴＤＣ 各层输出见表 １。 本文在轻量级模型的

尾部添加一个空洞金字塔模块，可以提供多尺度信

息和大的感受野，并使用 Ｕ 型结构来融合最后 ２ 个

阶段的特征，是一个非完整的 Ｕ 型结构。
表 １　 ＳＴＤＣ 网络各阶段输出

Ｔａｂｌｅ １　 Ｏｕｔｐｕｔｓ ｏｆ ＳＴＤＣ ｅａｃｈ ｌａｙｅｒ

ｓｔａｇｅ 输出通道数 输出分辨率

输入 ３ ５１２×５１２

ｓｔａｇｅ １ ６４ ２５６×２５６

ｓｔａｇｅ ２ ２５６ １２８×１２８

ｓｔａｇｅ ３ ５１２ ６４×６４

ｓｔａｇｅ ４ １ ０２４ ３２×３２

　 　 在深层次网络中，感受野的大小体现了模型获

得上下文信息的能力。 轻量化网络 ＳＴＤＣ 的网络层

数相比其他卷积网络的卷积层数不够深，提取的语

义信息有限，所以本文使用空洞金字塔模块提取不

同尺度的深层特征进行融合，如图 ２ 所示。 由图 ２
可看到，输入特征图，分成 ４ 个分支，前 ３ 个分支先

使用 ３×３ 的深度可分离卷积进行再次下采样，获取

更深层的信息，接着又经过空洞率分别为 ４、８、１２ 的

空洞卷积，提供比普通卷积更大的感受野，能更好地

识别如建筑物、公共汽车等大目标，最后一个分支通

过全局池化获取全局最大的感受野。 在前述处理后

通过 Ｃｏｎｃａｔ 操作进行特征拼接，通过注意力细化模

块（ＡＲＭ）细化特征，最终经过 １×１ 的卷积降维得到

输出。

3?3DWConv 3?3DWConv 3?3DWConv AvgPool

3?3Convr4 3?3Convr8 3?3Convr12 1?1Conv

input

Concat

ARM

1?1Conv

Output

图 ２　 空洞金字塔模块

Ｆｉｇ． ２　 Ａｔｒｏｕｓ ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ ｍｏｄｕｌｅ

１．３　 细节路径

在语义分割任务中，图像的空间信息（细节信

息）对于预测输出至关重要。 现有许多方法来编码

更丰富的细节信息，比如使用膨胀卷积以保持特征

图的空间大小并获得大的感受野，但由于膨胀卷积

的卷积核是有间隔的，会导致关键细节信息的遗失；
或者利用大的卷积核编码丰富的细节信息与边界信

息，但是大的卷积核会带来巨大的计算量，所以为保

留丰富的细节信息、且不增加过多的计算量，本文提

出了细节路径来提取丰富的细节信息。
细节路径如图 ３ 所示。 由图 ３ 可看到，本文提

出了一条可以编码空间细节信息的特征提取路径，
利用浅层网络，提取了较高分辨率的特征图，保留了

更多的空间细节，有利于对像素信息少的小目标与

边界精确分割。 首先使用 ７×７ 的普通卷积进行 １
次下采样，然后分成 ３ 个分支。 第 １ 个分支通过 ２
个３×３的深度可分离卷积代替标准卷积来减少计算
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量和参数量，最后使用 １×１ 卷积对上一步输出的特

征图做通道的升降维；第 ２ 个分支用深度可分离卷

积和最大池化进行下采样，最大池化可以保留纹理

（边界）信息；第 ３ 个分支用最大池化进行 ２ 次下采

样，在此基础上进行特征融合，并将融合后的特征图

输入到空间注意力模块（Ｓｐａｔｉａｌ Ａｔｔｅｎｔｉｏｎ，ＳＡ）中。

7?7Conv

3?3DWConv

3?3DWConv

1?1Conv

1?1Conv 1?1Conv

3?3DWConv

Maxpooling Maxpooling

SA

图 ３　 细节路径

Ｆｉｇ． ３　 Ｄｅｔａｉｌ ｐａｔｈ

　 　 空间注意力（Ｓｐａｔｉａｌ Ａｔｔｅｎｔｉｏｎ， ＳＡ）让模型更加

关注空间位置信息，更加突出关键特征的位置，增强

特征表达能力，在分割任务中起着重要作用。 空间

注意力模块如图 ４ 所示。 由图 ４ 可以看到，对经过

细节路径得到的特征图 Ｆｄ 在通道维度上分别通过

最大池化和平均池化得到特征图 Ｆｍ 和 Ｆａ， 接着利

用 Ｃｏｎｃａｔ 操作将这 ２ 个特征图进行通道的拼接，再
使用 ７×７ 卷积、 Ｓｉｇｍｏｉｄ 激活函数获取到空间注意

力特征图 Ｆｃｓ，最后让 Ｆｃｓ 与输入特征 Ｆｄ 相乘得到具

有空间位置关注的特征图 Ｆｓ。

Fd
Fs

FcsFa

Fm

特征拼接 Sigmoid激活函数 特征相乘

图 ４　 空间注意力模块

Ｆｉｇ． ４　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

１．４　 双边注意力特征融合模块

本文模型是采用双路径提取特征，２ 条路径的

特征在特征层次上的差异是比较大的，不能进行简

单的特征融合。 空间路径提取浅层丰富的细节信

息，语义路径提取深层次的语义信息。 也就是说，细
节路径的输出特征是低维的，而语义路径的输出特

征是高维的，简单地融合低级和高级特征带来的收

益并不高，虽然低层特征含有丰富的空间位置信息，
有利于模型识别小目标的细节信息，但却具有大量

的噪声，容易干扰深层特征中的语义信息。 因此给

出的联合注意力特征融合模块如图 ５ 所示。 由图 ５
可看到，本文提出了一个特定的双边注意力特征融

合模块 （ Ｂｉｌａｔｅｒａｌ Ａｔｔｅｎｔｉｏｎ Ｆｅａｔｕｒｅ Ｆｕｓｉｏｎ Ｍｏｄｕｌｅ，
ＢＡＦＭ）来指导模型融合这些特征，提高模型融合时

的特征选择能力，使模型能够自主地学习各通道特

征的重要性，并用于指导深层特征与浅层特征的融

合。

mul mul

add

Sigmoid Sigmoid

1?1Conv 1?1Conv

ReLu ReLu

1?1Conv1?1Conv

mul

Avgpooling Maxpooling

Conv+BN+ReLu

Concat

Fh Fl

Fout

图 ５　 联合注意力特征融合模块

Ｆｉｇ． ５　 Ｂｉｌａｔｅｒａｌ ａｔｔｅｎｔｉｏｎ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

　 　 ＢＡＦＭ 由 ２ 个轻量化的通道注意力模块组成，
通过获取不同的全局的语义信息，选择性地融合有

关键空间细节信息的低级特征和深层语义信息的高

级特征。 首先，输入为语义路径的高维特征 Ｆｈ 与细

节路径的低维特征 Ｆ ｌ，然后将 ２ 种不同的特征直接

拼接得到 Ｆｃａｔ，接着通过卷积、批量归一化和激活函

数得到 ＦＣ； 再按通道维度分别对输入特征使用全局

平均池化和全局最大池化进行特征压缩，使特征通

道变为一个特征张量；然后，利用 １×１ 卷积代替原

ＳＥＮｅｔ 模块中的全连接层为各特征通道生成权重，
可以减少计算量和参数量，通过 Ｓｉｇｍｏｉｄ 激活函数

将值限定在 ０ 与 １ 之间，得到权重 θ１ 和 θ２。 其次，
把各特征通道的输出权重作为每个特征通道的重要

程度，再用乘法逐通道分别加权到特征 ＦＣ 上，分别

得到带注意力的特征 ＦＡ 和 ＦＭ，最后将各特征叠加
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得到最终的输出 Ｆｏｕｔ。 相应的计算过程分别如下：
ＦＣ ＝ Ｃｏｎｖ（Ｃｏｎｃａｔ（Ｆ ｌ，Ｆｈ）） （１）

θ１ ＝ Ｓｉｇｍｏｉｄ（Ｃｏｎｖ（Ａｖｇ（ＦＣ））） （２）
θ２ ＝ Ｓｉｇｍｏｉｄ（Ｃｏｎｖ（Ｍａｘ（ＦＣ））） （３）

Ｆｏｕｔ ＝ ＦＣ ＋ θ１ＦＣ ＋ θ２ＦＣ （４）

２　 实验结果与分析

２．１　 实验设置

本文实验显卡型号为 ＮＶＩＤＩＡ ＲＴＸ ３０８０Ｔｉ，采
用随机梯度下降（ＳＧＤ）算法优化模型，其中批处理

的大小为 １６，初始动量为 ０．９，权重衰减为 ０．０００ ５。
采用 ｐｏｌｙ 的学习率调整策略在网络训练过程中动

态调整学习率，该策略的运算公式为：

ｌｒｃｕｒ ＝ ｌｒｉｎｉｔ × （１ － ｅｐｏｃｈ
ｍａｘ＿ｅｐｏｃｈ

）
ｐｏｗｅｒ

（５）

　 　 其中， ｌｒｃｕｒ 表示当前学习率；ｌｒｉｎｉｔ 表示初始学习

率；ｅｐｏｃｈ表示当前迭代次数；ｍａｘ＿ｅｐｏｃｈ表示最大迭

代次数； ｐｏｗｅｒ 设置为 ０．９；初始学习率为 ０．００５。
在 Ｃｉｔｙｓｃａｐｅｓ 数据集中，为提升模型的泛化能

力，实验中采用随机水平翻转、随机缩放等数据增强

策略，且随机缩放因子设置为｛０．７５，１．０，１．２５，１．７５，
２．０｝，将图像转换为不同的尺度，而后随机剪裁图片

尺寸至 １ ０２４ ´１ ０２４ 用于训练。 在 ＣａｍＶｉｄ 数据集

上训练网络时的实验设置与在 Ｃｉｔｙｓｃａｐｅｓ 数据集上

训练网络模型的实验设置相同，批处理大小变为

１２。
２．２　 评价指标

本文实验使用平均交并比 （ｍｅａｎ Ｉｎｔｅｒｓｅｃｔｉｏｎ－
ｏｖｅｒ－ Ｕｎｉｏｎ ， ｍＩｏＵ） 和每秒处理帧数（Ｆｒａｍｅｓ Ｐｅｒ
Ｓｅｃｏｎｄ， ＦＰＳ） 作为评估算法语义分割精度和推理

速度的评价指标。 对此，研究给出阐释分述如下。
（１） ｍＩｏＵ。 是真实值和预测值集合的交集与

并集 之 比， 可 用 于 评 价 算 法 的 分 割 能 力， ＩｏＵ
（Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ） 是每一个类别的交集与并

集之比，而 ｍＩｏＵ 是所有类别的平均 ＩｏＵ， 其值可由

式（６）计算求出：

　 　 ｆｍＩｏＵ ＝ １
ｋ ＋ １∑

ｋ

ｉ ＝ ０

Ｐ ｉｊ

∑
ｋ

ｊ ＝ ０
Ｐ ｉｊ ＋ ∑

ｋ

ｊ ＝ ０
Ｐ ｊｉ － Ｐ ｉｉ

（６）

其中， ｋ 表示前景对象的个数， Ｐ ｉｊ 表示原本属

于第 ｉ 类、却分类到第 ｊ 类的像素的数量。
（２） ＦＰＳ。 用于评价算法速度。 其值可由式

（７）计算求出：

ｆＦＰＳ ＝ Ｎ

∑
Ｎ

ｊ ＝ １
Ｔ ｊ

（７）

　 　 其中， Ｎ 表示图像数量， Ｔ ｊ 表示算法处理第 ｊ幅
图像的时间。
２．３　 ＣａｍＶｉｄ 数据集实验结果

本文在 ＣａｍＶｉｄ 公共数据集上进行对比验证。
ＣａｍＶｉｄ 公共数据集是通过自动驾驶汽车的视角来

截取街道场景的数据集，数据集大小适中，标注精度

高。 该数据集是从 ５ 个视频片段中抽帧截取出来的

城市街道场景分割数据集，比较符合对实时语义分

割算法在实时场景的有效性的验证，并且在自动驾

驶场景中增加了观察对象的类别。 该数据集共包含

７０１ 幅图片，其中 ３６７ 幅图像用于训练、１０１ 幅图像

用于验证、２３３ 幅图像用于测试，图像分辨率均为

７２０×９６０，共包含 １１ 个语义类别。
首先，对本文语义路径的骨干网络进行实验，以

验证替换骨干网络后语义路径的性能。 图像分类与

目标检测的高效骨干网络可以帮助图像分割快速地

构建相应的分割骨干网络， 但用于分类的主干网络

用在图像分割任务上效果有限， 所以本文使用了

ＳＴＤＣ 网络作为本文语义路径的主干网络。 不同主

干网络的性能对比实验结果见表 ２。 由表 ２ 分析可

知，采用参数量、 ｍＩｏＵ 和 ＦＰＳ 作为评价标准，本文

模型的骨干网络 ＳＴＤＣ１ 相比较 Ｘｃｅｐｔｉｏｎ３９ 来说，虽
然其参数量增加了将近 ３ 倍，但是分割精度提升了

６．４８％，得到 ７２．０８％的精度；主干网络 ＳＴＤＣ２ 相比

较 ＲｅｓＮｅｔ１８ 而言，其参数量减少了将近 １ 倍，分割

精度提升得也比较明显，得到 ７３．３２％的精度。 在对

比实时语义分割模型总体性能时，精度比参数量和

计算量占有更大权重。 分割精度与速度的平衡保证

本文模型能够在有限的计算资源的场景中高效、实
时地分割图像。

表 ２　 不同主干网络的性能比较

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋｓ

Ｂａｃｋｂｏｎｅ 参数量 ／ ＭＢ ＭＩｏＵ ／ ％ 速度 ／ ＦＰＳ

Ｘｃｅｐｔｉｎ３９ ５．８ ６５．６０ １７５

ＲｅｓＮｅｔ１８ ４９．０ ６８．７０ １１６

ＳＴＤＣ１ １３．８ ７２．０８ １２５

ＳＴＤＣ２ ２１．８ ７２．３２ １１４

　 　 为了验证本文模块的性能，对各模块进行了对

比实验， 采用参数量 （ ＭＢ）、 ｍＩｏＵ（％） 和速度

（ＦＰＳ） 为评价标准，对提出的各模块同步进行消融

实验，验证各模块的性能表现，实验结果见表 ３。 实
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验中包括了细节路径（ｄｅｔａｉｌ ｐａｔｈ， ＤＰ）、空洞金字塔

模块（Ａｔｒｏｕｓ ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ ｍｏｄｕｌｅ，ＡＰＰＭ）和双边

注意力特征融合模块 （ Ｂｉｌａｔｅｒａｌ ａｔｔｅｎｔｉｏｎ ｆｅａｔｕｒｅ
ｆｕｓｉｏｎ ｍｏｄｕｌｅ，ＢＡＦＭ）。

表 ３　 各组成模块消融实验结果

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｕｌｅｓ

Ｂａｃｋｂｏｎｅ ＤＰ ＡＰＰＭ ＢＡＦＭ 参数 ／ ＭＢ ＭＩｏＵ ／ ％ 速度 ／ ＦＰＳ

Ｘｃｅｐｔｉｎ３９ ５．８ ６５．６０ １７５

ＳＴＤＣ１ １３．８ ７２．０８ １２５

ＳＴＤＣ１ √ １４．２ ７２．２３ １１４

ＳＴＤＣ１ √ √ ２１．５ ７３．０４ ９５

ＳＴＤＣ１ √ √ √ ２２．１ ７３．２８ ８６

ＳＴＤＣ２ √ √ √ ２８．６ ７３．６４ ７４

　 　 首先本文验证的基准模型是采用骨干网络为

ＲｅｓＮｅｔ１８ 的 ＢｉＳｅＮｅｔ 网络，验证时不改变基准模型

中的各模块的结构，采用 ＳＴＤＣ１ 作为本文模型细节

路径的骨干网络做对比试验。 研究采用 ＢｉＳｅＮｅｔ 模
型的基本结构，只替换语义路径中的骨干网络得到

７２．０８％的精度和 １２５ 帧 ／ ｓ 的速度，然后在此基础上

替换细节路径，使用深度可分离卷积和多分支结构

在减少参数量的同时提取多尺度信息，并利用空间

注意力模块增强细节路径的空间细节信息，得到 ７２．
２３％的精度和 １１４ 帧 ／ ｓ，分割精度有一定的提升。 随

后在语义路径的最后阶段引入轻量的空洞金字塔模

块，以获得大的感受野和多尺度信息， 提升模型对

全局信息的识别，得到 ７３．０４％的精度和 ９５ 帧 ／ ｓ 的

速度。 接着，再引入双边注意力特征融合模块，提升

模型对关键信息特征的融合，最后得到 ７３．２８％的精

度和 ８６ 帧 ／ ｓ 的速度。 将语义路径的主干网络替换

成 ＳＴＤＣ２ 得到 ７３． ６４％的精度和 ７４ 帧 ／ ｓ 的速度。
上述实验表明，本文提出的所有模块对模型整体分

割精度都有一定的提升。
为验证模型的优越性，在 ＣａｍＶｉｄ 公共数据集

上给出该算法的分割精度和推理速度。 数据集输入

图像为 ７２０×９６０，在测试集上测试得到分割精度和

推理速度。 所提方法和现有方法的比较结果见表

４。 对比方法中，有非实时的方法、包括 ＳｅｇＮｅｔ［１２］，
ＤｅｅｐＬａｂ，ＰＳＰＮｅｔ［１３］，还有实时语义分割方法、包括

ＥＮｅｔ， ＩＣＮｅｔ［１４］， ＢｉＳｅＮｅｔ， ＢｉＳｅＮｅｔｖ２［１５］， ＳＴＤＣ， Ｓ２ －
ＦＰＮ。 所提方法在 ＣａｍＶｉｄ 测试集上得到 ７３．６％的

精度和 ７４ 帧 ／ ｓ 的推理速度，在分割精度和速度上

优于非实时方法，并且在实时语义分割方法上也取

得了较优的分割效果，比基准网络 ＢｉＳｅＮｅｔ 提升了

８％的平均交并比，比 ＢｉＳｅＮｅｔＶ２ 提升了 １．２％的平均

交并比。 因此，对比其他轻量级实时语义分割算法，
本文模型在保证高精度的前提下仍达到了实时效

果。 实现分割精度和速度之间最优平衡。

表 ４　 不同算法在 ＣａｍＶｉｄ 测试集的对比分析

Ｔａｂｌｅ ４ 　 Ｃｏｍｐａｒａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｉｎ ＣａｍＶｉｄ

ｔｅｓｔ ｓｅｔ

Ｍｏｄｅｌ Ｂａｃｋｂｏｎｅ Ｓｐｅｅｄ ／ ＦＰＳ ｍＩｏＵ ／ ％

ＳｅｇＮｅｔ ＶＧＧ１６ １６．７ ５５．６

ＤｅｅｐＬａｂ ＲｅｓＮｅｔ５０ ４．９ ６１．６

ＰＳＰＮｅｔ ＲｅｓＮｅｔ５０ ５．４ ６９．１

ＥＮｅｔ Ｎｏ ６１．２ ５１．３

ＩＣＮｅｔ ＰＳＰＮｅｔ５０ ２７．８ ６７．１

ＢｉＳｅＮｅｔ１ Ｘｃｅｐｔｉｏｎ３９ １７５．０ ６５．６

ＢｉＳｅＮｅｔ２ ＲｅｓＮｅｔ１８ １１６．０ ６８．７

Ｓ２－ＦＰＮ１８ ＲｅｓＮｅｔ１８ １２４．２ ６９．５

Ｓ２－ＦＰＮ３４ ＲｅｓＮｅｔ３４ １０７．２ ７１．０

ＢｉＳｅＮｅｔｖ２ Ｎｏ １２４．５ ７２．４

ＳＴＤＣ１－Ｓｅｇ ＳＴＤＣ１ １９７．０ ７３．０

Ｏｕｒｓ ＳＴＤＣ１ ８６．０ ７３．２

Ｏｕｒｓ ＳＴＤＣ２ ７４．０ ７３．６

２．４　 Ｃｉｔｙｓｃａｐｅｓ 数据集实验结果

为评估模型实时语义分割的泛化性能、分割不

同城市场景的驾驶视角图像，本文在 Ｃｉｔｙｓｃａｐｅｓ 城

市街景数据集上进行了相关实验。 Ｃｉｔｙｓｃａｐｅｓ 公共

数据集是一个截取了 ５０ 个不同城市的大型城市街

道场景图像的数据集， 常用于评估语义分割任务，
该数据集包含了５ ０００幅精细标注的图像和２０ ０００
幅粗略标注的图像，分辨率为 １ ０２４×２ ０４８。 在本文

中只使用有精细标注的图像来进行实验，包含 ２ ９７５

２１１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



幅用于训练的图像、５００ 幅用于验证的图像和 １ ５２５
幅用于测试的图像。 数据集输入图像为 １ ０２４ ×
２ ０４８，首先将输入的分辨率调整为 １ ０２４×１ ０２４ 进

行训练，然后在验证集和测试集上恢复至原始分辨

率评估分割精度。 本文算法与其他方法对比结果见

表 ５，同样对比实时和非实时的语义分割模型。 本

文模型相比基准网络 ＢｉｓｅＮｅｔ 在分割精度和速度上

有明显的提升，得到 ７４．６％的分割精度和 ９４ 帧 ／ ｓ 的
速度。

表 ５　 不同算法在 Ｃｉｔｙｓｃａｐｅｓ测试集的对比分析

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｉｎ Ｃｉｔｙｓｃａｐｅｓ
ｔｅｓｔ ｓｅｔ

Ｍｏｄｅｌ Ｂａｃｋｂｏｎｅ Ｓｐｅｅｄ ／ ＦＰＳ ｍＩｏＵ ／ ％

ＳｅｇＮｅｔ ＶＧＧ１６ １７．００ ５７．０

ＤｅｅｐＬａｂ ＶＧＧ１６ ０．２５ ６３．１

ＰＳＰＮｅｔ ＲｅｓＮｅｔ１０１ ０．７８ ８１．２

ＥＮｅｔ Ｎｏ １３５．４０ ５８．３

ＩＣＮｅｔ ＰＳＰＮｅｔ５０ ３０．３０ ６９．５

ＤＡＢＮｅｔ Ｎｏ １０４．００ ７０．１

ＬＥＤＮｅｔ Ｎｏ ７１．００ ７０．６

ＢｉＳｅＮｅｔ１ Ｘｃｅｐｔｉｏｎ １０５．８０ ６８．４

ＢｉＳｅＮｅｔｖ２ Ｎｏ １５６．００ ７２．６

ＳＴＤＣ－Ｓｅｇ５０ ＳＴＤＣ１ ２５０．４０ ７１．９

Ｏｕｒｓ ＳＴＤＣ１ １０６．００ ７３．８

Ｏｕｒｓ ＳＴＤＣ２ ９４．００ ７４．６

　 　 图 ６ 为本文方法对比其他实时语义分割方法的

可视化结果。 由图 ６ 的第 １ 列图像可以看出，与其

他方法相比，本文方法对道路中间行人可以很清晰

地分割出来；第 ２ 列图像中，本文方法对一些远处行

人、杆等细小类别和大的目标建筑等有更出色的分

割效果；第 ３ 列图像中，对于车辆分割存在相似类别

信息干扰时，本文方法可以更精确地避免相似类别

信息干扰。 实验结果表明，本文提出的方法具有优

秀的语义分割能力和类别判断能力。
　 　 表 ６ 为 ＳｅｇＮｅｔ、ＢｉＳｅＮｅｔ、ＤＡＢＮｅｔ 以及本文在

Ｃｉｔｙｓｃａｐｅｓ 测试集上 １９ 种分类的结果。 分析表 ６ 可

知，相较于 ＢｉＳｅＮｅｔ，本文在所有分类上都有明显优

势，特别是卡车、公交车和火车等大目标提升比较明

显，表明本文提出的方法能明显增大感受野；而且对

细小的目标如杆、交通信号灯、交通指示牌等分割精

度提升也比较明显。

(a)输入图像

(b)GT

(c)ENet

(d)BiSeNet

(e)本文
图 ６　 Ｃｉｔｙｓｃａｐｅｓ数据集上的可视化结果

Ｆｉｇ． ６　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ Ｃｉｔｙｓｃａｐｅｓ ｄａｔａｓｅｔ

表 ６　 Ｃｉｔｙｓｃａｐｅｓ测试集上各个类别的准确率

Ｔａｂｌｅ ６　 Ａｃｃｕｒａｃｙ ｆｏｒ ｅａｃｈ ｃａｔｅｇｏｒｙ ｏｎ ｔｈｅ Ｃｉｔｙｓｃａｐｅｓ ｔｅｓｔ ｄａｔａｓｅｔ

分割类别 ＳｅｇＮｅｔ ＢｉＳｅＮｅｔ ＤＡＢＮｅｔ 本文

道路 ９６．４ ９６．４ ９６．８ ９７．２
人行道 ７３．２ ７７．２ ７８．５ ８０．３
建筑 ８４．０ ８９．８ ９０．９ ９１．５
墙 ２８．４ ４６．５ ４５．３ ５４．１

栅栏 ２９．０ ４９．１ ５０．１ ５８．８
杆 ３５．７ ４３．４ ５９．１ ６０．２

信号灯 ３９．８ ５８．３ ６５．２ ６９．７
指示牌 ４５．１ ６６．１ ７０．７ ７６．１
植被 ８７．１ ９０．６ ９２．５ ９２．３
地形 ６３．８ ６１．２ ６８．１ ６２．４
天空 ９１．８ ９２．３ ９４．６ ９３．８
人 ６２．８ ７５．８ ８０．５ ７８．２

骑手 ４２．８ ５７．５ ５８．５ ６０．７
汽车 ８９．３ ９２．１ ９２．７ ９２．５
卡车 ３８．１ ５２．９ ５２．７ ６５．１

公交车 ４３．１ ７０．５ ６７．２ ７８．９
火车 ４４．１ ６１．７ ５０．９ ７５．２

摩托车 ３５．８ ５４．２ ５０．４ ５９．７
自行车 ５１．９ ６５．３ ６５．７ ７１．３

平均 ｍＩｏＵ ５７．０ ６８．４ ７０．１ ７４．６
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３　 结束语

为权衡实时语义分割网络在精度和速度之间的

平衡， 本文提出了一种基于多分支结构和注意力机

制的实时语义分割网络。 针对目前的实时语义分割

算法对细节特征信息缺失的问题，使用了多分支结

构提取多尺度信息，同时结合空间注意力机制提取

空间位置信息，提出了高效的细节路径；针对轻量化

网络感受野不足的问题，引入了空洞金字塔模块，增
大感受野的同时提取多尺度的语义信息，加强了对

大目标的识别能力；最后，利用了双边注意力机制的

特征融合模块，结合了空间注意力机制提高对小目

标细节信息的判别能力。 在 Ｃｉｔｙｓｃａｐｅｓ 和 ＣａｍＶｉｄ
数据集上进行了实验，实验结果表明：本文研究能够

在精度和推理速度之间取得较好的平衡，相较于其

他算法而言，表现出了良好的性能。
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