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基于改进沙漏网络的人体姿态估计方法
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摘　 要： 近年来人体姿态估计已成为计算机视觉领域的热门研究方向，堆叠沙漏网络是人体姿态估计领域中最具代表性的研

究成果之一，但该网络对于图像细节特征的提取能力较差。 为增强网络对细节特征的处理能力，本文提出了基于改进沙漏网

络的人体姿态估计模型。 该模型使用 ＲｅｓＮｅｔ５０ 提取高质量的图像底层特征，用步长为 ２ 的 ３×３ 卷积核代替 ｍａｘｐｏｏｌｉｎｇ 进行

下采样，最大程度保留原有图像信息；考虑到不同分辨率下的特征丰富度具有一定差异性，使用不同的残差模块对不同分辨

率的 ｆｅａｔｕｒｅ ｍａｐ 进行处理，增强网络对特征的学习能力；最后使用反卷积最大化还原原始图像的局部特征。 实验结果显示，
本文模型在 ＣＯＣＯ 测试集上的平均精度达到 ７４．１％，比堆叠沙漏网络高出 ４．７％，检测精度有较大提升。
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０　 引　 言

人体姿态估计是计算机视觉领域的重要研究方

向之一，其目的是在给定的图片或视频中定位人体

关节点的位置，进而实现人体姿态的跟踪和预测。
姿态估计已被广泛应用于多个领域。 如：人机工效

学分析［１］、运动分析［２］ 和康复医疗［３－４］ 等。 人的外

观变化（如衣物和体型）和场景的复杂程度，都会对

姿态估计结果的准确性产生影响。 解决这些问题的

关键，是如何利用数据中的特征来提取其中的上下

文信息，以及如何利用人体各关节之间的相互位置

关系，增强姿态估计结果的准确度。
传统的姿态估计大多使用基于图形结构［５－６］ 的

方法，并依据人体各部件的相对空间位置关系建立

人体结构模型；使用方向梯度直方图（Ｈｉｓｔｏｇｒａｍ ｏｆ
Ｏｒｉｅｎｔｅｄ Ｇｒａｄｉｅｎｔ， ＨＯＧ） ［７］ 和尺度不变特征转换

（Ｓｃａｌｅ－Ｉｎｖａｒｉａｎｔ Ｆｅａｔｕｒｅ Ｔｒａｎｓｆｏｒｍ，ＳＩＦＴ） ［８］ 来提取

人工设定的特征。 虽然该方法在某些场景下能实现

较高的检测效率，但在人物遮挡、拍摄角度和图像光

照等因素变化时，算法准确性会受到较大影响［９］。
随着人工智能技术的发展，基于深度学习的姿

态估计方法因其精度高、泛化能力强等优点，成为人

体姿态估计问题研究的主要方法［１０］。 ＤｅｅｐＰｏｓｅ［１１］

是首个将深度学习用于姿态估计任务的方法，该方

法将姿态估计问题转化为图像特征提取和关节点坐

标回归问题，使用 ＡｌｅｘＮｅｔ 提取图像特征，并使用级



联回归器修正浅层网络在全连接层回归得到的关节

点坐标，提高了算法预测精度。 但该方法仅关注关

节点坐标信息，忽视了关节点周围的特征信息，导致

其预测结果缺乏鲁棒性［１２］。 Ｗｅｉ 等人［１３］ 提出了卷

积姿态机（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｐｏｓｅ Ｍａｃｈｉｎｅｓ，ＣＰＭ）模型，
ＣＰＭ 使用一种顺序化的卷积结构来提取图像特征

信息，每个阶段将上一阶段的预测结果作为本阶段

的输入，输出含有预测关节点信息的热图，并引入中

间监督模块，用以解决训练过程中的梯度消失问题。
Ｎｅｗｅｌｌ 等人［１４］ 以 ＣＰＭ 为基础，提出了堆叠沙漏网

络（ Ｓｔａｃｋｅｄ Ｈｏｕｒｇｌａｓｓ Ｎｅｔｗｏｒｋｓ，ＳＨＮ），该网络由多

个沙漏网络堆叠组成。 与 ＣＰＭ 不同的是，ＳＨＮ 在

多个分辨率上学习关节点的特征，并且可以学习关

节点之间的结构特征，预测结果更加准确。 但是，该
网络也存在一些缺陷。 由于输入网络的图像仅通过

简单预处理，无法提取出更加细致的底层特征用于

后续的关节点预测，需要通过增加沙漏模块数量以

改善预测精度。 此外，因网络的上采样使用最邻近

插值方法，在将图像从低分辨率还原为高分辨率的

过程中，会丢失大量局部特征信息，影响各关节部位

的纹理和形状特征提取。
针对以上问题，本文提出一种改进沙漏网络，主

要改进工作为：
（１） 使用预训练好的 ＲｅｓＮｅｔ５０［１５］ 网络取代

ＳＨＮ 的预处理模块，提高输入网络的图像底层特征

的质量，从而提高模型的检测精度。
（２）通过调整残差模块的参数，改进网络中使用

的残差模块，使得网络能在不同分辨率下学习到差异

化的特征，增强网络对于局部细节特征的学习能力。
（３）使用反卷积替代上采样。 相较于最邻近差

值方法，反卷积在还原原始图像像素的任务上表现

更好，有利于网络对于细节特征的学习。

１　 算法描述

１．１　 堆叠沙漏网络

沙漏模块的结构（图 １） 与全卷积网络（ Ｆｕｌｌｙ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ，ＦＣＮ） ［１６］相似，沙漏模块的前

半部分通过 ４ 个残差模块和下采样操作降低图像分

辨率并扩大感受野，在其中心的 Ｃ５ 卷积层得到最

低分辨率和最大感受野的特征图（ ｆｅａｔｕｒｅ ｍａｐ）后，
进行 ４ 次上采样操作，并将通过跳连接传递的图像

特征与上采样得到的图像特征进行融合，逐步将图

像还原至高分辨率。 ＳＨＮ 通过堆叠沙漏网络，重复

地进行自下而上（高分辨率至低分辨率）、自上而下

（从低分辨率到高分辨率）的过程，同时结合中间监

督评估整个图像的初始特征和检测结果，学习人体

各关节点的图像特征以及各关节点之间的相对位置

信息。

沙漏网络

残差模块

中间监督模块

沙漏模块

沙漏模块

C5
C4

C3C2
C1

图 １　 堆叠沙漏网络

Ｆｉｇ． １　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｓｔａｃｋｅｄ ｈｏｕｒｇｌａｓｓ ｎｅｔｗｏｒｋ

１．２　 改进的沙漏网络

１．２．１　 预处理模块

ＳＨＮ 在对图像进行预处理时，首先使用 ６４ 个

７×７、步长为 ２ 的卷积核，将输入图像的分辨率从

２５６×２５６ 降至 １２８×１２８，随后使用一个残差模块和

一次最大池化操作，再将分辨率从 １２８×１２８ 降至 ６４
×６４，以此减少后续训练所需的 ＧＰＵ 内存量。 但是，
该操作无法很好地提取图像的底层特征，影响了
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ＳＨＮ 前部沙漏网络的关节点预测精度。 因此，使用

在 ＩｍａｇｅＮｅｔ 上预训练好的 ＲｅｓＮｅｔ５０ 网络提取更高

质量的底层特征，使后续网络能更快地学习到关节

点部位的纹理和形状特征。 ＲｅｓＮｅｔ５０ 的网络参数

见表 １。
表 １　 ＲｅｓＮｅｔ５０ 网络参数

Ｔａｂ． １　 ＲｅｓＮｅｔ５０ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

ｌａｙｅｒ ｎａｍｅ ｏｕｔｐｕｔ ｓｉｚｅ ｃｏｎｖｏｌｕｔｉｏｎ ｐａｒａｍｅｔｅｒｓ

ｃｏｎｖ１
ｗ
２

× ｈ
２

７ × ７ × ６４

ｃｏｎｖ２＿ｘ
ｗ
４

× ｈ
４

３ × ３ ｍａｘ ｐｏｏｌ
１ × １ × ６４
３ × ３ × ６４
１ × １ × ２５６

é

ë

ê
êê

ù

û

ú
úú

× ３

ｃｏｎｖ３＿ｘ
ｗ
８

× ｈ
８

１ × １ × １２８
３ × ３ × １２８
１ × １ × ５１２

é

ë

ê
êê

ù

û

ú
úú

× ４

ｃｏｎｖ４＿ｘ
ｗ
１６

× ｈ
１６

１ × １ × ２５６
３ × ３ × ２５６
１ × １ × １０２４

é

ë

ê
êê

ù

û

ú
úú

× ６

ｃｏｎｖ５＿ｘ
ｗ
３２

× ｈ
３２

１ × １ × ５１２
３ × ３ × ５１２
１ × １ × ２０４８

é

ë

ê
êê

ù

û

ú
úú

× ３

　 　 由于 ＲｅｓＮｅｔ５０ 输出的图像分辨率为原始图像

的 １ ／ ３２， 因 此 本 文 使 用 ３ 次 反 卷 积 操 作， 将

ＲｅｓＮｅｔ５０ 输出的图像还原至原图像 １ ／ ４ 分辨率大

小。 预处理模块如图 ２ 所示。

卷积层

上采样操作
反卷积模块

图 ２　 预处理模块

Ｆｉｇ． ２　 Ｐｒｅｐｒｏｃｅｓｓ ｍｏｄｕｌｅ

１．２．２　 改进的残差模块

ＳＨＮ 中 使 用 ｍａｘｐｏｏｌｉｎｇ 作 为 下 采 样 手 段，
ｍａｘｐｏｏｌｉｎｇ 除了可以减少 ｆｅａｔｕｒｅ ｍａｐ 的尺寸从而降

低计算量外，还能抑制图象中的噪声，被广泛应用于

卷积神经网络中。 然而，池化会带来特征信息丢失

的问题，影响网络预测性能。 因此，本文使用步长为

２ 的卷积核代替池化实现图片的下采样。 在 ＲｅｓＮｅｔ
网络中，对于一个如图 ３ 所示的残差模块，其下采样

是在 ｂｏｔｔｌｅｎｅｃｋ 的 １×１ 卷积处完成的，但该方式会

使 ３ ／ ４ 的信息丢失，影响下采样得到的 ｆｅａｔｕｒｅ ｍａｐ
质量。 若推后至在 ３×３ 卷积处进行下采样操作，使
卷积核宽度大于步长，则卷积核在移动过程中能够

遍历输入特征上的所有信息，保证下采样后的

ｆｅａｔｕｒｅ ｍａｐ 能完整保留原图像特征。

Conv
（3?3,s=2）

Conv
（1?1,s=2）

Conv
（1?1）

Conv
（1?1,s=2）

Conv
（1?1）

Conv
（3?3）

Conv
（1?1）

Conv
（1?1,s=2）

Input Input

PathA PathB PathBPathA

Output Output

（a）ResNet （b）Ours

图 ３　 下采样结构

Ｆｉｇ． ３　 Ｄｏｗｎｓａｍｐｌｅ ｍｏｄｕｌｅ

　 　 当图片输入网络后，随着下采样次数的增加，卷
积核的感受野随之增大，在图像下采样至最小辨率

时，能得到信息最为丰富的 ｆｅａｔｕｒｅ ｍａｐ。 由于 ＳＨＮ
对于不同分辨率的图像均使用相同的残差模块进行

处理，并未考虑到不同分辨率下图像信息的差异性。
因此，本文使用一种差异化的残差模块，处理不同分

辨率下单图像信息。 对于不同分辨率的图像，对应

的残差模块见表 ２。 通过使用差异化的残差模块处

理不同分辨率的图像信息，能增加网络对图像特征

的学习能力，从而提升网络整体性能。
表 ２　 改进的残差模块参数

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ｉｍｐｒｏｖｅｄ ｒｅｓｉｄｕａｌ ｍｏｄｕｌｅ

ｌａｙｅｒ ｎａｍｅ ｃｏｎｖｏｌｕｔｉｏｎ ｐａｒａｍｅｔｅｒｓ

Ｃ１
１ × １ × ６４
３ × ３ × ６４
１ × １ × ２５６

é

ë

ê
êê

ù

û

ú
úú

Ｃ２
１ × １ × ６４
３ × ３ × ６４
１ × １ × ２５６

é

ë

ê
êê

ù

û

ú
úú

× ２

Ｃ３
１ × １ × １２８
３ × ３ × １２８
１ × １ × ５１２

é

ë

ê
êê

ù

û

ú
úú

Ｃ４
１ × １ × １２８
３ × ３ × １２８
１ × １ × ５１２

é

ë

ê
êê

ù

û

ú
úú

× ２

Ｃ５
１ × １ × ２５６
３ × ３ × ２５６
１ × １ × １０２４

é

ë

ê
êê

ù

û

ú
úú

× ３
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１．２．３　 反卷积模块

ＳＨＮ 使用最近邻差值的方法对图像进行上采

样，将图像从低分辨率还原至高分辨率。 该方法在

还原图像分辨率时，只能根据当前图像的内容进行

还原，还原出的图像像素值区分度不强，与下采样前

的图像信息差距过大。 本文使用反卷积层取代

ＳＨＮ 中使用的上采样和残差模块，对于每一层反卷

积层， 记反卷积层输入分辨率为 ｉ，则输出分辨率 ｏ
为

ｏ ＝ ｓ × （ ｉ － １） ＋ ｋ － ２ｐ
式中： ｓ 为步幅，ｋ 为卷积核大小，ｐ 为边界扩充参

数。
反卷积模块需要按照对应残差模块生成的

ｆｅａｔｕｒｅ ｍａｐ 尺寸，适当调整卷积核和通道数的大小，
以得到相同分辨率的 ｆｅａｔｕｒｅ ｍａｐ。

２　 实验结果及分析

为评估本文提出的改进沙漏网络性能， 在

ＣＯＣＯ［１７］数据集和 ＭＰＩＩ［１８］数据集上进行性能验证。
本文实验使用 ＴｅｎｓｏｒＦｌｏｗ 深度学习框架作为实验框

架，操作系统为 Ｕｂｕｎｔｕ１８．０４ ＬＴＳ，使用 Ｐｙｔｈｏｎ３．６ 作

为编程语言， ＧＰＵ 为 ＲＴＸ３０８０，显存为 ４２ ＧＢ，采用

Ａｄａｍ 优化器对训练进行优化。
２．１　 实验数据及评价标准

２．１．１　 实验数据集

本文选用两个公开数据集： ＣＯＣＯ 数据集和

ＭＰＩＩ 数据集对本文提出的网络进行性能评估。
ＣＯＣＯ 数据集包括约 ２００ Ｋ 的图像，图像中含有约

２５０ Ｋ 个人体实例。 ＣＯＣＯ 数据集定义了 １７ 个人体

关键点，并对这些关键点进行了标注。 本文将数据

集中的 ｔｒａｉｎ２０１７ 图像集 （约 ５７ Ｋ 张图像，包含

１５０ Ｋ人体实例）作为训练集，ｖａｌ２０１７ 图像集作为验

证集。 ＭＰＩＩ （ Ｍａｘ Ｐｌａｎｃｋ Ｉｎｓｔｉｔｕｔｅ ｆｏｒ Ｉｎｆｏｒｍａｔｉｏｎ，
ＭＰＩＩ）人体姿势数据集包含约 ２５ Ｋ 的图像，涵盖

４１０ 种人类日常活动。 本文将数据集划分为两部

分，其中 ２０ Ｋ 用于训练，其余用于验证。
训练时，使用随机旋转（ －３０°，３０°），随机缩放

（０．７５，１．２５）和左右翻转等数据增强手段，加强网络

的泛化能力。
２．１．２　 评价标准

对于 ＣＯＣＯ 数据集，采用官方指定关节点相似

度 ＯＫＳ（Ｏｂｊｅｃｔ Ｋｅｙｐｏｉｎｔ Ｓｉｍｉｌａｒｉｔｙ， ＯＫＳ）为模型性

能评价的度量方法。 ＯＫＳ 的值在 ０ ～ １ 之间，越接近

１ 说明预测得到的人体关节点与数据集标注的真实

值（ｇｒｏｕｄｔｒｕｔｈ）越相似，预测效果越好。 ＯＫＳ 的定义

为

ＯＫＳ ＝
∑

ｉ
ｅ

－ｄ２ｐｉ
２Ｓ２ｐσ

２
ｉ ·δ（ｖｐｉ ＝ １）

∑
ｉ
［δ（ｖｐｉ ＝ １）］

式中： ｐ表示 ｇｒｏｕｄｔｒｕｔｈ中人的 ｉｄ，ｉ为每个关键点的

ｉｄ，ｄｐｉ 表示每个人预测关键点和 ｇｒｏｕｎｄｔｒｕｔｈ 的欧氏

距离，ｖｉ 为关键点的可见性标志，Ｓｐ 为当前人体的尺

度因子，σｉ 表示第 ｉ个关键点的归一化因子，ｖｐｉ 代表

第 ｐ 个人的第 ｉ 个关键点是否可见，δ 用于将可见点

选出用于计算。
此外，使用平均精确度 ＡＰ （Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ，

ＡＰ） 和 评 价 召 回 率 ＡＲ （ Ａｖｅｒａｇｅ Ｒｅｃａｌｌ， ＡＲ），
作为算法在 ＣＯＣＯ 数据集上预测性能的评估指标。

对于 ＭＰＩＩ 数据集，采用关键点准确估计百分比

ＰＣＫｈ （ Ｈｅａｄ － Ｎｏｒｍａｌｉｚｅｄ Ｐｒｏｂａｂｉｌｉｔｙ ｏｆ Ｃｏｒｒｅｃｔ
Ｋｅｙｐｏｉｎｔ， ＰＣＫｈ）作为实验评估指标。 若预测的关键

点落在 ｇｒｏｕｎｄｔｒｕｔｈ 的 αｌｒ （两个参数的乘积）个像素

内，则认为该关节点预测正确。 其中， α 为一个常数，
ｌｒ 为参考距离。 评估时采用 α ＝ ０．５（ＰＣＫｈ＠ ０．５）作
为评估标准， ｌｒ 取头部边界对角线长度。
２．２　 实验结果及分析

本文算法在 ＣＯＣＯ 数据集上的结果与其它相关

算法所得准确率的对比结果见表 ３。 可以看出，本
算法较 ＳＨＮ 的 ＡＰ 和 ＡＲ 分别提升了 ４．７％和１．９％。
相较于 Ｂａｓｅｌｉｎｅ［１９］，本文算法的 ＡＰ 和 ＡＲ 分别高出

１．２％和 ０．５％。
在 ＭＰＩＩ 数据集上，测试 ７ 个部位的准确率。 可

以看出，本文提出的方法相较其它方法，对于部位检

测的准确率更高。

表 ３　 不同方法在 ＣＯＣＯ 数据集上结果对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄ ｒｅｓｕｌｔｓ ｉｎ ＣＯＣＯ ｄａｔａｓｅｔｓ

Ｍｅｔｈｏｄ ＡＰ ＡＰ＠ ５０ ＡＰ＠ ７５ ＡＰ＠ ｍ ＡＰ＠ ｌ ＡＲ

ＤｅｅｐＰｏｓｅ ６６．５ ８０．６ ７３．６ ６３．４ ７２．７ ７１．９

ＣＰＭ ６６．９ ８２．３ ７６．３ ６５．３ ７５．９ ７４．４

ＳＨＮ ６９．４ ８５．３ ７９．８ ６７．４ ７８．６ ７６．８

Ｂａｓｅｌｉｎｅ ７２．９ ８８．５ ８０．２ ６９．０ ７９．３ ７８．２

Ｏｕｒｓ ７４．１ ８８．７ ８０．１ ６９．５ ７８．９ ７８．７
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表 ４　 不同方法在 ＭＰＩＩ数据集上结果对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄ ｒｅｓｕｌｔｓ ｉｎ ＭＰＩＩ ｄａｔａｓｅｔｓ

Ｍｅｔｈｏｄ Ｈｅａｄ Ｓｈｏｕｌｄｅｒ Ｅｌｂｏｗ Ｗｒｉｓｔ Ｈｉｐ Ｋｎｅｅ Ａｎｋｌｅ Ｍｅａｎ

ＤｅｅｐＰｏｓｅ ９５．４ ９４．３ ９１．７ ８４．０ ８９．７ ８７．０ ８１．３ ８９．１

ＣＰＭ ９６．２ ９５．０ ９２．０ ８４．９ ９０．５ ８７．７ ８２．０ ８９．８

ＳＨＮ ９７．６ ９５．７ ９２．３ ８５．３ ９１．３ ８８．６ ８２．５ ９０．５

Ｂａｓｅｌｉｎｅ ９７．０ ９６．５ ９３．４ ８８．５ ９２．０ ９０．７ ８３．２ ９１．８

Ｏｕｒｓ ９７．４ ９７．７ ９５．２ ８９．３ ９３．１ ９０．１ ８５．３ ９２．６

３　 结束语

本文以堆叠沙漏网络为基础进行改进，设计了

一种基于改进沙漏网络的人体姿态估计网络。 改进

模型的预处理模块使用特征提取能力更强的

ＲｅｓＮｅｔ５０ 网络，提高了底层特征的质量；使用改进

的残差模块处理不同分辨率的 ｆｅａｔｕｒｅ ｍａｐ，并使用

步长为 ２ 的卷积代替最大池化进行下采样操作，确
保图像信息的完整性；用反卷积模块扩大图片分辨

率，使图片像素值多样化，减少上采样得到的图片与

原图片间的信息损失。 本文的模型相较 ＳＨＮ 精度

更高，能有效识别遮挡的关节点。 如何对模型进行

轻量化改进并应用到实际工作中，将是下一步的研

究方向。
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