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基于鲸鱼算法优化 ＬＳＴＭ 的股票价格预测模型

李婧琦

（山东工商学院 统计学院， 山东 烟台 ２６４００５）

摘　 要： 长短期记忆神经网络（ＬＳＴＭ）因其长时记忆的可预测性，在金融领域脱颖而出。 然而前期研究结果显示，该方法存

在主观性决定关键参数，容易陷入局部最优，导致能力不佳的问题。 基于上述问题，本文提出一种基于鲸鱼算法（ＷＯＡ）优化

长短期记忆网络（ＬＳＴＭ）的股票价格预测模型。 该模型通过鲸鱼算法，对 ＬＳＴＭ 网络的重要参数进行寻优，使之降低人为因

素的影响，提高模型预测的准确性。 同时，针对股票数据之间的冗余性导致模型效率降低的问题，使用递归特征消除算法对

数据进行特征选择，建立完善指标体系进行预测。 实验以上证指数股票数据构建了 ＷＯＡ－ＬＳＴＭ 模型，并对该模型的预测结果

与单一 ＬＳＴＭ、ＰＳＯ－ＬＳＴＭ、ＳＳＡ－ＢＰ 模型进行比较分析。 实验结果表明，本文所提模型对股票价格的预测明显优于其它模型。
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０　 引　 言

近年来，机器学习已被应用于金融、交通、医药

等各个领域。 股票作为金融产品的重要组成部分，
不仅仅反映了人们的生活水平，也预示着市场经济，
这就是为什么股票走势的预测在研究人员中越来越

受关注的原因［１］。 虽然历史股票信息为许多投资

者和分析者提供了充裕的资源，但是对其分析与判

断完全基于分析者的个人经验和直觉，显然是不可

靠且效率低下的。 因此，人们需要智能、科学、高效

的股票研究方法，这将有助于指导股票交易［２］。 早

期，研究人员主要将各种传统的统计方法应用于时

间序 列 模 型。 如： 自 回 归 条 件 异 方 差 模 型

（ＧＡＲＣＨ）、自回归移动平均模型（ＡＲＭＡ）、差分整

合移动平均自回归模型（ＡＲＩＭＡ） ［３］ 和多元线性回

归模型［４］等等。 然而，此类模型通常只能拟合股票

价格与影响因素之间的线性关系，而面对复杂度高

的股票价格预测，预测的准确性很难令人信服。 在

过去的几年里，机器学习算法，包括决策树、支持向

量机、随机森林、改进的聚类算法和改进的神经网

络［５］，已被应用于股票预测，并已取得了较好的预

测效果。 虽然神经网络在股票预测方面取得了较好



的效果，但更深层次的神经网络可能更适合这种非

线性复杂系统［６］。 ＬＳＴＭ 神经网络就常用于预测时

间序列数据，其本质上是循环神经网络（ＲＮＮ）的一

种变体。 由于 ＲＮＮ 训练中存在梯度消失和梯度爆

炸的问题，即随着网络步长的增加，一些权重的梯度

变得过小或过大。 梯度爆炸问题可以通过逻辑函数

等方法压缩梯度来解决，但梯度消失问题则不能用

函数方法解决，导致梯度无法传播，模型无法训练，
而 ＬＳＴＭ 神经网络有效地解决了这个问题。 现有研

究表明，在股票价格预测中，ＬＳＴＭ 神经网络是一个

具有良好准确性的预测模型［７］，且 ＬＳＴＭ 神经网络

天生适合于金融市场预测，并以显著的优势超越了

其它预测模型［８ ］。
尽管在时间序列中 ＬＳＴＭ 是一个有用的工具，

但 ＬＳＴＭ 网络仍然存在一些限制。 ＬＳＴＭ 网络属于

高级计算过程，用于完成目标问题的解决方案，但其

还没有准备好对其预测结果所使用的参数做出明确

的说明，其中包括一些需要人为设置的部分参数

（如：隐藏层神经元数量、迭代次数、学习率等）。 不

同参数训练的模型差距明显，因此选择最优的参数

十分重要。 目前，对于模型重要参数的确定往往靠

研究者个人经验以及多次实验决定，浪费人力和时

间。 为此，提出将鲸鱼算法（ＷＯＡ）优化长短期记忆

神经网络（ＬＳＴＭ）的模型，来对股票进行预测。 利

用鲸鱼算法寻找 ＬＳＴＭ 关键参数的最优值，使得股

票数据特征与 ＬＳＴＭ 神经网络拓扑结构之间相互匹

配，以提高预测精度。 与此同时，为了进一步改善模

型性能、降低模型训练成本以及过拟合风险，使用以

随机森林为分类器的递归特征消除算法进行特征选

择，把相关性低及冗余的指标特征筛选掉，得到改进

的指标体系进行预测。

１　 相关工作

１．１　 递归特征消除法

递归特征消除（Ｒｅｃｕｒｓｉｖｅ ｆｅａｔｕｒｅ ｅｌｉｍｉｎａｔｉｏｎ）是
一种寻找最优特征子集的“贪心”算法，其算法的主

要思想是经过不断循环迭代从而实现对特征变量的

不断筛选。 ２０１７ 年吴辰文［９］ 提出将随机森林算法

（Ｒａｎｄｏｍ ｆｏｒｅｓｔ）作为迭代分类器的递归特征消除

法，并且验证了在选择特征子集方面，有着优异的表

现。 此处利用该方法处理输入新模型的多维特征，
用于建立预测指标体系，从而降低预测误差。 该算

法基本实现步骤如下：
（１）建立以随机森林为基础的训练分类器。

（２）计算特征的重要性度量值。
（３）对其特征迭代，剔除重要性测度低的 Ｘ 个

（一般为 １）特征。
（４）剩余的特征继续构造子集，重复步骤１～３，

直到选择出最佳特征子集。
１．２　 ＬＳＴＭ 神经网络

ＬＳＴＭ 由 Ｈｏｃｈｒｅｉｔｅｒ 等［１０］ 于 １９９７ 年提出。 其

设计之初，旨在使循环神经网络能够学习时间序列

数据中的长期依赖关系。 具体来说，传统的循环神

经网络在理论上可以学习长时间间隔的数据相关

性，但在实际应用中，循环神经网络只能有效地学习

短时间间隔的数据相关性，而不能很好地学习长时

间间隔的数据相关性。 基于其隐层节点精细设计的

ＬＳＴＭ 神经网络则可以有效解决上述问题。
ＬＳＴＭ 神经网络作为循环神经网络（ＲＮＮ）的变

体，具有 ＲＮＮ 可以长时间记忆的特点，创造性地加

入了遗忘门，解决了长期依赖长期信息的问题。 通

过调整遗忘门中的权重和偏差，可实现训练集数据

的拟合。 ＬＳＴＭ 的内部结构如图 １ 所示，其工作原理

通常分为以下步骤：
（１）通过观察 ｈｔ －１ 和 ｘｔ， 使用 ｓｉｇｍｏｉｄ 函数以一

定的概率丢弃信息或保留信息。 ｓｉｇｍｏｉｄ 函数的输

出范围为［０，１］，“０”表示完全丢弃该信息，“１”表示

完全保留该信息。 完成该功能的部分称为遗忘门，
可表示为

ｆｔ ＝ ｓｉｇｍｏｉｄ（Ｗｆ·［ｘｔ，ｈｔ －１］ ＋ ｂｆ） （１）
　 　 其中， ｈｔ －１ 为上个单元的输出； ｘｔ 为当前单元

的输入； Ｗｆ 为遗忘门权重矩阵； ｂｆ 为遗忘门偏置

项。
（２）处理当前输入序列的输入，该功能由输入

门完成。
ｉｔ ＝ ｓｉｇｍｏｉｄ（Ｗｉ·［ｘｔ，ｈｔ －１］ ＋ ｂｉ） （２）

ｃ－ ｔ ＝ ｔａｎｈ（Ｗｃ·［ｘｔ，ｈｔ －１］ ＋ ｂｃ） （３）
　 　 其中， Ｗｉ、Ｗｃ 分别为输入门、神经元状态的权

重矩阵， ｂｉ、ｂｃ 分别为对应的偏置项。
（３）根据输入门、遗忘门和之前的细胞状态，更

新当前细胞状态。

Ｃ ｔ ＝ ｆｔ·Ｃ ｔ －１ ＋ ｉｔ·ｃｔ （４）
　 　 其中， Ｃ ｔ －１ 为上个单元细胞状态。

（４）根据输出门公式得到输出值。
ｏｔ ＝ ｓｉｇｍｏｉｄ（Ｗｏ·［ｘｔ，ｈｔ －１］ ＋ ｂｏ （５）

ｈｔ ＝ ｏｔ·ｔａｎｈ（Ｃ ｔ） （６）
　 　 其中， Ｗｏ 为输出门权重矩阵； ｂｏ 为输出门偏置
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项； ｈｔ 为当前单元输出。
（５）根据反向传播算法计算梯度变化，然后根

据梯度下降法调整权重和偏差。
ＬＳＴＭ 神经网络通过上述精心设计，使其能够

有效挖掘时间序列数据中间隔较长数据之间的相关

性，从而更有效地预测未来的股票价格和波动。
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图 １　 ＬＳＴＭ 网络单元结构

Ｆｉｇ． １　 ＬＳＴＭ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．３　 ＷＯＡ 鲸鱼算法

鲸鱼优化算法（ＷＯＡ）是由 Ｍｉｒｊａｌｉｌｉ 等人提出

的一种模拟座头鲸泡泡网喂食的算法［１１］。 该算法

本质上是一种基于群体智能模拟的元启发式算法。
１．３．１　 包围猎物

ＷＯＡ 将猎物位置视为最优目标或近似最优解，
其它种群中的个体以此为基础更新自己的位置。 此

过程的数学模型可用以下公式表示：
Ｄ ＝｜ Ｃ·Ｘ∗（ ｔ） － Ｘ（ ｔ） ｜
Ｘ（ ｔ ＋ １） ＝ Ｘ∗（ ｔ） － Ａ·Ｄ
Ａ ＝ ２ａｒ － ａ
Ｃ ＝ ２ｒ

ì

î

í

ï
ïï

ï
ï

（７）

　 　 其中： ｔ表示迭代次数； Ａ、Ｃ表示系数向量； Ｘ∗

是当前的最佳鲸鱼位置； Ｘ 是当前鲸鱼位置； ａ 在迭

代过程中从 ２ 线性减小到 ０； ｒ 表示区间［０．１］内的

随机数。
１．３．２　 泡泡网攻击方式

泡泡网攻击可以分为两种策略：收缩包围和螺

旋更新位置。
（１）收缩包围：该方式是通过公式中的 ａ 值来

实现的。 ａ 在迭代过程中从 ２ 减少到 ０，而 Ａ 是区间

（－ａ，ａ）内的随机数，即 Ａ 为（ －２，２）中的一个随机

值。 当 Ａ 设置为从－１ ～ １ 时，鲸鱼的新位置可以定

义为原始位置和猎物位置之间的任何位置。
（２）螺旋更新位置：首先计算鲸鱼与猎物位置

之间的距离，然后在两个位置之间建立螺旋方程，来
模拟鲸鱼的螺旋运动：

Ｘ（ ｔ ＋ １） ＝ Ｄ·ｅｂｌ·ｃｏｓ（２πｌ） ＋ Ｘ∗（ ｔ）
Ｄ ＝｜ Ｘ∗（ ｔ） － Ｘ（ ｔ） ｜{ （８）

　 　 其中： Ｄ 表示鲸鱼与猎物的距离； ｂ 表示螺旋形

状常数； ｌ 为区间［－１，１］上的随机数。
在收缩包围猎物的同时，鲸鱼在螺旋轨道上捕

猎猎物。 为了模拟这种同时发生的行为，假设有 ０．５
的概率可以在收缩包围猎物和螺旋模型之间做出选

择，以更新鲸鱼位置，则数学模型如下：

Ｘ（ ｔ ＋ １） ＝
Ｘ∗（ ｔ） － Ａ·Ｄ， ｐ ＜ ０．５
Ｄ·ｅｂｌ·ｃｏｓ（２πｌ） ＋ Ｘ∗（ ｔ）， ｐ ≥ ０．５{

（９）
　 　 （３）寻找猎物：鲸鱼根据彼此的位置寻找猎物。
当 ｜ Ａ ｜ ＞ １ 时，鲸鱼位置是通过随机选择来更新的。
数学模型如下：

Ｘ（ ｔ ＋ １） ＝ Ｘｒａｎｄ（ ｔ） － Ａ·Ｄ
Ｄ ＝｜ Ｃ·Ｘｒａｎｄ（ ｔ） － Ｘ（ ｔ） ｜{ （１０）

　 　 其中， Ｘｒａｎｄ（ ｔ） 表示随机鲸鱼的位置。
１．４　 基于鲸鱼算法的 ＬＳＴＭ 参数优化

ＬＳＴＭ 模型的关键参数通常依赖于研究人员的

经验设置，随机性大、预测精度不理想，甚至可能陷入

局部最佳解决方案。 为解决上述问题，使用鲸鱼算法

优化长短期记忆神经网络。 将长短期记忆神经网络

的隐藏层神经元个数、学习率、训练迭代次数作为鲸鱼

算法的寻优目标。 优化模型的工作主要分为 ４ 部分：
（１）确定 ＬＳＴＭ 网络拓扑结构并初始化网络里

所有参数。
（２）根据待优化参数所确定的随机值，选择参

数搜索范围。
（３）计算个体鲸鱼对应的适应度值。 适应度值

设置为模型验证数据集的均方根误差 （ＲＭＳＥ）。
若计算的适应度是最小值，则将其设为本次的最优

结果，并且与全局最优适应度值对比大小。 若该值

小于全局最优适应度值，则进行替换。
（４）开始迭代。 用鲸鱼算法不断更新需要优化的

３ 个超参数，重复步骤 ３～４，直到达到最大迭代次数。
１．５　 基于鲸鱼算法优化的 ＬＳＴＭ 预测模型

构建鲸鱼算法优化 ＬＳＴＭ 预测模型的核心是优

化工作，图 ２ 展示了预测模型的具体算法流程。 通

过对样本数据的训练过程，寻找关键参数最优值。
具体步骤如下：

（１）数据集预处理。 首先丢弃异常值、补全缺

失值，并把数据按时间排序；其次，将数据集进行归

一化处理；最后，用递归特征消除法进行特征选择。
（２）鲸鱼算法参数初始化。 确定鲸鱼算法中的
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最大迭代次数（ｔ ＿ｍａｘ）、鲸鱼数量 ｎ、搜索范围的最

大值（ｕｂ） 和最小值（ ｌｂ）。
（３） 鲸鱼位置初始化。 随机生成种群鲸鱼

Ｘ ｉ，０（ ｌ，ｅ，ａ）， 其中 ｌ 为训练迭代次数， ｅ 为学习率， ａ
为隐藏层神经元个数。

（４）鲸鱼算法通过包围猎物、泡泡网攻击和搜

索猎物，不断优化网络参数，直到迭代结束，得到最

优的训练迭代次数、学习率和隐藏层神经元个数。
（５）将测试数据集输入到利用最优参数构建好

的 ＬＳＴＭ 模型中，输出预测值。

初始化相关参数，设置鲸群
位置上下界，确定最大迭代
次数和鲸群数

比较适应度值以确定个体
鲸鱼和鲸群的最佳适应度

通过LSTM训练，计算
个体鲸鱼适应度值

更新个体鲸鱼的位置

最大迭代次数

预测及其验证分析

替换LSTM里的参数

获得最佳参数

生成最初鲸鱼群

数据预处理

开始

结束

Y N

图 ２　 ＷＯＡ－ＬＳＴＭ 预测模型

Ｆｉｇ． ２　 ＷＯＡ－ＬＳＴＭ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

２　 实验结果与分析

实验选取上证指数（ＳＨ０００００１）为例，采用上证

指数的交易指标和技术指标作为数据集，各指标见

表 １。 数据通过 ｐｙｔｈｏｎ 的 Ｔｕｓｈａｒｅ 财务接口包获得，
时间段为 ２０１２ 年 ６ 月 ７ 日至 ２０２２ 年 ３ 月 １７ 日，其
中包括上证指 ２ ３７８ 条数据。 实验前删除掉因停盘

等操作造成的缺失数据，并将数据进行时间排序。
为了更好地评估模型性能，选用 ＬＳＴＭ 模型、ＰＳＯ－
ＬＳＴＭ 模型和 ＳＳＡ－ＢＰ 模型与 ＷＯＡ－ＬＳＴＭ 模型进

行对比实验。
表 １　 股票价格预测指标

Ｔａｂ． １　 Ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｉｎｄｅｘ

特征变量

交易指标 开盘价，收盘价，最高价，最低价，涨跌幅

技术指标 趋 势 类： ＭＡ５， ＭＡ２０， Ｂｏｌｌ， ＵＢ， ＬＢ， ＥＭＡ１２，
ＥＭＡ２６，ＤＩＦＦ， ＤＥＡ， ＭＡＣＤ， ＴＲＩＸ， ＡＤＸＲ 摆动

类：ＫＤＪ，ＢＩＡ６，ＢＩＡ１２，ＲＳＩ６，ＲＳＩ１２，ＷＲ６，ＷＲ１０，
ＭＯＭ，ＡＴＲ，ＣＣＩ，ＲＯＣ 能量类：ＶＯＬ，ＯＢＶ，ＶＲ，ＡＤ

２．１　 模型评价标准

为了显示各模型预测效果， 采取均方根误差

（ＲＭＳＥ） 、 平均绝对百分比误差 （ＭＡＰＥ） 、 平均

绝对 误差（ＭＡＥ） 和决定系数 Ｒ２ 等 ４ 个评价指标，
来评估每个模型的预测效果。 其中，ＲＭＳＥ、ＭＡＰＥ、
ＭＡＥ 数值越小，说明模型预测结果越准确，与实际

值偏差越小； 决定系数 Ｒ２ 越接近 １，说明模型的拟

合优度越高，预测效果越好。 具体公式定义为：

ＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｎ－１
（ｙｎ′ － ｙｎ） ２ （１１）

ＭＡＰＥ ＝ １
Ｎ∑

Ｎ

ｎ－１

｜ ｙ′
ｎ － ｙｎ ｜
ｙｎ

（１２）

ＭＡＥ ＝ １
Ｎ∑

Ｎ

ｎ－１
ｙ′
ｎ － ｙｎ ｜ （１３）

Ｒ２ ＝
∑
Ｎ

ｎ－１
（ｙ＇

ｎ － ｙ＇） ２

∑
Ｎ

ｎ－１
（ｙｎ － ｙ＇） ２

（１４）

　 　 其中： Ｎ为样本数； ｙ＇
ｎ 为模型预测值； ｙｎ 为样本

真实值； ｙ＇ 为样本真实值的平均值。
２．２　 实验分析

２．２．１　 构建预测指标体系

利用基于随机森林为分类器的递归特征消除

法，将不重要的特征从数据子集中剔除。
对初始 ３２ 个特征进行算法迭代，直至达到所

需要的特征数量。 在重复交叉验证的实验中，最终

得到最佳特征数量为 １３ 个。 交叉验证所选的特征

数量如图 ３ 所示，选取的最终最佳预测指标，见
表 ２。
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图 ３　 ＲＦＥ 最佳特征数量

Ｆｉｇ． ３　 ＲＦＥ ｏｐｔｉｍａｌ ｎｕｍｂｅｒ ｏｆ ｆｅａｔｕｒｅｓ
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表 ２　 特征子集

Ｔａｂ． ２　 Ｆｅａｔｕｒｅ ｓｕｂｓｅｔ

特征变量 数据描述

收盘价 收市时的价格

最高价 交易时段产生的最高价格

最低价 交易时段产生的最低价格

ＭＡ５ ５ 日移动平均线

ＬＢ 布林带支撑线

ＴＲＩＸ 三重指数平滑平均线

ＡＤ 集散量指标

ＡＴＲ 平均真实波幅指标

ＫＤＪ＿Ｋ 随机快指标

ＫＤＪ＿Ｄ 随机慢指标

ＭＯＭ 动量指标

ＯＢＶ 能量潮指标

ＶＯＬ 成交量指标

２．２．２　 模型参数选择及优化结果

构建的鲸鱼算法优化 ＬＳＴＭ 模型是由输入层、
隐藏层和输出层组成的循环神经网络，且使用

Ａｄａｍ 优化器进行梯度下降优化权值，初始鲸鱼数

量为 ３０，最大迭代次数为 １００。 利用鲸鱼算法对股

票预测模型的参数寻优，上证指数数据训练所得最

优参数，分别为迭代次数 １６７、学习率为 ０．０２、隐藏

层神经元个数为 １２８。
各模型在寻优过程中不断收敛的适应度曲线如

图 ４ 所示。 从图中对应的曲线可见， ＷＯＡ－ＬＳＴＭ
的收敛速度和准确性均优于 ＰＳＯ－ＬＳＴＭ、ＳＳＡ－ＢＰ。

PSO-LSTM
SSA-BP
WOA-LSTM

44

43

42

41

40

39

38

37
0 10 20 30 40 50 60 70 80 90 100

迭代次数

适
应

度
函

数

图 ４　 适应度值收敛曲线图

Ｆｉｇ． ４　 Ｆｉｔｎｅｓｓ ｖａｌｕｅ ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅ

２．２．３　 股票价格预测

将经过特征选择的股票数据代入预测模型，验
证模型的有效性，并与 ＬＳＴＭ 模型、ＰＳＯ－ＬＳＴＭ 模

型、ＳＳＡ－ＢＰ 模型进行对比分析。 各个模型的预测

结果如图 ５～图 ８ 所示。 在对应图中可以明显看出，
经过鲸鱼算法优化 ＬＳＴＭ 的预测曲线更加接近真实

曲线，即预测值与真实值最为接近，拟合优度最高。
说明该模型预测性能以及弱化滞后能力都表现最

佳。
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图 ５　 ＬＳＴＭ 模型真实值与预测值对比

Ｆｉｇ． ５ 　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ａｃｔｕａｌ ｖａｌｕｅ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｅｄ
ｖａｌｕｅ ｏｆ ｔｈｅ ＬＳＴＭ ｍｏｄｅｌ
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图 ６　 ＰＳＯ－ＬＳＴＭ 模型真实值与预测值对比

Ｆｉｇ． ６ 　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ａｃｔｕａｌ ｖａｌｕｅ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｅｄ
ｖａｌｕｅ ｏｆ ｔｈｅ ＰＳＯ－ＬＳＴＭ ｍｏｄｅｌ
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图 ７　 ＳＳＡ－ＢＰ 模型真实值与预测值对比

Ｆｉｇ． ７ 　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ａｃｔｕａｌ ｖａｌｕｅ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｅｄ
ｖａｌｕｅ ｏｆ ｔｈｅ ＳＳＡ－ＢＰ ｍｏｄｅｌ
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图 ８　 ＷＯＡ－ＬＳＴＭ 模型真实值与预测值对比

Ｆｉｇ． ８ 　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ａｃｔｕａｌ ｖａｌｕｅ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｅｄ
ｖａｌｕｅ ｏｆ ｔｈｅ ＷＯＡ－ＬＳＴＭ ｍｏｄｅｌ

　 　 为了进一步准确地验证模型的预测性能，表 ３
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给出了各个模型的 ４ 种评价指标计算结果。 从表 ３
可知，通过鲸鱼算法优化的 ＬＳＴＭ 模型对应 ＲＭＳＥ、
ＭＡＰＥ、ＭＡＥ 值分别为 ２１．７６３ １、０．００７ ２、２６．２９０ ７，
均低于其它 ３ 种预测模型，并且该模型的决定系数

为 ０．９３１ ６，结果比其它预测模型更接近 １，说明模型

的拟合效果更佳。
表 ３　 各模型评价指标比较

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

Ｍｏｄｅｌ ＲＭＳＥ ＭＡＰＥ ＭＡＥ Ｒ２

ＬＳＴＭ ４１．７４４ １ ０．００９ ６ ２９．７１５ ８ ０．８３９ ８

ＰＳＯ－ＬＳＴＭ ３９．８７２ ６ ０．００９ ０ ２８．６７４ ４ ０．８５８ ３

ＳＳＡ－ＢＰ ２５．５１５ ６ ０．００８ ９ ２８．３２６ ５ ０．８８１ ５

ＷＯＡ－ＬＳＴＭ ２１．７６３ １ ０．００７ ２ ２６．２９０ ７ ０．９３１ ６

　 　 其中，ＷＯＡ－ＬＳＴＭ 的 ＲＭＳＥ 指标比 ＬＳＴＭ 低

４７．８７％，比 ＰＳＯ－ＬＳＴＭ 低 ４５． ４２％，比 ＳＳＡ －ＢＰ 低

１４． ７１％； ＭＡＰＥ 指 标 比 其 它 ３ 种 模 型 分 别 低

２５．００％、２０．００％、１９．１０％； ＭＡＥ 指标则分别减少了

１１．５３％、８．３１％、７．１９％。 综上所述，通过鲸鱼算法优

化的 ＬＳＴＭ 模型预测性能有着显著提高。

３　 结束语

为了提高股票价格预测模型的预测性能，本文

提出了使用鲸鱼算法（ＷＯＡ）优化 ＬＳＴＭ 的股票价

格预测模型。 利用鲸鱼算法对 ＬＳＴＭ 网络的重要参

数寻优，使得人为因素的影响降低，模型预测的准确

性提高。 本文选取了上证指数股票数据进行实验。
验证了鲸鱼算法在寻优过程时的收敛速度以及准确

性方面都有着显著的优势。 并且在预测性能方面，
相较于单一神经网络模型与其它被优化的神经网络

模型，经鲸鱼算法优化的 ＬＳＴＭ 模型具有更好的预

测精度。 同时，考虑到股票时间序列数据具有冗余

性，筛除与预测值负相关以及相关性低的特征，用最

佳特征子集训练新的模型，使得模型的预测精度得

到了进一步的提高。 面对庞大而复杂的股票市场，
通过鲸鱼算法优化的 ＬＳＴＭ 模型能够实现更快、更
准确地进行预测，可以在一定程度上降低投资者的

风险。 该模型可以有效地处理时间序列，在时间序

列问题上具有一定应用前景。
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