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基于 ＢＥＲＴ 和注意力引导图卷积网络的关系抽取

徐瑞涓， 高建瓴

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 针对现有图卷积网络在关系抽取任务中存在文本语义，语法表征不准确和在不同树结构上并行化计算较难等问题，
本文提出一种基于 ＢＥＲＴ 和注意力引导图卷积网络的关系抽取模型。 首先，在模型的输入层使用 ＢＥＲＴ 和 Ｂｉ－ＬＳＴＭ 编码出

适应于上下文语境的词向量；其次，对输入的树结构采用最短路径为中心的修剪方式，减少树中的无关信息；最后，在模型中

引入多头注意力机制，自动学习不同子空间内对关系提取有用的相关子结构，并在 ＴＡＣＲＥＤ 数据集上进行验证。 实验结果表

明，相对于基线模型，本文提出的模型显著提高了实体关系抽取的 Ｆ１ 值。
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０　 引　 言

随着互联网技术的发展和日益激增的网络数

据，从大量数据中获取关键信息是当前自然语言处

理（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）任务中的一个

研究热点，良好的关系抽取 （ Ｒｅｌａｔｉｏｎ Ｅｘｔｒａｃｔｉｏｎ，
ＲＥ）表现为自然语言处理的下游任务奠定了基础。
实体关系抽取的任务的目标是从非结构化文本中抽

取出实体关系三元组（ＳＰＯ）。 传统的关系抽取方法

主要有两种主流框架，第一种是流水线的方法，第二

种是联合抽取的方法。 流水线的方法首先识别句中

的实体，然后进行实体关系的抽取，该方法形式简

单，操作灵活，但缺点仍然很明显，其级联特性在进

行实体抽取时产生的误差会一直延续到关系抽取任

务中，造成错误传播［１］。 针对流水线方法存在的缺

点，联合抽取的方法将实体识别和关系抽取两个任

务合并在一个模型中进行统一建模，但是此方法模

型的复杂性比较高。
虽然传统的流水线方法和联合抽取的方法已经

在实体关系抽取任务中有出色的表现，但都不能处

理欧几里得空间数据，并且在文本中存在重叠关系

时，往往只能预测出一种关系，因此传统的关系抽取

模型依旧面临挑战。
在通过图卷积网络进行关系抽取任务中，依存

分析图是常用的构图方式之一，依存分析图展示了

文本之间的依赖关系。 基于依存关系的模型，能够

捕获字面形式上比较模糊的远距离句法关系（如从

句比较长或者有着复杂的范围限定的情况） ［２］。



２０１８ 年 Ｚｈａｎｇ 等人［３］ 针对依存树中包含大量无关

系信息，提出一种基于修剪依存树的图卷积神经网

络，并用于实体关系抽取问题，将修剪后的句法依存

树引入图卷积网络进行实体关系抽取任务。 ２０１９
年，Ｇｕｏ 等人［４］提出了注意力引导的图卷积网络模

型 ＡＧＧＣＮ，将完整的依存树作为模型的输入，结合

多头注意力机制使模型自动学习不同特征空间有用

的子结构，再通过注意力引导层使用多头注意力机

制构造 Ｎ 个注意力引导邻接矩阵，将输入依存树转

换为 Ｎ 个不同的全连接加权图后进行关系分类任

务。 Ｔｉａｎ 等人［５］提出一种依赖驱动的方法，将基于

图卷积网络的注意力机制应用于从现成的依赖解析

器获得的依赖树中的不同上下文词汇，以区分不同

词汇依赖的重要性。 本文提出一种基于 ＢＥＲＴ 和注

意力引导图卷积网络的关系抽取的方式。 首先，在
模型表示层摒弃传统的词向量表示方法，引入预训

练模型 ＢＥＲＴ 结合 Ｂｉ－ＬＳＴＭ 网络，训练出更适应上

下文信息的词向量，经过微调后的 ＢＥＲＴ 模型将更

适应于当前语料并具备更好的语义信息，增强模型

的泛化能力；其次，在构建的依存图中，采用最短路

径的修剪树的方式，修剪掉图中的无关信息，降低噪

声词的影响，增强其鲁棒性；最后，将多头注意力机

制与图卷积网络融合，使得模型能够学习到不同子

空间的特征和不同重要程度的信息，结合密集连接，
使模型能够更好地学习图形表示。

１　 方法介绍

本文的模型 ＡＳＰ －ＧＣＮ（ｓｈｏｒｔｅｓｔ ｐａｔｈ ａｔｔｅｎｔｉｏｎ－
ｇｕｉｄｅｄ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ）总体框架如图 １
所示。 模型主要由 ＢＥＲＴ 词向量表示模块， Ｂｉ －
ＬＳＴＭ 网络模块，融合最短路径注意力引导图卷积

网络模块（ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ ，ＧＣＮ）构成。
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图 １　 ＡＳＰ－ＧＣＮ 总体框架

Ｆｉｇ． １　 ＡＳＰ－ＧＣＮ ｇｅｎｅｒａｌ ｆｒａｍｅｗｏｒｋ
１．１　 基于 ＢＥＲＴ 的表示层

在自然语言处理任务中，模型执行任务的第一

步是将文本转化为计算机能够理解的表达形式，输
入到模型中进行接下来的操作。 ２０１８ 年 Ｄｅｖｌｉｎ
等［６］提出 ＢＥＲＴ 预训练模型，以 Ｔｒａｎｓｆｏｒｍｅｒ 模型的

编码器作为基模型和多头注意力机制构建的模型，
保存深层的特征信息，具有很好的泛化能力。

例如输入句子 Ｌ ＝ ｛ｗ１，ｗ２，…，ｗｎ｝ 是带有

“［ＣＬＳ］”和“［ＳＥＰ］”的句子序列， ｎ 为模型设置的

输入句子的最大长度，其输入表示包含 ３ 个部分，分
别是词嵌入（ ｔｏｋｅｎ ｅｍｂｅｄｄｉｎｇ），位置嵌入（ ｐｏｓｉｔｉｏｎ
ｅｍｂｅｄｄｉｎｇ）和分割嵌入（ ｓｅｇｍｅｎｔ ｅｍｂｅｄｄｉｎｇ）３ 个嵌

入特征的单位和，如图 ２ 所示。 ＢＥＲＴ 模型处理每

一个 ｗ ｉ 的输出向量 ｅｉ 计算方式，式（１）：
ｅｉ ＝ Ｅ ｔｏｋｅｎ（ｗ ｉ） ＋ Ｅｓｅｇ（ｗ ｉ） ＋ Ｅｐｏｓ（ｗ ｉ） （１）
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图 ２　 ＢＥＲＴ 模型输入结构

Ｆｉｇ． ２　 Ｉｎｐｕｔ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢＥＲＴ ｍｏｄｅｌ

　 　 将模型输出的 ［ｅ１，ｅ２，…，ｅｎ］ 向量作为 ＢＥＲＴ
模型内部 Ｔｒａｎｓｆｏｒｍｅｒ 编码网络部分的输入表示，如
图 ３ 所示。
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图 ３　 ＢＥＲＴ 模型网络结构

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢＥＲＴ ｍｏｄｅｌ

　 　 ＢＥＲＴ 通过预训练完成模型参数的微调，得出

输入序列的词嵌入表示为 ［Ｔ１，Ｔ２，…，Ｔｎ］。 相比传

统的 Ｗｏｒｄ２ｖｅｃ，Ｇｌｏｖｅ 等预训练模型来说，ＢＥＲＴ 更

能够充分考虑抽取文本的上下文信息，获得更为精

确的词向量。
１．２　 Ｂｉ－ＬＳＴＭ 层

长短 期 记 忆 神 经 网 络 （ Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）是一种改进型的 ＲＮＮ 模型，该模型

有效地解决了传统 ＲＮＮ 模型存在的梯度消失，从而

限制网络学习长期依赖的问题［７］。 Ｂｉ－ＬＳＴＭ 模型

是由结构相同的前向 ＬＳＴＭ 和后向 ＬＳＴＭ 构成，如
图 ４ 所示。

将前向 ＬＳＴＭ 的隐藏向量 ［ｈＬ１，ｈＬ２，…，ｈＬｎ］ 和

后向 ＬＳＴＭ 的隐藏向量 ［ｈＲ１，ｈＲ２，…，ｈＲｎ］ 拼接得到

Ｂｉ－ ＬＳＴＭ 网络的隐藏向量矩阵 Ｈ ＝ ［ｈ１，ｈ２，…，
ｈｎ］，Ｈ ∈ Ｒｎ×２ｈ。
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图 ４　 Ｂｉ－ＬＳＴＭ 网络结构

Ｆｉｇ． ４　 Ｂｉ－ＬＳＴＭ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 现有 ＧＣＮ 模型高度依赖从正确的解析树中提

取关键信息，而现有的解析算法在许多情况下产生

的并不是一棵完美的树，为了解决这些问题，本文在

模型中加入 Ｂｉ－ＬＳＴＭ 层，通过 ＢＥＲＴ 预训练后每个

词表示为一个向量 Ｔｎ， 将词向量表示 Ｔｎ 输入到 Ｂｉ－
ＬＳＴＭ 中，得到句中每个单词基于上下文的特征向

量 ｈｎ 计算如式（２）：
ｈｎ ＝ ＢｉＬＳＴＭ（Ｔｎ；θ） （２）

　 　 其中， Ｔｎ 为 Ｂｉ－ＬＳＴＭ 的隐藏状态向量， θ 为网

络参数。
通过加入 Ｂｉ－ＬＳＴＭ 层，模型中包含了除关键路

径以外的其他信息，与仅仅只用最短路径的方法相

比，其鲁棒性得到了很大的提升。
１．３　 ＧＣＮ 模块

此模块包含两个部分，第一部分是多头注意力

机制，用以分别关注文本中来自不同子空间的特征，
生成不同的全连通图；第二部分是将全连通图输入

图卷积网中进行特征提取。
１．３．１　 依存句法分析

在图卷积网络进行关系抽取任务中，无用信息

过多会引起噪声传播，导致句子中的有效信息很难

被关系抽取模型有效地学习，依存句法分析是自然
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语言处理中传统的分析方法之一，在关系抽取任务

中已经取得不错的效果。
依存关系主要通过有向弧来体现句子成分支配

与被支配关系，句中的动词往往被认为是支配语句

的核心。 因此，本文所构建的依存句法图是以句中

单词作为节点，依存关系作为边的结构图，例如：对
句子“Ｊｏｈｎ ｈｉｔ ｔｈｅ ｂａｌｌ ｗｉｔｈ ｔｈｅ ｂａｔ ”进行语义依存分

析，得到语义依存图如图 ５ 所示，用 ７ 条从中心词指

向依存词的有向边表示存在 ７ 对依存关系，依存边

上标注的标签为依存关系类型，其中单词“ｈｉｔ”为根

节点， “ Ｊｏｈｎ”和“ｈｉｔ”具有依存关系，“ ｈｉｔ”是中心

词， “ Ｊｏｈｎ” 是依存词， 二者之间的关系标签是

“ＮＳＵＢＪ”（名词充当主语）。

ROOT John hit the ball with the bat

NSUBG

ROOT
PREP

DOBJ

DET DET

PORJ

图 ５　 语义依存树

Ｆｉｇ． ５　 Ｓｅｍａｎｔｉｃ ｄｅｐｅｎｄｅｎｃｙ ｔｒｅｅ

　 　 为了去除语法依存图中的冗余信息，消除噪声

对后续关系抽取的影响，本文在依存句法图的基础

上，获取句子最短依存路径（ＳＤＰ）。 大量研究证明

最短路径可以有效表示实体之间的语义关系结构，
路径中包含的词汇信息足够表征大多数文本的主要

信息，对于句中存在否定关系的特殊情况，最短路径

的修剪方法容易忽略句中的否定关系词，因此本文

模型中融合了最短路径为中心的修剪树方式，最大

限度保留有关内容的同时，删除树中的无关信息，提
高模型的鲁棒性。
１．３．２　 多头注意力机制引导层

多头注意力机制可以学习不同特征空间词之间

的依赖关系和句中不同成分对词的重要程度［８］。
本文将修剪好的树融合多头注意力机制分别关注文

本中来自不同子空间的特征，并将不同特征的依赖

树转换为完全连通的加权图，得到每个连通图的邻

接矩阵 Ａ， 图中每条边对应相应的权重。 如： Ａ（１）
为图 Ｇ（１） 的邻接矩阵，Ａ（ｎ） 为图 Ｇ（ｎ） 的邻接矩

阵。 将任意邻接矩阵 Ａ（ ｔ） 与 Ｂｉ－ＬＳＴＭ 网络的输出

ｈｎ 作为后面图卷积层的输入。 通过注意力引导层

使用注意力来诱导节点之间的关系，对于通过间接

多跳路径连接的节点，可以通过模型中的可微分函

数来捕捉这些关系。
在本文提出的模型中，通过使用多头注意力机

制来计算属于邻接矩阵 Ａ（ ｔ） 的信息，Ａ（ ｔ） 表示通

过第 ｔ 个头注意力得到的邻接矩阵，这使得模型能

够关注来自不同表示子空间的信息，计算公式（３）：

Ａ（ ｔ） ＝ ｓｏｆｔｍａｘ
ＱＷＱ

ｉ × （ＫＷＫ
ｉ ） Ｔ

ｄ
æ

è
çç

ö

ø
÷÷ （３）

　 　 其中， Ｑ 和 Ｋ 是模型中 Ｌ － １ 层的输出表示，
ＷＱ

ｉ 、ＷＫ
ｉ 、ＷＶ

ｉ 是参数矩阵。
通过注意力引导层，经过密集连接层得到一个

更大的全连接图，可以更好地学习图表示。
１．３．３　 图卷积网络

本文在特征提取和依存树后引入图卷积网络

（Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＧＣＮ）进一步对特征

进行处理，通过构建依存句法图，获取最短路径为中

心的依存图，结合多头注意力机制关注不同子空间

的信息，生成多个带有权重的全连通图，并各自转化

为相应的邻接矩阵 Ａ（ ｔ）。 通过 ＢＥＲＴ 预训练模型

对输入文本进行编码，Ｂｉ－ＬＳＴＭ 网络融合上下文信

息，得到输入文本的词嵌入表示，将邻接矩阵 Ａ（ ｔ）
作为输入词嵌入的权值，将加权结果输入到 ＧＣＮ 中

进行特征提取。
图卷积网络进行特征提取时，给定一个具有 ｎ

个节点的图，可以用 ｎ × ｎ的邻接矩阵Ａ来表示此图

的结构，Ｍａｒｃｈｅｇｇｉａｎｉ 等人［９］ 将边的方向性纳入模

型来扩展用于编码依赖树的 ＧＣＮ，为树中的每个节

点添加一个自循环，并且包括依赖弧的相反方向，这
意味着在图中如果节点 ｉ 与节点 ｊ 之间存在一条边

则 Ａｉｊ 或 Ａ ｊｉ ＝ １，否则 Ａｉｊ ＝ ０ 或 Ａ ｊｉ ＝ ０，如果将 Ｌ 层第

ｉ 个节点的输入向量表示为 ｈｌ －１
ｉ ，输出向量表示为

ｈｌ
ｉ， 则可以将图卷积操作写成式（４）：

ｈ（ ｌ）
ｉ ＝ ρ ∑

ｎ

ｊ ＝ １
ＡｉｊＷ（ ｌ）ｈｌ －１

ｊ ＋ ｂ（ ｌ）( ) （４）

　 　 其中， Ｗ（ ｌ） 是权重矩阵； ｂ（ ｌ） 是偏置向量； ρ 是

激活函数； ｈ（０）
ｉ 是 ｘｉ 的初始输入， ｘｉ ∈ Ｒｄ 中的 ｄ 是

输入特征维数。
１．４　 线性连接层

在本文的模型中包含了一个线性连接层，当依

存树通过多头注意力层后，可以得到 ｎ 个不同的注

意力权重矩阵 Ａ（ ｔ）， 相当于在图卷积网络的输入

邻接矩阵输入模型中进行特征提取，可以得到 Ｎ 个

不同的输出结构，本文利用线性连接层集成 ｎ 个不

同的结果，整合成最终的输出特征 ｈｃｏｍｂ， 其输出的

数学定义如式（５）所示：
ｈｃｏｍｂ ＝ Ｗｃｏｍｂｈｏｕｔ ＋ ｂｃｏｍｂ （５）

　 　 其中， ｈｏｕｔ 表示注意力引导层的输出结果， ｈｏｕｔ ＝
［ｈ（１），ｈ（２），…，ｈ（ｎ）］；Ｗｃｏｍｂ 为权重矩阵； ｂｃｏｍｂ 为线性
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偏置向量。
１．５　 关系抽取

应用本文模型的数据，获得了所有标记的隐藏表

示，关系抽取的任务就是预测两实体之间的关系。 连

接句子表示和实体表示，得到关系分类的最终表示［１０］。
首先，需要获得句子表示 ｈｓｅｎｔ， 计算公式（６）如下：

ｈｓｅｎｔ ＝ ｆ（ｈｍａｓｋ） ＝ ｆ（ＡＳＰ － ＧＣＮ（ｘ）） （６）
　 　 其中， ｈｍａｓｋ 表示被 ｍａｓｋ 所有隐藏表示，这里

ｍａｓｋ 的意思是只选择在句子中不是实体标记的标

记表示， ｆ：Ｒｄ×ｎ → Ｒｄ×１ 是一个最大池化函数，其将 ｎ
个输出向量映射到 １ 个句子向量。

类似的，也可以获得实体表示。 对于第 ｉ 个实

体的隐藏表示，其表示为式（７）：
ｈｅｉ

＝ ｆ（ｈｅｉ） （７）
　 　 实体表示与句子表示连接起来形成新的表示，
新的表示应用于前馈神经网络（Ｆｅｅｄ Ｆｏｒｗａｒｄ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＦＦＮＮ）， ｈｆｉｎａｌ 作为 ｌｏｇｉｓｔｉｃ 回归分类器的输

入进行关系的预测，式（８）：
ｈｆｉｎａｌ ＝ ＦＦＮＮ ｈｓｅｎｔ；ｈｅ１；．．．；ｈｅｉ

[ ]( ) （８）

２　 实验数据及分析

２．１　 数据集和参数设置

本文使用 ＴＡＣＲＥＤ 数据集，该数据集包含 ４１
种关系类型和一种特殊的关系类型，即“无关系”类
型，其中训练集 １０６ ２６４ 条，验证集 ２２ ６３１ 条，测试

集 １５ ５０９ 条。
自然语言处理任务中准确率 （ｐｒｅｃｉｓｅ），召回率

（ ｒｅｃａｌｌ），Ｆ１ 值是模型的评价指标。 训练过程中，为
了使模型的效果更佳，需要对模型的参数进行调节，
本文的模型中对于超参数的设置见表 １。

表 １　 模型超参数设置

Ｔａｂ． １　 Ｍｏｄｅｌ ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

超参数名称 超参数

Ｗｏｒｄ ｅｍｂｅｄｄｉｎｇ ３００
Ｄｒｏｐｏｕｔ ０．５
Ｈｅａｄｓ ３

ＧＣＮ ｌａｙｅｒ ２
Ｅｐｏｃｈ １００

Ｂｉ－ＬＳＴＭ（ｈ） ３００
Ｂｉ－ＬＳＴＭ ｈｉｄｄｅｎ ｌａｙｅｒ １

Ｌｒ－ｄｅｃａｙ ０．９
Ｍａｘ＿ｇｒａｄ＿ｎｏｒｍ ５

２．２　 基线模型及评估方案

将本文模型与以下几种模型进行对比：逻辑回

归分类器模型（ＬＲ），最短路径模型（ＳＤＰ－ＬＳＴＭ），
树结构神经网络模型（Ｔｒｅｅ－ＬＳＴＭ），均使用修剪树

过后的 ＧＣＮ 模型和 Ｃ－ＧＣＮ 模型，最先进的位置感

知模型（ＰＡ－ＬＳＴＭ），注意力导向图卷积神经网络模

型（ＡＧＧＣＮ），实验结果见表 ２。
表 ２　 各模型在 ＴＡＣＲＥＤ 数据集上的实验结果比较

Ｔａｂ． ２ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｏｎ
ＴＡＣＲＥＤ ｄａｔａ ｓｅｔ ％

模型 准确率 召回率 Ｆ１

ＬＲ
ＳＤＰ－ＬＳＴＭ
Ｔｒｅｅ－ＬＳＴＭ

ＧＣＮ
Ｃ－ＧＣＮ

ＰＡ－ＬＳＴＭ
ＡＧＧＣＮ

ＡＳＰ－ＧＣＮ（ＢＥＲＴ）

７３．５
６６．３
６６．０
６９．８
６９．９
６５．７
６９．９
７３．４

４９．９
５２．７
５９．２
５９．０
６３．３
６４．５
６０．９
６４．９

５９．４
５８．７
６２．４
６４．０
６６．４
６５．１
６５．１
６８．９

　 　 由表 ２ 可知，回归分类器（ＬＲ）的准确率在所有

模型中最高，但是召回率相对较低；与神经网络模型

（ＳＤＰ－ＬＳＴＭ），（Ｔｒｅｅ－ＬＳＴＭ）和（ＰＡ－ＬＳＴＭ）的准确率

相比，ＡＳＰ－ＧＣＮ 模型的优势较为明显；以模型 ＳＤＰ－
ＬＳＴＭ 为例，ＡＳＰ－ＧＣＮ 模型的准确率得到了 １０．２％的

提高，这主要得益于 ＧＣＮ 对于图的特征提取能力；对
于综合指标 Ｆ１ 值，ＡＳＰ－ＧＣＮ 模型明显优于同样使用

ＧＣＮ 网络的 Ｃ－ＧＣＮ 模型和 ＡＧＧＣＮ 模型，说明本文

模型中结合 ＢＥＲＴ 预训练，Ｂｉ－ＬＳＴＭ 网络，最短路径

为中心的修剪方法，多头注意力机制对模型的抽取性

能是有帮助的。 由此可见，本文提出的模型也是关系

抽取任务中一个具备一定竞争力的模型。
２．３　 消融实验

为了检验模型中各因素对关系抽取的影响，采
用控制变量法进行实验。 实验步骤如下：

（１）检验 ＢＥＲＴ 预训练模型对本模型抽取性能

的影响，主要与 ｇｌｏｖｅ 词嵌入模型进行比较；
（２）检验 Ｂｉ－ＬＳＴＭ 对本模型抽取性能的影响；
（３）检验最短路径修剪树方法对本模型抽取性

能的影响；
（４）检验多头注意力机制对本模型抽取性能的

影响。
４ 种模型的抽取结果见表 ３。 由表 ３ 可知：
（１）将 ＡＳＰ－ＧＣＮ 模型中 ＢＥＲＴ 预训练模型换成

ｇｌｏｖｅ 模型后 Ｆ１ 值降低了 １．１％，这说明 ＢＥＲＴ 强大的

语义表征能力对于模型后续任务有很大的帮助；
（２）删除 Ｂｉ－ＬＳＴＭ 层后，ＡＳＰ －ＧＣＮ 模型的 Ｆ１

降低了 ２．７％，这说明 Ｂｉ－ＬＳＴＭ 对文本特征进行初

次提取有益于模型后续的处理；
（３）删除最短路径为中心的剪枝方式后，ＡＳＰ－
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ＧＣＮ 模型的 Ｆ１ 值降低了 １．１％，说明筛选出文本中

的无用信息，不仅可以提高模型的运行速率，还能提

高模型的抽取性能；
（４）删除多头注意力时，模型 Ｆ１ 值降低了 ２％，

说明通过关注不同子空间的特征对模型的抽取任务

有很大的作用。
表 ３　 ＡＳＰ－ＧＣＮ 模型的消融实验结果

Ｔａｂ． ３　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＡＳＰ－ＧＣＮ ｍｏｄｅｌ ％

模型 Ｐ Ｒ Ｆ１

ＡＳＰ－ＧＣＮ（ｏｕｒｓ）
—ＢＥＲＴ

—Ｂｉ－ＬＳＴＭ

７３．４
７２．３
６６．７

６４．９
６３．９
６５．７

６８．９
６７．８
６６．２

— ＳＤＧ ７２．６ ６３．６ ６７．８
—Ｍｕｌｔｉ－Ａｔｔｅｎｔｉｏｎ ７１．９ ６２．５ ６６．９

２．４　 注意力多头数分析

为了验证模型中多头注意力机制对模型结果的

影响，实验分别对比了注意力头数 Ｎ 的不同取值的

不同模型效果，实验结果见表 ４ 所示，由表 ４ 可以看

出，不同头数的注意力机制会对模型产生不同的影

响，模型的最优值属于一定的范围，取值较小时，模
型的特征提取能力较弱，取值较大时，可能会带来信

息冗余，当 Ｎ ＝ ３ 时，模型效果相对较好。
表 ４　 不同多头取值模型效果

Ｔａｂ． ４　 Ｅｆｆｅｃｔｓ ｏｆ ｍｏｄｅｌｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｍｕｌｔｉｐｌｅ ｖａｌｕｅｓ ％

Ｎ １ ２ ３ ４ ５ ６

Ｐｒｅｃｉｓｉｏｎ ７２．３ ７２．５ ７３．４ ７１．３ ７０．５ ７０．３
Ｒｅｃａｌｌ ６４．７ ６４．７ ６４．９ ６３．９ ６３．４ ６３．９
Ｆ１ ６８．３ ６８．４ ６８．９ ６７．４ ６６．７ ６６．９

２．５　 以路径为中心的剪枝效果

为证明本文提出的剪枝方法的有效性，比较了

ＧＣＮ 模型，Ｔｒｅｅ－ＬＳＴＭ 模型和本文模型的剪枝距离

Ｌ 变化对模型的影响。 在 ＴＡＣＲＥＤ 数据集上分别采

用 Ｌ ＝ ｛０，１，２，３｝ 时得到的结果如图 ６ 所示。
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图 ６　 以路径为中心的修剪距离（Ｋ）
Ｆｉｇ． ６　 Ｐｒｕｎｉｎｇ ｄｉｓｔａｎｃｅ ｃｅｎｔｅｒｅｄ ｏｎ ｐａｔｈ （Ｋ）

　 　 当 Ｋ ＝ １ 时，３ 个模型的性能都达到了峰值，优
于各自模型的其他依赖路径模型。 表明通过 Ｋ ＝ １
的路径为中心的修剪方式可以使模型得到改善。

３　 结束语

本文提出了一种基于 ＢＥＲＴ 和注意力引导图卷

积网络的关系抽取模型，通过实验证实了在使用图

卷积进行关系抽取的任务中，通过 ＢＥＲＴ 预训练模

型与 Ｂｉ－ＬＳＴＭ 结合对文本进行表征，加入最短路径

修剪树，以及利用多头注意力机制等方式对于整个

图卷积模型进行关系抽取任务来说是有益的，得到

的结果均优于本文提及的其它基于深度学习的基线

模型，从而证明了本文模型的合理性。

参考文献

［１］ 鄂海红， 张文静， 肖思琪， 等． 深度学习实体关系抽取研究综述

［Ｊ］ ． 软件学报， ２０１９， ３０（６）： １７９３－１８１８．
［２］ ＰＥＮＧ Ｎ， ＰＯＯＮ Ｈ， ＱＵＩＲＫＣ， ｅｔ ａｌ． Ｃｒｏｓｓ － ｓｅｎｔｅｎｃｅ ｎ － ａｒｙ

ｒｅｌａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ｗｉｔｈ ｇｒａｐｈ ＬＳＴＭｓ ［ Ｊ］ ． Ｔｒａｎｓａｃｔｉｏｎｓ ｏｆ ｔｈｅ
Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ， ２０１７， ５： １０１－１１５．

［３］ ＺＨＡＮＧ Ｙ， ＱＩ Ｐ， ＭＡＮＮＩＮＧ Ｃ Ｄ． Ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎ ｏｖｅｒ
ｐｒｕｎｅｄ ｄｅｐｅｎｄｅｎｃｙ ｔｒｅｅｓ ｉｍｐｒｏｖｅｓ ｒｅｌａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ［ Ｊ］ ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１８０９．１０１８５， ２０１８．

［４］ Ｚｈａｎｇ Ｙ， Ｇｕｏ Ｚ， Ｌｕ Ｗ． Ａｔｔｅｎｔｉｏｎ Ｇｕｉｄｅｄ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｔｗｏｒｋｓ ｆｏｒ Ｒｅｌａｔｉｏｎ Ｅｘｔｒａｃｔｉｏｎ ［ Ｊ］ ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ５７ｔｈ

Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ，
２０１９：２４１－２５１．

［５］ ＴＩＡＮ Ｙ， ＣＨＥＮ Ｇ， ＳＯＮＧ Ｙ， ｅｔ ａｌ． Ｄｅｐｅｎｄｅｎｃｙ－ｄｒｉｖｅｎ Ｒｅｌａｔｉｏｎ
Ｅｘｔｒａｃｔｉｏｎ ｗｉｔｈ Ａｔｔｅｎｔｉｖｅ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ ［ Ｃ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ５９ｔｈ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ
Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ ａｎｄ ｔｈｅ １１ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ （ Ｖｏｌｕｍｅ １： Ｌｏｎｇ
Ｐａｐｅｒｓ） ． ２０２１：２３３１－２３４１．

［６］ ＤＥＶＬＩＮ Ｊ， ＣＨＡＮＧ Ｍ Ｗ， ＬＥＥ Ｋ， ｅｔ ａｌ． Ｂｅｒｔ： Ｐｒｅ－ｔｒａｉｎｉｎｇ ｏｆ
ｄｅｅｐ ｂｉｄｉｒｅｃｔｉｏｎａｌ ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ ［ Ｊ］ ．
ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１８１０．０４８０５， ２０１８：４１７１－４１８６．

［７］ ＭＩＫＯＬＯＶ Ｔ， Ｍ ＫＡＲＡＦＩÁＴ， ＢＵＲＧＥＴ Ｌ， ｅｔ ａｌ． Ｒｅｃｕｒｒｅｎｔ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｌａｎｇｕａｇｅ ｍｏｄｅｌ ［ Ｃ ］ ／ ／ Ｉｎｔｅｒｓｐｅｅｃｈ，
Ｃｏｎｆｅｒｅｎｃｅ ｏｆ ｔｈｅ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｓｐｅｅｃｈ Ｃｏｍｍｕｎｉｃａｔｉｏｎ
Ａｓｓｏｃｉａｔｉｏｎ， Ｍａｋｕｈａｒｉ， Ｃｈｉｂａ， Ｊａｐａｎ， Ｓｅｐｔｅｍｂｅｒ． ＤＢＬＰ， ２０１５：
１３８８－１４２６．

［８］ ＶＡＳＷＡＮＩ Ａ， ＳＨＡＺＥＥＲ Ｎ， ＰＡＲＭＡＲ Ｎ， ｅｔ ａｌ． Ａｔｔｅｎｔｉｏｎ ｉｓ ａｌｌ
ｙｏｕ ｎｅｅｄ［Ｊ］ ． Ａｄｖａｎｃｅｓ ｉｎ ｎｅｕｒａｌ ｉｎｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ ｓｙｓｔｅｍｓ，
２０１７， ３０：５９９８－６００８．

［９］ ＭＡＲＣＨＥＧＧＩＡＮＩ Ｄ， ＴＩＴＯＶ Ｉ． Ｅｎｃｏｄｉｎｇ Ｓｅｎｔｅｎｃｅｓ ｗｉｔｈ Ｇｒａｐｈ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ ｆｏｒ Ｓｅｍａｎｔｉｃ Ｒｏｌｅ Ｌａｂｅｌｉｎｇ ［ Ｊ ］ ．
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１７ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ ｉｎ
Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ， ２０１７：１５０６－１５１５．

［１０］ ＺＨＡＮＧ Ｙ， ＱＩ Ｐ， ＭＡＮＮＩＮＧ Ｃ Ｄ． Ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎ ｏｖｅｒ
ｐｒｕｎｅｄ ｄｅｐｅｎｄｅｎｃｙ ｔｒｅｅｓ ｉｍｐｒｏｖｅｓ ｒｅｌａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ［ Ｊ］ ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１８０９．１０１８５， ２０１８．

９０２第 ２ 期 徐瑞涓， 等： 基于 ＢＥＲＴ 和注意力引导图卷积网络的关系抽取


