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基于 ＣＮＮ 和 ＢｉＬＳＴＭ 的地震检测漏报优化算法

张文浩， 尹　 玲

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 随着定位技术的不断发展，高频 ＧＰＳ 技术逐渐成为地震研究领域的热点，可为地震预警工作做出一定补充。 本文针

对地震检出过程中的漏报问题引入深度学习技术，提出融合区域特征的 ＣＮＮ－ＢｉＬＳＴＭ 分类模型，对新西兰地区高频 ＧＰＳ 时

间序列进行分析。 首先探究小波基及分解层数对降噪效果的影响；其次对高频 ＧＰＳ 数据进行归一化、降噪等预处理，并训练

融合区域特征的分类模型，实现地震检测。 通过与预测模型及单独的 ＣＮＮ、ＢｉＬＳＴＭ 模型进行对比，表明本文模型可有效降

低漏检率，具有一定应用价值。
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０　 引　 言

为了最大程度上减轻地震带来的灾害，各国政

府越来越关注地震预警相关系统的研究与建设工

作，许多国家都相继建设 ＧＰＳ 观测网并投入使用，
为地震预警工作提供了大量的观测资料［１］。 地震

预警技术作为目前国际上公认的能够减轻地震灾害

的有效手段之一，可有效减少地震带来的人员伤亡

及财产损失［２］。 因此研究准确地震检测算法对抗

震减灾、地震定位等研究有重要意义。
自长时窗平均 ／短时窗平均（ＳＴＡ ／ ＬＴＡ）被提出

以后，在此基础上衍生了很多改进方法，谭玉阳

等［３］针对微震事件，根据噪声振幅、偏振等差异提

出 ＳＬＰＥＡ 算法，根据信噪比的不同构建不同检测函

数来对地震波形进行提取；刘晓明等［４］ 引入权重因

子 Ｋ 构建特征函数，使用全局最大的确定 ｐ 波初至

时刻；张小红等［５］ 使用 Ｓ 变换对近震台站的高频

ＧＰＳ 信号进行 ｐ 波拾取，与强震仪数据相对比得到

较吻合的结果。 随着深度学习技术的发展，越来越

多的研究人员将深度学习用于地震检测中，Ｒｏｓｓ
等［６］利用卷积神经网络来检测地震相位，可在低信

噪比的情况下进行拾取；Ｐｅｒｏｌ 等［７］ 搭建神经网络，
利用单一波形对地震进行分类，输出 ０ 为噪声，１－６
对应 ６ 个区域的地震；李建等［８］ 搭建多任务卷积神



经网络，输入为台站三分量数据，实现对震相的检测

和到时的估计；刘佳楠等［９］ 使用全卷积神经网络区

分初至波和背景噪声，在高噪声的环境下取得较好

结果；Ｄｏｋｈｔ 等［１０］使用深度卷积网络提取地震信号

和噪声信号的一般性特征，使用不同频域的地震波

作为输入，完成对地震事件的检测。
目前基于深度学习的到震检测研究较少，最常

用的方法仍是利用能量特征差异进行检测工作。 该

方法主要用于高信噪比的数据，对于信噪比较低、能
量较弱的 ＧＰＳ 数据易出现漏报。 本文提出一种融

合区域特征的 ＣＮＮ－ＢｉＬＳＴＭ 分类模型，降低到震检

测过程中的漏报率，并与融合区域特征的预测模型

及单独的 ＣＮＮ、ＢｉＬＳＴＭ 模型对比来验证本文方法

的有效性。

１　 数据预处理

在训练神经网络时，数据预处理工作至关重要，
预处理的效果将直接影响模型的训练效果，影响网

络是否收敛［１１］。 因此本文在数据预处理时对其进

行数据清洗、归一化操作，并探究小波降噪对实验的

影响。
１．１　 数据来源

本文使用的高频 ＧＰＳ 时间序列数据来自新西

兰 ＧＥＯＮＥＴ 地震信息网，收集 ２００８～２０１８ 年间新西

兰北岛地区最小 ４ 级到最大 ８．８ 级共 ２１４ 个历史地

震事件中多个监测台站记录的高频 ＧＰＳ 数据，数据

频率为 １ Ｈｚ。 每个监测台站有 Ｘ、Ｙ、Ｚ ３ 个方向的

观测数据，以 ３ 个台站 ３ 个方向上的高频 ＧＰＳ 时间

序列为一个样本，最后得到训练集 ６ １２４ 条样本，测
试集 ６７９ 条样本。
１．２　 缺失值处理

首先对高频 ＧＰＳ 数据进行处理，根据解算质量

对台站数据进行筛选，只有少量的数据出现缺失值，
为保证数据的完整性及预测结果的准确性，补全缺

失值，常用的缺失值处理方法有平均值填充、特殊值

填充、数据补差。 本文使用平均值补差方法，用周围

数据均值进行填充。
１．３　 数据归一化

在深度学习训练过程中需要让数据在尺度上具

有一致性，归一化可提高模型优化算法的收敛速度。
本文使用 Ｍｉｎ－Ｍａｘ 归一化对每个分量进行计算，归
一化公式如式（１）所示：

Ａ∗ ＝
Ａｉ － Ａｍｉｎ

Ａｍａｘ － Ａｍｉｎ
（１）

　 　 其中， Ａｉ 为数据每个分量的值； Ａｍａｘ 为每条数

据分量中的最大值； Ａｍｉｎ 每条数据分量中的最小值。
１．４　 小波降噪处理

由于高频 ＧＰＳ 观测数据会受到多路效应及接

收机噪声干扰，噪声基底较大，可能会对序列分析造

成一定干扰，需要进行降噪处理。 使用小波阈值降

噪对高频 ＧＰＳ 数据进行处理，使用信噪比（ Ｓｉｇｎａｌ
Ｎｏｉｓｅ Ｒａｔｉｏ， ＳＮＲ）、偏差（ＢＩＡＳ）、均方根误差（Ｒｏｏｔ
Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ， ＲＭＳＥ）作为评价指标探究不同

小波基、分解层数对降噪效果的影响。 ＳＮＲ 为信噪

比，该指标反应降噪后的数据中真实信号及噪声信

号的比重， ＳＮＲ 的值越高说明信号中的噪声越少，
计算公式（２）； ＢＩＡＳ 表示未降噪信号与降噪后信号

的偏离程度，理想情况下为 ０，计算公式（３）； ＲＭＳＥ
用来表示原始信号与降噪后信号两个时间序列的离

散程度， ＲＭＳＥ 的值越小说明降噪后信号的离散程

度越小，降噪效果越好，公式（４）所示：
ＳＮＲ ＝ １０∗ ｌｏｇ１０（ｐｓｉｇｎａｌ ／ ｐｎｏｉｓｅ） （２）

ＢＩＡＳ ＝ １
ｎ∑

ｎ

ｉ ＝ １
［ｙｉ（ ｔ） － ｙ^ｉ（ ｔ）］ （３）

ＲＭＳＥ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
ｙｉ ｔ( ) － ｙ^ｉ ｔ( )( ) ２ （４）

　 　 其中， ｐｓｉｇｎａｌ 为能量信号功率； ｐｎｏｉｓｅ 为噪声功率；

ｙｉ（ ｔ） 是在 ｔ 时刻的实际观测值； ｙ^ｉ（ ｔ） 是在 ｔ 时刻模

型输出的预测值； ｎ 是数据样本的总数。
小波阈值降噪的关键是对小波基、分解层数及

阈值进行选择，使用 Ｓｙｍｌｅｔ 小波基处理高频 ＧＰＳ 时

间序列，尝试使用不同的小波基（ ｓｙｍ２－ｓｙｍ７）并固

定其他变量来比较评价指标的优劣，根据实验经验

将小波分解层数设置为 ３，阈值函数使用平滑阈值

函数，得到的评价指标参数见表 １。 由表 １ 可知，使
用 ｓｙｍ６ 作为小波基进行降噪，得到的 ＳＮＲ 最高、
ＲＭＳＥ 最小、ＢＩＡＳ 的结果也较为理想，说明使用

ｓｙｍ６ 作为小波基对序列进行降噪能最大程度上减

少时间序列中的噪声并保持序列的相对稳定。
表 １　 不同小波基对应的评价指标

Ｔａｂ． １ 　 Ｔａｂｌｅ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｄｉｆｆｅｒｅｎｔ
ｗａｖｅｌｅｔ ｂａｓｅｓ

小波基 ＲＭＳＥ ＢＩＡＳ ＳＮＲ

ＳＹＭ２ ０．００２ ５９３ ８．２０１ １ｅ－０７ ４２．５９５ ７
ＳＹＭ３ ０．００２ ５８６ －３．８６６ ２ｅ－０６ ４２．６８３ ８
ＳＹＭ４ ０．００２ ４６８ －１．０５５ ５ｅ－０６ ４２．８０４ ２
ＳＹＭ５ ０．００２ ４６１ ４．００８ ７ｅ－０７ ４２．７９８ ４
ＳＹＭ６ ０．００２ ４０１ －１．３５６ ２ｅ－０６ ４２．８６７ ９
ＳＹＭ７ ０．００２ ５８１ １．８２０ ５ｅ－０６ ４２．７６７ ０
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　 　 在确定小波基后，需要确定分解层数，尝试 １～４
层分解进行去噪，得到的各项指标见表 ２。 由表 ２
可知，使用 １ 层分解的效果最好，得到了的较低

ＲＭＳＥ 及较高的 ＳＮＲ，ＢＩＡＳ 的偏离程度只比分解成

２ 层略差。 因此小波基选用 ｓｙｍ６，分解层数为 １ 层

时有较好的降噪效果。
表 ２　 不同分解层数对应的评价指标

Ｔａｂ．２　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｔａｂｌｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｄｉｆｆｅｒｅｎｔ ｄｅｃｏｍｐｏｓｉｔｉｏｎ
ｌａｙｅｒｓ

分解层数 ＲＭＳＥ ＢＩＡＳ ＳＮＲ

１ ０．００１ １８２ －１．５７５ ０ｅ－０７ ４９．４２１ １

２ ０．００１ ８７４ －３．６２９ ８ｅ－０８ ４５．５８７ ８

３ ０．００２ ５６１ １．８２０ ５ｅ－０６ ４２．７６７ ０

４ ０．００３ １５５ ５．７２６ ９ｅ－０６ ４０．７８２ ３

２　 基于ＣＮＮ－ＢｉＬＳＴＭ神经网络的地震分类模型

２．１　 ＬＳＴＭ 网络原理

长短期记忆（Ｌｏｎｇ ｓｈｏｒｔ－ ｔｅｒｍ ｍｅｍｏｒｙ， ＬＳＴＭ）
神经网络是一种特殊的循环神经网络，不同于单只

包含单一结构的神经网络，ＬＳＴＭ使`用 ４ 种不同的门

结构，主要为了解决在长序列训练时出现的梯度消

失和梯度爆炸问题，ＬＳＴＭ 单元结构如图 １ 所示。
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图 １　 ＬＳＴＭ 单元结构

Ｆｉｇ． １　 ＬＳＴＭ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 ＬＳＴＭ 通过输入门、遗忘门、输出门结构让时间序

列中的信息有选择性的通过。 遗忘门要决定从上一

个状态中舍弃哪些信息，输入为前时刻的输出 ｈｔ －１ 和

当前的输入 ｘｔ 输入到 σ 函数， σ 函数公式（５）：

σ（ｘ） ＝ １
１ ＋ ｅ －ｘ （５）

　 　 遗忘门输出 ｆｔ 的计算公式如公式（６）所示：
ｆｔ ＝ σ（Ｗｆ∗［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （６）

　 　 其中， Ｗｆ 为遗忘门的权重， ｂｆ 为偏置项。
输入门决定让多少信息进入到细胞状态中，可

以利用当前时刻的输入 ｘｔ 和上一时刻的输出 ｈｔ －１ 通

过 σ 函数决定更新的信息 ｉｉ， 公式（７）：
ｉｔ ＝ σ Ｗｉ∗ ｈｔ －１，ｘｔ[ ] ＋ ｂｉ( ) （７）

　 　 其中， Ｗｉ 为输入门权重， ｂｉ 为偏置项。
用 ｘｔ 和 ｈｔ －１ 通过 ｔａｎｈ 层得到临时细胞状态 Ｃ＇ｔ，

公式（８）：
Ｃ′

ｔ ＝ ｔａｎｈ（Ｗｃ∗［ｈｔ －１，ｘｔ］ ＋ ｂｃ） （８）
其中， Ｗｃ 为细胞单元权重， ｂｃ 为偏置项。
最后用上一神经元的输出细胞状态乘遗忘门的输

出结果，加上输入门更新的信息 ｉｔ 和临时细胞状态 Ｃ′ｔ
相乘的结果，最终得到新的细胞状态 Ｃ ｔ， 公式（９）：

Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗Ｃ′
ｔ （９）

　 　 输出门决定了从细胞状态中输出哪些信息到下

一神经元，将当前时刻的输入 ｘｔ 和上一时刻的输出

ｈｔ －１ 通过 σ 函数来确定输出信息 Ｏｔ， 公式（１０）：
Ｏｔ ＝ σ（Ｗｏ∗［ｈｔ －１，ｘｔ］ ＋ ｂｏ） （１０）

　 　 其中， Ｗｏ 为输出门权重， ｂｏ 为偏置项。
将输入门的结果经过 ｔａｎｈ 函数，最后将两者相

乘得到 ＬＳＴＭ 单元的输出 ｈｔ， 公式（１１）：
ｈｔ ＝ Ｏｔ∗ｔａｎｈ（Ｃ ｔ） （１１）

２．２　 ＣＮＮ－ＢｉＬＳＴＭ 网络结构

ＬＳＴＭ 模型解决了循环神经网络中存在的循环

依赖问题，但是该网络只使用了单向的过去信息，而
没有使用未来的信息。 为了更好地学习 ＧＰＳ 时间

序列的变化趋势及局部特征，本文使用双向长短时

记忆网络（Ｂｉ－Ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ，
Ｂｉ－ＬＳＴＭ），同时学习时间序列的过去及未来相关的

信息。 首先使用卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＣＮＮ）提取时间序列中的短时小尺度特征

信息，再送入 Ｂｉ－ＬＳＴＭ 网络提取长时序信号的关联

信息。 卷积网络使用深度为 １ 的 ２Ｄ 卷积，ｓｈａｐｅ 为

（１，６４，（３，９）），卷积核个数为 ６４，卷积核大小为 ３，
为了防止过拟合的发生加入 ｄｒｏｐｏｕｔ 层，在网络的随

机区域进行稀疏性限制，最后利用全连接和 ｓｉｇｍｏｉｄ
实现噪声－事件的二分类，融合区域特征的 ＣＮＮ－
ＢｉＬＳＴＭ 分类模型框架如图 ２ 所示。
　 　 ＣＮＮ－ＢｉＬＳＴＭ 的地震检测算法过程示意图如图

３ 所示。 整个流程可分为数据预处理部分及神经网

络处理部分。 数据预处理部分将原始波形中的地震

片段进行分割组成数据集，再对数据使用小波阈值

方法进行降噪及数据的归一化操作；神经网络由输

入层、ＣＮＮ 层、Ｂｉ－ＬＳＴＭ 层、及输出层组成。 输入为

长度 ３８ ｓ 的时间序列片段，其中含 ３０ ｓ 的到震前序

列及 ８ ｓ 的震后序列，特征维度为 ３ 个台站的三分

量数据；使用卷积提取维度间短期的相关特征；双向
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循环神经网络叠加了正向和反向的 ＬＳＴＭ 层，并将输

入的正向数据输入正向 ＬＳＴＭ 层，计算从 １ 到 ｔ 时刻

值，输入的反向数据输入反向 ＬＳＴＭ 层，计算从 ｔ 到 １

时刻的值，并把正向 ＬＳＴＭ 及反向 ＬＳＴＭ 层相应时刻

的隐藏层状态连接；再将双向 ＬＳＴＭ 输出的向量进行

全连接，经过 ｓｉｇｍｏｉｄ 运算后输出分类结果。
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图 ２　 融合区域特征的 ＣＮＮ－ＢｉＬＳＴＭ 分类模型框架

Ｆｉｇ． ２　 ＣＮＮ－ＢｉＬＳＴＭ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｉｎｔｅｇｒａｔｉｎｇ ｒｅｇｉｏｎａｌ ｆｅａｔｕｒｅｓ
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图 ３　 融合区域特征的 ＣＮＮ－ＬＳＴＭ 分类模型计算过程示意图

Ｆｉｇ． ３ 　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｃａｌｃｕｌａｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ＣＮＮ －
ＬＳＴＭ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｉｎｔｅｇｒａｔｉｎｇ ｒｅｇｉｏｎａｌ ｆｅａｔｕｒｅｓ

２．３　 模型评估

使用准确率、精确率、召回率作为评价指标对训

练模型进行评估，精确率越高说明模型对地震事件

的误检率越低，召回率越高说明模型的漏检率越低，
准确率、精确率、召回率公式分别如式 （ １２） ～ 式

（１４）所示：

Ａｃｃ ＝
Ｔｐ ＋ ＴＮ

Ｔｐ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ
（１２）

Ｐｒｅ ＝
Ｔｐ

Ｔｐ ＋ Ｆｐ
（１３）

Ｒｅ ＝
Ｔｐ

Ｔｐ ＋ ＦＮ
（１４）

　 　 其中， Ｔｐ 为正样本被正确预测的样本数量； Ｆｐ

为负样本错误预测为正样本的数量； ＴＮ 为负样本正

确预测为负样本的数量； ＦＮ 为正样本错误预测为负

样本的数量。
使用新西兰地区高频 ＧＰＳ 数据对模型进行训

练，并探究数据降噪、学习率、网络层数及 ｄｒｏｐｏｕｔ 值
等参数对结果的影响，分别使用经过降噪及未经过

降噪的数据训练网络，未经降噪处理时得到的模型

准确率为 ９２．３，％，降噪后准确率提升为 ９５． ２２％。
对 ｄｒｏｐｏｕｔ 参数进行调优，依次调整 ｄｒｏｐｏｕｔ 值为

０．２、０．３、０．４、０．５ 进行训练，实验结果显示当 ｄｒｏｐｏｕｔ
的值取 ０．３ 时准确率较高；使用多个不同的学习率

对模型进行训练，不同学习率下损失函数的变化如

图 ４ 所示，当学习率为０．０００ ３时收敛速度较慢，当
选择学习率０．０００ ８时可以较快收敛且损失函数值

较低，当学习率为０．００１ ５时，虽然能够较快收敛，但
是不够稳定存在一定的震荡现象。
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图 ４　 不同学习率下的 ｌｏｓｓ曲线

Ｆｉｇ． ４　 Ｌｏｓｓ ｃｕｒｖｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

　 　 不同的卷积网络层数进行试验，试验结果见表

４，采用一层的卷积神经网络得到的准确率、召回率
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及精确率较低，使用两层的卷积神经网络比 ３ 层卷

积的检验结果较高，且较深的网络会增加模型训练

所需的时间，综合考虑模型的精度和训练所需要的

时间，本文最终选取两层的卷积神经网络结构。
表 ４　 不同卷积层数的检测结果

Ｔａｂ． ４　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒｓ

层数 准确率 ／ ％ 召回率 ／ ％ 精确率 ／ ％

１ ９５．９５ ９５．２５ ９６．５３

２ ９７．０３ ９６．４８ ９７．５１

３ ９６．２６ ９６．１８ ９６．２８

　 　 训练时使用 ＡＤＡＭ 作为优化器，使用交叉熵作

为损失函数来优化参数，经过对学习率、网络层数、
ｄｒｏｐｏｕｔ 等参数进行调优后，模型在训练集上的准确

率达到了 ９７． ０３％，此时学习率、网络层数、 ｂａｔｃｈ
ｓｉｚｅ、ｄｒｏｐｏｕｔ 的值分别为 ０．０００ ８、２、６４、０．３。

３　 实验结果及对比分析

为验证模型的实际检验能力，本文选取训练的

最优模型对新西兰北岛地区台站记录的地震波形数

据及无震噪声数据进行检测。 该模型训练了 ２００ 个

ｅｐｏｃｈ 后，在训练集上精确率为 ９７．０３％、召回率为

９６．４８％、准确率为 ９７．５１％。 使用该模型对由 ３１６ 个

地震波形和 ３６３ 个噪声波形组成的测试集进行测

试，得到测试集上的准确率为 ９１． ４５％、召回率为

９０．５％、精确率为 ９１．０８％。
单独使用 ＣＮＮ 分类器、Ｂｉ－ＬＳＴＭ 分类器及融合

区域特征的预测方法对 ３１６ 个地震波形和 ３６３ 个无

震噪声波形组成的测试集做对比实验，不同模型的

检出结果对比见表 ５。 由表 ５ 可知，本文提出的分

类模型与预测模型相比提高了 ５．６９％的召回率，降
低了漏检率，同时其他指标也比预测模型及单独的

Ｂｉ－ＬＳＴＭ 及 ＣＮＮ 模型有所提高。
表 ５　 不同模型的检出结果对比

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

方法 准确率 ／ ％ 召回率 ／ ％ 精确率 ／ ％

本文融合区域特征的分类模型 ９１．４５ ９０．５ ９１．０８

融合区域特征的预测模型 ８８．３６ ８４．８１ ８９．６３

Ｂｉ－ＬＳＴＭ ８３．０６ ８０．３８ ８２．７３

ＣＮＮ ８１．４４ ７７．５３ ８１．６６

４　 结束语

本文提出一种融合区域特征的 ＣＮＮ－ＢｉＬＳＴＭ
分类模型来降低地震检测的漏报率。 首先，在预处

理过程中使用小波阈值方法对高频 ＧＰＳ 数据去噪；
其次，训练并调优 ＣＮＮ－ＢｉＬＳＴＭ 模型进行地震检

测，通过与融合区域特征的预测模型、单 Ｂｉ－ＬＳＴＭ
模型及单 ＣＮＮ 模型进行对比实验。 实验结果表明，
本文提出的分类模型相比融合区域特征的预测模型

对召回率有较大提高，能有效降低漏报率，并且检测

的准确率等指标要比单独的 ＣＮＮ、ＢｉＬＳＴＭ 模型要

高，提升了模型的可靠性。
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