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摘　 要： 针对 ＶＧＧ－１６ 网络模型对小数量的煤岩显微组分图像数据集识别准确度低、模型参数量过多的问题，提出一种基于

迁移学习的小样本煤岩显微组分图像识别算法。 算法首先改进了 ＶＧＧ－１６ 分类网络模型，将 Ｒｅｓ２Ｎｅｔ 模块与 ＶＧＧ－１６ 相结

合，并用深度可分离卷积层代替 ＶＧＧ－１６ 和 Ｒｅｓ２Ｎｅｔ 模块的原始卷积层，以此作为深度迁移识别网络预训练模型；然后迁移

预训练模型中部分网络结构和参数，并结合优化的分类器模块完成网络的学习与优化。 实验结果表明，在样本数据不充足的

条件下，基于深度迁移学习识别网络模型识别准确率为 ９６．３３％，模型参数量为 １１．７９ Ｍ。 与其它网络模型相比，该方法在小数

量的煤岩显微组分图像识别中具有明显的优越性。
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０　 引　 言

煤岩质量决定着煤岩的燃烧效率，高质量煤岩

燃烧可以有效减少碳排放，有利于节能减排发展战

略的进一步实施。 对煤岩显微组分分析，是对煤岩

质量进行评估的有效途径之一［１－２］。 但煤岩显微图

像组分的复杂多样性，导致在对煤岩组分进行识别

时需要人工的参与，使判断结果具有主观性。 在工

业生产应用中，通常用到的煤岩显微组分分析系统

主要由分光光度计和偏光显微镜等组成，其识别分

类准确度表现优异。 但是，该系统的操作与分析过

程均需要专业人员参与其中，普适性较差。
随着计算机视觉技术的发展，针对上述问题，已

有学者采用将计算机视觉与图像处理结合的煤岩显

微图像的分析识别方法。 如：文献［３］提出了基于

多重分形谱法的煤矿质分类方法；文献［４］提出了

基于轮廓波变换的煤岩壳质组显微组分的分类方

法；文献［５］基于 ＰＣＡ 与 ＲＢＦ－ＳＶＭ 对煤岩显微镜

质组组分进行分类；文献［６］提出一种基于改进极

限学习机的焦煤惰质组的分类方法；文献［７］基于



空间域处理方法，根据特征亮度值对组分进行分析

等等。 虽然上述方法对识别分类煤岩组分有一定的

效果，但对煤岩组分特征提取工作中仍需要人工参

与，无法实现真正的自动化识别分类。
随着深度学习的发展，越来越多的研究尝试将

深度学习用于图像处理任务中。 相较于传统算法，
深度学习可以避免在对图像特征进行提取过程中的

人工参与。 如：文献［８］中提出的 ＡｌｅｘＮｅｔ 网络在

ＩｍａｇｅＮｅｔ 上的亮眼表现，证明了在机器视觉领域里

深度学习的不可或缺性；文献［９］提出一种基于全

卷积神经网络的花岗岩组分分布特征的分析模型；
文献［１０］提出一种用于大规模图像识别的 ＶＧＧ－１６
卷积网络等等。 虽然这些方法在进行深度学习图像

处理时都表现出了良好的性能，但其训练时需要大

量的数据集。 由于煤岩显微组分图像数据集制取方

式复杂，获取成本高，现有的数据集数量无法满足上

述网络的训练要求，使得网络很难达到预期识别准

确度的要求。 而文献［１１］提出了一种基于迁移学

习的煤岩壳质显微组分识别模型，其适用于小样本

数据集的训练。 迁移学习可以将在大规模数据集上

训练好的网络结构与参数迁移至目标数据集网络

中，有效解决对小样本数据集进行识别问题。
本文在文献［１１］的基础上，对预训练 ＶＧＧ－１６

分类网络模型进行了改进，并在 ＩｍａｇｅＮｅｔ 上完成预

训练，将训练好的部分改进网络模型与参数，结合优

化的分类器共同组成 ＴＲ－ＶＧＧ－１６ 深度迁移网络模

型，实现对小样本煤岩显微组分识别。

１　 基于 ＴＲ－ＶＧＧ－１６ 深度迁移网络模型的

构建

１．１　 Ｒｅｓ２Ｎｅｔ 模块

为了提高 ＶＧＧ－１６ 分类网络的特征提取能力，引
入Ｒｅｓ２Ｎｅｔ 模块，实现对跳跃连接层传输的下采样特征

图信息的进一步特征提取。 Ｒｅｓ２Ｎｅｔ 模型如图 １ 所示。
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图 １　 Ｒｅｓ２Ｎｅｔ 模块

Ｆｉｇ． １　 Ｒｅｓ２Ｎｅｔ ｍｏｄｕｌｅ

　 　 经过第一层卷积输出特征后，Ｒｅｓ２Ｎｅｔ 网络根

据通道数将特征平均分为 Ｓ 组，每组特征为 Ｒφ，随
后对除 Ｒ１ 外的每组特征进行卷积操作，其计算公式

如式（１）所示：

Ｏｐφ ＝
Ｒφ，φ ＝ １
Ｋφ（Ｒφ ＋ Ｏｐφ－１），１ ＜ φ ≤ ｓ{ （１）

　 　 其中， Ｋφ（） 为对特征进行卷积操作。 由图 １ 可

知，从第 ２ 组特征计算开始，每次 Ｋφ（） 计算的输入

都是由前一组 Ｏｐφ 残差连接本组特征 Ｒφ 组成。 最

后将得到的所有多尺度特征 Ｏｐφ 进行拼接，输入到

下一层卷积层， 最后得到 Ｒｅｓ２Ｎｅｔ 模块的输出。
１．２　 深度可分离卷积

深 度 可 分 离 卷 积 （ Ｄｅｐｔｈｗｉｓｅ Ｓｅｐａｒａｂｌｅ
Ｃｏｎｖｏｌｕｔｉｏｎ）是 ＭｏｂｉｌｅＮｅｔ 模型的核心组成部分，是
一种因式分解卷积［１２］。 与传统卷积运算作用于图

像所有通道不同，深度可分离卷积在进行卷积运算

时，将 普 通 卷 积 运 算 分 解 为 Ｄｅｐｔｈｗｉｓｅ 运 算 和

Ｐｏｉｎｔｗｉｓｅ 运算，运用不同的卷积核作用于图像不同

的通道。 深度可分离卷积步骤如图 ２ 所示。
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图 ２　 深度可分离卷积

Ｆｉｇ． ２　 Ｄｅｐｔｈｗｉｓｅ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ
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　 　 首先，进行 Ｄｅｐｔｈｗｉｓｅ 运算，对输入特征的每个

通道 内 的 数 据 进 行 深 度 卷 积 运 算； 之 后 进 行

Ｐｏｉｎｔｗｉｓｅ 运算。 利用大小为 １×１× Ｍ 的卷积核进行

逐点卷积运算，Ｍ 为上一层特征通道数，对不同通道

的输出加以组合。 输出结果如式（２）、式（３）所示：

Ｈ′ ＝
（Ｈ － ｈ ＋ ２Ｐｈ）

Ｓｈ

＋ １ （２）

Ｗ′ ＝
（Ｗ － ｗ ＋ ２Ｐｗ）

Ｓｗ

＋ １ （３）

式中： Ｈ′ 和Ｗ′ 为输出图像的高和宽，Ｈ和Ｗ为输入

图像的高和宽，Ｐｈ 和 Ｐｗ 为输入的垂直与水平的填

充，Ｓｈ 和 Ｓｗ 为垂直与水平的步幅。
１．３　 改进的 ＶＧＧ－１６ 分类网络模型构建

传统 ＶＧＧ－ １６［１３］ 分类网络模型由 １３ 个卷积

层，５ 个最大池化层，３ 个全连接层和 １ 个 Ｓｏｆｔｍａｘ 层

组成。 为了提高网络的特征提取能力，在网络中添

加了 Ｒｅｓ２Ｎｅｔ 块。 随着 Ｒｅｓ２Ｎｅｔ 块的加入，网络模

型层数加深、参数增多。 为减少参数量，提高运算效

率，将 ＶＧＧ－１６ 的所有卷积层调整为积核大小为

３×３的深度可分离卷积层。 改进的 ＶＧＧ－１６ 网络模

型如图 ３ 所示。
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图 ３　 改进的 ＶＧＧ－１６ 分类网络结构

Ｆｉｇ． ３　 Ｉｍｐｒｏｖｅｄ ＶＧＧ－１６ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 设：煤岩显微组分图像集合为 Ｘ，对应标签集合

为 Ｙ，由Ｘ和 Ｙ构成一个集合 Ａ ＝ ｛Ｘ，Ｙ｝。 将 Ａ输入，

实现特征提取。
Ｄｉ 表示进行深度可分离卷积运算，ｉ 为卷积层

级。 将数据从以 Ｄ１ 输入，即从第 １ 层开始卷积操

作，依次在经过 ｉ 层时进行如式（４） 的卷积运算。
Ｄｉ ＝ δ（Ｄｉ －１），ｉ ＝ ｛１，２，．．，１０｝ （４）

　 　 而后经过 Ｒｅｓ２Ｎｅｔ＿ｂｌｏｃｋ 进行深度可分离卷积

运算。 输出如式（５）所示：

Ｏｐ ＝ ∑
ｓ

φ ＝ １
Ｏｐφ （５）

　 　 改进的 ＶＧＧ－１６ 分类网络结构通过卷积层和

池化层的连接实现对图像特征的提取，保留分类器

前的部分，将其作为 ＴＲ－ＶＧＧ－１６ 网络特征提取网

络结构，以实现图像特征提取和输出。
１．４　 ＴＲ－ＶＧＧ－１６ 识别网络模型的构建

已知 ＩｍａｇｅＮｅｔ 数据集具有规模大、质量优和多

样性高的特点，在此用其对预训练模型进行训练。 本

文对煤岩显微图像的 ３ 种组分进行分类识别，在分类

器中设置 ２ 个全连接层，且第二层全连接层设为 ３ 个

神经元。 经过全连接层的计算过程如式（６）所示：
Ｐ ＝ （Ｉ ＋ １） × Ｏ （６）

式中： Ｉ 为输入的神经元，第一层 Ｉ 为改进的 ＶＧＧ－
１６ 特征提取网络输出的特征映射向量， Ｏ 为偏差

量。
由于网络的加深，会导致训练过程中，输入数据

的分布发生偏移，使其模型收敛速度变慢。 因此，在
网络中加入批量归一化层 （ Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ，
ＢＮ），降低模型对参数初始化的依赖程度，提高初始学

习率，进而提高网络训练的速度。小批量样本 ｘ 的集合

Ｂ ＝ ｛ｘ１…ｌ｝，ｌ ∈ ｛１，…，ｍ ｝，ｍ 为小批量的尺寸。 ＢＮ
层的输出结果为 ｙｌ，其计算公式如式（７）所示：

ｙｌ ＝ γ·ｘ^ｌ ＋ η （７）
　 　 其中， γ、η 分别为网络学习得到的放缩系数和

平移系数， ｘ^ｌ 为批量样本中每个样本归一化的结

果，其计算公式如式（８）所示：

ｘ^ｌ ＝
ｘｌ － ｖｌ
σ２

ｌ ＋ τ
（８）

　 　 其中， ｘｌ 表示第 ｌ 个小批量的训练数据；τ 为避

免分母为 ０ 的因子（τ → ０）；ν ｌ 为批量样本的均值；
σ ｌ 为样本的方差。 ν ｌ 、 、σ ｌ 分别依据式（９） 和式（１０）
计算得到：

ｖｌ ＝
１
ｍ∑ｘｌ （９）

σｌ ＝
１
ｍ∑ （ｘｌ － ｖｌ） ２ （１０）
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　 　 由于煤岩显微组分数据集数量有限，而过少的

数据集在训练中会导致过拟合现象出现，即网络的

损失函数较小，预测验证集的准确率偏高。 为防止

这一现象，在网络中引入 Ｄｒｏｐｏｕｔ 层，其模型如图 ４
所示。

x1

x2

x3

x4

ŷ

图 ４　 Ｄｒｏｐｏｕｔ 示意图

Ｆｉｇ． ４　 Ｄｒｏｐｏｕｔ ｄｉａｇｒａｍ

　 　 其中， ｘ１、ｘ２、ｘ３、ｘ４ 为输入，ｙ^ 为输出。
Ｄｒｏｐｏｕｔ 层的主要功能，是在每个批次的模型训

练中，随机让网络某些隐含层节点的权重不工作，减
轻训练模型的复杂程度，防止训练过拟合。

由于本文任务是对煤岩显微组分图像数据集进

行多分类，所以选用 Ｓｏｆｔｍａｘ 函数，求得所属类别的

概率分布值 Ｓｏｆｔｍａｘ （αβ），其计算如式（１１） 所示：

Ｓｏｆｔｍａｘ（αβ） ＝ ｅαβ

∑
ｎ

ｊ ＝ １
ｅαｎ

（１１）

　 　 其中， αβ 为第 β个类别的输出值，ｎ为数据集总

类别数。
综上所述，基于 ＴＲ－ＶＧＧ－１６ 煤岩组分识别网

络结构如图 ５ 所示。

分类结果

组分类别

迁移部分网络、参数

改进的VGG-16分类网络
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训练 输出

训练 输出
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图 ５　 基于深度迁移学习的煤岩组分识别网络示意图

Ｆｉｇ． ５ 　 Ｄｅｅｐ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｃｏａｌ ｒｏｃｋ ｃｏｍｐｏｎｅｎｔ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ

ｎｅｔｗｏｒｋ

　 　 为了计算网络每次迭代的前向结果与真实值的

差距，进而达到指导下一步的训练向正确方向进行

的目的，引入了损失函数。 本文选用交叉熵作为该

网络的损失函数，定义如下：

Ｌｏｓｓ ＝ － ∑
ｓ
∑

ｖ
Ｐｖ（ ｓ）ｌｏｇ（Ｑｖ（ ｓ）） （１２）

式中： Ｐｖ（ ｓ） 为第 ｓ 个训练样本在 ｖ 类下的真实值，
Ｑｖ（ ｓ） 为第 ｓ 个训练样本在 ｖ 类下类别输出值。

２　 实验结果分析

２．１　 实验数据

２．１．１　 煤岩显微组分数据集

实验选用产自甘肃一带的新生代煤，用来制作

煤岩显微组分数据集的煤样。 其主要组分分为：镜
质组、丝质组和壳质组。 如图 ６ 所示。

（ａ） 镜质组　 　 　 　 （ｂ） 丝质组　 　 　 （ｃ） 壳质组　
图 ６　 煤岩显微组分展示

Ｆｉｇ． ６　 Ｍｉｃｒｏｆｒａｃｔｉｏｎ ｏｆ ｃｏａｌ ｒｏｃｋｓ

　 　 采用国际规定的煤岩显微组分制备方法（ＧＢ ／ Ｔ
１６７７３－２０１３）制作粉煤光片［１４］，用图像采集装置，采
集偏反光显微镜下的煤岩组分图像。 由于实验条件

所限，本次实验数据集中仅包含 ３ 种煤岩组分，尺寸

大小为 ２ ２６４×２ ２６４ 的 ＲＧＢ 显微图像各 １５ 张。 为

了减少网络计算量，对得到的数据进行预处理，即将

原 ＲＧＢ 图像转换成灰度图像。
２．１．２　 数据增强

较少的数据集进行网络模型训练时会导致模型

的过拟合，但由于采集到的数据集具有数量少但图

像尺寸较大的特点，所以本文对煤岩组分数据集进

行数据增强处理。
（１）图像剪裁：将原有图像剪裁成 ２５６×２５６ 大

小的图像，不足尺寸的则舍弃。 将剪裁后的图像用

于后续的数据增强。
（２）均衡化增强：使用直方图均衡化方法处理

煤岩灰度图像，根据灰度图像的概率密度确定映射

函数。 概率密度公式如式（１３）所示：

λｓ ＝ ∑
ｓ

ｈ ＝ ０

ｍｈ

Ｍ
，ｓ ＝ ０，１，…，ｌ － １ （１３）

　 　 其中， λｓ 为灰度的累积概率密度；ｍｈ 为灰度级

ｈ 出现的个数；Ｍ 为总像素数；ｌ 为总数灰度级。
这一处理方式使图像的直方图均匀分布，提高

了图像的对比度，使各组分特征的呈现更加明显，从
而提高网络模型的识别能力。

（３）噪声添加：在图像上随机添加一些离散孤

立的像素点，模拟在真实获取图像过程中可能会遇

到的随机干扰情况。 本文选择添加高斯噪声、泊松

噪声和椒盐噪声的处理方法。
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概率密度函数如式（１４）～式（１６）所示：

ｐ（ ｚ） ＝ １
２πσ

ｅｘｐ － （ ｚ － μ） ２

２σ２
é

ë
ê
ê

ù

û
ú
ú （１４）

ｐ（ ｚ） ＝ λ２

ｚ！
ｅ －１ （１５）

ｐ（ ｚ） ＝
ｐａ

ｐｂ

０

ì

î

í

ï
ï

ïï

ｚ ＝ ａ
ｚ ＝ ｂ
其他

（１６）

　 　 （４）图像缩放： 将图像沿 Ｘ 轴和 Ｙ 轴方向进行

增缩。 设缩放系数为 Ｚｘ 和 Ｚｙ，缩放前图像像素点坐

标为 ｃ（ｘ，ｙ），缩放后像素点坐标为 ｃ′（ｘ′，ｙ′）。 图像

缩放的变换矩阵如下列矩阵所示：
ｘ′

ｙ′

１

é

ë

ê
ê
êê

ù

û

ú
ú
úú

＝
Ｓｘ ０ ０
０ Ｓｙ ０
０ ０ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｘ
ｙ
１

é

ë

ê
ê
êê

ù

û

ú
ú
úú

（１７）

　 　 综上所述，对均衡化增强均值、噪声方差、泊松系

数、椒盐噪声比和缩放因子进行设定。 其中，缩放因

子为 ０．５～２ 之间随机缩放，均衡化增强为 ５０，高斯噪

声方差为 ０．０１，泊松系数为 １，椒盐噪声比为０．９。
筛选后将数据集扩充至１ ５００张，将其中１ ２００

张图像作为实验的训练集，３００ 张作为验证集。
２．２　 实验环境

本文网络在 ＧＰＵ 环境下运行，具体配置见表

１。
表 １　 平台硬件与软件配置

Ｔａｂ． １　 Ｈａｒｄｗａｒｅ ａｎｄ ｓｏｆｔｗａｒｅ ｃｏｎｆｉｇｕｒａｔｉｏｎ

项目 参数 项目 参数

显存 ３２ Ｇ 深度学习框架 ＴｅｎｓｏｒＦｌｏｗ
ＣＰＵ Ｉｎｔｅｌ ｃｏｒｅ ｉ７－７５００ Ｃｕｄａ １０．０
内存 ２Ｔ 语言 Ｐｙｔｈｏｎ３．６
ＧＰＵ ＮＶＩＤＩＡ Ｔｉａｎ（１２ ＧＢｓ） 操作系统 Ｗｉｎｄｏｗｓ１０

　 　 对网络进行训练时的训练参数设置：初始学习

率为 ０．００１，Ｄｒｏｐｏｕｔ 概率为 ０．７５，迭代次数为 ６０ 次，
选取 Ａｄａｍ 自适应学习率算法进行参数优化。
２．３　 实验结果

２．３．１　 识别准确率

训练完成后，用测试集对模型进行识别性能的

评估。 本文选用识别准确率（Ａｃｃｕｒａｃｙ，Ａ）对网络模

型识别能力进行评价。 定义公式如下：

Ａ ＝
Ｇｒ

Ｇ
（１８）

　 　 其中， Ｇｒ 为正确识别的个数，Ｇ 为测试集总样

本的个数。
为了证明 ＴＲ－ＶＧＧ－１６ 模型的有效性，将其分

别与不同网络模型的准确率进行对比，对比结果见

表 ２。
表 ２　 不同模型对测试样本识别准确率对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ
ｆｏｒ ｔｅｓｔ ｓａｍｐｌｅｓ

网络模型 识别准确率 Ａ ／ ％

文献［１０］ ８１．３３

文献［１１］ ８９．３３

Ｏｕｒｓ ９６．３３

　 　 由表 ２ 知，文献［１０］所提网络模型的识别准确

率仅有 ８１．３３％，文献［１１］的识别准确率虽高于文

献［１０］，但也仅为 ８９．３３％以上，而本文提出 ＴＲ－
ＶＧＧ－１６ 网络的识别准确率显著高于前两种网络，
其识别准确率可以达到 ９６．３３％。
２．３．２　 混淆矩阵分析

为了细化体现各组分的识别准确度，选用混淆

矩阵对模型识别结果进行对比，如图 ７ 所示。
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图 ７　 ３ 种网络模型的混淆矩阵
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６９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



　 　 如图 ７（ａ）所示，行为实际类别，列为识别结果。
从文献［１０］方法的混淆矩阵可以看出：其中 １３ 个

镜质组被识别成壳质组，２１ 个镜质组被识别成壳质

组，同时也有少量的其它组分间出现误判情况。 由

图 ７（ｂ）可知，文献［１１］也存在着多个镜质组与壳

质组样本间相互误判的情况。 由图 ７（ｃ）可知，ＴＲ－
ＶＧＧ－１６ 对镜质组的识别全部正确，仅存在少量丝

质组和壳质组组分间的误判。 因此表明，本文提出

的 ＴＲ－ＶＧＧ－１６ 网络模型具有优异的煤岩显微组分

识别能力。
２．３．３　 收敛速度

对将文献［１０］、文献［１１］的网络模型与本文方

法的收敛性进行可视化对比分析，分析结果如图 ８
所示。 由图中可见，ＴＲ－ＶＧＧ－１６ 网络模型在第 １０
个周期时几近收敛，且其识别准确率达到 ９０％以

上，并逐渐稳定；而文献［１０］、文献［１１］的网络模型

较本文网络模型相比，同周期准确率较低且收敛性

较差。 由此可见，在同等条件下，本文提出的网络模

型的收敛性和稳定性明显高于其它两种网络模型。

文献[10]
文献[11]
Ours

1.0

0.8

0.6

0.4

0.2

10 20 30 40 50 600

Epoch

Ac
cu
ra
cy

图 ８　 ３ 种模型收敛性对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｃｏｎｖｅｒｇｅｎｃｅ ｏｆ ｔｈｅ ｔｈｒｅｅ ｍｏｄｅｌｓ

２．３．４　 消融实验

由于 ＴＲ－ＶＧＧ－１６ 网络是在 ＶＧＧ－１６ 网络基础

上，结合迁移学习提出的改进，其中不仅将 ＶＧＧ－１６
中传统卷积层替换成深度可分离卷积，还结合了

Ｒｅｓ２Ｎｅｔ 模块。 为了探究这些模块的加入对网络功

能的影响，本文进行了消融实验。
实验设定：Ａ１ 为传统 ＶＧＧ－１６ 网络模型；Ａ２ 为

在 Ａ１ 基础上进行迁移学习的 ＶＧＧ－１６ 网络模型；
Ａ３ 为将 Ａ２ 预训练模型 ＶＧＧ－１６ 中的传统卷积层

替换成深度可分离卷积层的网络模型；Ａ４ 为以 Ａ３
为基础在预训练模型中加入 １ 个 Ｒｅｓ２Ｎｅｔ 模块的网

络模型，即本文的 ＴＲ－ＶＧＧ－１６ 模型；Ａ５ 为在 Ａ４ 中

多加 １ 个 Ｒｅｓ２Ｎｅｔ 模块的网络模型；Ａ６ 为以 Ａ５ 为

基础再多添加 １ 个 Ｒｅｓ２Ｎｅｔ 模块的网络模型。 不同

模型准确率和参数减少量对比结果见表 ３。
表 ３　 不同模型准确率和参数减少量对比

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｐａｒａｍｅｔｅｒ ｒｅｄｕｃｔｉｏｎ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 准确率 ／ ％ 参数量 ／ Ｍ

Ａ１ ７０ １３８．９５

Ａ２ ８９．３３ ３８．２７

Ａ３ ９０ １２．６５

Ａ４ ９６．３３ １１．７９

Ａ５ ９４．３３ ３７．２８

Ａ６ ８７．２１ ６９．４３

　 　 由表 ３ 可知，将 Ａ１ 与 Ａ２、Ａ３ 网络准确率进行

对比，引入迁移学习的 Ａ２、Ａ３ 网络的识别准确率分

别为 ８９．３３％和 ９０％，均高于 Ａ１ 的 ７０％；由 Ａ３ 与

Ａ１、Ａ２ 的参数量对比可得，随着迁移学习和深度可

分离卷积的引入，网络参数量由原来的 １３８．９５ Ｍ 分

别减少至 ３８．７２ Ｍ 和 １２．６５ Ｍ。 由此可知，迁移学习

和深度可分离卷积的使用，不仅可以提高网络识别

准确率，相较于传统 ＶＧＧ－１６ 网络还能明显减少网

络结构的参数量。
为进一步证明 Ｒｅｓ２Ｎｅｔ 模块的加入对网络识别

准确率的影响，对加入不同数量的 Ｒｅｓ２Ｎｅｔ 块的网

络进行准确率验证。 由表 ３ 的 Ａ３、Ａ４、Ａ５、Ａ６ 模型

可以看出，加入 １ 个 Ｒｅｓ２Ｎｅｔ 模块时，其网络的识别

准确率最高，达到 ９６．３３％。 而随着加入的 Ｒｅｓ２Ｎｅｔ
模块增多，其识别率反而大幅度下降。 究其原因，由
于 Ｒｅｓ２Ｎｅｔ 模块的不断叠加，使网络模型深度加深，
网络参数量剧增，训练过程出现过拟合现象，最终导

致网络识别准确率退减。

３　 结束语

本文基于改进的 ＶＧＧ－１６ 分类网络提出一种

煤岩显微组分图像识别网络模型 ＴＲ－ＶＧＧ－１６。 旨

在通过该模型提升对小样本煤岩显微图像组分识别

的准确度。 在实验中，引入迁移学习，解决小样本数

据集训练问题。 通过用深度可分离卷积代替传统卷

积，用以减少网络参数量。 并且将加入 Ｒｅｓ２Ｎｅｔ 模
块的数量对模型识别准确率的影响进行验证分析。
实验表明，本文方法可以在训练集数量较小的情况

下对组分进行准确识别，同时还具有良好的训练稳

定性。 本文方法识别准确率为 ９６．３３％，其收敛速度

较快，且具有稳定的识别准确率。尽管本文网络模
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