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基于 Ｓｔａｃｋｉｎｇ 集成学习的高校录取分数线预测

干　 霞， 魏嘉银， 卢友军， 秦信芳， 来小孟

（贵州民族大学 数据科学与信息工程学院， 贵阳 ５５００２５）

摘　 要： 针对如何准确预测高校录取分数线，帮助高考生做出更加准确的志愿填报决策问题，提出一种基于 Ｓｔａｃｋｉｎｇ 集成思

想的双层模型。 该模型采用机器学习算法暴露特征重要性，融合 ３ 个单一算法并使用交叉检验法和网格搜索法进行参数优

化。 通过在贵州省 ２０１８－２０２２ 五年高考高校录取数据上进行实验结果表明，该双层融合模型的预测效果优于支持向量回归、
决策树、随机森林等单一模型和其他集成模型；预测误差在 ５ 分以内的精度超过 ９５％，平均绝对值误差低于 ２．４３；较单一模型

中表现最好的梯度提升指标分别提升 ４４％和 １９％，提升了预测效果，为未来分数线预测提供了新的方向。
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０　 引　 言

高考是中国学生升学的重要门槛，根据考生的

高考分数和高校往年的录取分数线来选择和填报志

愿是非常重要的环节。 而高考的不断改革和高校招

生政策的不时调整，高校录取分数线变得越来越难

以预测，给考生填报志愿带来了很大的困扰。 简单

的统计估计存在低估或高估的风险，若低估分数线

可能导致录取不上，若高估分数线则会导致与理想

高校失之交臂。 因此，如何准确预测高校录取分数

线对于考生填报志愿至关重要。
已有学者运用不同的方法对高考数据进行挖掘

分析，并为考生填报志愿提供有参考价值的信息或

建议。 早期的研究利用数理统计方法对院校最低分

数线和最低位次进行分数线预测［１－２］，此类方法简

单，仅利用对分数的分析来预测分数线，而不考虑其

他因素是远远不够的。 鉴于单一模型的预测误差较

大，周帆［３］利用变权组合预测法，对不同的线性模

型添加不同系数以提高模型的预测精度。 实验结果

表明，加权后的模型预测精度高于单一模型，这是早



期利用简单加权组合不同的预测模型，进而提高预

测精度的研究。
随着科学技术的快速发展，机器学习和深度学

习被广泛运用于高考数据的分析研究。 王振如［４］

使用自适应增强集成算法 （ Ａｄａｐｔｉｖｅ ｂｏｏｓｔｉｎｇ ，
Ａｄａｂｏｏｓｔ）预测高考批次线，并运用深度学习来预测

专业分数线，通过对神经网络的设计，使得模型对高

考数据有良好的表现，预测差值最小在 ５ 分左右。
支持向量机回归（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ Ｒｅｇｒｅｓｓｉｏｎ，
ＳＶＲ）因具有较强的泛化能力，被广泛运用于交通流

预测［５］。 一些学者将其引入分数线预测领域，组合

其他机器学习算法构建分数线预测模型。 如：王英

英［６］训练 ４ 个线性模型作为第一层学习器，并将预

测结果传入第二层 ＳＶＲ 和多层感知机（Ｍｕｌｔｉｌａｙｅｒ
Ｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）。 实验证明，经过组合后的模型更

稳定、鲁棒性更好，ＳＶＲ 组合模型的平均绝对值误

差为 ６．４１，对比 Ｋ 近邻（Ｋ－Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ，ＫＮＮ）
组合模型的平均绝对值误差降低了 ０． ３４。 何晶

晶［７］获取学校、年份、招生计划、批次线、最低投档

线等 ７ 个特征，以灰色 ＧＭ（１，１） 算法和多元线性回

归的预测值为输入，训练 ＳＶＲ 作为最终预测器构建

组合模型。 通过反复实验，其预测值与真实值的平均

相对误差为 ４．２７％。 任建涛［８］ 仅利用往年的录取平

均分数线一个特征，使用 ＳＶＲ 回归对院校专业线进

行预测，然而不管是专业录取分数线、还是高校录取

分数线都受多种因素影响，对单一因素分析并不能达

到最好的预测效果。 在已有的研究中，吴凯［９］、Ｚｈａｎｇ
等学者［１０］、胡如明［１１］ 选取了年份、科类、批次、省控

线、平均分、最高分、最低位次、省控线排名等 １６ 种因

素，使用神经网络算法对分数线进行研究。 神经网络

中有大量的网络节点可以快速高效地处理多个维度

数据中的非线性关系，上述分数线的预测较以往的传

统预测模型均取得了一定的提升。 郭孝文等学

者［１２－１３］ 改进反向传播神经网络（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ，
ＢＰ）使其符合分数线变化规律，并将其运用到西安工

业大学录取分数线的预测上，预测误差在 ５ ～ １０ 分

内，预测精度较传统线性模型提高 ２０％。
通过对已有研究分析可知，单一机器算法和简

单的加权模型在分数线预测上的性能表现不够理

想，已不能满足分数线预测的精度要求。
本文基于机器学习算法和集成学习思想，旨在

通过优化预测模型的设计和算法选择，提高对高校

录取分数线的准确预测。 本文研究包括以下几点：
对数据进行清洗整理和特征工程处理，提取出最具

预测能力的特征；优化模型的参数，设计基础预测器

和元学习器；将单一算法的预测结果进行融合，构建

双层模型，进一步提高预测精度和准确性，从而为高

考生填报志愿提供更为科学、准确的参考依据。

１　 模型设计

１．１　 研究思路

构建高校录取分数线预测模型时，需要考虑到

数据特征的多样性和模型回归原理的要求，以开发

适合高校录取分数线预测的组合方法。 本文首先从

教育服务网站上收集高校往年录取数据并进行相应

的数据预处理；然后，基于文献研究和算法原理确定

预测器；运用多个机器学习方法在数据集上进行实

验以观察不同算法的预测效果；在同样的基础预测

器上比较本文元学习器和其他元学习器的预测效

果，以证明本文模型的回归性能优于其他研究算法。
总体的预测路线如图 １ 所示。

模型性能测试、对比评价
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图 １　 高校录取分数线预测路线图

Ｆｉｇ． １　 Ｃｏｌｌｅｇｅ ａｄｍｉｓｓｉｏｎ ｓｃｏｒｅ ｐｒｅｄｉｃｔｉｏｎ ｌｉｎｅ ｍａｐ

　 　 由图 １ 可知，总体分为 ３ 个阶段：
（１）数据准备阶段。 主要完成数据采集、数据

预处理和提取特征；
（２）模型选择阶段。 使用多种预测器在数据集

上进行训练，得到预测器的性能差异；
（３）模型集成与性能测试阶段。 使用 Ｓｔａｃｋｉｎｇ

集成技术融合预测器，进行融合模型的性能测试。
１．２　 模型框架构建

本文是在机器学习的基础上，利用 Ｓｔａｃｋｉｎｇ 学

习策略构建高校录取分数线预测模型。 Ｓｔａｃｋｉｎｇ 是

一种把初级预测器的预测结果作为第二层学习器的

输入的方法，称为学习法［１４］。 在 Ｓｔａｃｋｉｎｇ 中，基础
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学习器的质量和多样性非常重要，直接影响到最终

集成模型的性能表现。 不同的学习器可使用多折交

叉检验拆分训练集，在训练数据上进行训练并使用

多个预测器来做预测，得到多个预测结果［１５］。 把初

级预测器的预测结果当作次级学习器（又称元学习

器）的输入，相当于特征转换了一次，经过次级学习

器的训练学习，输出最终预测结果。 如果某个初级

学习器错误地学习了特征空间的某个区域，那么次

级学习器通过结合其他初级学习器的学习行为，可
以适当地纠正这种错误。 通过多层预测器的组合学

习来解读数据中包含的信息，最终的组合模型不仅

预测精度高，而且泛化性能很好。
为了提高 Ｓｔａｃｋｉｎｇ 融合模型的预测能力，需要

确保基础预测器性能出色且具有差异，同时保证元

学习器简单易懂，能够充分学习基础预测器的优点，
又避免模型出现过度学习。 相比于传统的树回归

器，ＸＧＢｏｏｓｔ 在很多细节上进行了优化，例如采用加

权迭代方法、交叉验证选择最优步长等，Ｂｅｎｔéｊａｃ 等

学者［１６］对 ＸＧＢｏｏｓｔ、随机森林和梯度增强等集成算

法做了全面的比较，证明 ＸＧＢｏｏｓｔ 在效率和准确率

两个维度都有较大的提升。 而 ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ
使用更加高效的直方图算法加速训练，对于数据样

本大于 １０ ０００ 的数据集，此估计器要比其他回归器

快得多，而且对缺失值友好，可以提高回归模型的抗

噪声以及局部扰动的能力，已被证明在广泛的机器

学习问题上有不错的表现。 经过对上述文献研究和

算法回归性能的考虑，以及本文数据量和特征情况，
构建了 ＸＧＢｏｏｓｔ 和 ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ 作为基础预

测器，并调用网格搜索，优化模型参数。 通过实验，
验证了 ＸＧＢｏｏｓｔ 和 ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ 作为基础预

测器时集成模型的良好性能。
为避免过拟合，本文使用五折交叉检验拆分训

练集，并使用具有变量筛选和复杂度调整的 Ｌａｓｓｏ
回归作为元学习器，确保元学习器充分学习基础预

测器的同时不会发生过拟合。 最后，通过 Ｓｔａｃｋｉｎｇ
学习将 ３ 个预测器融合，用于各个高校的录取分数

线回归模型，模型框架如图 ２ 所示。
　 　 预测高校录取分数线的集成模型实现步骤如

下：
（１）将训练集进行五折划分，其中 ４ 份用作训

练集，１ 份作为测试集；
（２）用训练集平行训练第一层学习器 ＸＧＢｏｏｓｔ

和 ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，分别用 ５ 份测试集进行测

试，每个模型得到 ５ 份预测值；

（３）将每个模型的 ５ 份预测值进行平均，得到

每个模型的预测值；
（４）把第一层学习器的预测值作为元学习器

Ｌａｓｓｏ 回归的输入训练元学习器，得到融合模型。
测试时，将测试集的特征输入到每个基础模型

中，并将其预测结果作为元模型的输入，经过元模型

的学习，得到最终的预测结果。

测试集

训练集

训练集

训练集

训练集

训练集

测试集

训练集

训练集

训练集

训练集

训练集

测试集

训练集

训练集

训练集

训练集

训练集

测试集

训练集

训练集

训练集

训练集

训练集

测试集

训练集(五折划分)

HistGradientBoosting XGBoost

平均值1 平均值2

Lasso回归

预测值

图 ２　 高校录取分数线预测模型框架

Ｆｉｇ． ２　 Ｃｏｌｌｅｇｅ ａｄｍｉｓｓｉｏｎ ｓｃｏｒｅ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｆｒａｍｅｗｏｒｋ

２　 实验结果分析

２．１　 实验数据及预处理

本文的数据为 ２０１８－２０２２ 五年间全国各高校

在贵州省理科一批、理科二批、文科一批、文科二批

的招生数据。 使用数据挖掘技术从高考网、掌上高

考和贵州省招生考试院官网等高考服务网站爬取收

集而来。 数据清洗内容主要包括去除因在多个网站

中收集导致的重复值、异常值、某些年份的数据为图

片格式或 ｐｄｆ 格式，使用识别软件将其识别出来，存
在识别不够准确，如误将数字 ３ 识别为数字 ８、数字

０ 识别为字母 ｃ 等问题，只能通过对比原数据来排

查错误数据。 数据清洗内容还包括缺失值处理，某
些高校在某地区的招生不是固定的，如川北医学院

在贵州省 ２０２１ 年没有招生，其他年份正常招生，则
该缺失值采用前 ３ 年的平均值填补。 经过数据清洗

后，共得到 １１ ０７８ 条数据，其中 ８ ８２５ 条 （ ２０１８ －
２０２１ 年）用作训练集，２ ２５３ 条（２０２２ 年）作为测试

集，用以验证模型性能。
原始数据包括学校名称、学校代码、专业类别、
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计划数、投档比例、最高分、最低分、最低位次共 ８ 个

特征。 这里给出阐释分述如下。
（１）学校代码和学校名称具有相同的意义，学

校代码是招生地区给各高校的数字表示，方便高考

生查询招生信息，且学校代码是数字型数据。
（２）专业类别主要分为普通类、民族班、定向西

藏、中外合作办学等类别，是对该招生专业的类别说

明。 普通类占据 ９０％以上的比例，其他各种类别占

极少数，所以此特征不作为本次分析对象。
（３）计划数是高校在该地区的招生计划，每年

的招生计划可能不同。
（４）投档比例是招生计划数和实际投档人数的

比值，大多数高校会按照招生计划数招满即停，投档

比例 １００％，只有极少数高校招不满或者多招。 因

此此特征不具有分析必要性。
（５）最高分表示高校在该地区录取分数最高的

考生分数。 当考生分数超过最低分数时表示考生可

以报考该校，但是被录取的概率通常会参考录取平

均分。 由于考生报考的不合理性，导致最高分高对

平均分的影响较大，进而影响考生报考。 所以很有

必要将最高分作为分析特征。
（６）最低位次是指录取结束后，将录取最低分

数所对应的高考排名作为录取最低位次。 考生填志

愿时会对应自己的高考排名，把高校录取最低位次

作为录取概率的重要参考因素，所以直接将最低位

次作为分析特征。
（７）本文的研究对象为高校录取分数线，故把

最低分作为目标值。
通过对原数据的处理，得到可用于分析的特征有

学校代码、计划数、最高分、最低位次、最低分。 根据

特征对目标值的贡献率不同，采用随机森林算法暴露

特征重要性，其结果见表 １。 由表 １ 可知，学校代码和

计划数对目标值的重要程度极低，所以本文不考虑将

此特征作为分析对象。 接着进行特征补充，补充省控

线、省控线排名两个特征，通过特征工程得到省控线

与录取分数线的差值、简称线差，省控线排名与录取

分数线排名的差值、简称排名差。 加入线差和排名差

继续分析其特征贡献，得到结果见表 ２。
表 １　 原始特征对最低分的重要程度

Ｔａｂｌｅ １ 　 Ｉｍｐｏｒｔａｎｔｃｅ ｄｅｇｒｅｅ ｏｆ ｔｈｅ ｏｒｉｇｉｎａｌ ｆｅａｔｕｒｅ ｔｏ ｔｈｅ ｌｏｗｅｓｔ
ｓｃｏｒｅ

特征 学校代码 计划数 最高分 最低位次

贡献值 ０．００１ ８ ０．００３ １ ０．０２０ ６ ０．９７４ ３

表 ２　 补充特征对最低分的重要程度

Ｔａｂｌｅ ２　 Ｉｍｐｏｒｔａｎｃｅ ｄｅｇｒｅｅ ｏｆ ｔｈｅ ｏｔｈｅｒ ｆｅａｔｕｒｅｓ ｔｏ ｔｈｅ ｌｏｗｅｓｔ ｓｃｏｒｅ

特征 省控线 最高分 最低位次 线差 排名差

贡献值 ０．８６０ ０．９６０ －０．９４０ ０．５２０ ０．０７８

　 　 高校录取分数线受多种因素影响，但不能将所

有数据特征都用于建模，过多的特征可能会带来信

息冗余，影响模型精度。 为了选择合适的特征，本文

经过特征工程等特征处理技术，对特征进行加减转

换，从原始数据中分离出对目标变量有影响的特征，
根据相关性系数大小进行筛选，并确保这些特征在

不同的基学习器中表现都不一样，以便让 Ｓｔａｃｋｉｎｇ
能够从各特征差异中受益。 由表 ２ 可知，排名差与

最低分相关性的绝对值未超过 ０．５，其他特征与最低

分都呈强相关性，说明其对目标值很重要。 结合本

文的预测目标是最低分，因此选择相关性强的 ４ 个

特征作为输入变量，分别是：省控线、最高分、最低位

次、线差。
２．２　 评价指标

为了评估模型预测性能，本文评价指标采用平

均绝对值误差 （ＭＡＥ），数学定义公式如下：

ＭＡＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
｜ （ｙｉ － ｙ^ｉ） ｜ （１）

　 　 其中， ｙｉ － ｙ^ｉ 为测试集上真实值－预测值。 当平

均绝对值误差的值越小时，说明模型学习的数据信

息越多，预测误差越小。
模型预测精度采用 Ａｃｃｕｒａｃｙ（Ｅｒｒｏｒ ＜ ５） 为预

测分数值和真实值的残差绝对值小于 ５ 分时的预测

精度， Ａｃｃｕｒａｃｙ（Ｅｒｒｏｒ ＜ １） 为预测分数值和真实值

的残差绝对值小于 １ 分时的预测精度。 由此推得：

Ａｃｃｕｒａｃｙ（Ｅｒｒｏｒ ＜ ５） ＝
ｎｕｍ（ ｜ ｙｉ － ｙ^ｉ ｜ ＜ ５）

ｎｕｍ（ｙｉ）
（２）

Ａｃｃｕｒａｃｙ（Ｅｒｒｏｒ ＜ １） ＝
ｎｕｍ（ ｜ ｙｉ － ｙ^ｉ ｜ ＜ １）

ｎｕｍ（ｙｉ）
（３）

　 　 其中， ｎｕｍ（ ｜ ｙｉ － ｙ^ｉ ｜ ＜ ５） 表示预测残差绝对

值小于 ５ 的数量； ｎｕｍ（ ｜ ｙｉ － ｙ^ｉ ｜ ＜ １） 表示预测残

差绝对值小于 １ 的数量； ｎｕｍ（ｙｉ） 表示测试集的样

本数量。 当两者数值越大时，说明模型预测精度越

高。
２．３　 模型参数选择

在回归问题中，参数的设置对于模型的表现至

关重要。 当数据确定时，模型和参数的选择就决定

了预测结果的优劣。 模型可以根据数据量、特征数

量和以往经验等大致确定。 为寻找最佳参数组合以
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使模型性能达到最佳，对其重要参数通过网格搜索

法进行调整优化以获得最佳值。 部分参数设置见表

３，未展示的模型和其余参数使用默认参数。
表 ３　 部分模型的参数

Ｔａｂｌｅ ３　 Ｐａｒｔｉａｌ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

算法名称 参数设置

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ｏｏｂ＿ｓｃｏｒｅ ＝ Ｔｒｕｅ
ｅｓｔｉｍａｔｏｒｓ ＝ ５０
Ｍａｘ＿ｄｅｐｔｈ ＝ １３

Ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ＝ ２０

ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ Ｌ２＿ｒｅｇｕｌａｒｉｚａｔｉｏｎ ＝ ０．１
Ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ＝ ７
Ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ ０．１

ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ １０ ０００
Ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ １

Ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ＝ ５
Ｌｏｓｓ ＝ ’ｌｓ’

ＸＧＢｏｏｓｔ Ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ ０．０２
ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ ５００

Ｌａｓｓｏ ａｌｐｈａｓ ＝ ［０．５，１．０， ２．０］
ｍａｘ＿ｉｔｅｒ ＝ １０ ０００

ｔｏｌ ＝ ０．００１

２．４　 元学习器

为了体现模型预测性能的差异，首先建立多种单

一模型用于预测分数线，分别是 Ｌａｓｓｏ 套索、ＳＶＲ、Ｋ
近邻、决策树、随机森林、ＸＧＢｏｏｓｔ、ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ、
ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，经过在测试集上验证各个预测

模型的性能， 得出的预测误差 ＭＡＥ 结果见表 ４。
表 ４　 单一模型预测的 ＭＡＥ

Ｔａｂｌｅ ４　 ＭＡＥ ｆｏｒ ｓｉｎｇｌｅ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎｓ

模型名称 ＭＡＥ

决策树 ４．４４６ ５１５

ＳＶＲ １１．５６９ ０３９

Ｋ 近邻 ８．６１０ ６１７

Ｌａｓｓｏ １９．９５５ ４７８

ＸＧＢｏｏｓｔ ３．３５１ ９３１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ３．９６９ ０３５

ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ ３．０１５ ８９１

ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ ３．４７３ ４５６

　 　 由 表 ４ 可 知， ＸＧＢｏｏｓｔ、 ＲａｎｄｏｍＦｏｒｅｓｔ、
ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ、ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ 等集成模型的

预测结果均优于其他的机器模型。 这些集成模型的

预测误差均低于 ４ 分，且较其他机器学习算法表现

显著，说明使用集成思想预测高校录取分数线是可

行的。

在集成模型中，元学习器的选择很重要。 若元

学习器是很复杂的算法则容易学习过度，导致过拟合

的问题，若太过简单则不能充分学习基础学习器的信

息， 这样一来预测误差就会太大。 基于此，本文把

Ｌａｓｓｏ 作为元学习器。 Ｌａｓｓｏ 是一种线性回归技术，但
其不同于简单线性回归，是通过在损失函数中添加惩

罚项来执行正则化，有助于防止过度拟合，增强模型

的泛化能力。 为了验证 Ｌａｓｓｏ 作为元学习器的可行

性，随机挑选 ２ 个算法，使用 Ｓｔａｃｋｉｎｇ 方法将其融合。
通 过 随 机 选 择 的 基 础 预 测 器 ＸＧＢｏｏｓｔ 和

ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，验证 Ｌａｓｓｏ 元学习器对集成模型性

能的影响，实验结果见表 ５。
表 ５　 不同元学习器的预测结果

Ｔａｂｌｅ ５　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔａ－ｌｅａｒｎｅｒｓ

模型名称 ＭＡＥ

Ｓｔａｃｋｉｎｇ（ＸＧ＿Ｋ 近邻） ４．２９８ ０６３

Ｓｔａｃｋｉｎｇ（ＸＧ＿决策树） ５．２２０ ５９５

Ｓｔａｃｋｉｎｇ（ＸＧ＿Ｌａｓｓｏ） ２．４３６ ８４６

Ｓｔａｃｋｉｎｇ（ＸＧ＿ＳＶＲ） ３．６００ ９１６

　 注： Ｓｔａｃｋｉｎｇ （ ＸＧ ＿ Ｋ 近 邻 ） 表 示 基 础 学 习 器 为 ＸＧＢｏｏｓｔ 和

ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，元学习器为 Ｋ 近邻，其余模型同理。

　 　 以上实验中，模型单独预测时的 ＭＡＥ 指标大小

为：Ｌａｓｓｏ ＞ ＳＶＲ ＞ Ｋ 近邻 ＞ 决策树，Ｌａｓｓｏ 的预测误

差最大，为 １９．９５，决策树的预测误差较小，为 ４．４４；
当将其作为元学习器融合到集成模型中时的 ＭＡＥ
指标大小为：Ｓｔａｃｋｉｎｇ（ＸＧ＿决策树） ＞ Ｓｔａｃｋｉｎｇ（ＸＧ＿
Ｋ 近邻） ＞ Ｓｔａｃｋｉｎｇ （ ＸＧ ＿ ＳＶＲ） ＞ Ｓｔａｃｋｉｎｇ （ ＸＧ ＿
Ｌａｓｓｏ）。 结果表明，单一模型预测误差最大的 Ｌａｓｓｏ
作为元学习器时的预测效果最好，而决策树作为元

学习器时误差反而增大，精度不如其他 ３ 个基础算

法。 此实验验证了集成模型中对元学习器的要求，
即元学习器不宜复杂，随着元学习器复杂度的上升，
集成模型过拟合的风险在增大。 本文选择具有复杂

度调整因子的 Ｌａｓｓｏ 作为元学习器，集成模型预测

的 ＭＡＥ 为 ２．４３６ ８４６，显著降低了单一模型的预测

误差。 据此，可以选择 Ｌａｓｓｏ 套索回归作为元学习

器构建预测模型。
２．５　 基础预测器

将性能优异的预测器进行差异融合，得到不同

的集成模型见表 ６，用以探究本文模型与其他融合

模型各项指标的差异。 首先基础预测器在数据集上

并行训练、且进行预测，把预测的结果输入元学习

器，元学习器接收的特征维度就是基础预测器的个

数，通过元学习器的再次学习得到最终预测结果。
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实验结果如图 ３ 所示。
表 ６　 不同融合模型

Ｔａｂｌｅ ６　 Ｄｉｆｆｅｒｅｎｔ ｅｎｓｅｍｂｌｅ ｍｏｄｅｌｓ

融合模型 基础学习器 元学习器

Ｓｔａｃｋｉｎｇ＿ＲＦ＿ＧＢ ＲａｎｄｏｍＦｏｒｅｓｔ、ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ Ｌａｓｓｏ

Ｓｔａｃｋｉｎｇ＿ＲＦ＿ＨＧＢ ＲａｎｄｏｍＦｏｒｅｓｔ、ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ Ｌａｓｓｏ

Ｓｔａｃｋｉｎｇ＿ＧＢ＿ＨＧＢ ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ、ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ Ｌａｓｓｏ

Ｓｔａｃｋｉｎｇ＿ＸＧＢ＿ＧＢ ＸＧＢｏｏｓｔ、ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ Ｌａｓｓｏ

本文模型 ＸＧＢｏｏｓｔ、ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ Ｌａｓｓｏ
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图 ３　 融合模型的回归性能比较

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｇｒｅｓｓｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｅｎｓｅｍｂｌｅ ｍｏｄｅｌｓ

　 　 由表 ４ 和表 ６ 可知，本文的 ５ 个集成模型均是

由不同的优秀算法融合，保证了基础预测器之间的

差异性。 单一模型与本文组合模型预测误差比较如

图 ４ 所示。 由图 ４ 可知，本文模型的预测误差比单

一模型均有所下降，预测性能优于单一模型。 这是

因为 Ｓｔａｃｋｉｎｇ 策略能够有效融合每个基础学习器的

优势，元学习器学习预测误差大的样本，可减少模型

陷入局部最优点的风险，从而提高预测精度。 另外，
本文使用的高考数据较为稳定，缺失特征通过均值

填充，而且缺失值很少，根据数据特征的具体情况，
选择预测性能较为平稳的学习器进行融合，可构建

性能更好的模型。
　 　 近几年的高考分数线研究已取得了不错的成

果，如王振如［４］用单个集成学习模型和神经网络分

别预测，预测误差达到了 ２０ 分。 吴凯［９］用人工神经

网络对第三批次预测的 ＭＡＥ 为 ５．８２；胡如明［１１］ 用

神经网络预测的结果 ＭＡＥ 为 ６．７５，５ 分的百分比为

９３．５６％。 任祥旭［１７］ 用神经网络预测的 ＭＡＥ 为

８．９２。相比之下，本文构建的双层模型其误差 ＭＡＥ
为２．４３３ ３５４，５ 分以内的预测精度达到 ９５％以上，精
度最高，模型更稳定。 较单一模型中表现最好的

ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，其 ＭＡＥ 提升 １９％，５ 分精度指标提

升 ４４％。 本文模型预测值和真实值的拟合情况如

图 ５ 所示，本文模型预测情况随机见表 ７。
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图 ４　 单一模型与本文组合模型预测误差比较

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｂｅｔｗｅｅｎ ｓｉｎｇｌｅ ｍｏｄｅｌｓ ａｎｄ
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图 ５　 预测值和真实值的拟合情况（随机）
Ｆｉｇ． ５　 Ｆｉｔｔｉｎｇ ｏｆ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ａｎｄ ｔｒｕｅ ｖａｌｕｅｓ（ｒａｎｄｏｍ）

表 ７　 本文模型预测情况（随机）
Ｔａｂｌｅ ７　 Ｆｏｒｅｃａｓｔ ｏｆ ｔｈｅ ｍｏｄｅｌ ｉｎ ｔｈｉｓ ｐａｐｅｒ（ｒａｎｄｏｍ）

Ｉｎｄｅｘ 真实值 预测值 残差

１ ３４８ ５５９ ５５７．４４２ ３３５ －１．５５７ ６６５

２ ０１４ ４７５ ４７５．０７５ ２１４ ０．０７５ ２１４

３９０ ５４１ ５４２．４８９ ７０３ １．４８９ ７０３

１ ９６４ ４７１ ４６９．２７１ ６９７ －１．７２８ ３０３

１ ８３４ ５０３ ５０３．９５４ ９５３ ０．９５４ ９５３

… … … …

７４０ ４０３ ４０４．５３１ １９５ １．５３１ １９５

３３７ ５１３ ５１０．００２ ３４６ －２．９９７ ６５４

２ １６９ ４９９ ４９９．４４２ ３３４ ０．４４２ ３３４

１ ７８６ ５１２ ５１３．０９５ ４０１ １．０９５ ４０１

１ ０２３ ４３２ ４３５．０３８ ５０８ ３．０３８ ５０８
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３　 结束语

本 文 针 对 高 考 数 据 特 征 构 造 ＸＧＢｏｏｓｔ、
ＨｉｓｔＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ 和 Ｌａｓｓｏ 三个回归器，网格搜索

等技术优化超参数组合，并基于 Ｓｔａｃｋｉｎｇ 集成思想

将其融合成双层模型。 第一层基于 Ｂｏｏｓｔｉｎｇ 类的 ２
个预测器通过充分学习数据隐藏的信息，经过特征

转化生成 ２ 个维度的预测值作为第二层的输入。 为

了降低过拟合的风险，构建第二层正则化学习器，学
习第一层预测器的预测优点，纠正其因过度学习而

导致的错误，进行训练再预测。 最后，通过 Ｓｔａｃｋｉｎｇ
集成 ３ 个预测器，实现了高校录取分数线预测，为高

考生提供更加准确的志愿填报策略。 相对传统的单

个预测模型以及简单模型组合的预测方法而言，本
文构建的 Ｓｔａｃｋｉｎｇ 融合模型通过集成回归性能优异

的算法对其预测结果进行二次学习，一定程度上弥

补了单一模型预测误差大的缺陷。
在后续的工作中，考虑加入更多高校因素（如：

软科排名、地理位置、建校年数等特征），以提高预

测精度。 还可以在此基础上对动态排名志愿填报进

行研究，构建面向动态排名的实时预测模型，为已经

实行动态排名志愿填报的地区提供实时的填报

参考。
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