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摘　 要： 基于信息学技术自动分割病人的肺部 ＣＴ 图像，有助于医生对于肺癌患者的早期诊断，提取和整合图像区域间的空

间关联，对于提升肺肿瘤分割性能是十分重要的。 本文提出了一个新的基于 Ｔｒａｎｓｆｏｒｍｅｒ 的分割模型，用于肺肿瘤三维 ＣＴ 图

像分割、学习和整合此类关联。 本文分别设计了带有混合多头图像区域节点注意力的 Ｔｒａｎｓｆｏｒｍｅｒ 模块和类别注意力模块，学
习并融合了肺部 ＣＴ 图像的空间层面和通道层面的信息。 将新的基于 Ｔｒａｎｓｆｏｒｍｅｒ 的分割模型同其他较为先进的模型进行了

对比实验，实验结果表明新的模型在骰子系数、交并比和豪斯多夫距离等方面优于其他模型。
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０　 引　 言

在过去几年里，肺癌是全世界癌症相关死亡的

主要原因，占全部因癌症死亡人数的四分之一以

上［１］。 随着计算机视觉技术的不断发展，使用计算

机辅助分割肺肿瘤的模型逐渐丰富，准确率也不断

提高［２］。 尽管如此，目前肺肿瘤的自动分割仍然是

一项具有挑战性的任务，原因之一是肺部组织与肺

肿瘤的语义和纹理特征相似度较高；另一个原因是

不同病人的肿瘤在位置、形状上具有较大的差别。
由于肺肿瘤和肺部其他组织的位置之间存在很强的

联系，有效的建模肺部 ＣＴ 图像各区域间的相关性

有助于肺肿瘤的检测和分割。

随着卷积神经网络（ＣＮＮ）的出现，其衍生出的

模型在自动化的医学图像分析任务中展现出了不错

的性能，该类模型具备高表示能力、快速推理以及卷

积核共享的特性，全卷积网络和 Ｕ－Ｎｅｔ 就是该类模

型的代表［３－４］。 尽管这些模型具有较好的肺肿瘤分

割能力，但当肿瘤的形状和大小等方面出现较大差

异时，这些模型更多地依赖于多级级联 ＣＮＮ 的方

法［５］。 这些模型固定了滤波器的大小，所以难以捕

捉远程节点间的关系，进而导致在肿瘤大小不断变

化的情况下很难实现精准分割，这也是目前卷积神

经网络在图像处理方面的局限性［６］。
为了克服卷积神经网络的这一局限性，已有研

究提出基于 ＣＮＮ 特征建立自注意机制［７］。 在深度



学习领域的其他方向，完全依赖于注意力机制的

Ｔｒａｎｓｆｏｒｍｅｒ 已经出现，这类模型应用于包括计算机

视觉在内的其他方向，并取得了不错的效果［８－９］。
与以往基于 ＣＮＮ 的方法相比，Ｔｒａｎｓｆｏｒｍｅｒ 更擅长学

习图像区域的全局上下文，被广泛地应用于视频处

理以及其他场景的图像分割，均得到了相对较好的

预测结果［１０－１２］。
因为不同患者的肿瘤大小不同、形状差异大、边

界特点各异，所以从 ＣＴ 中自动分割肺肿瘤是一个

具有挑战性的问题［１３］。 为此，Ｋｉｍ 等学者［１４］ 提出

了一种可用于肺肿瘤分割的从粗略到精细的神经结

构分割模型，仍然使用卷积块来作为分割模型的构

成元件，因此无法避免卷积的局限性。 Ｏｋｔａｙ 等学

者［１５］提出了一种通过门控注意力来整合空间信息

的 Ａｔｔｅｎｔｉｏｎ Ｕ－Ｕｎｅｔ 分割模型，在多次竞赛中取得了

不错的成绩。 Ｆａｂｉａｎ 等学者［１６］ 建立了 ｎｎＵ－Ｎｅｔ 模
型，并且优化了数据的预处理、网络结构、模型训练

和分割结果的后处理。 ｎｎＵ－Ｎｅｔ 模型在 ２０１８ 年的

Ｍｅｄｉｃａｌ Ｓｅｇｍｅｎｔａｔｉｏｎ Ｄｅｃａｔｈｌｏｎ Ｃｈａｌｌｅｎｇｅ 比赛中排

名第一，并在后续的其他比赛中也取得了不错的成

绩［１７］。 然而，肺肿瘤三维 ＣＴ 图像的特点是左右 ２
个区域的肺组织和肺肿瘤具有相似的纹理特征，上
述模型均忽略了长距离对象间的空间依赖。

１　 肺肿瘤三维 ＣＴ 图像分割模型

为了实现肺肿瘤的分割， 本文提出了基于

Ｔｒａｎｓｆｏｒｍｅｒ 的肺肿瘤三维 ＣＴ 图像分割模型。 首

先，通过分割主干模块来学习上下文表示，以达到抓

取图像的纹理和语义特征的目的；针对分割编码器

提取到的特征，设计了一种带有混合多头自注意力

的 Ｔｒａｎｓｆｏｒｍｅｒ 模块，该模块中的注意力结构带有独

立的空间分支和通道分支，用来学习全局层面的内

容表示；最后，为了自适应融合不同分支学习到的空

间表示和通道表示，设计了类别注意力模块，并最终

实现分割输出。
１．１　 分割主干模块

本文选用 ３Ｄ ｎｎＵ－Ｎｅｔ 作为分割主干模块来提

取上下文表示，编码器和解码器分别由 ６ 个编码层

和 ６ 个解码层构成。 ３×３×３ 的卷积块是所有编码层

的重要组成部分， Ｉｎｓｔａｎｃｅ Ｎｏｒｍａｌｉｚａｔｉｏｎ 和 Ｌｅａｋｙ
Ｒｅｌｕ 是激活函数。 在每个下采样阶段，使用跨步卷

积代替池化层，获得更具代表性的上下文表示。 建

立每一个解码层时，选用转置卷积的方式来进行上

采样。 为了集成更多的细节特征，从编码层到解码

层的跨层连接。 用 Ｚ ∈ ＲＨ×Ｗ×Ｄ×Ｃ 表示最后一个编码

层的输出特征，Ｈ、Ｗ、Ｄ 分别表示高度、宽度和深度，
通道数用 Ｃ 来表示，Ｚ 是输入图像的上下文表示。
１．２　 带有混合多头图像区域节点注意力的Ｔｒａｎｓｆｏｒｍｅｒ

模块

带有混合多头图像区域节点注意力（如图 １ 所

示）的 Ｔｒａｎｓｆｏｒｍｅｒ 模块将主干网络最后一个编码层

的输出特征 Ｚ ∈ ＲＨ×Ｗ×Ｄ×Ｃ 进行通道层面的分割

（Ｓｐｌｉｔ），分别得到 Ｘ１ ∈ ＲＮ× ｃ
４ 、Ｘ２ ∈ ＲＮ× ｃ

４ 、Ｘ３ ∈ ＲＮ× ｃ
２

作为由上至下的 ３ 个分支的输入。 Ｙ１ 和 Ｙ２ 经过通

道和空间的学习得到的特征可分别表示为：
Ｙ１ ＝ Ｗ２ Ｗ１Ｘ１ ＋ Ｂ１[ ] ＋ Ｂ２ （１）
Ｙ２ ＝ ＤＷＣｏｎｖ（ＦＣ（Ｘ２）） （２）

　 　 其中， Ｂ１ 和 Ｂ２ 是偏差向量，Ｗ１ 和Ｗ２ 是可学习

的权重矩阵。
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图 １　 混合多头图像区域节点注意力
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　 　 此外，给定分割出的特征图 Ｘ３，该模块将其重

塑为 Ｘ ∈ ＲＮ×Ｃ，Ｘ 中的第 ｊ 个位置 Ｘ ｊ ∈ Ｒ１×Ｃ 对应输

入图像的特定区域，其中 Ｎ ＝ Ｈ × Ｗ 是图像区域节

点的个数。 随后将 Ｘ 与可学习的矩阵相乘，生成新

的特征图｛Ｑ、Ｋ｝ ∈ ＲＮ×Ｃ，对此可表示为：
Ｑ ＝ ＷｑＸ （３）
Ｋ ＝ ＷｋＸ （４）

　 　 其中， Ｗｑ、Ｗｋ 是权重矩阵。
在 Ｑ 和 Ｋ 的转置之间执行矩阵乘法，目的是得

到相似性矩阵 Ａ ∈ ＲＮ×Ｎ，见式（５）：
Ａ ＝ ＱＫＴ （５）

　 　 ２ 个节点的特征越相似表示 ２ 个节点的语义之

间的相关性越强。 将特征 Ｘ 与另一个权重矩阵 Ｗｖ

相乘，生成特征投影 Ｖ，可由式（６） 进行描述：
Ｖ ＝ ＷｖＸ （６）

　 　 将相似性矩阵 Ａ 经过 ｓｏｆｔｍａｘ 激活后的结果与

Ｖ 之间执行矩阵乘法，计算公式具体如下：

Ｙ３ｊ ＝
ｅｘｐ

ａｉｊ
　 ｄｋ

æ

è
çç

ö

ø
÷÷

∑
Ｎ

ｉ ＝ １
ｅｘｐ

ａｉｊ
　 ｄｋ

æ

è
çç

ö

ø
÷÷

Ｖｉ （７）

　 　 其中， ｄｋ 是每个区域节点的特征数，ａｉｊ 表示图

像区域节点 ｉ 与 ｊ 的相似性，ｉ ∈ （１…Ｎ）、 ｊ ∈
（１…Ｎ） 分别表示矩阵 Ａ 的行和列。

从式（７）可以推断第 ｊ 个位置的结果特征 Ｙ３ｊ 是

所有位置的原始特征的加权和。 因此，该特征具有

全局上下文视图，并根据区域节点的相似性矩阵选

择性地聚合上下文。 为了避免学习过程中的偏差，
本文将上述图像区域节点注意力推广为多头图像区

域节点注意力。
１．２．１　 类别注意力模块

因为混合多头图像区域节点注意力模块中不同

分支学习到的多个信息对于肺肿瘤分割任务具有不

同的重要性，所以本文建立了一个新的类别注意力

模块（Ｆｕｓｉｏｎ），以得到增强后的特征，通过对注意力

得分的自适应加权，实现对来自不同分支的信息进

行自适应融合。
第 ｈ 个分支的信息分数为 Ｓｈ 的定义公式可写

为：
ｓｈｉ ＝ ｔａｎｈ Ｗｔｘｈ

ｉ ＋ ｂｔ( )[ ] ＴＳｔ （８）
　 　 其中，Ｗｔ 是可学习的权重矩阵；ｂｔ 是偏差向量；
Ｓｔ 用于捕获不同类别信息特征的上下文。

归一化注意力权重 α ｉ 的定义公式如下：

αｈ
ｉ ＝

ｅｘｐ ｓｈｉ( )

∑
Ｈ

ｈ ＝ １
ｅｘｐ ｓｈｉ( )

（９）

　 　 注意力增强后的节点特征向量 Ｙ
～

ｉ， 其计算见式

（１０）：

Ｙ
～

ｉ ＝ ∑
Ｈ

ｈ ＝ １
Ｙｈ

ｉ 􀱋 αｈ
ｉ （１０）

　 　 其中， “􀱋” 表示元素级乘积运算符。

最终，该模块将特征矩阵 Ｘ
～

１ 和原始信息Ｙｉ 进行

通道维度的拼接，并通过全连接层将其维度重新降

回到原始的通道数量，得到输出特征 Ｙ。
１．２．２　 混合多头图像区域节点注意力模块

混 合 多 头 图 像 区 域 节 点 注 意 力 模 块 在

Ｔｒａｎｓｆｏｒｍｅｒ 中的位置如图 ２ 所示，带有混合多头图像

区域节点注意力的 Ｔｒａｎｓｆｏｒｍｅｒ 模块的编码层中包含

Ｍ 层的混合多头图像区域节点注意力模块以及前馈

层（ＦＦＤ），因此第 ｍ 层的编码图像表示 Ｐｍ 的运算需

要用到：
Ｐｍ ＝ ＦＦＤ ＬＮ Ｐ′

ｍ( )( ) ＋ Ｐ′
ｍ （１１）

Ｐ′
ｍ ＝ ＭｉｘｅｒＭＨＳＡ ＬＮ Ｐｍ－１( )( ) ＋ Ｐｍ－１ （１２）

　 　 其中， ＬＮ 表示层归一化运算符。

L-Norm L-Norm FFN
Mixer
MHSA

图 ２　 混合多头图像区域节点注意力模块在 Ｔｒａｎｓｆｏｒｍｅｒ 中的位置

Ｆｉｇ． ２　 Ｐｏｓｉｔｉｏｎ ｏｆ Ｍｉｘｅｒ ＭＨＳＡ ｉｎ Ｔｒａｎｓｆｏｒｍｅｒ

　 　 经过混合多头自注意力的计算后， 将 Ｐ 重塑成

Ｚ ∈ ＲＨ×Ｗ×Ｄ×Ｃ。

２　 实验

２．１　 相关数据集

本文使用 Ｍｅｄｉｃａｌ Ｓｅｇｍｅｎｔａｔｉｏｎ Ｄｅｃａｔｈｌｏｎ Ｃｈａｌｌｅｎｇｅ

比赛中的 Ｌｕｎｇ Ｔｕｍｏｒｓ ｄａｔａｓｅｔ 数据集来评估模型的

性能，将其中 ６４ 例患者的肺部 ＣＴ 图像分为训练集

和测试集两个部分，该数据集中每位患者的 ＣＴ 图

像对应的真实标签仅有一项肺肿瘤标记，数据采自

不同医院的多台扫描仪，各个病例的体素大小并不

完全相同。 本文将所有 ＣＴ 图像的体素重采样为

８７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



１．２４×１．２４×０．７８ 大小，并使用水平和垂直翻转、随机

旋转、亮度和伽马噪声增强以及随即缩放等数据增

强方法来扩充现有的数据集。 ６４ 个案例被随机选

择 ２０％作为测试集，将其余的 ５６ 个案例随机划分

１０ 份，随机选择其中的 ９ 份作为训练集，１ 份用于

验证。
２．２　 评价指标

使用衡量空间体积关系的骰子系数 （Ｄｉｃｅ） ［１８］

和交并比 （ ＩｏＵ） ［１９］，以及形状相似度方面的豪斯多

夫距离 （ＨＤ） ［２０］， 来评估肺肿瘤的分割性能。
肿瘤的骰子系数 Ｄｉｃｅｔｕｍ 在 ０ 和 １ 范围内，值越

大表示分割结果越好。 可由式（１３）来计算：

Ｄｉｃｅｔｕｍ ＝
２ ｜ Ｐ ｔｕｍ ∩ Ｇ ｔｕｍ ｜
｜ Ｐ ｔｕｍ ｜ ＋ ｜ Ｇ ｔｕｍ ｜

（１３）

　 　 其中， Ｐ ｔｕｍ 和 Ｇ ｔｕｍ 分别表示分割结果和真实标

签。
肿瘤的 ＩｏＵｔｕｍ，可由式（１４） 来求值：

ＩｏＵｔｕｍ ＝
｜ Ｐ ｔｕｍ ∩ Ｇ ｔｕｍ ｜
｜ Ｐ ｔｕｍ ∪ Ｇ ｔｕｍ ｜

（１４）

　 　 真实标签（Ｇｒｏｕｎｄ Ｔｒｕｔｈ）的边界与分割的肿瘤

边界之间的 ＨＤ 定义见式（１５）：
ＨＤｔｕｍ Ｐｔｕｍ，Ｇｔｕｍ( ) ＝ ｍａｘ ｈ Ｐｔｕｍ，Ｇｔｕｍ( ) ， ｈ Ｇｔｕｍ，Ｐｔｕｍ( ){ }

（１５）
　 　 其中， ｈ（Ｐ ｔｕｍ， Ｇ ｔｕｍ） 表示 Ｐ ｔｕｍ 与 Ｇ ｔｕｍ 之间的距

离，见式（１６）：
ｈ Ｐ ｔｕｍ，Ｇ ｔｕｍ( ) ＝ ｍａｘ

ｐ∈Ｐｔｕｍ
ｍｉｎ
ｇ∈Ｇｔｕｍ

‖ｐ － ｇ‖ （１６）

　 　 其中， ｐ 和 ｇ 分别来自 Ｐ ｔｕｍ 和 Ｇ ｔｕｍ。
研究可知，ＨＤｔｕｍ 值越小，分割效果越好。

２．３　 与其他方法的比较

为了进一步评估模型的性能，将本文的模型与

其他先进的肺肿瘤分割模型 ＳＣＡＮＳ、 ３Ｄ Ｕ－Ｎｅｔ、
Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ、 ３Ｄ ｎｎＵ－Ｎｅｔ 、 ３Ｄ ＲｅｓＮｅｔ 进行了对

比实验，实验结果见表 １。 本文的模型在骰子系数

和豪斯多夫距离等方面取得了领先于其他网络的分

割效果，在肿瘤分割方面，本文模型的骰子系数达到

了最高水平、 为 ０． ７７８， 比 ＳＣＡＮＳ 高 １． ２１％， 比

Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 提升了 ２．２５％，比 ３Ｄ Ｕ－ｎｅｔ 高４．４３％，
比 ３Ｄ ｎｎＵ－Ｎｅｔ 以及 ３Ｄ ＲｅｓＮｅｔ 分别提高了３．５％和

２．５％；在交并比方面，模型的最佳交并比为 ０．６５５ １，
比 Ａｔｔｅｎｔｉｏｎ Ｕ － Ｎｅｔ、 ３Ｄ Ｕ － ｎｅｔ、 ３Ｄ ｎｎＵ － Ｎｅｔ 和

３ＤＲｅｓＮｅｔ 分别高出 ３．３９％、５．３５％、３．５７％和２．９６％。此
外，本文的模型得到了最低的豪斯多夫距离值

６３．６４１ ７ ｍｍ，分别比其他方法优化了３０．３５５ ３ ｍｍ、

２．８５７ １ ｍｍ、４５．７３１ ６ ｍｍ、和４０．３８７ ２ ｍｍ。

表 １　 本文的模型和其他先进模型比较的结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｗｉｔｈ ｏｔｈｅｒ
ａｄｖａｎｃｅｄ ｍｏｄｅｌｓ

模型
骰子系数

（Ｄｉｃｅｔｕｍ）
交并比

（ ＩｏＵｔｕｍ）
豪斯多夫距离

（ＨＤｔｕｍ） ／ ｍｍ

ＳＣＡＮＳ ０．７６５ ９ － －

３Ｄ Ｕ－Ｎｅｔ ０．７３３ ７ ０．６０１ ６ ９３．９７７ ０

Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ ０．７５２ ５ ０．６２１ ２ ６６．４９８ ８

３Ｄ ｎｎＵ－Ｎｅｔ ０．７４３ ０ ０．６１０ ４ １０９．０１３ ３

３Ｄ ＲｅｓＮｅｔ ０．７５３ ０ ０．６２５ ５ １０４．０２８ ９

本文模型 ０．７７８ ０ ０．６５５ １ ６３．６４１ ７

３　 结束语

本文提出了一种新的基于 Ｔｒａｎｓｆｏｒｍｅｒ 的分割

模型提取和整合图像区域间的空间关联。 该模型所

包含的带有混合多头图像区域节点注意力的

Ｔｒａｎｓｆｏｒｍｅｒ 模块以及类别注意力模块，分别学习和

融合了肺部 ＣＴ 图像的空间层面和通道层面的信

息。 实验结果表明，该模型具有从 ＣＴ 图像中分割

肺肿瘤的潜力并为治疗提供帮助。
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