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利用共有属性采样改进的 ＲｉｐｐｌｅＮｅｔ 推荐模型

江　 山， 韩永华
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摘　 要： 针对 ＲｉｐｐｌｅＮｅｔ 模型推荐结果中存在的用户兴趣属性失真问题，提出一种利用共有属性采样改进的推荐模型 Ｒｉｐｐｌｅ⁃
Ｎｅｔ－ＣＡ。 首先，该模型通过共有属性采样替代原模型的随机采样，来重构知识图谱上的扩展偏好集合（ＲｉｐｐｌｅＳｅｔ），基于增加

ＲｉｐｐｌｅＳｅｔ 内部节点间的共有属性频数、增强多跳扩展偏好之间的相关性，来提高用户特征包含的信息量。 此外，将用户特征

和物品特征送入模型，计算用户点击物品的概率，通过排序点击概率得到 ｔｏｐ － ｋ 推荐。 实验结果表明，该模型在用户历史偏

好多样的场景下，推荐结果更加符合用户的偏好习惯，推荐指标 ＡＵＣ （Ａｒｅａ Ｕｎｄｅｒ Ｃｕｒｖｅ）和多样性均获得了相应提升。
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０　 引　 言

随着互联网信息技术的飞速发展，互联网上的内

容数量呈指数级增长，随之而来的信息过载问题日益

突出。 传统推荐系统虽然降低了人们获取信息的成

本，提高了用户获取有用信息的效率，一定程度上解

决了信息过载问题，但仍然存在冷启动、数据稀疏、可
解释性［１－２］差、推荐内容与用户兴趣［３－６］不符等问题。
知识图谱作为辅助信息，能够解决推荐系统的数据稀

疏和冷启动问题，并且为推荐结果提供了可解释性。
ＲｉｐｐｌｅＮｅｔ［７］模型引入谷歌构建好的电影知识

图谱，将用户历史偏好物品与知识图谱实体对

齐［８］，在对齐后的知识图谱上，以用户评分超过 ４ 分

的电影作为扩散起点集合，以知识图谱中连接实体

的关系边向外扩散 ２ 次，将得到的实体集合作为用

户兴趣的扩展［９］。 扩展偏好解决了用户电影交互

数据集稀疏的问题。 通过扩展偏好筛选出的推荐电

影，在知识图谱上的高相关概率扩散路径也可以解

释推荐这部电影的原因，增强了推荐结果的可解释

性。 其不足之处，是在偏好扩散采样过程中，固定采

样邻居个数的采样方法，在邻居较多和较少时，可能

采样到无关语义下的物品，从而引入噪声。 固定采

样邻居个数随机采样得到的偏好，不能准确区分用

户对不同偏好物品之间相同属性的喜爱程度，从而

导致模型准确率下降。 同时，单次采样无法得到用

户兴趣属性种类的真实分布，导致推荐结果中用户



兴趣属性多样性和推荐满意度下降。
刘伟江等学者［１０］考虑到 ＲｉｐｐｌｅＮｅｔ 模型在偏好

扩散过程中，随着跳数的增大，偏好传播中噪声引起

的偏好失真导致最下层的物品与最上层的物品相关

概率大幅下降的问题，提出了“同级参评用户与同

级受评项目具有同级评分”的思想，通过采样减少

了不必要的计算量，降低了无关语义路径［１１］ 引入的

噪声。 首先制定优先选择由高词频语义关系连接的

知识图谱节点的偏好扩散规则，然后对偏好传播中

的噪声进行修正，最后构建用户兴趣送入模型进行

预测。 这种方法将隐式反馈细化为 ３ 个级别，提高

了 ＲｉｐｐｌｅＮｅｔ 推荐的准确率。 不足之处是，没有考虑

到用户兴趣属性多样性的问题，也无法同时满足模

型推荐的多样性、新颖性和用户满意度。
文献［１２－１５］通过对项目高阶邻居节点的聚

合， 有效地提升推荐性能，通过注意力机制识别项

目周围实体的重要性。 虽然相比 ＲｉｐｐｌｅＮｅｔ 模型的

随机选择邻居方式更具优势，但仍忽视了实体之间

的联系。 针对于此，文献［１６］考虑到了实体之间的

联系，重构用户兴趣特征，提出了基于知识图谱共同

邻居 排 序 采 样 的 推 荐 模 型 （ Ｋｎｏｗｌｅｄｇｅ Ｇｒａｐｈ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ － Ｐｕｂｌｉｃ Ｎｅｉｇｈｂｏｒｓ ｓｏｒｔｉｎｇ，
ＫＧＣＮ－ＰＮ）。 首先，通过共同邻居排序采样，保留了

偏好传播过程中上下层之间共有属性最多的邻居节

点，提高了采样后用户兴趣所包含的信息量；然后，
使用卷积神经网络提取采样后的偏好数据集的特

征，送入 ＫＧＣＮ 模型进行推荐；在数据稀疏的情况

下提高了推荐结果的 ＡＵＣ、ＡＣＣ； 不足之处是 ＫＧＣＮ
模型的推荐结果缺乏可解释性。

文献［１７］将知识图谱推荐系统与多目标优化算

法结合，同时从推荐的准确率、多样性和可解释性三

个方面优化，为推荐系统评价标准提供了新的研究思

路。 目前，推荐算法性能大多从准确率进行评估。 然

而，不断提高推荐结果的准确性，可能导致多样性和

可解释性下降，造成“信息茧房” ［１８］ 效应。 真正好的

推荐系统应该同时兼顾多种评估指标。 虽然知识图

谱为推荐系统带来了多样性、可解释性等方面性能提

升，但现有研究却很少从这些性能上进行评估。 本文

从提高用户兴趣属性多样性角度出发，通过设计偏好

共有属性采样，对 ＲｉｐｐｌｅＮｅｔ 模型进行了改进。

１　 ＲｉｐｐｌｅＮｅｔ－ＣＡ 模型

本章介绍了与本文工作相关的模型，其中包括

２ 类模型。 一类是向外传播（ｏｕｔｗａｒｄ ｐｒｏｐａｇａｔｉｏｎ）模

型，代表模型是 ＲｉｐｐｌｅＮｅｔ。 该模型模拟水波向外扩

散，将知识图谱上扩散的实体视为用户潜在的偏好

物品，通过计算层级之间的相关性，筛选出相关性高

的用户潜在感兴趣［１９］ 的物品。 另一类是向内聚合

模型，代表模型是 ＫＧＣＮ 模型。 ＫＧＣＮ 在学习知识

图谱中实体特征时，聚合了该实体的邻居特征表示。
通过增加迭代次数，邻居的定义可以扩展到多跳之

外，从而实现了对用户潜在兴趣的挖掘。
上述 ２ 类模型各有优缺点，ＲｉｐｐｌｅＮｅｔ 模型可以

自动挖掘用户潜在偏好，可解释性好，但是当知识图

谱规模扩大时，运行时间会呈指数级增长。 ＫＧＣＮ
推荐准确率高，而且当知识图谱增大时运行时间变

化不大，但由于使用图神经网络替代相关概率筛选

偏好邻居节点，无法提取路径进行解释，可解释性

差。 由此可见，这 ２ 类模型都没有考虑到知识图谱

偏好物品之间的共有属性。 ＫＧＣＮ － ＰＮ 解决了

ＫＧＣＮ 忽视偏好间邻居关系的问题，而本文主要解

决了 ＲｉｐｐｌｅＮｅｔ 忽视偏好间共有属性的问题。
ＲｉｐｐｌｅＮｅｔ－ＣＡ 模型框架如图 １ 所示。 由图 １ 可

知，ＲｉｐｐｌｅＮｅｔ－ＣＡ 模型框架主要由采样模块和预测

模块两部分组成。
　 　 采样模块使用 ＲｉｐｐｌｅＳｅｔ 共有属性采样，替代偏

好传播过程中原模型的随机采样。 通过 ＲｉｐｐｌｅＳｅｔ
共有属性采样重构偏好特征，使 ＲｉｐｐｌｅＳｅｔ 内部节点

间的相关性得到了增强，用户偏好特征包含的信息

量得到了提高。 采样模块的构思来自于偏好传播过

程中干涉加强现象的启发。
预测模块的描述如下：ＲｉｐｐｌｅＮｅｔ 是一个结合知

识图谱端到端的推荐模型，通过重构物品 ｖ和用户 ｕ
的特征表示，计算用户点击物品的概率，并据此预测

用户 ｕ 对物品 ｖ 的潜在兴趣。 假设所有用户兴趣分

布满足正态独立同分布，最大化观测到的知识图谱

Ｇ和交互矩阵 Ｙ的模型参数的后验概率。 模型的目

标是通过知识图谱关注用户的对物品的偏好，其训

练的预测函数为：
ｙｕｖ ＝ Ｆ（ｕ，ｖ，δ） （１）

　 　 其中， ｙｕｖ 表示用户 ｕ点击物品 ｖ的概率， δ 表示

函数 Ｆ 的参数。
使用小批量梯度下降算法优化损失函数为：
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图 １　 ＲｉｐｐｌｅＮｅｔ－ＣＡ 模型框架

Ｆｉｇ． １　 Ａ ＲｉｐｐｌｅＮｅｔ－ＣＡ ｍｏｄｅｌ ｆｒａｍｅｗｏｒｋ

１．１　 偏好传播

１．１．１　 偏好特征构造

由图 １ 可知，波纹中心点就是种子节点。 波纹

集合是由与种子节点有 ｋ 跳（ｈｏｐ）距离的三元组组

成。 一跳节点表示一个三元组关系可以连接的节

点，知识图谱作为偏好传播的距离由跳数 ｋ 决定，而
第零阶段则代表用户的历史种子节点。 用户 ｕ 的 ｋ
跳波纹集和（ＲｉｐｐｌｅＳｅｔ）被定义为头节点 ｈ 在 εｋ－１

ｕ 中

的三元组集合：
Ｓｋ
ｕ ＝ ｛（ｈ，ｒ，ｔ） ｜ （ｈ，ｒ，ｔ） ∈ εｋ－１

ｕ ｝， ｋ ＝ １，２，…，Ｈ
（３）

　 　 ＲｉｐｐｌｅＮｅｔ 的用户特征聚合了多跳 ＲｉｐｐｌｅＳｅｔ 的
节点特征和路径特征，并且能够给出相关性最高的

路径作为可解释的推荐结果。 ｈ 和 ｖｉ 在关系空间 Ｒ ｉ

的相似度也叫做相关概率 ｐｉ， 计算公式为：

ｐｉ ＝ ｓｏｆｔｍａｘ（ｖＴＲｉｈｉ） ＝
ｅｘｐ（ｖＴＲｉｈｉ）

∑ｅｘｐ（ｖＴＲｈ）
（４）

用户兴趣特征 ｕ 的计算公式为：

ｕ ＝ ∑ｐｉ ｔｉ （５）

　 　 最后，结合用户特征和物品特征计算预测的点

击概率：

ｙ^ｕｖ ＝ ｓｉｇｍｏｉｄ（ｕＴｖ） （６）

　 　 用户兴趣电影共有属性如图 ２ 所示。 图 ２ 中，
用户兴趣在构建的电影知识图谱传播过程中，奇数

跳尾节点表示用户感兴趣电影的属性实体，偶数跳

尾节点表示偏好属性对应的电影实体。

战狼

金刚川

珍珠港

长津湖

用户

国家：中国

题材：战争

国家：美国

主演：吴京

水门桥

战狼2

八佰

决战中途岛

偏好电影（收藏列表） 电影属性 推荐电影

图 ２　 用户兴趣电影共有属性

Ｆｉｇ． ２　 Ｕｓｅｒ ｐｒｅｆｅｒｅｎｃｅ ｆｏｒ ｃｏ－ｏｃｃｕｒｒｉｎｇ ａｔｔｒｉｂｕｔｅｓ

　 　 由图 ２ 可见，一跳波纹集合用户 Ａ 的偏好的属

性实体为：中国，战争，吴京等；二跳波纹集和用户 Ａ
的扩展偏好电影实体为：水门桥、战狼 ２、八佰、决战

中途岛。 每部电影属性［２０］ 偏好在提取出的三元组

中的 （ ｒ，ｔ） 组合特征共有频次，代表了用户对该偏
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好物品的偏爱程度。
用户兴趣经过两跳以上的传播，由于相关概率

ｐｉ 小于 １，三跳及以后的偏好与种子相关性急剧下

降且 ＲｉｐｐｌｅＳｅｔ 呈爆炸性增长，极大地增加了计算

量。 因此，相关研究一般默认超参数跳数 Ｈ ＝ ２。 虽

然文献［１６］ 通过增强用户高阶兴趣，表示在 Ｈ ＝ ３、
Ｈ ＝ ４ 时获得了最优效果，但仍然存在计算量巨大的

问题。
１．１．２　 干涉加强

用户兴趣在知识图谱传播过程中存在像水波扩

散一样的现象。 随着波纹扩散，波纹逐渐衰减［２１］，
但当存在多个波源时，波纹间会相互叠加形成干涉

加强［６］区域。 即如图 １ 中采样模块所示，用户的偏

好物品扩散出的波纹集会产生多个波纹，波纹间通

过偏好物品间的共有属性产生联系，相互干涉叠加

形成干涉加强区域，即图 １ 中深色节点集合。
为此，本文提出一种设想：如果能够尽可能多地

将干涉加强区域（即采样出图 １ 中采样模块右侧的

子图）采样出来作为用户兴趣特征，则该模型将能

更快速和充分地学习到用户兴趣，使推荐在用户兴

趣属性层面更具准确性和多样性。
１．２　 ＲｉｐｐｌｅＮｅｔ 采样算法改进

１．２．１　 随机采样

ＲｉｐｐｌｅＮｅｔ 的采样方式借鉴了 ＧｒａｐｈＳａｇｅ［２２］、
ＦａｓｔＧＣＮ［２３］、ＡＳ－ＧＣＮ［２４］等的采样方式，对每个节点

进行固定数量邻居的随机采样。 与基于 ＧＣＮ 改进

模型的采样方式不同的是，ＧＣＮ 模型学习的是图的

整体嵌入，采样要考虑图的原始结构分布信息，需要

学习包含图结构分布的图嵌入，计算开销巨大。 而

ＲｉｐｐｌｅＮｅｔ 仅考虑知识图谱作为辅助信息的偏好物

品概率分布，并未考虑图的原始结构分布信息，因此

无需学习图结构分布的图嵌入。 ＲｉｐｐｌｅＮｅｔ 采用三

路张量分解来表示三元组结构信息，获得三元组的

嵌入，而非整体知识图谱的图嵌入。 作为辅助信息

的知识图谱，应尽可能多地包含共有属性信息，否则

作为辅助信息的信息增益将会减少。
ＲｉｐｐｌｅＮｅｔ 采用随机采样的方法，不能很好地刻

画用户兴趣物品属性在知识图谱中的分布情况，采
样偏好过少会导致数据稀疏、冷启动，尤其是当固定

采样个数较小的时候。 随机选取节点的方式虽然能

够大幅减少计算量，但同时也会使用户兴趣数据集

具有不确定性，从而导致用户兴趣的不稳定，进而直

接影响推荐结果准确性。
由图 ２ 可知，ＲｉｐｐｌｅＮｅｔ 模型在 Ｈ 跳邻居上随机

地采样固定个数的邻居作为 Ｈ 阶偏好，这种采样方

式会丢失用户对不同偏好的喜爱程度信息。 比如用

户 Ａ 对中国电影偏好远比美国电影要多，结果通过

单次固定个数的随机采样，大概率会丢失用户对不

同类型电影属性的比例信息，导致模型误判美国或

其它国家电影为用户最喜欢的电影类型，从而影响

推荐结果的准确性。 再比如，用户 Ａ 有 １００ 部喜欢

的电影，其中不同国家电影比例为中国：美国：俄
国＝ １８ ∶ １ ∶ １。 按照原有的 ＲｉｐｐｌｅＮｅｔ 模型采样算

法，随机采样 ３２ 部电影，单次采样的结果中 ３ 个国

家电影的比例很难与采样前保持一致，无论是对美

国和俄国的电影进行更多次或更少次的采样都会引

入噪声。 事实上，电影的属性不止一种，用户感兴趣

的属性也不止一种，ＲｉｐｐｌｅＮｅｔ 模型也无法让推荐的

电影每种属性都能与用户的偏好相符。
１．２．２　 构造属性－类别权重矩阵

定义属性集合 Ｃ ＝ ｛ｃ１，ｃ２…，ｃｓ｝， 用来表示 （ ｒ，
ｔ） 组合特征的不同类别；用户偏好物品集合 Ｕ ＝
｛ｕ１，ｕ２，…，ｕｍ｝， 根据用户－评分数据和属性－类别

数据，统计得到属性－类别次数矩阵［２５－２６］。 偏好属

性－类别权重矩阵见表 １。 表 １ 中， ｎｉｊ 为用户 ｕｉ 所

喜欢物品属性在知识图谱中 （ ｒ，ｔ） 共现的次数。 规

定每个用户偏好物品对属性次数的总贡献值为 １，
因此对于有多个类别属性的用户偏好物品，应为该

类别偏好属性在偏好物品总类别中出现的频率。
如：某用户偏好物品有 ３ 个偏好属性，则每个偏好属

性的次数为 １ ／ ３。
表 １　 偏好属性－类别权重矩阵

Ｔａｂｌｅ １　 Ｐｒｅｆｅｒｒｅｄ ａｔｔｒｉｂｕｔｅ－ｃａｔｅｇｏｒｙ ｗｅｉｇｈｔ ｍａｔｒｉｘ

ｃ１ ｃ２ … ｃｓ

ｕ１ ｎ１１ ｎ１２ … ｎ１ｓ

ｕ２ ｎ２１ ｎ２２ … ｎ２ｓ

… … … … …

ｕｍ ｎｍ１ ｎｍ２ … ｎｍｓ

　 　 进一步可计算出用户偏好物品 ｕ 对偏好属性类

别 ｃ 的权重为：

ｐｕｃ ＝
ｎｕｃ

∑
ｃｓ

ｃ ＝ ｃ１

ｎｕｃ

（７）

　 　 其中，分子 ｎｕｃ 表示用户偏好物品 ｕ 的属性 ｃ 在
知识图谱中共现的次数，分母表示用户偏好物品 ｕ
喜欢的所有物品不同属性的总频数之和。
１．２．３　 共有属性采样算法

针对 ＲｉｐｐｌｅＮｅｔ 模型在扩散偏好过程中采用随
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机采 样 邻 居 节 点 带 来 的 问 题， 本 文 提 出 基 于

ＲｉｐｐｌｅＳｅｔ 共有属性的 ＲｉｐｐｌｅＮｅｔ 的推荐算法，重构

用户兴趣 ｕ。 算法设定用户偏好误差门限 Ｔ， 可用

于调节用户偏好误差容忍度，即容许与用户历史偏

好有一定的差距。 Ｔ ∈ ［０，１］， 设置为 ０ 时，表示用

户偏好权重至少与历史偏好相等；大于 ０ 时，表示

用户偏好权重比历史偏好权重减少；值越大，减少的

程度越大。 共有属性采样算法描述见算法 １。
算法 １　 ＲｉｐｐｌｅＳｅｔ 共有属性采样

输入　 交互矩阵 Ｙ、知识图谱 Ｇ、固定采样个数

ｋ、偏好误差门限 Ｔ
输出　 ＲｉｐｐｌｅＳｅｔ
初始化：采样概率列表 Ｐ←［］　 采样索引列表

Ｉ ← ［］
１．为每个用户计算波纹集合 ｛Ｓｋ

ｕ｝ Ｈ
ｋ ＝ １

２．ｆｏｒ （ｈ，ｒ，ｔ） ｉｎ Ｇ ｄｏ
３．　 统计不同 ｈ 共有的（ ｒ，ｔ） 类别数 ｍ 和频数

ｎｕｃ

４． 　 计算 ｍ 类 （ｈ，ｒ，ｔ） 概率数组 Ｐ， Ｐｕｃ ＝
ｎｕｃ ／ ｓｕｍ（ｎｕｃ）

５．　 ｉｆ ｍ ＝ ｋ ｔｈｅｎ
６．　 　 查找 ｍ 类 （ｈ，ｒ，ｔ） 对应索引得到索引列

表 Ｉ
７．　 　 根据概率数组 Ｐ，采样个数 ｋ 和索引数

组 Ｉ 进行共有属性采样

８．　 ｉｆ ｍ ＜ ｋ ｔｈｅｎ
９．　 　 　 按 ｎｕｃ 排序 （ ｒ，ｔ）
１０．　 　 查找前 ｍ 类 （ｈ，ｒ，ｔ） 对应索引得到索

引列表 Ｉ
１１．　 　 根据概率数组 Ｐ，采样个数 ｋ 和索引数

组 Ｉ 进行共有属性采样

１２．　 ｉｆ ｍ ＞ ｋ ｔｈｅｎ
１３．　 　 按 ｎｕｃ 排序 （ ｒ，ｔ）
１４．　 　 计算前 ｋ × （１ ＋ Ｔ） 类 （ｈ，ｒ，ｔ） 概率数

组 Ｐ，Ｐｕｃ ＝ ｎｕｃ ／ ｓｕｍ（ｎｕｃ）
１５．　 　 查找前 ｋ × （１ ＋ Ｔ） 类（ｈ，ｒ，ｔ） 对应索引

得到索引列表 Ｉ
１６．　 　 根据概率数组 Ｐ，采样个数 ｋ 和索引数

组 Ｉ 进行共有属性采样

１７．ｅｎｄ ｆｏｒ
１８．ｒｅｔｕｒｎ ＲｉｐｐｌｅＳｅｔ
文献［１６］通过信息熵公式，证明了共有属性采

样方法对采样结果包含信息量的提高：设 ｏｉ 的总信

息量为 Ｈ（ｏｉ）， 代表每个用户不同偏好物品的扩展

三元组中 （ ｒ，ｔ） 频数总和；Ｐｅ（ｖ） 表示基于用户不同

偏好物品的扩展三元组中共有 （ ｒ，ｔ） 排序采样得到

的（ ｒ，ｔ） 共有频数；Ｒｅ（ｖ） 表示随机采样得到的 （ ｒ，
ｔ） 共有频数；Ｐｅ（ｖ） 大于 Ｒｅ（ｖ）， 则上述 ２ 种算法采

样得到的 ｏｉ 信息差为：

∑
ｏ∈Ｕ

ｌｏｇ２Ｐｅ（ｖ） － ∑
ｏ∈Ｕ

ｌｏｇ２Ｒｅ（ｖ） （８）

　 　 式（８）展开为：
ｌｏｇ２Ｐｅ ｖ１( ) ＋ ｌｏｇ２Ｐｅ ｖ２( ) ＋ … ＋ ｌｏｇ２Ｐｅ ｖｋ( ) －

ｌｏｇ２Ｒｅ ｖ１( ) － ｌｏｇ２Ｒｅ ｖ２( ) － … － ｌｏｇ２Ｒｅ ｖｋ( ) （９）
整理得到：
ｌｏｇ２Ｐｅ ｖ１( ) － ｌｏｇ２Ｒｅ ｖ１( ) ＋ ｌｏｇ２Ｐｅ ｖ２( ) －

ｌｏｇ２Ｒｅ ｖ２( ) ＋ … ＋ ｌｏｇ２Ｐｅ ｖｋ( ) － ｌｏｇ２Ｒｅ ｖｋ( ) （１０）
分析可知，式（８）的计算结果大于或等于 ０。 因

为式（１０）只有在 ２ 种采样方式得到的实体均相同

时结果为 ０，其余情况结果均大于 ０。 换言之，基于

共有属性偏好［２５］排序采样得到的 ｏｉ 相较于随机采

样信息量更大，随机采样在一定程度上丢失了偏好

特征信息。
由图 ２ 可知，《战狼》和《金刚川》在考虑电影题

材和主演时是高度相似的，但在考虑年代或导演时

相似度会小很多，因此共有关系越多，２ 部电影之间

的相似度越高。 从图 １ 的采样模块可以看出，经过

偏好共有属性采样得到的用户兴趣子集中，共有关

系频数增多，上下层间关联度 ｐｉ 增大。 又因为 ｐｉ 正

比于 ｕ，ｕ 正比于 ｙ^ｕｖ， 所以该采样方法会使用户点击

物品的 ｙ^ｕｖ 增大，这在一定程度上验证了本文提出的

设想。
１．３　 实例分析

本节针对用户兴趣传播中一跳 ＲｉｐｐｌｅＳｅｔ 属性分

布进行实例分析。 以 Ｍｏｖｉｅｌｅｎｓ１Ｍ 数据集中用户

ｕ２０ 在电影知识图谱上对齐的偏好电影为例，用户

ｕ２０ 喜欢电影编号为 ２３０７、１６９３、２２８６ 的 ３ 部电影。
用户 ｕ２０ 知识图谱一跳路径三元组见表 ２。 表 ２
中，这 ３ 部电影分别有 １５、１１、１１ 条一跳路径三元

组。 这 ３ 部电影的共有偏好属性权重的比例为

ｌａｇｕａｇｅ２４５８ ∶ ｇｅｎｅｒｅ２６２４ ∶ ｇｅｎｅｒｅ２４９５ ∶ ｇｅｎｅｒｅ２５３５ ∶
ｇｅｎｅｒｅ３７３１＝ ３ ∶ ３ ∶ ２ ∶ ２ ∶ ２。 其余三元组路径，因
为没有共有属性，其二跳三元组路径与用户兴趣物

品的相关性大幅下降。
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表 ２　 用户 ｕ２０ 知识图谱一跳路径三元组

Ｔａｂｌｅ ２　 Ｕｓｅｒ ｕ２０ ｋｎｏｗｌｅｄｇｅ ｇｒａｐｈ ｏｎｅ－ｈｏｐ ｐａｔｈ ｔｒｉｐｌｅｓ

ｈｅａｄ ｒｅｌａｔｉｏｎ ｔａｉｌ ｈｅａｄ ｒｅｌａｔｉｏｎ ｔａｉｌ ｈｅａｄ ｒｅｌａｔｉｏｎ ｔａｉｌ

２３０７ ｌａｎｇｕａｇｅ ２４５８ ２２８６ ｌａｎｇｕａｇｅ ２４５８ １６９３ ｌａｎｇｕａｇｅ ２４５８

２３０７ ｒａｔｉｎｇ ２４７７ ２２８６ ｇｅｎｅｒｅ ２４９５ １６９３ ｇｅｎｅｒｅ ２５３５

２３０７ ｇｅｎｅｒｅ ２４９５ ２２８６ ｇｅｎｅｒｅ ２６２４ １６９３ ｇｅｎｅｒｅ ２６２４

２３０７ ｇｅｎｅｒｅ ２５３５ ２２８６ ｓｔａｒ ３４５８ １６９３ ｇｅｎｅｒｅ ３７３１

２３０７ ｇｅｎｅｒｅ ２６２４ ２２８６ ｒａｔｉｎｇ ３７２１ １６９３ ｇｅｎｅｒｅ ３９９１

２３０７ ｃｏｕｎｔｒｙ ２７５５ ２２８６ ｇｅｎｅｒｅ ６３６５ １６９３ ｒａｔｉｎｇ ５０４０

２３０７ ｇｅｎｅｒｅ ３７３１ ２２８６ ｃｏｕｎｔｒｙ ８６２７ １６９３ ｗｒｉｔｅｒ ２２４６７

２３０７ ｇｅｎｅｒｅ ６３６５ ２２８６ ｗｒｉｔｅｒ １２４０９ １６９３ ｄｉｒｅｃｔｏｒ ４４３６６

２３０７ ｓｔａｒ ６６４７ ２２８６ ｄｉｒｅｃｔｏｒ １２４０９ １６９３ ｗｒｉｔｅｒ ７９８１１

２３０７ ｄｉｒｅｃｔｏｒ ３３７７６ ２２８６ ｄｉｒｅｃｔｏｒ ５１１４１ １６９３ ｓｔａｒ １１４９８０

２３０７ ｗｒｉｔｅｒ ３４６３５ ２２８６ ｗｒｉｔｅｒ ９９４２６ １６９３ ｄｉｒｅｃｔｏｒ １２５２９８

２３０７ ｗｒｉｔｅｒ ４３０７８

２３０７ ｄｉｒｅｃｔｏｒ ４７４２５

２３０７ ｗｒｉｔｅｒ ５６０００

２３０７ ｄｉｒｅｃｔｏｒ １１１９７２

２　 实验验证

２．１　 数据集

本文使用 Ｍｏｖｉｅｌｅｎｓ１Ｍ 作为实验数据集。 该数

据集中包含了 ６ ０３６ 位用户记录与 ３８８３ 部电影，共
有 １ ０００ ２０９ 条评分（评分在 １ ～ ５ 之间），经过预处

理过滤掉无效评分数据，还剩 ７５３ ７７２ 条评分。
７５３ ７７２条评分中， ３７６ ８８６ 条评分大于 ４、 ３７６ ８８６
条评分小于 ４，评分大于 ４ 的组成用户历史偏好记

录。 本文的知识图谱是在 Ｗａｎｇ 等学者［７］ 基于

Ｍｉｃｒｏｓｏｆｔ Ｓａｔｏｒｉ 知识库构建的置信度大于 ０．９ 电影

知识图谱基础上形成的。 首先，通过 Ｍｉｃｒｏｓｏｆｔ Ｓａｔｏｒｉ
知识图谱和电影数据集中的用户历史偏好记录中电

影实体对齐，匹配出用户偏好电影的知识图谱子集；
然后，在电影知识图谱上扩展用户的交互记录，解决

了用户偏好数据稀疏的问题。
Ｍｏｖｉｅｌｅｎｓ１Ｍ 数据集的数据稀疏主要是指用户

和电影的交互不充分，平均每部电影的评分数和平

均每个用户评分过的电影数远小于用户数和电影

数。 计算 Ｍｏｖｉｅｌｅｎｓ１Ｍ 的数据集稀疏度为 ９６％，即
无评分数据占据整个样本空间 ９６％，需要从 ４％的

评分数据中学习用户偏好。 数据集稀疏度的计算见

式（１１）：

数据集稀疏度 ＝ 总评分数

用户数 × 电影数
（１１）

２．２　 评价指标

本文用 ＡＵＣ （Ａｒｅａ Ｕｎｄｅｒ Ｃｕｒｖｅ）及用户偏好属

性多样性 Ｄｉｖｅｒｓｉｔｙ［２６］ 作为评估指标。
根据用户偏好物品属性－类别权重矩阵，每个

用户对应一个属性分布向量，若各个偏好属性类别

分布均匀，则信息熵最大，表明用户偏好属性多样性

需求越大。 用户偏好属性多样性定义如式 （ １２）
所示：

Ｄｉｖｅｒｓｉｔｙ ｕ( ) ＝ － ∑
ｎ

ｃ ＝ １
ｐｕｃ ｌｏｇｎ ｐｕｃ （１２）

２．３　 实验结果分析

２．３．１　 最大跳数的影响

为了验证 ＲｉｐｐｌｅＮｅｔ－ＣＡ 的改进对 ＲｉｐｐｌｅＮｅｔ 模
型深层兴趣挖掘能力的提升，不同最大跳数 Ｈ 对模

型性能的影响，本文进行了对比实验，实验结果见

表 ３。
表 ３　 不同 Ｈ 对模型 ＡＵＣ 的影响

Ｔａｂｌｅ ３　 Ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ Ｈ ｏｎ ｍｏｄｅｌ ＡＵＣ

模型
Ｈ

１ ２ ３ ４

ＲｉｐｐｌｅＮｅｔ ０．９１６ ０．９２１ ０．９１５ ０．９１８

ＲｉｐｐｌｅＮｅｔ－ＣＡ ０．９１８ ０．９１９ ０．９３２ ０．９３０

ＫＧＣＮ ０．９７２ ０．９７６ ０．９７４ ０．５１４

　 　 实验表明，随着 Ｈ 的增大，ＲｉｐｐｌｅＮｅｔ－ＣＡ 模型

性能提升明显。 主要原因在于通过共现属性采样，
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用户高阶偏好物品间的共有属性变得更集中，相关

性更强。 当 Ｈ ＝ ４ 时模型没有像 ＫＧＣＮ 一样崩溃。
２．３．２　 用户偏好属性多样性

通过控制采样用户偏好误差门限 Ｔ 的大小，可
以调节共现属性采样的力度大小。 误差门限 Ｔ ＝
［０．２，０．４，０．６，０．８］，该参数对用户偏好属性多样性

（Ｄｉｖｅｒｓｉｔｙ） 的影响见表 ４。
表 ４　 不同 Ｔ 对模型 Ｄｉｖｅｒｓｉｔｙ 的影响

Ｔａｂｌｅ ４　 Ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ Ｔ ｏｎ ｍｏｄｅｌ Ｄｉｖｅｒｓｉｔｙ

模型
Ｔ

０．２ ０．４ ０．６ ０．８

ＲｉｐｐｌｅＮｅｔ－ＣＡ ０．４８０ ０．５５９ ０．６６２ ０．６３５

　 　 实验表明，当用户偏好误差门限为 ０．６ 时，采样

得到的结果属性多样性最高，极端情况下，模型相当

于直接按共现频次排序采样。

３　 结束语

本文提出基于知识图谱中共有属性采样的推荐

模型 ＲｉｐｐｌｅＮｅｔ－ＣＡ。 首先通过共有属性采样算法

重构知识图谱中每个实体的扩散偏好，然后使用偏

好知识图谱的嵌入特征并结合用户特征进行项目推

荐。 实验结果表明在电影推荐场景中，ＲｉｐｐｌｅＮｅｔ －
ＣＡ 在推荐多样性和 ＡＵＣ 性能上优于原模型。 该模

型不仅适用于电影推荐，也适用于其他构建了相应

知识图谱的领域。 通过本次研究实验发现，改进的

ＲｉｐｐｌｅＮｅｔ－ＣＡ模型相比于 ＲｉｐｐｌｅＮｅｔ 模型，推荐结果

电影属性更加多样，更符合用户历史偏好属性，对用

户高阶潜在兴趣的挖掘能力更强。
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