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摘　 要： ＦａｃｅＮｅｔ 作为人脸识别的一大跨越，以其高精度、低硬件配置等优势被广泛应用于各个人脸识别相关领域。 本文开源

了首个餐厅支付场景下的中国人脸数据集 ＣＮ－Ｆａｃｅ，该数据集拥有 １３ ０００ 人的人脸图像，总计 １００ ０００ 张。 此外，本文以 ＣＡ⁃
ＳＩＡ－ＷｅｂＦａｃｅ 作为训练集，利用改进后的 ＭｏｂｉｌｅＮｅｔ 主干网络，采取不同的注意力机制添加方法，改变激活函数并且融入

Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模块，大大降低了参数量和识别速度，显著提升了人脸识别精度。 相较于原版 ＦａｃｅＮｅｔ，在 ＬＦＷ 测试集

下，准确率达到 ９８．７９％，提升了 ２．７４％，在 ＣＮ－Ｆａｃｅ 数据集中准确率达到 ９５．２２％，提升了 １．３５％。
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０　 引　 言

人脸识别是个人身份认定中的重要一环，相较

于指纹识别和虹膜识别等身份认定手段，人脸识别

具有无接触性、非强制性、并发性等优势，在金融安

全、智能监控领域具有广泛的应用。 人脸识别系统

的基础是提取面部特征，并使用这些特征进行比较。
其中，深度学习（ＤＬ）模型提供了一种成功提取分析

数据特征的方法［１］。 许多应用都需要先进的人脸

识别技术，例如获取人脸信息、人机界面应用、多媒

体通信、创建人造人脸和管理基于内容的人脸数据

库［２］。 每个比较过程的接近值，是通过将识别过程

中被质疑图像的独特特征与人脸数据库中的其他特

征集进行比较来计算，通过考虑所有计算出的接近

度值来获得结果。 人脸识别应用程序的质量与人脸

识别数据库的创建，以及人脸识别过程中获得的人

脸姿势的质量成正比［３］。 人脸匹配最关键的是确

定 ２ 个不同人脸的特征表示，以确保正确匹配［４］。
人脸识别自上世纪 ９０ 年代被 Ｔｕｒｋ 团队实现并

开始应用迄今为止已经历了 ３０ 余年［５］，各种人脸识

别算法也陆续问世，一直作为身份认定的重要方法。
２１ 世纪，随着深度学习的兴起，运用深度学习挖掘

人脸特征成为人脸识别的主要途径。 ２００６ 年，
Ｈｉｎｔｏｎ 团队利用深度学习，提出了深度信念网络，挖
掘图像之间的非线性特征，获取图像的高维特

征［６－７］。 卷积神经网络（ＣＮＮ）的提出，加快了人脸

图像识别的发展。 ２０１４ 年，Ｔａｉｇｍａｎ 团队提出 Ｄｅｅｐ
Ｆａｃｅ 深度学习模型［８］，准确率达到了 ９７．３５％，突破



当时人脸识别准确率的最高记录。 同年，Ｓｕｎ 团队

在人 脸 识 别 任 务 中 引 入 了 度 量 学 习， 开 发 出

ＤｅｅｐＩＤ［４］。 ２０１５ 年，Ｇｏｏｇｌｅ 提出 ＦａｃｅＮｅｔ 人脸识别

模型，采用了卷积神经网络和 Ｔｒｉｐｌｅｔｌｏｓｓ 作为损失

函数，大大提高了人脸识别的精度［９］。 利用网络将

人脸图像映射入一个可测的向量空间，通过计算人

脸向量的欧氏距离，判定人脸相似度。 近年，对损失

函 数 的 修 改 取 得 有 效 的 进 展， ＡｄａＣｏｓ［１０］、
ＡｒｃＦａｃｅ［１１］、Ａｄａｐｔｉｖｅ Ｆａｃｅ［１２］、Ｃｉｒｃｌｅ Ｌｏｓｓ［１３］ 等损失

函数的提出，对人脸识别的识别率、推断速度等方面

有着不同程度的改进。 人脸数据集的发展是人脸识

别的重要途径，主要分为两大方向。 其一，对数据集

进行提纯清洗，例如通过清理ＭＳ－Ｃｅｌｅｂ－１Ｍ 数据集

（包括 １０ 万人的 １ 亿张人脸图像）， ｉＢＵＧ 得到

ＭＳ１Ｍ－ｉＢＵＧ 数据集（包括８．５万人的 ３８０ 万张人脸

图像），同样是 ＭＳ－Ｃｅｌｅｂ－１Ｍ 数据集，ＡｒｃＦａｃｅ 得到

ＭＳ１Ｍ－ＡｒｃＦａｃｅ 数据集（包括 ８．５ 万人的 ５８０ 万张人

脸图像）；其二，通过收集更多的人脸图像，当前最

大的 人 脸 数 据 集 为 文 献 ［ １３ ］ 提 出 的 数 据 集

ＷｅｂＦａｃｅ２６０Ｍ（包括 ４００ 万人的 ２．６ 亿人脸图像），
并且设计了可以自动利用且自训练的自动清洗

ｐｉｐｅｌｉｎｅ，所以 ＷｅｂＦａｃｅ２６０Ｍ 人脸数据集虽然巨大，
但也具有相当的清洁度。

１　 模型介绍

１．１　 ＦａｃｅＮｅｔ
ＦａｃｅＮｅｔ 是谷歌研究人员开发的用于人脸识别

的深度神经网络模型。 该模型使用卷积神经网络

（ＣＮＮ）架构，从面部图像中提取特征，然后将这些

特征映射到称为“面部嵌入”的高维空间。 该模型

使用大量人脸数据集进行训练，即使在光照、姿势和

表情变化等条件下也能准确识别人脸。 ＦａｃｅＮｅｔ 网
络结构如图 １ 所示。
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图 １　 ＦａｃｅＮｅｔ 网络结构

Ｆｉｇ． １　 ＦａｃｅＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＦａｃｅＮｅｔ 的关键创新是在训练期间使用三元组

损失函数 （Ｔｒｉｐｌｅｔ ｌｏｓｓ）， 其作用是使模型将同一个

人的图像映射到相似的人脸嵌入，将不同人的图像

映射到不同的嵌入，有助于模型学习，可以区分不同

个体的判别特征。

Ｔｒｉｐｌｅｔ ｌｏｓｓ 三元组损失是深度学习中用于度量

学习的一种损失函数，其目的是学习将输入映射到

度量空间的函数，使得相似的输入在度量空间中比

不同的输入彼此更接近。 度量空间可用于图像检

索、人脸识别和行人再识别等任务。
三元组损失函数接受 ３ 个输入：锚样本、正样本

和负样本。 其中，锚样本和正样本是同一类 ／类别的

２ 个示例，而负样本是不同类 ／类别的示例。 三元组

损失函数计算锚点和正样本间的距离，以及度量空

间中锚点和负样本间的距离。 目标是最小化锚点和

正样本间的距离，同时最大化锚点和负样本间的距

离。 Ｔｒｉｐｌｅｔ ｌｏｓｓ 可以表示为：
＝ ｍａｘ（ｄ ａ，ｐ( ) － ｄ ａ，ｎ( ) ＋ ｍａｒｇｉｎ，０） （１）

　 　 其中， ｄ（ａ，ｐ） 是 ａｎｃｈｏｒ 样本 ａ （取一张人脸图

像）和正样本 ｐ （同一人的不同人脸图像）的距离；
ｄ（ａ，ｎ） 是 ａｎｃｈｏｒ 样本 ａ （取一张人脸图像）和负样

本 ｎ （不同人的人脸像）的距离； ｍａｒｇｉｎ 作为一个超

参数，指定为零锚样本同负样本间最小期望距离。
若锚点同正样本间的距离较之锚点同负样本间的距

离至少小 ｍａｒｇｉｎ， 则损失为零，否则损失为正，并且

与距离间的差异成正比。
三元组损失函数通常与连体或三元组网络架构

结合使用，该架构由共享权重的同一网络的多个副

本组成，并采用多个输入，其输入将用于三元组中的

每个样本。 通过使用随机梯度下降或类似的优化算

法优化三元组损失函数来训练网络。 Ｔｒｉｐｌｅｔ ｌｏｓｓ 训
练阶段流程如图 ２ 所示。
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图 ２　 Ｔｒｉｐｌｅｔ ｌｏｓｓ训练阶段流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ｔｒａｉｎｉｎｇ ｐｈａｓｅ ｏｆ Ｔｒｉｐｌｅｔ ｌｏｓｓ
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１．２　 主干网络

ＭｏｂｉｌｅＮｅｔ 是一种深度神经网络架构［１４］，专为

高效移动和嵌入式视觉应用而设计，已广泛用于移

动设备的计算机视觉应用程序，以及其他资源受限

的环境。
ＭｏｂｉｌｅＮｅｔ 的关键思想是使用深度可分离卷积

代替传统卷积。 通过将卷积操作分成 ２ 个单独的

层：ｄｅｐｔｈｗｉｓｅ ｃｏｎｖｏｌｕｔｉｏｎ 层对每个输入通道应用一

个过滤器；ｐｏｉｎｔｗｉｓｅ ｃｏｎｖｏｌｕｔｉｏｎ 层应用了 １×１ 卷积

来组合跨通道的 ｄｅｐｔｈｗｉｓｅ 卷积结果。 以此减少网

络的计算成本和参数数量，同时保持视觉识别任务

的高精度。
ＭｏｂｉｌｅＮｅｔ 由 ３ 个阶段和自适应平均池化层与

全连接层构成，其中 ３ 个阶段分别为 ｓｔａｇｅ１、ｓｔａｇｅ２、
ｓｔａｇｅ３。 ｓｔａｇｅ１ 和 ｓｔａｇｅ２ 包含 ６ 个卷积层，ｓｔａｇｅ３ 包

含 ２ 个卷积层。
ＭｏｂｉｌｅＮｅｔ 还使用了一种“瓶颈”技术，用来进一

步降低计算成本。 在瓶颈中，输入通道首先使用 １×
１ 卷积扩展到更多通道，然后使用深度可分离卷积

进行处理，不仅有助于提高网络的表示能力，同时还

保持了较低的参数数量。

２　 实验方法

２．１　 数据集

２．１．１　 训练集

ＣＡＳＩＡ－ＷｅｂＦａｃｅ 是中国科学院自动化研究所

（ＣＡＳＩＡ）开发的大规模人脸识别数据集［１５］，其中包

含从互联网上收集的超过 １０ ０００ 个人的 ５００ ０００ 多

张图像。 在这个数据集中涵盖了每一个人不同姿

势、表情、光照条件和年龄的图片，并标记了每个人

的身份，便于数据集后续的扩展。
　 　 ＣＡＳＩＡ－ＷｅｂＦａｃｅ 数据集广泛用于人脸识别算

法的开发和评估，尤其是基于深度学习的方法。 数

据集的庞大规模和多样性，使其可用于训练稳健且

准确的人脸识别系统。
２．１．２　 测试集

２．１．２．１　 ＬＦＷ
ＬＦＷ（Ｌａｂｅｌｅｄ Ｆａｃｅｓ ｉｎ ｔｈｅ Ｗｉｌｄ） 是一种流行

的人脸识别数据集［１６］，由马萨诸塞大学的研究人

员创 建。 该 数 据 集 包 含 从 互 联 网 上 收 集 的

１３ ０００ 多张人脸图像，每张图像都标有图像中人物

的身份。
　 　 ＬＦＷ 数据集广泛用于评估人脸识别算法的性

能，特别是用于人脸验证任务（即确定 ２ 张图像是

否显示同一个人）。 这是一个具有挑战性的数据

集，因为图像通常是低质量的，在不同的光照条件下

拍摄的，并以各种姿势和表情显示面部。
本文实验利用 ｐａｉｒｓ 文件随机读取图像对，并通

过计算人脸图像特征向量的欧氏距离，将人脸阈值

确定为 ０．９０，测试所得准确率为 ９６．０５％。
２．１．２．２　 ＣＮ－Ｆａｃｅ

实验室通过与中国某公司合作，经过人脸截取、
图像聚类、图片清理等操作，共采集得到 １３４ ００ 个

人的 １００ ０００ 张左右的人脸图像。 该数据集仅包含

中国人脸，为当前最大的中国人脸数据集。
　 　 该数据集可用于 ＦａｃｅＮｅｔ 人脸训练和人脸图像

准确率测试。 本实验采用的测试集为部分上述数据

集，共包含 ８５７ 个人的 ８ ０００ 余张人脸图像。 相较

于 ＬＦＷ 测试集利用 ｐａｉｒｓ 文件随机读取图像，本实

验通过遍历整个人脸数据集，共产生 ３２０ 万人脸图

像对。 人脸阈值定为 ０．９０ 时，测试所得准确率为

９３．８７％。
２．２　 ＦａｃｅＮｅｔ 融合 ＥＣＡ 注意力机制模块

ＥＣＡ－Ｎｅｔ 是香港中文大学研究人员于 ２０２０ 年

推出的一种深度神经网络架构［１７］。 ＥＣＡ－Ｎｅｔ 的主

要思想是通过引入一种更有效的新型通道注意机

制，用以提高卷积神经网络（ＣＮＮ）的性能。
ＥＣＡ－Ｎｅｔ 中使用的通道注意机制基于一种“有

效通道注意”的新技术。 该技术沿通道维度对每个

特征图应用一维卷积核，并对输出应用 ｓｉｇｍｏｉｄ 激

活函数，以生成一组注意力权重，然后使用这些注

意力权重来缩放特征图，有效地放大或抑制结果

响应。
ＥＣＡ－Ｎｅｔ 中使用的有效通道注意机制与以往

的通道注意方法相比，需要的参数和计算量少很多，
同时在 ＩｍａｇｅＮｅｔ 分类和 ＣＯＣＯ 对象检测等各种基

准上实现了相当、甚至更好的性能。
ＥＣＡ 注意力机制侧重于通过对每个卷积层内

通道之间的交互进行建模，来学习通道方面的特征

依赖性。 通过将具有固定内核大小的一维卷积运算

应用于每个卷积层的输出，接着使用逐元素乘法，将
此操作的输出与原始特征图组合。

ＥＣＡ 注意力机制旨在计算高效且易于实施，同
时仍能在图像识别基准测试中取得最先进的结果，
已被证明在准确性和计算效率方面优于其他注意力

机制，如挤压和激发（ＳＥ）和全局上下文（ＧＣ）注意

力。 ＥＣＡ 注意力机制模块如图 ３ 所示。
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图 ３　 ＥＣＡ 注意力机制模块

Ｆｉｇ． ３　 ＥＣＡ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｍｏｄｕｌｅ

　 　 本文实验利用 ２ 种方式将 ＦａｃｅＮｅｔ 与 ＥＣＡ 注意

力机制融合：
（１）用 ＥＣＡ 模块代替一层 ＤＷ 卷积。 在 ｓｔａｇｅ２

中，利用 ＥＣＡ 模块取代一层 ＤＷ 卷积层。 采用通道

注意力机制，相当于对通道做减法，能有效减少参数

量和推断所需时间成本。
在 ＬＦＷ 测试集下得到了 ９５．３２％的准确率，虽

然准确率降低了 ０．７３ 个百分点，但参数量较之原版

减少了 ２７％，推断所需时间减少 ３０％。 有利于在低

配置硬件条件下达到实时检测效果。
（２）直接加入 ＥＣＡ 模块。 在 ｓｔａｇｅ２ 中， 间隔 ｄｗ

卷积层，加入 ３ 个 ＥＣＡ 注意力机制模块。 在 ＥＣＡ
注意力机制模块中， 一维卷积核大小 Ｋ 默认为 Ｋ ＝
５。 实验旨在探求人脸识别任务中，ＥＣＡ 模块添加

最合适位置及一维卷积核 Ｋ 的最佳大小。
　 　 ＥＣＡ－Ｌａｙｅｒ 不同 Ｋ 值测试结果见表 １。 由表 １
可知，当 Ｋ ＝ ７ 时，在 ＬＦＷ 测试集上取得的准确率

最高，为 ９８．３１％。

表 １　 ＥＣＡ－Ｌａｙｅｒ 不同 Ｋ 值测试结果

Ｔａｂｌｅ １　 Ｄｉｆｆｅｒｅｎｔ Ｋ ｖａｌｕｅ ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ＥＣＡ－Ｌａｙｅｒ ％

一维卷积核 Ｋ 准确率

３ ９２．８７

５ ９７．８１

７ ９８．３１

９ ９７．４０

１１ ８７．６３

２．３　 ＳｉＬＵ 激活函数

ＲｅＬＵ （Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ） ［１８］ 是人工神经网

络中使用的激活函数，函数的数学公式为：
ｆ（ｘ） ＝ ｍａｘ （０，ｘ） （１）

　 　 其中， ｘ 表示函数的输入， ｆ（ｘ） 表示输出。
激活函数 ＲｅＬＵ如图 ４ 所示。 由图 ４ 可知，当输

入为正时，函数返回与输入相同的值；当输入为负

时，函数返回 ０。
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图 ４　 激活函数 ＲｅＬＵ
Ｆｉｇ． ４　 Ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ ＲｅＬＵ

　 　 ＭｏｂｉｌｅＮｅｔ 原版使用 ＲｅＬＵ， 为适配 ＥＣＡ 模块，
现将激励函数 ＲｅＬＵ 改为 ＳｉＬＵ。

ＳｉＬＵ（Ｓｉｇｍｏｉｄ 线性单元）是人工神经网络中使

用的激活函数［１９］，也被称为 Ｓｗｉｓｈ， 是“具有线性输

出的自门控激活函数”的缩写。 ＳｉＬＵ 函数的数学公

式为：

ｆ（ｘ） ＝ ｘ
１ ＋ ｅ －ｘ （２）

　 　 其中， ｘ 表示函数的输入， ｆ（ｘ） 表示输出。
ＳｉＬＵ 是一个平滑且连续的函数，如图 ５ 所示。

由图 ５ 可看到，其形状与 Ｓｉｇｍｏｉｄ 函数相似，但具有

正范围内的线性分量。
　 　 实验证明，在 ＭｏｂｉｌｅＮｅｔ 作为主干网络的情况

下，以 ＳｉＬＵ函数代替ＲｅＬＵ函数可以在 ＬＦＷ 数据集

下取得 ９７．２３％的准确率。
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图 ５　 激活函数 ＳｉＬＵ
Ｆｉｇ． ５　 Ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ ＳｉＬＵ
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２．４　 融合 Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模块

Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 是一种神经网络架构，通
常用于自然语言处理（ＮＬＰ）任务，例如语言翻译、文
本分类和问答等。 这是 Ｔｒａｎｓｆｏｒｍｅｒ 架构的一个变

体，在 ２０１７ 年 Ｖａｓｗａｎｉ 等学者的论文“Ａｔｔｅｎｔｉｏｎ ｉｓ
Ａｌｌ Ｙｏｕ Ｎｅｅｄ”中被引入［２０］。

传统的 Ｔｒａｎｓｆｏｒｍｅｒ 架构［２１］ 的关键创新是使用

自注意力，允许模型一次性捕获输入序列中所有位

置对之间的依赖关系，使其非常适合需要理解远程

依赖关系的任务（如：机器翻译）。
Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 网络的核心在于通过上

下文转换器来提取全局特征，这也是其相异于传统

Ｔｒａｎｓｆｏｒｍｅｒ 的最大区别。 在上下文转换器中，输入

序列首先使用嵌入层转换为向量序列；这些向量由

一系列自注意层处理，其中每个向量关注序列中的

所有其他向量，以计算序列的加权表示；然后将得到

的加权向量序列通过前馈网络产生最终输出，这也

是 ＣＮＮ 网络的优点。
Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模块能有效结合 ＣＮＮ 和

Ｔｒａｎｓｆｏｒｍｅｒ 的优点，利用 Ｔｒａｎｓｆｏｒｍｅｒ 的空间自注意

力机制改善 ＣＮＮ 所固有的平移不变性和局限性，有
效提高人脸图像特征提取的有效性和完整性。

实验证明，Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模块能明显提

高人脸识别准确率，在 ＬＦＷ 数据集下得到 ９８．１６％
的准确率。
２．５　 实验结果分析

在 ＭｏｂｉｌｅＮｅｔ 同时融合 ＥＣＡ （Ｋ ＝ ７）和 ＳｉＬＵ 激

活函数与 Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模块后，人脸识别

准确率得到了显著提升，在 ＬＦＷ 数据集下达到了

９８．７９％，超过原版 ２．７４ 个百分点，同时在实验室自

采集数据集下准确率达到 ９５．２２％，提升了 １．３５％个

百分点，表明该网络具有较好的泛化能力，能更好地

提高模型提取人脸特征能力。 测试结果见表 ２。

表 ２　 不同网络结构在 ＬＦＷ 数据集上测试结果

Ｔａｂｌｅ ２　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅｓ ｏｎ ｔｈｅ ＬＦＷ
ｄａｔａｓｅｔ ％

改进策略 准确率

ＭｏｂｉｌｅＮｅｔ＋ＥＣＡ （Ｋ ＝ ５） ９７．８１

ＭｏｂｉｌｅＮｅｔ＋ＥＣＡ （Ｋ ＝ ７） ９８．３１

ＭｏｂｉｌｅＮｅｔ＋ ＳｉＬＵ ９７．２３

ＭｏｂｉｌｅＮｅｔ＋Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ ９８．１６

ＭｏｂｉｌｅＮｅｔ＋ ＳｉＬＵ ＋ ＥＣＡ （Ｋ ＝ ７）＋Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ ９８．７９

　 　 同样，在 ＣＡＳＩＡ －ＷｅｂＦａｃｅ 数据集下，不同的

ＥＣＡ 注意力机制添加方法对实验结果具有较大偏

差。 当人脸识别系统对实时性要求较高时，可考虑

利用 ＥＣＡ 模块代替一层 ｄｗ 卷积层，虽然降低了

０．７３个百分点，但是可以大大提高推断速度和参数

量，在特定场合具有一定的参考意义；在 ｓｔａｇｅ２ 中间

隔 ＤＷ 卷积层添加 ３ 个 ＥＣＡ 模块为最优方式，并且

通过对一维向量大小的实验证明， 在 ｋ ＝ ７ 时，ＥＣＡ
模块最为适合人脸识别任务。

为适配 ＥＣＡ 模块，将 ＤＷ 卷积层的激活函数由

ＲｅＬＵ 改为 ＳｉＬＵ， 同样在准确率方面得到了提升。
Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模 块 能 结 合 ＣＮＮ 和

Ｔｒａｎｓｆｏｒｍｅｒ，改善 ＣＮＮ 固有的平移不变性和局限

性，充分发掘 Ｔｒａｎｓｆｏｒｍｅｒ 的自注意力机制，加强全

局性、有效性方面特征的挖掘。 综合以上的改进，最
终在 ＬＦＷ 测试集上取得了 ９８．７９％的准确率，提升

了 ２．７４ 个百分点，在 ＣＮ － Ｆａｃｅ 数据集上取得了

９５．２２％的准确率，提升了 １．３５ 个百分点。 图 ６ 为

ｌｏｓｓ 曲线。 由图 ６ 可见，最终 ｌｏｓｓ 已趋近于 ０。
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图 ６　 损失函数 ｌｏｓｓ曲线

Ｆｉｇ． ６　 Ｔｈｅ ｃｕｒｖｅ ｏｆ ｆｕｎｃｔｉｏｎ ｌｏｓｓ

３　 结束语

本文首次将 ＥＣＡ 注意力机制模块与 ＦａｃｅＮｅｔ 相
结合，并将 Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 模块应用到人脸

识别任务中。 一方面从提高人脸识别判断速率进行

实验，另一方面从提高人脸准确率入手，解决人脸识

别现实工程中面临的两大问题。 分别在 ＬＦＷ 数据

集和自采集的中国人脸数据集上进行测试，实验结

果表明均存在明显提升，说明该改进方法具有一定

泛化能力。 ＣＮ－Ｆａｃｅ 数据集已经在 ｇｉｔｈｕｂ 中进行了

开 源 （ ｈｔｔｐｓ： ／ ／ ｇｉｔｈｕｂ． ｃｏｍ ／ Ｐｌａｎｋｔｏｎｗｉｔｈｃｒａｂ ／ ｆａｃｅ －
ｄａｔａｓｅｔ－ｏｆ－ＣＮ。

当前开源数据集中，中国人脸乃至亚洲人脸极

５６第 ３ 期 陈经纬， 等： 融合 ＭｏｂｉｌｅＮｅｔ 与 Ｃｏｎｔｅｘｔｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 的人脸识别研究



其匮乏，现有的亚洲人脸数据集通过爬虫方法获得，
大多属于明星人脸，由于妆容特效等原因，不能很好

地应用到人脸识别研究中。 本实验室将进一步加大

中国人脸数据集的收集及清理，为广大学者提供更

优质的数据集。
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ｍｏｄｅｌ ｗｉｔｈ ｍｏｄｉｆｉｅｄ ＲｅＬＵ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｆｏｒ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｏｆ
ｄｉｓｅａｓｅ ｔｙｐｅ ａｎｄ ｓｅｖｅｒｉｔｙ ｉｎ ｃｕｃｕｍｂｅｒ ｐｌａｎｔ ［ Ｊ ］ ． Ｓｕｓｔａｉｎａｂｌｅ
Ｃｏｍｐｕｔｉｎｇ： Ｉｎｆｏｒｍａｔｉｃｓ ａｎｄ Ｓｙｓｔｅｍｓ， ２０２１， ３０： １００４７３．
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