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摘　 要： 随着全球气温变暖的加剧，解决全球变暖问题愈加紧迫，本文综合分析了全球气温变化趋势，并针对传统的气温预测

模型的局限性进行了研究，在此基础上建立了一种基于机器学习和时间因子的温度预测模型。 该模型从时间层面研究气温

变化，对时序性温度数据进行数据分析，根据数据变化趋势得出时间和温度数据的变化呈现周期性，并计算不同时间因子对

温度模型的影响程度，通过影响程度对时间数据进行细腻化。 将不同时间细腻度下的时间数据分别导入 ＸＧＢｏｏｓｔ 等机器学

习模型中进行训练和预测，并对结果进行对比分析。 实验结果表明，时间细腻度等于 ５ 时均方根误差最小，ＸＧＢｏｏｓｔ 模型的均

方根误差在 ０．２６ 左右，精度达到 ９９．１８％。
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０　 引　 言

２１ 世纪以来，全球气候变暖问题日益突出。 全

球气候变暖与人类活动密切相关，人口数量的激增、
大量燃烧化石燃料、排放工业废气废水、汽车尾气和

砍伐树木等都造成了二氧化碳等温室气体含量的增

加。 全球气候变暖又会导致海平面上升、冰川融化等

问题出现，从而影响人类的健康及居住环境［１］。 研究

全球气温变化的趋势，将对采取有效措施来保障人类

与自然界和谐发展具有一定的参考意义。
目前，全球气候变化预测主要包括贝叶斯预测模

型［２］、神经网络、时间序列［３］、随机森林［４］，等方法。

２００６ 年，薛宇峰等学者［５］ 利用人工神经网络预测了

全球气温变化趋势，得到了全球气温将持续偏高的结

论。 ２０２１ 年，侯惠清［６］建立基于 ＢＰ 神经网络的全球

气候变化预测模型，预测全球平均气温将呈现缓慢上

升的趋势。 在 ２０２２ 年，寇露彦等学者［７］ 建立了多个

因素的向量自回归模型，预测未来 ２５ 年加拿大的平

均气温和平均降水量。 赵成兵等学者［８］、Ｓｔｒｏｂａｃｈ 等

学者［９］和白雪［１０］ 通过季节性时间建立了预测模型。
这些研究都在气温预测上取得了不错的成果。 但是

部分没有考虑到气候变化与时间因子的密切联系。
为解决部分气温变化模型与时间因子相关性不高而

导致的预测不精确的问题，本文建立了基于机器学习



和时间因子的温度预测模型，在时间层面上研究温度

的变化趋势，并结合 Ｋｅ 等学者［１１］提出的 ＸＧＢｏｏｓｔ 等
一系列机器学习模型对数据集进行了训练和预测，得
到了较高精度的优化结果。

本研究使用的数据来源为 Ｂｅｒｋｅｌｅｙ Ｅａｒｔｈ，数据

涵盖了地表温度记录中最权威的 ３ 家机构所观测的

数据，分别是：英国的 ＨａｄＣｒｕｔ、美国的 ＮＡＳＡ 和

ＮＯＡＡ。 数据包括 １８３３～２０１２ 年的 ３ ２３９ 个月中，４８
个国家和 １００ 个城市的月平均气温和修正气温，以
及各城市的坐标。

本文研究观测到过去 ３０ 年来全球气温上升的

趋势，全球变暖已无法避免。 由于全球各国的气候

变化数据比较丰富，因此本文以中国从 １８３８ 年到

２０１２ 年的月平均温度为例，构建气温预测模型。

１　 基于时间因子的气温预测模型

１．１　 ＸＧＢｏｏｓｔ 模型

ＸＧＢｏｏｓｔ 模型的主要思想是使用多个弱分类

器、即决策树逐步提高模型的拟合能力。 在时间序

列预测中，可以使用多个决策树学习过去一段时间

的数据，预测未来的数值。 每一轮迭代中，ＸＧＢｏｏｓｔ
模型计算目标函数的梯度和二阶导数，并使用这些

信息更新决策树叶子节点的权重。 通过迭代，
ＸＧＢｏｏｓｔ 模型可以不断提高预测准确性。
１．２　 模型评价标准

１．２．１　 均方根误差

均方根误差 （ＲＭＳＥ） ［１２］ 计算预测值与实际值

之间平均差的平方根，是衡量预测结果与实际结果

差异的指标之一。 在回归问题中， ＲＭＳＥ 常用于评

价预测模型预测准确性，定义公式为：

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （１）

　 　 其中， ｎ 表示样本数量； ｙｉ 表示实际值； ｙ^ｉ 表示

预测值。
ＲＭＳＥ 的值越小，预测值越接近真实值，模型的

预测性能越好。
１．２．２　 Ｋ 折交叉验证

由 Ｇｅｉｓｓｅｒ 等学者提出 Ｋ 折交叉验证（Ｋ－Ｆｏｌｄ
Ｃｒｏｓｓ Ｖａｌｉｄａｔｉｏｎ） ［１０，１３］ 是机器学习领域中广泛使用

的一种交叉验证方法，将数据集分成 ｋ个子集，并进

行 ｋ次模型训练和测试；每次训练时，使用 ｋ － １个子

集进行训练，用未使用的子集进行模型测试；最终，
将 ｋ 次测试结果求平均值， 得到模型性能的评估指

标。 使用 Ｋ 折交叉验证方法可以有效避免数据集

分割不合理引起的模型性能不稳定问题，提高模型

泛化性能，对此可表示为：

Ｌｏｓｓ ＝ １
ｋ ∑

ｋ

ｉ ＝ １
ｌｏｓｓｉ （２）

　 　 其中， ｋ 表示将数据集划分为 ｋ 个子集；每个子

集都可以用作测试集；其余 ｋ － １ 个子集是训练集；
ｌｏｓｓｉ 表示在第 ｉ 个子集上的测试损失。

本文结合 ＲＭＳＥ 和 Ｋ 折交叉验证作为模型评

价标准，将 ＲＭＳＥ 的值作为 ｌｏｓｓｉ， 综合分析得到最

后的评价值。
１．３　 模型分析

根据 １８３８～２０１３ 年的温度数据，观察到数据在

这 １７５ 年间呈现出一定的周期性变化，随着时间的

推移，整体振幅也在逐渐上升，各年度气温值的变化

呈现出相似的波动规律，如图 １ 所示。
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图 １　 月平均温度数据分布情况
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　 　 结合数据特征，分析得出时间因子和温度有明

显的周期性，基于此本文提出基于 ＸＧＢｏｏｓｔ 和时间

因子的温度预测模型。 算法流程如图 ２ 所示。

选取RMSE最小时所对应的细腻度
P和模型，并对超参数进行调整

将不同时间细腻度P下的时间数
据分别导入机器学习模型进行
训练预测，并计算RMSE误差

将初始时间数据导入模型进行
预训练，计算各个时间因子对
预测模型的影响程度

根据权重，初步判断时间序列
数据的分布，划分不同时间
细腻度P下的时间数据

数据预处理

输入数据集

开始

进行预测，得到模型结果

结束

图 ２　 基于 ＸＧＢｏｏｓｔ 和时间因子的算法流程图

Ｆｉｇ． ２　 Ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ ｂａｓｅｄ ｏｎ ＸＧＢｏｏｓｔ ａｎｄ ｔｉｍｅ ｆａｃｔｏｒ

８８１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



　 　 在时间序列预测中，通常需要将时间序列数据转

换成适合 ＸＧＢｏｏｓｔ 模型的格式，即将时间序列数据按

照时间顺序划分为多个时间段，每个时间段包含过去

一段时间的数据以及对应的目标变量值、即待预测的

值，这样就可以将时间序列数据转换成监督学习问题

的数据集，然后使用 ＸＧＢｏｏｓｔ 模型来拟合数据集，并
预测未来的数值。 本文将对时间因子进行细腻度划

分，通过求解各个时间因子对模型的影响程度和权

重，综合分析出最佳细腻度组合，从而提高模型精度。
本文使用 １８３８～２０１２ 年的年平均温度，并对时

间数据集进行初步细腻化，同时将数据集划分为训

练集和测试集，划分比例为 ７ ∶ ３。
将原始数据集进行拆分，提取各年份时间里的

年、月、日、周等一系列时间因子，通过各个时间因子

去综合分析，将时间数据进一步细腻化，时间序列训

练数据集部分数据见表 １。

表 １　 时间序列训练数据集

Ｔａｂｌｅ １　 Ｔｉｍｅ ｓｅｒｉｅｓ ｔｒａｉｎｉｎｇ ｄａｔａ ｓｅｔ

时间 星期几 季度 月份 年份 一年中的日期 月份日 一年中的星期

１８３８０１０１ ０ １ １ １８３８ １ １ １

１８３８０２０１ ３ １ ２ １８３８ ３２ １ ５

１８３８０３０１ ３ １ ３ １８３８ ６０ １ ９

︙ ︙ ︙ ︙ ︙ ︙ ︙ ︙

２００１１２０１ ５ ４ １２ ２００１ ３３５ １ ４８

２００２０１０１ １ １ １ ２００２ １ １ １

２　 模型训练与分析

２．１　 细腻度划分

使用时间序列数据的训练集来训练机器学习模

型，学习率设置为 ０．３，并生成温度预测模型。 同时，
使用 ＸＧＢｏｏｓｔ 工具包计算各个时间单位对温度的影

响程度和权重。 ＸＧＢｏｏｓｔ 根据结构分数的增益情况

计算出选择哪个时间因子作为分割点，而一个时间

因子的重要程度则等于其在模型的所有决策树中出

现的次数之和，见表 ２。
表 ２　 各时间因子对温度的影响程度

Ｔａｂｌｅ ２　 Ｄｅｇｒｅｅ ｏｆ ｉｎｆｌｕｅｎｃｅ ｏｆ ｅａｃｈ ｔｉｍｅ ｆａｃｔｏｒ ｏｎ ｔｅｍｐｅｒａｔｕｒｅ

特征 特征影响程度

年份 １ ５３０．０

星期几 ６７８．０

月份 ４４１．０

一年中的星期 ２１８．０

一年中的日期 １９７．０

季度 １６．０

月份日 ２

　 　 由表 ２ 可知，在时间序列数据集中，年份的影响

因素最大，星期几的影响因子次之，季度和月份日的

影响程度非常小。 为了筛选出时间因子最佳细腻化

组合，本文提取了影响程度排名前 ５ 的数据，时间细

腻度 Ｐ 分别为 ７、６、５、４、３，根据权重将时间数据进

行细腻度划分，并再次进行训练。

２．２　 模型训练

本文使用了 Ｌａｓｓｏ［１４］、ＥｌａｓｔｉｃＮｅｔ［１５］、Ｒｉｄｇｅ［１６］、
Ｇｒａｄｉｅｎｔ［１７］、ＬｉｇｈｔＧＢＭ［１１］ 和 ＸＧＢｏｏｓｔ 模型进行训练

预测，并对不同模型得到的结果进行对比分析。 在

１０ 折交叉验证方式下，分别计算不同 Ｐ 值下的

ＲＭＳＥ 值，结果见表 ３。
表 ３　 不同细腻度 Ｐ 下的 ＲＭＳＥ

Ｔａｂｌｅ ３　 ＲＭＳＥ ａｔ ｄｉｆｆｅｒｅｎｔ ｒｅｆｉｎｅｍｅｎｔ Ｐ

模型
ＲＭＳＥ

（Ｐ ＝ ７）
ＲＭＳＥ

（Ｐ ＝ ６）
ＲＭＳＥ

（Ｐ ＝ ５）
ＲＭＳＥ

（Ｐ ＝ ４）
ＲＭＳＥ

（Ｐ ＝ ３）

Ｌａｓｓｏ ９．４４２ ９．３０７ ９．３６０ ９．３０１ ９．７７４

ＥｌａｓｔｉｃＮｅｔ ９．４４３ ９．３０８ ９．３６１ ９．２９８ ９．７７４

Ｒｉｄｇｅ ８．３６２ ８．３４１ ８．４０１ ８．３４３ ９．７７４

Ｇｒａｄｉｅｎｔ ０．６０１ ０．５９４ ０．５８２ ０．５９１ ０．６５６

ＬｉｇｈｔＧＢＭ ０．６７８ ０．６７０ ０．６７３ ０．６７４ ０．７２１

ＸＧＢｏｏｓｔ ０．５６０ ０．５０６ ０．４９０ ０．５１２ ０．５４６

　 　 由表 ３ 可见，基于时间因子的预测模型随着细

腻度 Ｐ 的变化，精度也随之变化，说明时间因子细

腻化对于温度预测有明显的影响。 当 Ｐ ＝ ５ 和使用

ＸＧＢｏｏｓｔ 模型的情况下， ＲＭＳＥ 最小，精度最高，其
中时间因子分别是年、星期几、月、一年中的星期、一
年中的日期。 因此本文选用了细腻度 Ｐ ＝ ５ 的时间

因子，并采用 ＸＧＢｏｏｓｔ 模型进行模型搭建。 为了进

一步验证 Ｐ ＝ ５ 的时间因子的可靠性，又计算了 Ｐ ＝
５ 下的各时间因子影响程度，见表 ４。 由表 ４ 可以明

显看出各个时间因子的影响程度对模型相对平衡，
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年对模型的影响力依旧最大，其他因子不存在影响

程度过小的情况。
表 ４　 筛选后时间因子对模型的影响程度

Ｔａｂｌｅ ４　 Ｔｈｅ ｄｅｇｒｅｅ ｏｆ ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｈｅ ｔｉｍｅ ｆａｃｔｏｒ ｏｎ ｔｈｅ ｍｏｄｅｌ
ａｆｔｅｒ ｓｃｒｅｅｎｉｎｇ

特征 特征影响程度

年份 ２５ １８５

星期几 １２ ４６５

月份 １０ ７５５

一年中的星期 ８ ９９８

一年中的日期 ７ ２６９

２．３　 参数优化

为了对模型超参数进行调整和分析，计算出最

优超参数配比，本文使用了网格搜索和随机搜索两

种方法对超参数进行寻优。
（１） 网格搜索优化 （ ＧｒｉｄＳｅａｒｃｈＣＶ）。 网格搜

索［９］采用穷举搜索算法，在超参数空间中定义一组

网格点，遍历所有可能的组合以寻找最优超参数组

合。 网格搜索易于理解并实现，但在高维参数空间

中的计算成本很高，适用于低维参数空间，或用于筛

选超参数空间的候选。
（２）随机搜索优化（ＲａｎｄｏｍｉｚｅｄＳｅａｒｃｈＣＶ）。 随机

搜索［１９］是一种随机采样搜索算法，通过在超参数空

间中随机采样一组超参数组合，并通过迭代不断更新

采样分布，以寻找最优超参数组合。 与网格搜索相

比，随机搜索的计算成本较低，能够有效处理高维参

数空间，通常能够找到比网格搜索更好的超参数组

合。 但是为了达到理想的性能，随机搜索需要更多的

采样次数，同时也不能很好地处理离散参数空间。
本文研究中，使用 Ｓｋｌｅａｒｎ 的 ＧｒｉｄＳｅａｒｃｈＣＶ 和

ＲａｎｄｏｍｉｚｅｄＳｅａｒｃｈＣＶ 函数分别进行参数寻优，网格

搜索和随机搜索最佳参数配比见表 ５。
表 ５　 网格搜索和随机搜索最佳参数配比表

Ｔａｂｌｅ ５　 Ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒ ｒａｔｉｏｓ ｆｏｒ ＧｒｉｄＳｅａｒｃｈＣＶ ａｎｄ ＲａｎｄｏｍｉｚｅｄＳｅａｒｃｈＣＶ

超参数 网格搜索参数选择 网格搜索最佳参数 随机搜索参数选择 随机搜索最佳参数

ｎ＿ｅｓｔｉｍａｔｏｒｓ （树的节点） ２０，５０，２００，３００，３ ０００ ５０ ２０ ／ ４０ ／ … ／ ４８０ ／ ５００ ２８０

ｌｅａｒｎｉｎｇ＿ｒａｔｅ （学习率） ０．１，０．０１，０．０５ ０．１ ０．０１ ／ ０．０２ ／ … ／ １．９９ ／ ２ ０．４２

ｍａｘ＿ｄｅｐｔｈ （树的最大深度） ５，６，７，８ ５ ２ ／ ３ ／ … ／ １４ ／ １５ ６

Ｍｉｎ＿ｃｈｉｌｄ＿ｗｅｉｇｈｔ （最小权重） １，２，３，４ １ １ ／ ２ ／ … ／ ８ ／ ９ ６

Ｓｕｂｓａｍｐｌｅ （样本采样比例） ０．６，０．７，０．８，０．９ ０．６ ０．６ ／ ０．６１ ／ … ／ ０．８ ０．６１

ｃｏｌｓａｍｐｌｅ＿ｂｙｔｒｅｅ （特征采样比例） ０．５，０．６，０．７，０．８，０．９ ０．６ ０．５ ／ ０．５５ ／ …… ／ ０．９５ ０．８２

　 　 根据表 ５，网格搜索在树的节点为 ５０ 时得到了

最佳结果，此时模型的 ＲＭＳＥ 为 ０． ４２，准确率为

９８．２２％。而随机搜索则在树的节点为 ２８０，学习率为

０．４２ 时找到了最佳参数组合，此时 ＲＭＳＥ 为 ０．２６，准
确率为 ９９．１８％，模型精度进一步提高。

因此，本文最终选择了时间细腻度 Ｐ ＝ ５ 的情

况下，用 ＸＧＢｏｏｓｔ 模型对预测集进行预测，并对模型

预测结果和真实值的分布情况进行了可视化展示，
２００２ 年以后为预测值部分，如图 ３ 所示。
　 　 通过图像可以看到预测值和真实值的曲线趋势

基本拟合，再放大测试集的部分数据，如图 ４ 所示。
　 　 图 ４ 中，圆点代表预测值，曲线代表实际值。 可

以看出测试集的预测值基本上都在曲线上，拟合程

度很高，模型鲁棒性非常好。
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图 ３　 预测值和真实值
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图 ４　 测试集的预测值和真实值

Ｆｉｇ． ４　 Ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ａｎｄ ｔｒｕｅ ｖａｌｕｅｓ ｏｆ ｔｈｅ ｔｅｓｔ ｓｅｔ

　 　 综上，基于 ＸＧＢｏｏｓｔ 和时间因子的温度预测模

型的 ＲＭＳＥ 值更小。 时间因子与温度的相关性较

强，相比其他模型，具有更强的鲁棒性，能更好地预

测温度的变化和趋势。

３　 结束语

在全球气候变暖问题日益严峻的背景下，本文提

出了一种基于时间因子和机器学习的温度预测模型，
通过综合分析时间数据，判断时间数据分布，计算各

个时间因子对温度模型的影响程度和权重，再通过划

分时间细腻度 Ｐ 来选择最优结果；采用机器学习模型

对数据进行拟合预测，再和其他模型的结果进行对比

分析。 实验结果表明，在最优超参数组合下，基于机

器学习和时间因子的气温变化模型在一定程度上提

高了预测精度， 且 ＲＭＳＥ 只有 ０．２６ 左右，精确度能够

达到 ９９．１８％，具有更强的鲁棒性。 在未来会通过增

加更多的时间因子进一步综合分析。
本文的研究范围仅限于数据，模型在实际应用

中的泛化性仍需提高。 在后续研究当中将寻找更充

足的数据，引入更多的时间因子并结合最新模型去

综合分析，并结合最新模型展开后续研究。
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