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基于最小门控单元的心音分类研究

王　 慧

（贵阳信息科技学院 智能工程系， 贵阳 ５５００２５）

摘　 要： 本文提出了一种基于最小门控单元（ｍｉｎｉｍａｌ ｇａｔｅｄ ｕｎｉｔ，ＭＧＵ）网络的心音分类方法，为心血管疾病的诊断提供了一

种无创、便捷的新方法。 首先，对采集到的心音信号进行自适应小波去噪预处理后，利用基于逻辑回归的隐半马尔可夫模型

对心音信号进行分割，并搭建 ＭＧＵ 模型，本文研发模型能够自动学习心音信号的特征。 实验结果表明，该模型的准确率达到

了９７．２０％，取得了较好的效果，可作为心血管疾病诊断的有效工具，辅助临床诊断。
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０　 引　 言

随着社会经济的发展及人口老龄化过程的进一

步加剧，心血管疾病的患病率处于持续上升趋势，
国内的心血管疾病防治工作面临严峻挑战［１］。
据世界卫生组织统计，心血管疾病是全球最主要的

致死因素之一，约占全球总死亡人数的三分之一。
因此，探索和改进心血管疾病的诊断和治疗方案，对
于心血管疾病的早期预防和及时治疗具有重要

意义。
近年来，基于生理信号检测与分析的心血管疾

病无创诊断技术成为研究热点。 心音是心脏机械振

动产生的声音，可反映心脏的机械活动，能为早期识

别心脏异常提供有效信息［２］。 传统的心音听诊有

助于心血管疾病的诊断，但却需要临床医生的专业

知识，而且主观性很强。 电子换能器可以数字化记

录心音，有利于后续心音信号的分析和处理，弥补了

传统心音听诊的缺陷。 利用计算机辅助诊断技术进

行心音信号的分析，可以获得量化的特征参数，有助

于发现心音与相关疾病之间的关系，也有利于后续

数据的可追溯性及数据库的形成［３］。
传统的机器学习方法需要对心音信号进行复杂

的预处理、手动提取和选择特征，增加了一定的工作

量。 此外，由于机器学习方法所用的数据量较小，其
泛化能力和鲁棒性无法得到保证。 随着人工智能算

法的快速发展，深度学习模型被应用于心音分类。
其中， 循环神经网络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＲＮＮ） 和 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＣＮＮ）等深度学习模型应用最为广泛。 李

嘉琪等学者［４］ 利用短时傅里叶变换提取心音信号

的时频图，输入改进的 ＲｅｓＮｅｔ５０ 中进行心音自动分

类。 Ｗｕ 等学者［５］提取了心音信号的短时傅里叶变

换频谱图、梅尔频谱以及梅尔频率倒谱系数作为模

型的输入矩阵，并使用 ＣＮＮ 模型中的 ＶＧＧ 网络进

行训练，最终达到了 ８９．８１％的测试准确率。 孟丽楠

等学者［６］提出采用大量未经过精确分割的心音二



维特征图作为深度 ＣＮＮ 网络的输入，实现心音的分

类识别。 虽然 ＲＮＮ 擅长处理时间序列，但存在着梯

度消失或梯度爆炸的问题。 针对于此，相继推出了

一系列改进网络，如：长短时记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ－
Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ ）、 门 控 循 环 单 元 （ Ｇａｔｅｄ
Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）等［７－８］陆续被提出。 Ｌｙｎｎ 等学

者［９］ 采用 ＧＲＵ 网络识别心律失常， 准确率为

９８．５５％。Ｌａｔｉｆ 等学者［１０］ 提出了一种基于循环神经

网络（ＲＮＮ）的异常心跳检测算法，探索了 ＬＳＴＭ、
ＧＲＵ、双向 ＬＳＴＭ 和双向 ＧＲＵ 四种模型的性能和计

算复杂度。 ＬＳＴＭ 和 ＧＲＵ 解决了 ＲＮＮ 中存在梯度

消失或梯度爆炸的问题，但其网络结构中仍存在着

大量复杂的隐藏单元。 而最小门控单元（Ｍｉｎｉｍａｌ
Ｇａｔｅｄ Ｕｎｉｔ，ＭＧＵ） ［１１］ 具有最简单的门控设计，参数

较少，精度与 ＧＲＵ 相似。 徐菲菲等学者［１２］ 结合

ＣＮＮ 和 ＭＧＵ 的优势搭建神经网络模型进行情感分

类实验，结果表明模型能够学习序列相关特征，有效

地提高情感分类的准确率。 刘志明等学者［１３］ 基于

ＭＧＵ 网络进行中文分词研究，与 ＬＳＴＭ 网络精度相

当、且其标注推理速度更快。
目前，将 ＭＧＵ 应用于心音分类的研究较少，因

此本文提出一种新的 ＭＧＵ 模型，以实现正常和异

常心音的分类。 为验证模型性能，将该模型与

ＬＳＴＭ、ＧＲＵ 等模型进行了对比分析。

１　 分类模型

１．１　 长短时记忆网络

ＬＳＴＭ 网络由一系列循环连接的内存单元构

成，包括输入门、遗忘门和输出门，其结构如图 １ 所

示。
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图 １　 ＬＳＴＭ 结构示意图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

　 　 ＬＳＴＭ 的核心是一个记忆单元，其作用是记住

有用的信息，而遗忘无用或者对结果影响较小的信

息。 计算过程如下：
ｆｔ ＝ σ（Ｗｆｈｈｔ －１ ＋ Ｗｆｘｘｔ ＋ ｂｆ） （１）
ｉｔ ＝ σ（Ｗｉｈｈｔ －１ ＋ Ｗｉｘｘｔ ＋ ｂｉ） （２）

ｃ～ ｔ ＝ ｔａｎｈ（Ｗ ｃ～ ｈｈｔ －１ ＋ Ｗ ｃ～ ｘｘｔ ＋ ｂ ｃ～ ） （３）

ｃｔ ＝ ｆｔ·ｃｔ －１ ＋ ｉｔ·ｃ～ ｔ （４）
ｏｔ ＝ σ（Ｗｏｈｈｔ －１ ＋ Ｗｏｘｘｔ ＋ ｂｏ） （５）

ｈｔ ＝ ｏｔ·ｔａｎｈ（ｃｔ） （６）
　 　 其中，遗忘门 ｆｔ 控制对上一个状态的遗忘，忘
记无用信息，留下有用信息；输入门 ｉｔ 将新的信息

记录到当前单元状态中；输出门 ｏｔ 控制输出有关信

息。
１．２　 门控循环单元网络

ＧＲＵ 是 ＬＳＴＭ 网络的一种效果很好的变体，结
构更加简单，只有重置门、更新门，其结构如图 ２ 所

示。
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图 ２　 ＧＲＵ 结构示意图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＧＲＵ

　 　 由于 ＧＲＵ 参数的数量少于 ＬＳＴＭ，整体训练速

度要快于 ＬＳＴＭ。 计算过程如下：
ｒｔ ＝ σ（Ｗｒｈｈｔ －１ ＋ Ｗｒｘｘｔ ＋ ｂｒ） （７）
ｚｔ ＝ σ（Ｗｚｈｈｔ －１ ＋ Ｗｚｘｘｔ ＋ ｂｚ） （８）

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗ ｈ
～
ｈ（ ｒｔ·ｈｔ －１） ＋ Ｗ ｈ

～
ｘｘｔ ＋ ｂｚ （９）

ｈｔ ＝ （１ － ｚｔ）·ｈｔ －１ ＋ ｚｔ·ｈ
～

ｔ （１０）
　 　 其中，重置门 ｒｔ 决定对过去状态的信息的遗忘

程度；更新门 ｚｔ 取代了 ＬＳＴＭ 中的输入门和遗忘门，
决定遗忘或保留先前状态信息量和需要增加的当前

状态信息量。
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１．３　 最小门控单元

ＬＳＴＭ 和 ＧＲＵ 中依然存在着许多复杂的隐层

单元，为了进一步简化结构，减少参数数量，Ｚｈｏｕ 等

学者［１１］于 ２０１６ 年提出了 ＭＧＵ，结构如图 ３ 所示。
ＭＧＵ 是 ＲＮＮ 中任意门控单元的最小设计，只有一

个遗忘门，可以学习时间序列的长期时间相关性，而
不受梯度消失或者梯度爆炸的影响。

ＭＧＵ 是在 ＧＲＵ 的基础上发展得来的，是将输

入（重置）门进一步耦合到遗忘门（更新门）：
ｒｔ ＝ ｆｔ， 　 ∀ｔ （１１）

　 　 其中， ｆｔ 表示遗忘门，可视作 ＧＲＵ 中更新门的

重命名，计算公式如下所示。
ｆｔ ＝ σ（Ｗｆｈｈｔ －１ ＋ Ｗｆｘｘｔ ＋ ｂｆ） （１２）

　 　 在 Ｗ ｈ
～
ｈ 、Ｗ ｈ

～
ｘ 和 ｂ ｈ

～ 权重下， ｆｔ·ｈｔ －１ 与 ｘｔ 连接成

一个新的向量作为 ｔａｎｈ 函数的输入，从而得到短时

记忆项 ｈ
～

ｔ：

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗ ｈ
～
ｈ（ ｆｔ·ｈｔ －１） ＋ Ｗ ｈ

～
ｘｘｔ ＋ ｂ ｈ

～ ） （１３）
　 　 新的隐层状态 ｈｔ 由 ２ 部分组成，其中， １ － ｆｔ 和
ｈｔ －１ 之间的元素乘积为第一部分，由 ｆｔ 再次确定的

ｈ
～

ｔ 组成 ｈｔ 的第二部分。 据此可推得：

ｈｔ ＝ （１ － ｆｔ）·ｈｔ －１ ＋ ｆｔ·ｈ
～

ｔ （１４）
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图 ３　 ＭＧＵ 结构示意图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＭＧＵ

　 　 由 ＬＳＴＭ、ＧＲＵ 和 ＭＧＵ 的结构图和计算公式可

发现，ＭＧＵ 比 ＬＳＴＭ 和 ＧＲＵ 更加简化。 ＬＳＴＭ 由 ４
组参数确定： ｆ、ｉ、ｃ～、ｏ； ＧＲＵ 由 ３ 组参数确定： ｒ、ｚ、

ｈ
～
； 而 ＭＧＵ 只有 ２ 组参数： ｆ、ｈ

～
。 若隐层节点数相

同，则可近似认为 ＭＧＵ 的参数仅为 ＬＳＴＭ 的一半，
是 ＧＲＵ 的三分之二左右。

２　 网络结构

２．１　 ＭＧＵ 模型

本文基于 ＭＧＵ 网络构建心音分类模型，如图 ４
所示。 模型主要包括输入层、隐含层和输出层三个

部分。
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图 ４　 ＭＧＵ 模型示意图

Ｆｉｇ． ４　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ＭＧＵ ｍｏｄｅｌ

　 　 输入层向网络传送预处理后的心音数据。 在隐

含层中，需要确定隐含层层数和每层节点数，合适的

隐含层层数以及每层节点数可提高网络的性能。 一

般认为，若隐含层层数过多，会使网络复杂化，增加了

网络的训练时间，容易产生过拟合现象，且每层节点

数的选取不当也会造成网络过拟合。 本文中，采用实

验方式确定隐含层层数以及每层节点数，将隐含层层

数和每层节点数的范围分别设定为｛１，２，３｝，｛８，１６，
３２，６４，１２８｝，以准确率为评价指标进行模型结构的测

试。 最终确定 ＭＧＵ 模型的隐含层层数为 ２，每层节

点数为 ６４。 输出层采用 ｓｏｆｔｍａｘ 函数完成分类，本文

为二分类问题，因此输出层的节点数为 ２。
　 　 此外，为验证模型性能，将该模型与 ＬＳＴＭ、
ＧＲＵ 等模型进行对比分析。 即将图 ４ 中的 ＭＧＵ 层

依次替换成 ＬＳＴＭ 和 ＧＲＵ。 ＬＳＴＭ 和 ＧＲＵ 模型的结

构与 ＭＧＵ 相同。
２．２　 模型训练

本文选用 Ａｄａｍ 优化器优化模型参数，Ａｄａｍ 可

计算参数的自适应学习率，加快网络的收敛速度。
学习率设置为 ０．００１， 损失函数为 Ｌ２ 正则化的交叉

熵损失函数， 正则项系数设置为 ０．００１。 此外，采用

ｄｒｏｐｏｕｔ 技术防止模型在训练过程中出现过拟合现

象，参数值设置为 ０．５。 综合考虑训练时间和模型性

能两个因素，将训练次数设置为 ５０，批处理大小为

６４。 随着训练过程的进行， ＭＧＵ 模型的性能不断

提高，如图 ５ 所示。
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图 ５　 ＭＧＵ 模型训练过程中的准确率和损失值示意

Ｆｉｇ． ５　 Ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｄｕｒｉｎｇ ｔｈｅ ｔｒａｉｎｉｎｇ ｏｆ ｔｈｅ ＭＧＵ ｍｏｄｅｌ

３　 实验结果及分析

３．１　 实验数据集划分及评价指标

本文使用的心音样本包含 ２ 类：正常心音和异

常心音。 样本来自于 ２０１６ 年心脏病学 ＰｈｙｓｉｏＮｅｔ ／
Ｃｏｍｐｕｔｉｎｇ 挑战赛［１４－１５］。 该数据集共包含３ ２４０ 条

记录，其中 ２ ５７５ 份正常心音数据来自健康受试者，
其余 ６６５ 份异常心音来自心血管疾病确诊患者。
数据集信息见表 １， 其中包含 ６ 个心音数据集（ａ －
ｆ）。 每条心音数据以 ２ ｋＨｚ 采样，并具有不同的持

续时间（５～１２０ ｓ）。
表 １　 ＰｈｙｓｉｏＮｅｔ ／ Ｃｏｍｐｕｔｉｎｇ 挑战赛数据集信息

Ｔａｂｌｅ １　 Ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ＰｈｙｓｉｏＮｅｔ ／ Ｃｏｍｐｕｔｉｎｇ ｄａｔａｓｅｔ

数据集 正常数 异常数

ａ ２９２ １１７

ｂ １０４ ２８６

ｃ ２４ ７

ｄ ２８ ２７

ｅ １８３ １ ９５８

ｆ ３４ ８０

　 　 因为心音主要成分中频率范围最高的为 Ｓ２， 其

值介于 １０～２００ Ｈｚ之间，所以根据奈奎斯特采样定

理，将所有样本统一降采样至 ６００ Ｈｚ。 而为了削弱

病理性幅值差异对结果产生影响，需对所有样本进

行幅值归一化处理：

Ｘ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１５）

　 　 本文使用的去噪方法为 Ｌｉｕ 等学者［１６］ 提出的

自适应小波去噪，该方法已被证实为有效的去噪方

法，可以实现不同的心音信号自适应选择不同的母

小波和分解层数。 使用基于逻辑回归的隐半马尔可

夫模型［１７－１９］定位基础心音 Ｓ１ 和 Ｓ２ 的边界（如图 ６
所示）。 以 Ｓ１ 为起始位置，固定心音片段长度为

１．６ ｓ，并以 ２ 个周期为间隔对心音进行截取［２０］。 共

得到心音样本 ４ ０００ 个，各类心音样本数量详见

表 ２。
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图 ６　 定位 Ｓ１ 和 Ｓ２ 边界的示意图

Ｆｉｇ． ６　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｌｏｃａｔｉｎｇ ｔｈｅ ｂｏｕｎｄａｒｙ ｏｆ Ｓ１ ａｎｄ Ｓ２

表 ２　 各类心音样本数量

Ｔａｂｌｅ ２　 Ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｈｅａｒｔ ｓｏｕｎｄ ｓａｍｐｌｅｓ

类型 样本数量 样本长度 ／ ｓ

正常 ２ ０００ １．６

异常 ２ ０００ １．６

　 　 本文实验采用十折交叉验证方法，每次训练时，
９０％数据作为训练集，１０％数据作为测试集，且用于

训练的 ８０％数据划分为训练集，２０％为验证集。 训

练集、验证集和测试集中不包含相同样本。 选用准

确率（Ａｃｃｕｒａｃｙ， Ａｃｃ）、 精准率（Ｐｒｅｃｉｓｉｏｎ， Ｐｒｅ）、 召

回率（Ｒｅｃａｌｌ， Ｒｅｃ） 和 Ｆ１ 值作为模型性能的评价指

标。 各指标定义如下：

Ａｃｃ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＮ ＋ ＦＰ

× １００％ （１６）

Ｒｅｃ ＝ ＴＰ
ＴＰ ＋ ＦＮ

× １００％ （１７）

Ｐｒｅ ＝ ＴＰ
ＴＰ ＋ ＦＰ

× １００％ （１８）
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Ｆ１ ＝ ２ＴＰ
２ＴＰ ＋ ＦＰ ＋ ＦＮ

× １００％ （１９）

　 　 其中， ＴＰ，ＴＮ，ＦＰ，ＦＮ 分别表示真阳性、真阴

性、假阳性和假阴性。
３．２　 结果分析

为验证本文模型的有效性， 将本文模型与

ＬＳＴＭ、ＧＲＵ 等模型进行对比，对比结果见表 ３。

　 　 由表 ３ 可以看出，本文提出的 ＭＧＵ 模型优于其

他分类模型。 ＭＧＵ 的平均识别准确率为 ９７．２０％，
较 ＬＳＴＭ 和 ＧＲＵ 分别提高 ４．４２％和 ０．７４％，模型的

性能也更加稳定。 此外，ＭＧＵ 模型的参数量少于其

他模型，平均训练时间为 ３４． ５５ ｍｉｎ，比 ＬＳＴＭ 和

ＧＲＵ 分别快了 １０．２３ ｍｉｎ 和 ６．３４ ｍｉｎ。

表 ３　 不同模型的性能对比结果

Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ％

模型 Ａｃｃ（ ± ＳＤ） Ｐｒｅ（ ± ＳＤ） Ｒｅｃ（ ± ＳＤ） Ｆ１（ ± ＳＤ） 参数数量

ＬＳＴＭ ９２．７８（±１．７４） ９２．９１（±１．８１） ９２．７９（±１．８５） ９２．７０（±１．８４） ４９ ４０８

ＧＲＵ ９６．４６（±０．６５） ９６．４７（±０．７０） ９６．４６（±０．６１） ９６．４６（±０．８０） ３７ ０５６

ＭＧＵ ９７．２０（±０．３４） ９６．６７（±０．３３） ９６．６１（±０．３４） ９６．８２（±０．３５） ２４ ７０４

４　 结束语

本文提出了一种新 ＭＧＵ 模型，实现了正常心

音和异常心音的分类，准确率达到 ９７．２０％。 通过与

ＬＳＴＭ、ＧＲＵ 等模型进行对比实验，ＭＧＵ 具有最小的

门控单元设计和更少的参数，且其分类精度更高。
表明该模型在心音的分类中是有效的，可以为临床

上的心血管疾病诊断提供一种有效的辅助手段。 由

于本文的心音数据量较小，后期研究工作中可考虑

扩大样本量，进一步改进模型的泛化能力和精度。
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