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基于平滑非线性能量算子划分的尖峰相关特征癫痫发作自动检测算法

何雪兰， 吴　 江， 蒋路茸

（浙江理工大学 信息科学与工程学院， 杭州 ３１００１８）

摘　 要： 针对癫痫发作自动检测算法多集中于时域、频域等传统特征，无法全面表征癫痫脑电信号的信息等问题，本文结合癫

痫脑电图中异常波振幅和频率提高的现象，提出一种基于平滑非线性能量算子划分的尖峰相关特征癫痫发作自动检测算法。
该算法使用传统的时域、频域特征，结合尖峰相关性特征对脑电信号进行刻画，使用有监督的机器学习分类器，测试癫痫发作

自动检测的有效性和可靠性。 本文将提出的方法在开源数据集 ＣＨＢＭＩＴ 上进行了评估，获得了 ９６．５２％的准确率、９５．６５％的

敏感性和 ９７．０９％的特异性。 实验结果表明，基于平滑非线性能量算子划分的尖峰相关特征，能够作为癫痫脑电信息的补充，
提高癫痫发作检测的性能。
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０　 引　 言

癫痫是一种神经系统疾病，由大脑神经元异常

放电引起［１］，常常表现为突发性、反复性和复发性

等特点。 癫痫发作的临床症状复杂多样，如阵发性

痉挛、意识丧失、认知功能障碍等［２］。 这些发作事

件对患者的认知水平及正常生活都产生了明显影

响。 因此，癫痫的诊断和治疗对于预防癫痫发作和

改善生活质量至关重要。
头皮脑电图是一种用于临床记录脑活动的无创

信号采集方法［３］，用于记录大脑活动时的电波变

化。 头皮脑电图包含丰富的生理、心理和病理信息，
是评估癫痫和其他脑部疾病的有效工具［４］。 在脑

电图的记录中，癫痫发作和癫痫样放电（如棘波、尖
波和棘慢波复合体）是癫痫的重要生物标志物［５］，
并被广泛应用于临床评价。 目前，临床上基于脑电

图的识别与分析是医生进行癫痫检测的黄金标准，
但对海量的临床脑电数据进行人工筛查，不仅给医

生带来沉重的负担，还存在较强的主观性、判断标准

不统一等问题［６－７］，影响分析的效率和准确性。 因



此，设计一种自动的癫痫发作检测方法是亟待解决

的问题。
为了克服传统诊断方法的局限性、提高医疗效

率，伴随着机器学习的快速发展，癫痫发作的自动检

测已成为行业内关注的重点。 研究者们根据头皮脑

电图的 时域、频域或非线性特征建立了特征工程方

法［８－１０］，并通过具有一个或多个特征的分类器检测

癫痫发作。 Ｍｕｒｓａｌｉｎ 等学者［１１］ 从时域、频域和基于

熵的特征中选择突出特征，使用随机森林分类器学

习选定特征集合的特性，获得了更好的分类结果。
杨舒涵等学者［１２］ 使用时域和非线性特征对脑

电信号进行表征，结合 ＸＧＢｏｏｓｔ 分类器，实现了癫痫

的自动检测。 Ｚａｒｅｉ 等学者［１３］ 使用离散小波变换

ＤＷＴ 和正交匹配追踪（Ｏｒｔｈｏｇｏｎａｌ Ｍａｔｃｈｉｎｇ Ｐｕｒｓｕｉｔ，
ＯＭＰ）提取 ＥＥＧ 中不同的系数，计算非线性特征和

统计特征，使用 ＳＶＭ 进行分类，获得了较好的检测

性能。 吴端波等学者［１４］使用 ａＥＥＧ 尖峰和 ｃＥＥＧ 棘

波提取的方法计算棘波率，使用阈值法对癫痫进行

发作检测。
上述模型虽然都能取得较好的分类结果，但是

也存在以下问题：
（１）多数研究在特征提取阶段仅从时域、频域

或时频域中表征脑电信号信息，这些特征所涵盖的

信息量并不足以全面描述一段 ＥＥＧ 信号。
（２）在癫痫发作的自动检测中，强调周期性的

信号转换对于有效、可靠地区分癫痫发作的重复特

征至关重要，而互相关是时域上广泛用于表示信号

周期性的方法。
针对上述问题，本文提出一种基于平滑非线性

能量算子划分的尖峰相关（Ｓｐｉｋｅ Ｃｏｒｒｅｌａｔｉｏｎ， ＳＣ）特
征的癫痫发作自动检测算法。 ＳＣ 是关于自适应提

取的脑电图尖峰信号段之间时间延迟的最大互相

关。 使用平滑非线性能量算子衡量癫痫脑电信号中

出现的异常波，将脑电信号在癫痫发作期和非发作

期的尖峰相关特征作为度量患者大脑活动的一个重

要补充。 本文提出的算法主要使用巴特沃斯滤波器

对脑电信号进行滤波，去除外部伪迹的干扰，然后从

传统特征角度出发，提取时域、频域特征，再结合提

出的尖峰相关特征，进一步表征癫痫发作时的异常

信息。 最后结合有监督的机器学习分类模型，实现

癫痫发作的自动检测。

１　 方法

癫痫发作自动检测整体流程设计如图 １ 所示，

其中包含预处理、特征提取和分类等 ３ 个模块。

脑电
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滤波

数据分割
归一化
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时域、频域
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图 １　 癫痫发作自动检测流程图

Ｆｉｇ． １　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｓｅｉｚｕｒｅ ｄｅｔｅｃｔｉｏｎ

１．１　 脑电信号预处理

头皮脑电数据通过放置在头皮固定位置的电极

采集得到。 由于外置电极，这种采集方式很容易受

到外部干扰，导致采集到的数据被噪声污染。 此外，
由于受试者在采集过程中生理活动产生的内部伪迹

（如：眨眼、心脏跳动等） ［１５］，也会对数据产生干扰，
影响分类结果。 因此，针对内部伪迹，本文首先对采

集到的脑电信号进行通道筛选，剔除受眼部运动干

扰严重的 ２ 个电极 ＦＴ１ 和 ＦＴ２；同时，由于左侧耳电

磁极易受到心电伪迹的干扰，因此也剔除了靠近耳

部的 ２ 个电极 ＦＴ９ 和 ＦＴ１０。 所以，在通道筛选阶

段，共选择了脑电图中 ２０ 个通道信号。
　 　 滤波是一种常见的去除脑电信号外部伪迹的方

法，本文采用 １～４８ Ｈｚ 的带通巴特沃斯滤波器进行

滤波，抑制其他频率范围的信号［１６］。
根据数据集中标注的癫痫发作开始和结束时

间，为了保证波形的完整性，设置重叠率为 ５０％的

滑动窗口，将脑电信号分割成 ４ ｓ 的数据片段，最后

对所有片段进行归一化处理。 由于通道筛选和滤波

后的脑电信号幅值的浮动一般是在可接受范围内，
最大最小标准化能够较大程度地还原真实 ＥＥＧ 信

号波形。 因此，本文采用最大最小标准化对原始

ＥＥＧ 信号进行归一化操作，推得的公式为：

Ｘｍｉｎ－ｍａｘ ＝
Ｘ － Ｘ

－

ｍａｘ Ｘ( ) － ｍｉｎ Ｘ( )
（１）

１．２　 特征提取

原始脑电信号数据量庞大，且不具有代表性，而
特征提取方法可以提炼出能够表征癫痫发作特征的

数据，用于模型的建立。 因此，本文主要使用传统时

域、频域特征和基于平滑非线性能量算子的尖峰相

关性特征，对脑电数据进行特征提取。
１．２．１　 传统特征提取

研究主要从时域和频域两个角度对脑电信号进

行传统特征提取。 本文主要提取时域上每个通道的

最大值、最小值、平均值、峰度 （Ｋｕｒｔｏｓｉｓ）、 偏斜度
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（Ｓｋｎｅｗｎｅｓｓ） 和线长（Ｌｉｎｅ Ｌｅｎｇｔｈ）；频域上主要提取

每个信号频域分量的振幅。 其中，峰度、偏斜度和线

长的数学定义分别见式（２） ～ （４）：

Ｋｕｒｔｏｓｉｓ ＝ Ｅ［（ｘ － ｍｅａｎ（ｘ）） ４］
｛Ｅ［（ｘ － ｍｅａｎ（ｘ）） ２］｝ ２ （２）

Ｓｋｎｅｗｎｅｓｓ ＝ Ｅ［（ｘ
－ ｍｅａｎ（ｘ）
ｓｔｄ（ｘ）

） ３］ （３）

Ｌｉｎｅ Ｌｅｎｇｔｈ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
ａｂｓ ｘｉ ＋１ － ｘｉ( ) （４）

　 　 其中， ｘ 表示脑电信号片段； Ｅ 表示对括号中数

值求期望； ｘｉ 表示采样点 ｉ 的值； ｎ 表示片段 ｘ 中采

样点数。
１．２．２　 尖峰相关特征提取

根据癫痫发作时脑电信号异常波的振幅和频率

发生改变的特异性现象，本文提出将尖峰相关特征

作为表征癫痫发作时异常特征的补充。 非线性能量

算子 （ ＮＬＥＯ） 是一种对信号进行能量度量的方

法［１７］，能够跟踪信号的瞬时能量。 对于离散信号

ｘｎ， 其非线性能量算子表达如式（５）所示：
φ［ｘ（ｎ）］ ＝ ｘ（ｎ － ｌ）ｘ（ｎ － ｐ） － ｘ（ｎ － ｑ）ｘ（ｎ － ｓ）

（５）
　 　 通常，当癫痫脑电信号中出现异常放电时，脑电

波的振幅和频率会有所提高，可以更好地突出异常

波在平稳状态下的放电波形，但非线性能量对脑电

信号中可能存在的噪音信号也具有很高的敏感度。
为了进一步提高 ＮＬＥＯ 对非平稳信号的表征能力和

抗干扰能力，文献［１８］提出了一种 ＮＬＥＯ 的改进方

法，即平滑非线性能量算子（ＳＮＬＥＯ），将计算所得

的能量与一个窗函数进行卷积运算，在一定程度上

减小低波幅噪音信号对输出结果的影响。 ＳＮＬＥＯ
计算见式（６）：

φ［ｘ（ｎ）］ ＝ ｗ（ｎ）∗φ［ｘ（ｎ）］ （６）
　 　 其中， ｗ 是一个矩形的窗函数，“∗”表示卷积

操作。 在非线性能量算子的计算中，本文使用的参

数值为 ｌ ＝ １， ｐ ＝ ２， ｑ ＝ ０ 和 ｓ ＝ ３， 并采用 ７ 个点的

窗函数进行卷积计算。
获得 ＳＮＬＥＯ 后， 需要设定一个合适的阈值，尽

可能多地筛选出可能是尖峰的样本，同时最小化漏

检率。 本文使用自适应阈值，对 ＳＮＬＥＯ 进行尖峰筛

选识别。 本文采用影响检测尖峰数量没有大范围变

化的阈值作为最优阈值。 最优阈值的搜索范围为

ＳＮＬＥＯ 的 １０％～９０％［１９］，相邻 ２ 个峰值的中间被确

定为一个尖峰的起始点或结束点。 由于数据在划分

过程中导致波形的不连续问题，本文将检测到的第

一个和最后一个尖峰丢弃，以确保每个片段具有完

整的尖峰形态。 如果检测出尖峰，则将每个划分好

的尖峰与后续 ５ 个尖峰片段相关联。 本文使用尖峰

相关性（Ｓｐｉｋｅ Ｃｏｒｒｅｌａｔｉｏｎ， ＳＣ） 来定义该矩阵，并将

ＳＣ 的平均值和标准差作为癫痫发作检测的特征。
ＳＣ 计算见式（７～８）：

ＳＣ ｉ， ｊ ＝ ｍａｘ
ｍ

Ｒｘｉｘ ｊ（ｍ） （７）

Ｒｘｉｘ ｊ（ｍ； ｉ， ｊ） ＝
Ｅ［ｘｉ（ｎ）ｘ ｊ（ｎ ＋ ｍ）］

σｘｉσｘ ｊ

（８）

　 　 其中， ｘｉ、ｘ ｊ 是脑电 ＥＥＧ 信号的片段，这里 ｉ ＝
［２，…，Ｓ － ６］， ｊ ＝ ［ｉ ＋ １，…，ｉ ＋ ５］；Ｓ 表示在一个片

段中检测到的峰值数； σ 表示脑电图片段的标准差。
估计 ＳＣ 特征的处理过程如图 ２ 所示。 将一个

片段的第一个和最后一个丢弃，而后根据得到的尖

峰计算其与后面 ５ 个尖峰的相关性。 根据图 ２（ａ）
中样例计算出的尖峰相关矩阵如图 ３ 所示。
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图 ２　 使用自适应阈值的 ＳＮＬＥＯ 计算尖峰相关性示意图
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图 ３　 尖峰片段得到的最大相关矩阵

Ｆｉｇ． ３　 Ｍａｘｉｍｕｍ ｃｏｒｒｅｌａｔｉｏｎ ｍａｔｒｉｘ ｏｂｔａｉｎｅｄ ｆｒｏｍ ｓｐｉｋｅ ｆｒａｇｍｅｎｔｓ
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　 　 此外，计算了 ＳＮＬＥＯ 的平均值、标准差和平均

最大 ＳＮＬＥＯ 值 ｓｐｉｋｉｎｅｓｓ。 其中， ｓｐｉｋｉｎｅｓｓ 被定义为

ＳＮＬＥＯ 中峰值的最大值除以 ＳＮＬＥＯ 的平均值［２０］，
以及检测到的峰值数量 （ ｓｎｕｍ）、 平均持续时间

（ ｓｗｉｄｔｈ） 和平均峰值间间隔 （ ｓｇａｐ）。 基于 ＳＮＬＥＯ
划分的尖峰相关特征的具体描述见表 １。

表 １　 尖峰相关特征的描述

Ｔａｂｌｅ １　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｓｐｉｋｅ－ｒｅｌａｔｅｄ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

特征 描述

ｍｅａｎ（ＳＣ） 尖峰相关性矩阵的平均值

ｓｔｄ（ＳＣ） 尖峰相关性矩阵的标准差

ｍｅａｎ（ＳＮＬＥＯ） ＳＮＬＥＯ 的平均值

ｓｔｄ（ＳＮＬＥＯ） ＳＮＬＥＯ 的标准差

ｓｐｉｋｉｎｅｓｓ 平均最大 ＳＮＬＥＯ 值

ｓｎｕｍ 峰值数量

ｓｗｉｄｔｈ 平均持续时间

ｓｇａｐ 平均峰值间间距

１．３　 分类模型

使用传统机器学习分类器 ＲＦ 和 ＳＶＭ 来评估

本文提出的方法，这些分类器经常被用于癫痫发作

的自动检测。

２　 实验

２．１　 数据集

本研究采用公开的头皮脑电数据集 ＣＨＢ－ＭＩＴ。
该数据集共记录了美国波士顿儿童医院的 ２３ 名癫

痫患者的头皮脑电数据，每个患者的数据都是由多

个．ｅｄｆ文件组成，采样频率 ２５６ Ｈｚ，共含有 １５７ 次癫

痫发作。 大多数文件包含有 ２３ 个 ＥＥＧ 通道信号，
并采用国际标准 １０－２０ 系统使用的 ＥＥＧ 电极位置

命名这些通道记录。
由于癫痫发作时间远小于发作间期的时间，为

了保证数据集正负样本的均衡性，本文采用欠采样

的方式在发作间期随机采样和癫痫发作样本数量相

当的负样本。
２．２　 评价指标

为了验证本文方法的有效性， 采用准确率

（Ａｃｃ）、敏感性（Ｓｅｎ）、特异性（Ｓｐｅ）、Ｆ１ 值和 ＡＵＣ 等

指标进行实验评估。 计算方法见式（９） ～ 式（１１）：

Ａｃｃ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（９）

Ｓｅｎ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１０）

Ｓｐｅ ＝ ＴＮ
ＴＮ ＋ ＦＰ

（１１）

　 　 其中， ＴＰ、ＦＰ、ＦＮ 和 ＴＮ 分别为真阳性、假阳

性、假阴性和真阴性。
本文产生的所有实验结果都是在配置为 Ｉｎｔｅｌ

（Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ７ － ９７００ ＣＰＵ＠ ３． ００ ＧＨｚ，１６ ＧＢ
ＲＡＭ 的计算机上实现的。 实验模型使用 Ｐｙｔｈｏｎ ３．７
和 Ｓｃｉｋｉｔ－ｌｅａｒｎ 构建。
２．３　 结果分析

本文先对提取的传统时域、频域特征分别使用

ＲＦ 和 ＳＶＭ 分类模型进行测试，所得实验结果见表

２。 由表 ２ 可知，ＳＶＭ 分类模型表现最佳。
表 ２　 基于传统特征的实验结果

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ ｔｒａｄｉｔｉｏｎａｌ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

特征 分类器 Ａｃｃ Ｓｅｎ Ｓｐｅ

传统特征 ＲＦ ０．８６２ １ ０．７５３ ３ ０．９３３ ９

ＳＶＭ ０．９５９ ０ ０．９３８ ５ ０．９７３ ６

　 　 在确定分类模型 ＳＶＭ 的基础上，将传统特征和

尖峰相关特征结合，探讨尖峰相关特征对癫痫脑电

信号的表征能力。 添加前后对比结果见表 ３。
表 ３　 尖峰相关特征对比的分类结果

Ｔａｂｌｅ ３　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｐｉｋｅ－ｒｅｌａｔｅｄ ｆｅａｔｕｒｅ ｃｏｍｐａｒｉｓｏｎ

分类器 特征 Ａｃｃ Ｓｅｎ Ｓｐｅ

ＳＶＭ 传统特征 ０．９５９ ０ ０．９３８ ５ ０．９７３ ６

传统特征＋尖峰相关特征 ０．９６５ ２ ０．９５６ ５ ０．９７０ ９

　 　 由表 ３ 可知，尖峰相关特征能够对癫痫脑电信

号信息进行表征。 加入尖峰相关特征后，检测结果

在 Ａｃｃ 上提升了 ０．６２％，在 Ｓｅｎ 上提升了 １．８％，在
Ｓｐｅ 上有所降低。 在实际的临床应用中，正确识别

发作样本比正确识别非发作样本更重要，因此 Ｓｅｎ
指标更能准确衡量方法的优劣。 本文提出的方法虽

然在 Ｓｐｅ上略有降低，但 Ｓｅｎ指标上有一定程度的提

升。

３　 结束语

本文提出了一种基于平滑非线性能量算子划分

的尖峰相关特征的癫痫发作自动检测算法。 该算法

使用传统的时域、频域特征，结合尖峰相关性特征对

脑电信号进行刻画，使用 ＲＦ 和 ＳＶＭ 分类器来测试

癫痫发作自动检测的有效性和可靠性。 将所提方法

在开源数据集 ＣＨＢ－ＭＩＴ 上进行了评估，ＳＶＭ 分类

器获得了更好的结果，其准确率、敏感性和特异性分

别为 ９６．５２％，９５．６５％和 ９７．０９％。 此外，研究开展的

特征消融实验结果表明，提出的基于平滑非线性能

１３１第 ３ 期 何雪兰， 等： 基于平滑非线性能量算子划分的尖峰相关特征癫痫发作自动检测算法



量算子划分的尖峰相关特征，能够作为癫痫脑电信

息的补充，进一步提高癫痫发作检测的性能。
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