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基于特征嵌入的小样本涡轮叶片缺陷识别研究

纪家平， 贺福强， 谢　 丹， 周　 阳， 史　 广

（贵州大学 机械工程学院， 贵阳 ５５００２５）

摘　 要： 航空发动机涡轮叶片的缺陷，影响发动机可靠性与使用寿命，基于计算机视觉与深度学习技术进行叶片缺陷的自动

化检测具有重要现实意义。 但是，涡轮叶片图像采集环境的高度非结构化、缺陷形式高差异性，为准确的缺陷识别带来困难。
针对上述问题，提出了深度特征嵌入先验网络，其核心通过引入缺陷形状先验的特征嵌入层，准确刻画缺陷的形状特征，提高

模型在小样本情况下的分类准确率。 实验结果表明，所提方法在小样本叶片缺陷识别问题上取得了优越性能。
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０　 引　 言

航空发动机涡轮叶片作为发动机的核心部件，
一直备受关注，其质量的优劣将直接影响发动机的

工作效率、可靠性和安全性［１－３］。 由于叶片的特殊

工作环境，即使是细微的划痕也可能会快速扩展并

恶化，从而引发严重事故，并对人员和财产造成巨大

危害。 因此，涡轮叶片缺陷的检测研究，对于保障航

空安全、提高发动机的可靠性和延长使用寿命具有

重要意义。
目前，国内大部分涡轮叶片表面缺陷检测仍处

于人工检测阶段，长时间目视检测造成漏检率升高，
且检测成本也颇为可观。 随着计算机视觉技术的快

速发展，基于传统图像处理技术与基于深度学习技

术的自动化缺陷检测已经得到广泛应用［４］。 由于

深度学习技术不依赖人工设计特征算子，方法的鲁

棒性更强［５］，因此本文主要关注基于深度学习的表

面缺陷识别。 Ｌｅｅ 等学者［６］ 提出了一种相对较新的

方法来使用深度结构化神经网络诊断钢缺陷，通过扩

展的 ＣＮＮ 诊断模型，用于分析图像中的局部缺陷区

域，以支持实时视觉决策过程。 Ｃａｏ 等学者［７］提出了

一种新颖的双流 ＣＮＮ 架构，用于提取一维热信号序

列中的特征，以便准确分类地下缺陷和非缺陷区域。
Ｂｏｕｄｉａｆ 等学者［８］提出使用改进的 ＡｌｅｘＮｅｔ 卷积神经

网络和支持向量机模型，开发热轧钢带图像表面缺陷

智能识别系统，经测试分类精度达到 ９９．７％。
现有研究通过改进模型设计，在特定数据集上

已经取得了优异性能［９］。 但是现有研究大多适用

于生产线上的钢板等结构固定、拍摄条件稳定下的

数据集［１０－１２］。 对于涡轮叶片的表面缺陷检测而言，



采集环境高度非结构化，且缺陷形式差异大，导致缺

陷图像数据量小，现有方法难以满足深度学习模型

收敛的要求［１３］。 除此之外，涡轮叶片缺陷图像数据

集多采自不同叶片，缺陷特征的分布高度离散，为深

度学习模型训练带来困难。
针对上述问题，本文基于小样本学习技术，提出

了深度特征嵌入先验网络（Ｄｅｅｐ Ｆｅａｔｕｒｅ Ｅｍｂｅｄｄｉｎｇ
Ｐｒｉｏｒ Ｎｅｔｗｏｒｋ，ＤＦＥＰ－Ｎｅｔ），该网络中设计了引入缺

陷形状先验的深度特征嵌入模块，面对小样本叶片

缺陷数据集时可以为缺陷识别提供更好的特征表

达，从而有利于模型分类。

１　 深度特征嵌入先验网络

１．１　 模型架构

为了充分适应涡轮叶片分类任务的特点先验网

络架构、以利于后续更好的分类，本文设计了深度特

征嵌入先验网络（ＤＦＥＰ－Ｎｅｔ）。 深度特征嵌入先验

网络结架构如图 １ 所示，考虑到叶片缺陷分类任务

的特点，该模型的核心是特征嵌入模块。 ＤＦＥＰ－Ｎｅｔ
中的其他模块与通用的小样本学习网络模型［１４］ 相

同。 原型生成模块与距离度量模块的表达如式（１）
和式（２）所示：

Ｃｋ ＝
１

｜ Ｓｋ ｜
∑

（ｘｉ，ｙｉ）∈Ｓｋ

ｆϕ（ｘｉ） （１）

ｐ ＝ （ｙ ＝ ｍ ｜ ｘ） ＝
ｅｘｐ（ － ｄ（ ｆϕ（ｘ）， ｃｍ））

∑ｍ
－ ｄ（ ｆϕ（ｘ），ｃｍ）

（２）

　 　 其中， Ｃｋ 表示第 ｋ 个类别的原型表达； Ｓｋ 表示

第 ｋ 个类别的输入支持样本集； ｆϕ（·） 表示 ４ 层卷

积； ｄ 表示度量函数，使用欧氏距离的平方； ｐ 表示

查询样本标签为 ｍ 的概率。

特征嵌入
模块

支持集

查询集

原型
生成
模块

距离
度量
模块

图 １　 深度特征嵌入先验网络架构图

Ｆｉｇ． １ 　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｄｅｅｐ ｆｅａｔｕｒｅ ｅｍｂｅｄｄｉｎｇ ｐｒｉｏｒ

ｎｅｔｗｏｒｋ

　 　 损失函数使用交叉熵损失函数，数学定义见式（３）：

Ｌ ＝ － １
Ｎ∑ｉ

∑
Ｍ

ｃ ＝ １
ｙｉｃ ｌｏｇ（ｐｉｃ） （３）

　 　 其中， Ｎ 表示待分类样例数量；Ｍ 表示种类个

数；ｙｉｃ 为标记信号。 如果该种类与样例 ｉ 的种类相

同，ｙｉｃ 的值为 １，否则为 ０；ｐｉｃ 表示待分类样例属于 ｉ
种类的预测概率，范围在 ０ 到 １ 之间。
　 　 基于特征嵌入的叶片缺陷识别算法大体流程如

下：
（１）在给定了支持集图片 ｓｉ ∈ Ｓ（ ｉ ＝ １，２，…，ｎ）

和查询集图片 ｑ ｊ ∈ Ｑ（ ｊ ＝ １，２，…，ｍ） 后，支持集图

片和查询集图片分别通过特征嵌入模块 ｆϕ， 产生各

自的特征表达图 ｓｅｍｂｅｄ
ｉ ∈ Ｓｅｍｂｅｄ（ ｉ ＝ １，２，…，ｎ） 和

ｑｅｍｂｅｄ
ｊ ∈ Ｑｅｍｂｅｄ（ ｊ ＝ １，２，…，ｎ）；

（２）支持集图片的特征嵌入被送入原型生成模

块。 按照式（１），原型生成模块生成了代表类别的

原型 ｃｉ ∈ Ｃ（ ｉ ＝ １，２，…，ｋ）， 其中 ｉ 表示第 ｉ 个类别

的原型， ｋ 表示原型的个数；
（３）生成原型后，运用式（２）计算原型 ｃｉ 与查询

集特征表达图 ｑ ｊ 间的距离，得到分类结果。
１．２　 引入缺陷形状先验的深度特征嵌入层

１．２．１　 残差卷积网络

卷积层（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｌａｙｅｒ）是卷积神经网络

中的常见模块，假设该层的输入特征图为 ｆ ｉｎ， 输出

特征图为 ｆ ｏｕｔ。 该层的计算方式可由式（４）来描述：

ｆ ｏｕｔ
ｉ ＝ ∑

Ｃｉｎ

ｊ ＝ １
ｆ ｉｎ
ｊ 􀱋 Ｗｉ， ｊ （４）

　 　 其中， ｆ ｏｕｔ
ｉ 表示输出特征图的第 ｉ 个通道值； Ｃ ｉｎ

表示输入特征图的通道数； ｆ ｉｎ
ｊ 表示输入特征图的第

ｊ 个通道；“􀱋”为卷积操作； Ｗ 为卷积权重。 如果卷

积核的大小为 ｋ， 则权重为 Ｗ ∈ ＲＣｉｎ×Ｃｏｕｔ×ｋ×ｋ。
　 　 本文使用的残差卷积层如图 ２ 所示。 在图 ２
中，残差卷积层使用了 ２ 个相同的卷积层，共有 ６４
个滤波器，每个滤波器的尺寸是 ３×３。 在非线性激

活函数方面， 该层使用了 ＲｅＬＵ，其计算方法可描述

为式（５）、式（６）：

3?3,64

ReLU

ReLU

3?3,64

F(x)

x

x

图 ２　 残差卷积层示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｒｅｓｉｄｕａｌ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ
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Ｆ（ｘ） ＝ ｆ（Ｗ１ × ｘ） （５）
ｘｏｕｔ ＝ ｘ ＋ ｆ（Ｗ２ × Ｆ（ｘ）） （６）

　 　 其中， ｘ表示输入特征图； ｘｏｕｔ 表示输出特征图；
Ｗ１ 和Ｗ２ 分别表示第一和第二层卷积的权重； ｆ表示

线性整流函数。
１．２．２　 空间注意力机制

在深度学习领域中，注意力机制的基本假设是，
模型应该将关注点集中在输入特征图的关键信息

上，而忽略那些无关的信息。 为实现这一目标，注意

力机制通常采用掩码技术，通过掩码技术生成的新

网络层权重，可以强化图像中的关键特征，从而促进

注意力机制的形成。 通常情况下，注意力机制包括

了空间域注意力（ Ｓｐａｔｉａｌ Ｄｏｍａｉｎ Ａｔｔｅｎｔｉｏｎ）与通道

域注意力（Ｃｈａｎｎｅｌ Ｄｏｍａｉｎ Ａｔｔｅｎｔｉｏｎ） ［１５］。 本文采用

卷积块专注力模块 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ
Ｍｏｄｕｌｅ）的思想，设计了空间注意力网络。 本文设计

的空间注意力机制模块如图 ３ 所示。 该模块的计算

方法可表示为：
　 　 　 Ｆｏｕｔ ＝ Ｆ ｉｎ 􀱋 σ（ ｆ ３×３（［ＡｖｇＰｏｏｌ（Ｆ ｉｎ）；

ＭａｘＰｏｏｌ（Ｆ ｉｎ）］）） （７）
其中， Ｆｏｕｔ 表示输出特征图； Ｆ ｉｎ 表示输入特征

图； ＡｖｇＰｏｏｌ 和 ＭａｘＰｏｏｌ 分别表示在通道维度上提

取平均值和最大值的操作； ｆ ３×３ 表示大小为 ３×３ 的

滤波器。

[MaxPool,AvgPool]

conv σ(?)

图 ３　 空间注意力模块示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 在该模块中，对于给定的输入特征图 Ｆ ｉｎ，设尺

寸为Ｍ × Ｎ × Ｃ，按照通道维度进行最大池化和平均

池化后，模块生成 ２ 个尺寸为 Ｍ × Ｎ × １ 的新特征

图，并按照通道维度将其串联起来，得到一个尺寸为

Ｍ × Ｎ × ２ 的特征图。 注意力算法对其执行卷积操

作，并通过激活函数实现非线性激活，进而生成一个

尺寸为 Ｍ × Ｎ × １ 的注意力模板。 算法将注意力模

板与原输入按位相乘，从而得到模块的输出结果。
通过这种方法，特征图中的不同位置被赋予不同权

重，使得模型对特征图上像素点的关注程度有所不

同，从而实现注意力的生成。
１．２．３　 缺陷形状先验

在叶片缺陷识别领域，专家通常对缺陷的颜色

深浅、形状变化等进行观察，根据观察结果进行缺陷

判定。 基于人工的缺陷识别主要考察叶片表面的形

态、颜色等，获取这些信息有助于模型的分类。 借助

图像处理方法，使用边缘、形状、纹理、颜色等特征描

述叶片图片中的缺陷形状，能够获取到缺陷识别的

领域知识，实现更高效的模型特征提取。
本文使用了 ＨＯＧ［１６］、ＬＢＰ ［１７］、ＳＩＦＴ［１８］、ＣＨ［１９］

共 ４ 种特征抽取算法，为叶片缺陷识别引入先验信

息。 其中，ＨＯＧ 特征主要关注叶片图像中的局部形

状信息，有助于获取缺陷所在的位置的边缘、轮廓等

结构特征；ＬＢＰ 特征用于描述叶片图像的局部纹理

信息，通过比较像素与其邻域像素的灰度关系生成

二进制模式，捕捉精确的细节纹理；ＳＩＦＴ 特征关注

叶片图像中的关键点信息，具有尺度、旋转和亮度不

变性，从不同角度拍摄同一缺陷时 ＳＩＦＴ 特征依然能

够保持稳定，进而提高 ＤＦＥＰ－Ｎｅｔ 对拍摄条件的鲁

棒性；ＣＨ 表示叶片图像中颜色信息的分布，通过统

计不同颜色的频率，颜色直方图可以捕捉整体颜色

信息，为缺陷识别带来可靠的特征信息。 上述 ４ 种

算法可以从不同维度获取不同信息，进而提高深度

特征嵌入层在少样本场景下的表征能力。
１．２．４　 特征选择模块

引入特征选择模块的目的在于，当输入向量经

过特征嵌入层的部分模块后，嵌入层会输出具有领

域知识和高层抽象语义信息的特征向量。 这种特征

向量的维度较高，通常包含许多与分类任务无关的

噪声特征以及可能影响模型学习和分类的错误特

征。 特征选择模块能使模型专注于与分类任务相关

的特征，同时忽略与分类无关的特征，从而优化特征

向量。 为此，本文采用空间注意力模块的思想，并通

过掩码方式对高维特征输入进行筛选，使得与分类

任务相关的特征得到重点关注。 特征选择模块示意

如图 ４ 所示。

AvgPooling
bychannel

1?1,N
filters输入M?1 输出M?1

图 ４　 特征选择模块

Ｆｉｇ． ４　 Ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｍｏｄｕｌｅ

　 　 在该模块中， 输入是 Ｍ 维的列向量，该向量会

进入图 ４中的网络层；网络层里包含Ｎ个尺寸为 １ ×
１ 的滤波器，结果输出是 Ｍ × Ｎ 维的特征图，这里的

Ｎ设置为 ４０；经过网络层后，特征选择模块使用按通

道进行池化的池化函数，对特征图进行处理，得到特

征掩码；该模块使用掩码与原始输入进行按位相乘，
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得到最终输出。 模型的数学原理表达具体如下：
Ｆｏｕｔ ＝ Ｆ ｉｎ 􀱋 ＡｖｇＰｏｏｌ（ ｆ １×１（Ｆ ｉｎ）） （８）

１．２．５　 引入缺陷形状先验的深度特征嵌入层

引入缺陷形状先验的深度特征嵌入层的执行流

程如下：
（１）当输入原始 ＲＧＢ 图像进入模块后，会经过

２ 个分支，一个分支是深度语义特征提取模块，另一

分支是缺陷形状先验提取模块。 这 ２ 个分支分别产

生新的输出。 特征选择模块对新的输出进行处理，
得到最终结果。

（２）对于深度语义特征提取模块，输入图像首

先会通过 ４ 个残差卷积模块。 这 ４ 个残差卷积模块

相同，前 ２ 个残差卷积模块使用 ２×２ 的最大池化

层，用于对输出特征进行特征提取，从而提取出更高

级的语义特征。 在通过了 ４ 层残差卷积模块后，生
成的特征表达会进入空间注意力机制模块，该模块

输出深度语义特征。 通过注意力机制模块，模型能

够对不同的输入给予不同的关注点，便于模型分类。
在缺陷形状先验提取模块中，通过运用 ＨＯＧ、

ＬＢＰ、ＳＩＦＴ、和 ＣＨ 特征提取器对原始图像进行处理，
从而得到缺陷形状先验特征。 此后将这些先验特征

拼接成列向量，以表示缺陷先验特征的输出结果。
　 　 （３）在获得了 ２ 个分支的输出后，对 ２ 个分支

分别执行全连接操作，产生 ２ 个 ２ ０４８ 维的向量，再
将这 ２ 个向量串联起来，得到 ４ ０９６ 维的向量。 接

着将该向量送入特征选择模块，特征选择模块产生

最终的特征向量。 此特征向量被用于表示原始图片

的特征嵌入。

２　 实验与结果分析

２．１　 数据集与实验设置

本文在自行收集的叶片缺陷数据集上开展实

验。 数据集采集过程中，总共包含 ２０ 个带有缺陷的

叶片，主要缺陷类型为划痕或者刮擦。 数据集示例

如图 ５ 所示，不同叶片的损伤形貌差别大。 值得注

意的是，无缺陷叶片虽然表面纹理更少，但是由于拍

摄光照因素影响，可能在布局位置产生反光（见图 ５
（ｄ）），反光部位与刮擦损伤特征相近，容易造成模

型误识别。

（a）缺陷叶片1 （b）缺陷叶片2

（c）缺陷叶片3 （d）无缺陷叶片
图 ５　 数据集示例

Ｆｉｇ． ５　 Ｄａｔａｓｅｔ ｅｘａｍｐｌｅｓ

　 　 本文按照小样本学习的要求收集数据集，通过

对原始图像的标注、筛选、整理、数据增强等环节，针
对 ２０ 个受损叶片搜集的数据集情况见表 １。 最终

整理了 １ ８９５ 张图像，其中有缺陷图像 １ ６４０ 张，无
缺陷图像 ２５５ 张。 将数据集按 ７ ∶ ３ 的比例划分训

练集与测试集。

表 １　 缺陷叶片编号 １～ ２０ 样本数

Ｔａｂｌｅ １　 Ｎｕｍｂｅｒ ｏｆ ｄｅｆｅｃｔｉｖｅ ｂｌａｄｅｓ １～ ２０ ｓａｍｐｌｅｓ

编号 １ ２ ３ ４ ５ ６ ７ ８ ９ １０ １１ １２ １３ １４ １５ １６ １７ １８ １９ ２０

样本 ８７ ８０ ８２ ８３ ９３ ７４ ７９ ８４ ８１ ８０ ７９ ７５ ８２ ８４ ８６ ８１ ８０ ８２ ７４ ９４

　 　 为了验证本文基于小样本学习算法进行缺陷识

别的优越性，实验选取了缺陷识别领域常用的深度

学习网络 ＡｌｅｘＮｅｔ 和 ＲｅｓＮｅｔ－５０ 作为对比模型；为
了验证缺陷形状先验的有效性，实验对比了将形状

先验模块从 ＤＦＥＰ－Ｎｅｔ 中删除，开展了消融实验，相
应的模型称为 ＤＦＥＰ－Ｎｅｔ ＼ ＳＰ。 为进一步评价本文

提出小样本学习框架的有效性，实验还选取了小样

本学习领域的基准模型 Ｐｒｏｔｏｔｙｐｉｃａｌ Ｎｅｔ 和 Ｍａｔｃｈｉｎｇ
Ｎｅｔ［２０］进行对比实验。 本次实验使用准确率作为评

估指标。
考虑到测试图像的数量不多，因此设计的实验

采用 ２－ｗａｙ ５－ｓｈｏｔ 的形式，即对于每轮训练，每个训

练任务包括 ２ 类数据（从有缺陷与无缺陷共 ２１ 类中

随机抽取 ２ 类），每类数据包括 ５ 张支撑样本，每类

图像中的剩余样本被作为查询样本。 考虑到使用了

２－ｗａｙ 的方式，如果采用无放回的方式，产生的任务

数量会较少，因此在训练集中选取任务时，本文采用

有放回方式。 在模型正式训练前，先进行预训练，从
而加速模型学习。 对于小样本学习算法，训练和测

试的任务中的图像类别互不相同，这与传统图像分

类中的设定不同，为此本文最终准确率对比均是在

完整数据集上的实验结果。
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２．２　 基于特征嵌入的叶片缺陷识别实验

采用本文方法进行训练的损失函数如图 ６ 所

示。 由图 ６ 可见，所有图片在被训练 ７０ 个循环后模

型几乎收敛。 训练收敛后，模型在数据集上分类的

混淆矩阵如图 ７ 所示。 本文提出的 ＤＦＥＰ－Ｎｅｔ 模型

对有缺陷叶片的识别准确率为 ９７．５６％。
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图 ６　 模型训练过程中损失函数的变化

Ｆｉｇ． ６　 Ｃｈａｎｇｅ ｏｆ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｄｕｒｉｎｇ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ

0

1

Tr
ue

la
be
l

0 1

Predictedlabel

Confusionmatrix 3000

2500

2000

1500

1000

500

图 ７　 分类混淆矩阵

Ｆｉｇ． ７　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

　 　 本文对比了不同优化器与学习率下模型的表

现，其中包括随机梯度下降 （ ＳＧＤ）、动量优化器

（Ｍｏｍｅｎｔｕｍ）、ＡｄａＧｒａｄ 和 Ａｄａｍ。 采用不同优化器

时的叶片缺陷识别准确率曲线如图 ８ 所示。 由图 ８
可以看到，ＳＧＤ 优化器的训练速度快，但是准确率

曲线波动比较严重；Ｍｏｍｅｎｔｕｍ 优化器训练过程比

较平稳，但是易收敛到局部最小值； ＡｄａＧｒａｄ 和

Ａｄａｍ 两种自适应学习率的优化器表现优异，可以

根据当前参数的梯度信息和历史梯度信息，自适应

地调整学习率，满足本文小样本场景下的叶片缺陷

识别模型训练需求。 Ａｄａｍ 取得了最优缺陷识别性

能，这得益于其中引入了偏置修正，从而减少了偏差

对模型参数更新的影响，因此本文选择 Ａｄａｍ 作为

模型训练优化器。

　 　 ＤＦＥＰ－Ｎｅｔ 模型在采用 Ａｄａｍ 优化器以及不同

初始学习率 （ ｌｒ） 时的准确率变化曲线如图 ９ 所示。
在学习率为 ０．１ 时，ＤＦＥＰ－Ｎｅｔ 准确率难以收敛，且
准确率较低。 而当初始学习率为 ０．００１、０．０００ １ 和

０．０００ ０１时，准确率相对稳定，且能够逐渐收敛。 其

中，当初始学习率为 ０．０００ １ 时，训练集准确率达到

最高 ９７．５６％。 此外，在该初始学习率下，网络训练

速度最快。 因此，本文选择初始学习率为 ０．０００ １ 来

进行网络训练。
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图 ８　 不同优化器下的准确率变化曲线

Ｆｉｇ． ８　 Ａｃｃｕｒａｃｙ ｖａｒｉａｔｉｏｎ ｃｕｒｖｅ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｏｐｔｉｍｉｚｅｒｓ
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图 ９　 不同学习率下的准确率变化曲线

Ｆｉｇ． ９　 Ａｃｃｕｒａｃｙ ｖａｒｉａｔｉｏｎ ｃｕｒｖｅ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

２．３　 对比与消融实验

与其他方法的对比实验结果见表 ２。 从表 ２ 中

可以看到，深度学习算法 ＡｌｅｘＮｅｔ 和 ＲｅｓＮｅｔ－５０ 的

归类正确率超过了 ８０％，说明模型提取到了与叶片

缺陷相关的某些特征。 但得到的分类准确率并不理

想，说明在小样本数据量的情况下，一般的深度学习

模型无法得到充分的训练，导致模型表现一般。 相

比于 ＡｌｅｘＮｅｔ 网络，ＲｅｓＮｅｔ － ５０ 的表现更好，说明

ＲｅｓＮｅｔ－５０ 的网络具有更强大的特征提取能力。
　 　 与深度学习模型相比，基于小样本学习的
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Ｍａｔｃｈｉｎｇ Ｎｅｔ、Ｐｒｏｔｏｔｙｐｅ Ｎｅｔ 和本文提出的 ＤＦＥＰ－Ｎｅｔ
模型的准确率明显更高。 从表 ２ 结果能够看出，在
面对少量数据样本的缺陷识别任务，且测试样本多

于训练样本的情况下，小样本学习方法更加适用。
表 ２　 叶片缺陷识别实验结果

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｂｌａｄｅ ｄｅｆｅｃｔ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ％

模型
类别

有缺陷准确率 无缺陷准确率

ＡｌｅｘＮｅｔ ８１．４２ ８２．１３

ＲｅｓＮｅｔ－５０ ８２．２７ ８４．３２

Ｍａｔｃｈｉｎｇ Ｎｅｔ ９１．２８ ９２．３９

Ｐｒｏｔｏｔｙｐｅ Ｎｅｔ ９５．２８ ９４．２５

ＤＦＥＳＰＬ ＼ＳＰ ９５．２７ ９６．３７

ＤＦＥＳＰＬ ９７．５６ ９８．４３

　 　 本文所介绍的 ＤＦＥＰ－Ｎｅｔ 模型在分类正确率上

超过 基 准 的 小 样 本 学 习 网 络 Ｍａｔｃｈｉｎｇ Ｎｅｔ 和

Ｐｒｏｔｏｔｙｐｅ Ｎｅｔ，充分说明本文提出的引入缺陷形状先

验的深度特征嵌入层是有效的。 同时，在实验过程

中进行了消融实验（Ａｂｌａｔｉｏｎ Ｓｔｕｄｙ），发现对模型分

类起主要作用的是缺陷形状先验信息。 这表明了本

文使用的缺陷形状先验提取器是适合的，还表明缺

陷形状先验知识能够指导模型的正确分类。
　 　 对于 Ｍａｔｃｈｉｎｇ Ｎｅｔ 和 Ｐｒｏｔｏｔｙｐｅ Ｎｅｔ 来说，后者

的准确率更高。 究其原因是：Ｍａｔｃｈｉｎｇ Ｎｅｔ 认为支

撑集和查询集的特征嵌入存在关联，而并非直接通

过特征嵌入层得到；支撑集数据的特征嵌入具有位

置相关性，其采用长短期记忆网络，对支撑集数据建

立了上下文关系；查询集的特征嵌入依赖于支撑集

的数据，所以采用长短期记忆网络，对查询集和支撑

集建立了上下文关系。 因此使其网络变得复杂，且
难以训练。 对于 Ｐｒｏｔｏｔｙｐｅ Ｎｅｔ 来说，则舍弃了上述

假设，采用原型的思想来代替支撑集样本。 这种策

略简化了模型，因此取得了更好的表现。

３　 结束语

涡轮叶片缺陷的检测研究对于保障航空安全、
提高发动机的可靠性和延长使用寿命具有重要意

义。 本文提出了深度特征嵌入先验网络，该模型的

核心模块是引入缺陷形状先验的特征嵌入层，能够

刻画出缺陷的形状特征，提高模型的分类准确率。
实验结果表明，模型能够取得较好的准确率，并且缺

陷形状先验特征提取模块在总体叶片缺陷识别模型

中发挥重要作用。 深度特征嵌入先验网络为小样本

缺陷识别领域提供了一种可行的解决方案。
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