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基于 ＭＡＴＳＡＣ－ＬＳＴＭ的综合能源系统自动发电控制算法研究

李　 昊， 荣　 娜， 邓棋宸

（贵州大学 电气工程学院， 贵阳 ５５００２５）

摘　 要： 为提高综合能源系统自动发电控制（Ａｕｔｏｍａｔｉｃ Ｇｅｎｅｒａｔｉｏｎ Ｃｏｎｔｒｏｌ，ＡＧＣ）的控制性能和算法收敛速度，本文提出了一

种基于多智能体迁移柔性行动器－批判器与长短时记忆网络 （Ｍｕｌｔｉ－Ａｇｅｎｔ Ｔｒａｎｓｆｅｒ Ｓｏｆｔ Ａｃｔｏｒ－Ｃｒｉｔｉｃ ｗｉｔｈ Ｌｏｎｇ－Ｓｈｏｒｔ Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＭＡＴＳＡＣ－ＬＳＴＭ）的 ＡＧＣ 控制法。 首先，用 ＬＳＴＭ 网络将采集的区域控制误差等环境状态量进行时序特征提取，并
作为 ＭＡＴＳＡＣ 算法的输入，使智能体能结合历史信息进行快速的有功功率分配决策；其次，采用集中训练分散执行框架，将
一个智能体观察的环境状态量以及其他智能体的动作信息作为相应智能体 Ｃｒｉｔｉｃ 网络的输入，以便训练时能够让多智能体之

间共享信息；最后，通过迁移学习将旧任务训练的 Ｃｒｉｔｉｃ 和 Ａｃｔｏｒ 网络模型参数转移到新任务相应模型参数中，以提高智能体

的训练效率。 算例分析在一个修改的 ＩＥＥＥ 标准两区域负荷频率控制系统模型和一个五区域综合能源系统模型展开，仿真结

果表明，与比例积分微分、Ｑ 学习、双延迟深度确定性策略梯度、基于动态策略的赢或快速学习爬坡策略、柔性行动器－批判器

等传统算法相比，本文所提 ＭＡＴＳＡＣ－ＬＳＴＭ 算法提高了 ＡＧＣ 控制性能标准和算法收敛速度，降低了系统的区域控制误差和

频率偏差。
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０　 引　 言

随着全球能源转型，新能源大规模分散式接入

电网，致使电力系统随机性、间歇性不断增强，传统

自动发电控制 （ ＡＧＣ） 策略已经不满足电网需

求［１－２］。 因此，从 ＡＧＣ 策略的角度，寻找一种在综

合能源系统背景下有效提高系统安全稳定运行的控

制策略具有重要意义［３－４］。



ＡＧＣ 控制策略实际上是根据电网实时运行工

况在线计算出最优决策［５］。 目前，ＡＧＣ 控制策略可

以分为传统 ＡＧＣ 控制策略和智能 ＡＧＣ 动态优化策

略。 传统 ＡＧＣ 控制策略有模糊控制、自适应控制、
鲁棒 控 制、 比 例 积 分 微 分 （ Ｐｒｏｐｏｒｔｉｏｎａｌ Ｉｎｔｅｇｒａｌ
Ｄｅｒｉｖａｔｉｖｅ， ＰＩＤ）控制等方法。 文献［６］使用自适应

乌鸦搜索算法提出了一个最优模糊 ＰＩＤ 控制器，将
其应用于非线性两区域和三区域再热系统的 ＡＧＣ，
减少频率偏差。 随着大规模新能源接入电网，数据

维度变大，传统 ＰＩＤ 控制方法控制难度急剧增大。
伴随人工智能的进步与发展，有关 ＡＧＣ 的智能算法

也相继应用，试图解决传统控制方法暴露的问题。
由于强化学习具有实时性和自适应性，智能体

可以与环境交互收集信息，不断试错和探索，从而可

以在综合能源系统获得最优控制策略。 文献［７］将
Ｑ 学习算法应用于 ＡＧＣ，依靠 Ｑ 值函数和控制性能

标准（Ｃｏｎｔｒｏｌ Ｐｅｒｆｏｒｍａｎｃｅ Ｓｔａｎｄａｒｄｓ，ＣＰＳ）控制动作

形成闭环反馈来形成最优控制策略，增强了算法的

适应性和控制性能；文献［８］提出多经验池概率回

放的 双 延 迟 深 度 确 定 性 策 略 梯 度 （ Ｍｕｌｔｉｐｌｅ
Ｅｘｐｅｒｉｅｎｃｅ ｐｏｏｌ ｅｘｐｅｒｉｅｎｃｅ ｒｅｐｌａｙ Ｔｗｉｎ Ｄｅｌａｙｅｄ ｄｅｅｐ
ｄｅｔｅｒｍｉｎｉｓｔｉｃ ｐｏｌｉｃｙ ｇｒａｄｉｅｎｔ， ＭＥ－ＴＤ３）算法，采用不

同概率从不同经验池采样，提高最优策略的质量；文
献 ［ ９ ］ 引 入 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＣＮＮ），解决了传统强化学习算法中维数灾

难的问题，但缺乏考虑历史状态变化，造成局部最优

的问题；文献［１０］提出一种基于动态策略的赢或快

速学习爬坡策略 （ Ｐｏｌｉｃｙ Ｄｙｎａｍｉｃｓ ｂａｓｅｄ Ｗｉｎ ｏｒ
Ｌｅａｒｎ Ｆａｓｔ Ｐｏｌｉｃｙ Ｈｉｌｌ－Ｃｌｉｍｂｉｎｇ， ＰＤＷｏＬＦ－ＰＨＣ）算
法，通过改变学习率在各种复杂的电力系统环境中

得到最优策略，解决了新能源和分布式能源接入电

网时产生的强随机扰动问题，但由于采样复杂度较

高，算法收敛速度较慢。
为解决复杂综合能源系统背景下 ＡＧＣ 算法收

敛速度慢、控制性能差的问题，本文提出了一种基于

多智能体迁移柔性行动器－批判器与长短时记忆网

络（Ｍｕｌｔｉ－Ａｇｅｎｔ Ｔｒａｎｓｆｅｒ Ｓｏｆｔ Ａｃｔｏｒ－Ｃｒｉｔｉｃ ｗｉｔｈ Ｌｏｎｇ－
Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ， ＭＡＴＳＡＣ－ＬＳＴＭ）的算法，该算

法具有更强鲁棒性，最大熵政策可以使智能体具有

更强的探索能力，能够得到全局最优解，融合迁移学

习使得算法的收敛速度变快。 在一个修改的 ＩＥＥＥ
标准两区域负荷频率控制系统模型和一个五区域综

合能源系统进行了算例分析。 结果表明，该方法能

有效提高系统的控制性能指标和收敛速度，降低了

系统的区域控制误差和频率偏差。

１　 ＭＡＴＳＡＣ－ＬＳＴＭ 算法

传统强化学习算法在 ＡＧＣ 应用上收敛速度慢，
控制性能差，因此本文在柔性行动器－批判器（Ｓｏｆｔ
Ａｃｔｏｒ－Ｃｒｉｔｉｃ， ＳＡＣ）算法的基础上，用 ＬＳＴＭ 网络将

采集的区域控制误差等环境状态量进行时序特征提

取，作为 ＭＡＴＳＡＣ 算法的输入，多智能体框架使得

智能体之间信息共享，并通过迁移学习来解决收敛

速度慢的问题，进而提出 ＭＡＴＳＡＣ－ＬＳＴＭ 算法来提

高收敛速度和控制性能。
本文提出 ＭＡＴＳＡＣ－ＬＳＴＭ 算法架构如图 １ 所

示。 本文所研究的 ＡＧＣ 系统是动态随机环境，
ＭＡＴＳＡＣ－ＬＳＴＭ 算法根据系统所处的状态计算出相

应的 奖 励 值， 将 当 前 系 统 环 境 的 状 态 量 作 为

ＭＡＴＳＡＣ－ＬＳＴＭ 算法的输入，智能体在每个控制周

期中，给出最优功率发电指令。
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MATSAC
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离线训练

time

time

time
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a2

a3

r1

s1

r2

s2

r5

s5

奖励

A
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Δ
f

f′｜
Δ
f｜

在线应用

环境信息 迁移学习后的
SAC网络

输入层 隐藏层

知能体输出

光伏
火电机组

储能

输出层

H64
3

H2
3

H1
3

H16
1

H2
1

H1
1
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全连接层1
全连接层2

全连接层3

SAC网络

自动发电
控制

发电单元

ΔPm

ΔP2
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图 １　 ＭＡＴＳＡＣ－ＬＳＴＭ 算法架构
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１．１　 柔性行动器－批判器算法

深度强化学习具有处理高维连续状态－动作

空间的特点，而柔性行动器－批判器（ ＳＡＣ）算法是

最好异策略深度强化学习算法之一，相较于双延迟

深 度 确 定 性 策 略 梯 度 （ Ｔｗｉｎ Ｄｅｌａｙｅｄ ｄｅｅｐ
ｄｅｔｅｒｍｉｎｉｓｔｉｃ ｐｏｌｉｃｙ ｇｒａｄｉｅｎｔ， ＴＤ３）算法和近端策略

优化 （ Ｐｒｏｘｉｍａｌ Ｐｏｌｉｃｙ Ｏｐｔｉｍｉｚａｔｉｏｎ， ＰＰＯ）算法，该
算法可以使政策的熵值和预期收益最大化，从而使

样本学习的效率得到提高，ＳＡＣ 算法框架如图 ２
所示。

环境值网络

Q网络 策略网络π

Vψ(st)
Vψ(st)

δi δi

π�(at｜st)qθi(St,At)
i=1,2,…

SAC算法

Jπ(�)=Est~D DKL(π(?｜st+1))
exp(Qθ(st,?))

zθ(st)

�

JQ(θ)=E(s,a)~D
1
2(Qθ(st,at)-Qθ(st,at))2

JV(ψ)=Es~Dt
1
2

t t

(VΨ(st)-Ea-π[Qθ(st,at)-logπ�(at｜st)])2t �

^

图 ２　 ＳＡＣ 算法框架

Ｆｉｇ． ２　 Ｆｒａｍｅｗｏｒｋ ｏｆ ＳＡＣ ａｌｇｏｒｉｔｈｍ

　 　 在 ＳＡＣ 算法中，概率策略的熵可以描述为式

（１）：

Ｈ（π（· ｓｔ）） ＝ － ∑
ａ

π（ａ ｓｔ）ｌｎ π（ａ ｓｔ） （１）

其中， ｓｔ 代表当前智能体的状态，ａ 代表当前智

能体的动作。
在强化学习算法框架中的最大熵值函数，可以

描述为式（２）：

Ｑπ
ｈ（ ｓｔ，ａｔ） ＝ Ｅ

τ ～ π
［∑

Ｔ

ｔ ＝ ０
ｒｔＲ ｔ ＋

　 　 　 　 α∑
Ｔ

ｔ ＝ １
ｒｔＨ（π（· ｓｔ）） ｓ０ ＝ ｓ，ａ０ ＝ ａ］ （２）

其中， Ｅ 代表数学期望；Ｔ 为智能体和环境交互

的时间步数；ａｔ 代表智能体在时间 ｔ 执行的动作。
在 ＳＡＣ 算法中，有 ３ 个神经网络，分别是： Ｖ 网

络， Ｑ 网络和策略网络。
Ｖ 网络 Ｖψ（ ｓｔ） 由损失函数的均方误差更新，式

（３）：

ＪＶ（ψ） ＝ Ｅｓｔ ～ Ｄ［
１
２
Ｖψ（ ｓｔ） － Ｅａｔ ～ πφ

（Ｑθ（ ｓｔ，ａｔ） －

ｌｏｇ πϕ（ａｔ ｓｔ）） ２］ （３）
其中， Ｄ是训练样本的经验回放池，λＶ 是Ｖ网络

的学习速率。
策略网络 πϕ（ａｔ ｜ ｓｔ） 可以由 ＫＬ 散度损失公式

更新，式（４）：

Ｊπ（ϕ） ＝ Ｅｓｔ ～ Ｄ［ＤＫＬ（π（·｜ ｓｔ ＋１））‖
ｅｘｐ（Ｑθ（ ｓｔ，·））

Ｚθ（ ｓｔ）
］

ϕ ← ϕ － λπ ÑψＪπ（ϕ） （４）
其中， λπ 代表 Ｖ 网络的学习速率。
Ｑ 网络 Ｑπ

θ（ ｓｔ，ａｔ） 通过贝尔曼误差公式进行更

新，式（５） 和式（６）：

　 　 ＪＱ（θ） ＝ Ｅ（ ｓｔ，ａｔ） ～ Ｄ［
１
２
（Ｑθ（ ｓｔ，ａｔ） －

Ｑ^θ（ ｓｔ，ａｔ）） ２］ （５）

Ｑ^θ（ ｓｔ，ａｔ） ＝ ｒ（ ｓｔ，ａｔ） ＋ γＥｓｔ＋１ ～ ｐ［Ｖψ
－（ ｓｔ ＋１）］ （６）

其中， ｒ（ ｓｔ，ａｔ） 代表智能体执行动作时获得的

奖励，Ｖ􀭵ψ（ ｓｔ） 代表目标网络。
１．２　 多智能体迁移柔性行动器－批判器算法

与 ＳＡＣ 算法相比，多智能体迁移柔性行动器－
批判器算法是将单智能体采用集中训练分散执行

（Ｃｅｎｔｒａｌｉｚｅｄ Ｔｒａｉｎｉｎｇ ｗｉｔｈ Ｄｅｃｅｎｔｒａｌｉｚｅｄ Ｅｘｅｃｕｔｉｏｎ，
ＣＴＤＥ）框架拓展到多智能体。 在训练阶段，本文在

每个区域设置一个智能体，智能体的 Ａｃｔｏｒ 网络和

目标 Ａｃｔｏｒ 网络采集当前状态的环境信息和下一状

态的环境信息，然后生成智能体的当前动作和目标

动作。 将一个智能体观察的环境状态量，以及其他

智能体的动作信息作为相应智能体 Ｃｒｉｔｉｃ 网络的输

入，Ｃｒｉｔｉｃ 网络输出当前动作的 Ｑ 值。 此外，每个智

能体都有一个自己的经验回放池，以提高 ＭＡＳＡＣ
算法的稳定性。 在智能体收集足够经验回放池中的

数据后，每个智能体从经验回放池中随机取样来训

练自己。 当经验回放池中有足够的数据时，智能体

随机抽样得到的数据接近于独立的相同分布，设置

经验回放池可以打破序列之间关联性，避免模型陷

入局部最优。
１．３　 基于 ＬＳＴＭ 网络的 ＭＡＳＡＣ 框架构建

长短时记忆网络 （ Ｌｏｎｇ － Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ，
ＬＳＴＭ）网络是在循环神经网络 （Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＲＮＮ）基础上改进的，每个 ＬＳＴＭ 都是一组

捕获数据的单元，这些单元从一个模块连接到另一

个模块，传输过去的数据，并收集当前的数据。
ＬＳＴＭ 模型示意图如图 ３ 所示。
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图 ３　 ＬＳＴＭ 模型示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ ｍｏｄｅｌ

　 　 ＬＳＴＭ 网络包括 ３ 个门：输入门、输出门和遗忘

门，帮助 ＬＳＴＭ 处理顺序数据。遗忘门 ｆｔ、输入门 ｉｔ、输
出门 ｏｔ 由式（７） ～ 式（９） 计算得出。

ｆｔ ＝ σｇ（Ｗｆｘｔ ＋ Ｕｆｈｔ －１ ＋ ｂｆ） （７）
ｉｔ ＝ σｇ（Ｗｉｘｔ ＋ Ｕｉｈｔ －１ ＋ ｂｉ） （８）
ｏｔ ＝ σｇ（Ｗｏｘｔ ＋ Ｕｏｈｔ －１ ＋ ｂｏ） （９）

　 　 其中， ｘｔ，ｈｔ 分别代表输入层和输出层；Ｗｆ，Ｗｉ，
Ｗｏ，Ｗｃ 是隐藏层输入映射到３个门的权重矩阵；Ｕｆ，Ｕｉ，
Ｕｏ，Ｕｃ 是关于 ３ 个门与输入单元状态之间连接相关的

权重矩阵；ｂｆ，ｂｉ，ｂｏ，ｂｃ 是偏差向量；σｇ 是门激活函数。
计算得到的 ３ 个门的输出后，由式（１０）和式

（１１）更新输出：

Ｃ ｔ ＝ ｆｔＣ ｔ －１ ＋ ｉｔＣ
～

ｔ （１０）
ｈｔ ＝ ｏｔ ｔａｎｈ Ｃ ｔ( ) （１１）

　 　 其中， Ｃ ｔ 代表长期记忆信息，ｈｔ 代表短期记忆

信息。
在模型训练时，ＬＳＴＭ 网络将已经输出的记忆

信息与电力系统的当前状态连接，传递给 Ａｃｔｏｒ 网

络和 Ｃｒｉｔｉｃ 网络作为输入，使得智能体输入的信息

更加完整。
１．４　 迁移学习

迁移学习涉及源领域和目标领域，从源领域学

习到的知识可以转移到目标领域，源领域和目标领

域相似，则知识转移的过程相对容易，从而不考虑在

两者之间分布和适应性方面的差异。 不同综合能源

系统由于其机组不同、结构不同，所以其控制策略也

有差异。 因此，迁移学习可以与 ＳＡＣ 算法相结合，
从而使 ＳＡＣ 算法在 ＡＧＣ 中学习效率得到提高。 在

迁移学习中，通常采用两种策略，一种是传递学习模

型的参数；另一种是共享由以前训练过的智能体。
本文采用第一种方法，即在源领域训练后的智能体

向目标领域智能体进行参数传递。

２　 基于 ＭＡＴＳＡＣ－ＬＳＴＭ 的 ＡＧＣ 设计

基于 ＭＡＴＳＡＣ－ＬＳＴＭ 算法的自动发电控制是

通过各个区域的智能体实时感知综合能源系统中的

环境信息，智能体通过收集当前系统的环境信息状

态量作为 ＭＡＴＳＡＣ－ＬＳＴＭ 算法的输入，以奖励函数

作为目标函数，计算出相应奖励值，算法在每个控制

周期中，智能体输出最优动作作为实际电网调度端

所有机组最优的总发电调节指令。
综合能源的控制性能可以通过区域控制偏差

（Ａｒｅａ Ｃｏｎｔｒｏｌ Ｅｒｒｏｒ， ＡＣＥ）ＡＣＥ 和 ＣＰＳ１ 来衡量。
ＡＣＥ 计算，式（１２）：

ＡＣＥ ＝－ １０ＢΔｆ ＋ ΔＰＴ （１２）
　 　 其中， Δｆ 代表电网实际频率与计划频率之差；
ΔＰＴ 代表联络线上实际交换功率与计划交换功率之

差；Ｂ 代表区域定义的频率偏差系数。
ＣＰＳ１ 指标，式（１３）：

　 ＣＰＳ１ ＝ （２ － １
ε２

１

ＡＣＥ
－ １０Ｂ

æ

è
ç

ö

ø
÷

ｍｉｎ
× Δｆｍｉｎ） × １００ （１３）

　 　 其中， ε １ 是互联电网对全年 １ ｍｉｎ 频率平均偏

差均方根的控制目标值，Δｆｍｉｎ 代表相应变量在１ ｍｉｎ
内的平均值。
２．１　 智能体设计

（１）状态空间：对于任何时刻 ｔ，Ｓｉ 代表智能体

在 ｔ 时刻当前的状态，可以用式（１４）表示：

Ｓｉ
ｔ ＝ ［∫ＡＣＥ ｉｄｔ，Δｆｉ，ＡＣＥ ｉ ＋１］ （１４）

１１１第 １０ 期 李昊， 等： 基于 ＭＡＴＳＡＣ－ＬＳＴＭ 的综合能源系统自动发电控制算法研究



　 　 其中， ＡＣＥ ｉ 是第 ｉ 区域的区域控制误差的瞬时

值，Δｆｉ 是第 ｉ 区域频率偏差的瞬时值。
（２） 动作空间：对于任何时刻 ｔ，ａｔ 包括所有智

能体的动作，ａｉ
ｔ 代表智能体在 ｔ 时刻当前的动作，可

以用式（１５） 表示：
ａｉ
ｔ ＝ ［ΔＰＧｉ］ （１５）

　 　 其中， ΔＰＧｉ 是第 ｉ 区域实际电网调度端所有机

组的总发电调节指令。
（３）奖励函数：将 ＡＣＥ 作为目标函数，能够使

ＣＰＳ 指标保持高水平稳定且功率限制在小范围内波

动。 而系统控制性能也能由频率偏差的绝对值

｜ Δｆ ｜ 的大小直接反应。 本文将 ＡＣＥ 和 ｜ Δｆ ｜ 作为

算法的奖励函数，并且对 ＡＣＥ 和 ｜ Δｆ ｜ 的量纲进行

归一化处理，奖励函数式（１６）：
Ｒ ｔ ＝ － α１ ＡＣＥ（ ｔ） － α２１００ Δｆ（ ｔ） （１６）

　 　 其中， ｜ ＡＣＥ（ ｔ） ｜ 是 ｔ 时刻 ＡＣＥ 的绝对值；
｜ Δｆ（ ｔ） ｜ 是 ｔ 时刻频率偏差的绝对值；α１ 和 α２ 是

｜ ＡＣＥ（ ｔ） ｜ 和 ｜ Δｆ ｜ 的权重，且 α１ ＝ α２ ＝ ０．５。
２．２　 神经网络结构

本文智能体模型的 Ｃｒｉｔｉｃ 网络和 Ａｃｔｏｒ 网络的

输入是 ＬＳＴＭ 网络的输出，相较于其他神经网络，
ＬＳＴＭ 神经网络能够更好的将历史信息和目前的状

态信息结合起来，生成最优策略。 Ａｃｔｏｒ 网络设置 ３
个全连接层，ＲｅＬＵ 激活函数层，Ｔａｎｈ 激活函数层，
其结构示意图如图 ４ 所示。 Ａｃｔｏｒ 神经网络的隐藏

神经元分别是：１２８、６４、１；Ｃｒｉｔｉｃ 网络的输入为环境

状态和动作的合集，也含 ３ 个全连接层，ＲｅＬＵ 激活

函数层，Ｔａｎｈ 激活函数层，最后输出最优策略，３ 个

全连接层的神经元的个数分别是：６４、３２、１。

A1,A2,A3,A4,A5,…At

S1,S2,S3,S4,S5,…St

动作集合

Tanh激活层

1个神经元
全连接层3

ReLU激活层

64神经元
全连接层2

ReLU激活层

128神经元
全连接层1

LSTM网络

状态合集

图 ４　 Ａｃｔｏｒ 网络结构示意图

Ｆｉｇ． ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ Ａｃｔｏｒ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

３　 算例分析

为验证本文所提的 ＭＡＴＳＡＣ－ＬＳＴＭ 算法的有

效性和适用性，在一个修改的 ＩＥＥＥ 标准两区域负

荷频率控制系统模型上采用多智能体柔性行动器－
批判器与长短时记忆网络算法验证 ＬＳＴＭ 网络和多

智能体结合 ＳＡＣ 算法在 ＡＧＣ 中的控制效果，并通

过迁移学习在一个五区域综合能源系统模型上采用

ＭＡＴＳＡＣ－ＬＳＴＭ 算法进行仿真实验。
模型中的一些参数的选择将影响算法在自动发

电控制中的应用效果。 这些参数按照以下原则选

取：
（１）折扣因子：代表知识矩阵在更新过程中对

过去奖励值的折扣。 如果累计的奖励值对实际问题

的求解影响大，则折扣因子选择较大的值。 对于自

动发电控制而言，目前环境所得到的奖励的瞬时值

更为重要，所以折扣因子选择较小的值。
（２）学习率：如果设置太小，则算法收敛缓慢，

但容易找到全局最优解。 设置越大，算法的收敛速

度越快，但可能导致算法无法收敛。 本文在引入迁

移学习的方法后，算法已经具有较好的先验知识，所
以学习率选择较小的值。

（３）经验池长度：如果经验池过大，则会导致无

用的经验加入到抽样过程中；如果经验池过小，则会

导致算法不能通过经验池的抽样获得最优解。 本文

通过大量实验，选取 １ ０００ ０００。
（４）ｄｒｏｐｏｕｔ： ｄｒｏｐｏｕｔ 如果过大则会影响算法的

拟合能力；如果过小，则会导致数据样本不足而过拟

合。 本文在自动发电过程中，会获得大量样本，所以

ｄｒｏｐｏｕｔ 选择较小的值。
（５）批次大小：在一定范围内，批次越大，引起

训练震荡越小，收敛精度越高。 但如果过大，则会增

加训练时间，且收敛精度也不会提高。 本文进行了

大量的实验，选取批次大小为 ５１２ 最为有效。
通常，在不同环境下综合能源系统的运行工况

会实时变化，需要设置不同的最优参数才能寻求到

不同环境下自动发电控制的最优解，但是这将耗费

大量时间，本文根据参数选取的原则和大量的实验

仿真得到一组最优的参数见表 １。
３．１　 一个修改的 ＩＥＥＥ 标准两区域负荷频率控制

系统模型

本文在 ＩＥＥＥ 标准两区域负荷频率控制系统模

型基础上融入电池储能、风电、光伏。
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表 １　 模型参数

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ｍｏｄｅｌ

参数 数值

折扣因子（ｄｉｓｃｏｕｎｔ ｆａｃｔｏｒ） ０．１
学习率（ａｃｔｏｒ ｌｅａｒｎｉｎｇ ｒａｔｅ） ０．００１

经验池长度（Ｅｘｐｅｒｉｅｎｃｅ Ｂｕｆｆｅｒ Ｌｅｎｇｔｈ） １ ０００ ０００
ｄｒｏｐｏｕｔ ０．０１

Ｌ２ 正则化因子（Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｆａｃｔｏｒ） ０．０００ ２
批次大小（ｂａｃｈ ｓｉｚｅ） ５１２

目标平滑因子（ｔａｒｇｅｔ ｓｍｏｏｔｈ ｆａｃｔｏｒ） ０．００１
输出层激活函数

（ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎｆｏｒ ｏｕｔｐｕｔ ｌａｙｅｒ） Ｔａｎｈ

隐藏层激活函数
（ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎｆｏｒ ｉｎｐｕｔ ｌａｙｅｒ） ＲｅＬＵ

３．１．１　 智能体训练

ＭＡＳＡＣ－ＬＳＴＭ 算法分为离线训练和在线测试

两个阶段。 离线训练阶段，智能体的学习步长为

ＡＧＣ 系统的控制周期，该标准算例中取 ４ ｓ，不断更

新智能体的策略，使控制器的控制效果达到最优。
最终对修改的 ＩＥＥＥ 标准两区域负荷频率控制系统

模型的第一个区域施加一个周期 ８００ ｓ， 幅值

１ ０００ ＭＷ，时间 ８０００ ｓ 的正弦负荷扰动。
各种算法智能体学习过程如图 ５ 所示。 与

ＰＩＤ、Ｑ、ＴＤ３、ＰＤＷｏＬＦ－ＰＨＣ、ＳＡＣ 算法相比，ＭＡＳＡＣ
－ＬＳＴＭ 算法在 １ ２００ ｓ 后，已经能够稳定地跟踪负

载扰动变化，能够更准确的跟踪负荷扰动，收敛速度

最快。 由 于 ＭＡＴＳＡＣ － ＬＳＴＭ 算 法 可 以 通 过

ＬＳＴＭ网络将采集的区域控制误差等环境状态量进

行时序特征提取，并作为 ＭＡＴＳＡＣ 算法的输入，使
得智能体能够结合历史信息做出更优的决策，因此

使得奖励值震荡次数减少，具有更好的动态性能。
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图 ５　 智能体学习过程

Ｆｉｇ． ５　 Ｔｈｅ ｌｅａｒｎｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ａｇｅｎｔｓ
３．１．２　 阶跃扰动

为了评估 ＭＡＳＡＣ－ＬＳＴＭ 算法的可靠性和鲁棒

性，引入振幅为 １ ０００ ＭＷ 阶跃扰动。 基于 Ｑ、ＰＩＤ、
ＴＤ３、ＰＤＷｏＬＦ－ＰＨＣ、ＳＡＣ、ＭＡＳＡＣ－ＬＳＴＭ 算法的在

线测试结果如图 ６ 所示。 可以看出，ＭＡＳＡＣ－ＬＳＴＭ
算法在两个区域的 ＡＣＥ 和 Δｆ 的峰值明显小于其他

３ 种算法，说明 ＭＡＳＡＣ－ＬＳＴＭ 算法有效地减小了

ＡＣＥ 的偏差，在 ２２０ ｓ 内 ＭＡＳＡＣ－ＬＳＴＭ 算法可以使

各区域达到稳定。 区域联络线功率偏差 ＡＣＥ 可以

直接看出区域之间数据的共享程度以及多个区域之

间协同控制的配合程度，ＭＡＳＡＣ－ＬＳＴＭ 算法采用了

多智能体集中训练分散执行框架，使智能体之间信

息共享，有效实现多个区 ０ 域之间的最优协同控制。
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图 ６　 阶跃扰动曲线
Ｆｉｇ． ６　 Ｃｕｒｖｅ ｏｆ ｓｔｅｐ ｐｅｒｔｕｒｂａｔｉｏｎ
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３．１．３　 方波扰动

引入考核周期为 １ ５００ ｓ，幅值在 ８００ ＭＷ 以内的

方波负荷扰动，５ 种算法的控制性能见表 ２。 可以看

出，ＭＡＳＡＣ－ＬＳＴＭ 的 ｜ Δｆ ｜ 的平均值降低０．００２ ２～０．００４
Ｈｚ， ｜ ＡＣＥ ｜ 的平均值降低２．３９１～１１．８６９ ＭＷ， ＣＰＳ１ 的

平均值增加 ０．８４１％～ ２．３１１％。
表 ２　 不同算法的控制性能

Ｔａｂ． ２　 Ｃｏｎｔｒｏｌ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

算法 ｜ Δｆ ｜ ／ Ｈｚ ｜ ＡＣＥ ｜ ／ ＭＷ ＣＰＳ１ ／ ％

ＰＩＤ ０．００８ ３ ２８．１２３ １９６．５４１
Ｑ ０．００７ ３ ２２．４８２ １９７．５２１

ＴＤ３ ０．００６ ５ １８．６４５ １９８．０１１
ＰＤＷｏＬＦ－ＰＨＣ ０．００５ ９ １７．９８５ １９８．２１１

ＳＡＣ ０．００５ ７ １７．５２５ １９８．４５６
ＭＡＳＡＣ－ＬＳＴＭ ０．００４ ３ １６．２５４ １９８．８５２

３．２　 一个五区域综合能源系统模型

随着电网新能源占比提高，为了考虑大量分布

能源并入电网造成的影响，本文构建五区域综合能

源模型。 此模型在一个 ＩＥＥＥ 标准两区域负荷频率

控制系统模型上加入了电池储能、风电、光伏、热电

联产、柴油发电、核能水电等机组，每个区域设置独

立的智能体，实现多智能体协同控制。
因为 ＭＡＳＡＣ－ＬＳＴＭ 算法需要智能体与环境长

时间进行交互，收集数据从而获得最佳策略，本文对

修改的 ＩＥＥＥ 标准两区域负荷频率控制系统模型的

智能体向五区域综合能源系统模型的智能体传递参

数，从而缩短智能体的训练时间。
第一组实验采用 ＭＡＳＡＣ－ＬＳＴＭ 算法在构建的

五区域综合能源系统模型上训练 ３２０ 轮；第二组实

验采用迁移学习的方法，将修改的 ＩＥＥＥ 标准两区

域负荷频率控制系统模型的 Ｃｒｉｔｉｃ 网络和 Ａｃｔｏｒ 网

络的第一层全连接层参数转移到五区域综合能源系

统模型参数中；第三组实验将修改的 ＩＥＥＥ 标准两

区域负荷频率控制系统模型的训练模型 Ｃｒｉｔｉｃ 网络

和 Ａｃｔｏｒ 网络的第一层和第二层全连接层转移到五

区域综合能源系统模型参数中；第二组实验和第三

组实验的 Ｃｒｉｔｉｃ 网络和 Ａｃｔｏｒ 网络的输出层都被重

置，且将回放缓冲区清空，训练 ３２０ 轮。
迁移学习训练曲线如图 ７ 所示。 由图 ７ 可见，

第一组实验的起始奖励为 － ２６． ７，第二组实验为

－２３．２，第三组实验为－２１．２，说明 ＭＡＴＳＡＣ－ＬＳＴＭ 算

法使智能体能更好地收集经验；在 １００ 轮时，第三组

实验奖励已经达到－１３，而第一组实验的奖励还在

缓慢上升，ＭＡＴＳＡＣ－ＬＳＴＭ 算法通过迁移学习可以

使奖励增长率变大；第一组实验最后奖励稳定在

－１２．４，第二组实验为－９．１，第三组实验为－７．９，说明

通过迁移学习 ＭＡＴＳＡＣ－ＬＳＴＭ 算法在求解质量方

面得到提高。 实验结果说明通过迁移学习将旧任务

训练的 Ｃｒｉｔｉｃ 和 Ａｃｔｏｒ 网络模型参数转移到新任务

相应模型参数中，可以减少整个算法的训练时间，而
对于转移模型参数的选择，在重置输入层和输出层

的基础上，转移的神经网络参数越多，训练的收敛速

度越快，且寻优结果也更好。
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图 ７　 迁移学习训练

Ｆｉｇ． ７　 Ｔｒａｉｎｉｎｇ ｄｉａｇｒａｍ ｆｏｒ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ

　 　 考虑到综合能源系统的随机性和间歇性，在五

区域综合能源系统中引入幅值为 １ ０００ ＭＷ，持续时

间为 １０ ０００ ｓ 的随机扰动，扰动曲线如图 ８ 所示。
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图 ８　 随机扰动曲线

Ｆｉｇ． ８　 Ｔｈｅ ｃｕｒｖｅｓ ｏｆ ｒａｎｄｏｍ ｄｉｓｔｕｒｂａｎｃｅ

　 　 ＰＩＤ、Ｑ、ＴＤ３、ＰＤＷｏＬＦ－ＰＨＣ、ＳＡＣ、ＭＡＳＡＣ－ＬＳＴＭ、
ＭＡＴＳＡＣ－ＬＳＴＭ ７ 种算法在随机扰动下的控制性能如

图 ９ 所示。 相较于其他算法，本文所提算法的 ｜ Δｆ ｜ 、
｜ ＡＣＥ ｜ 、稳态误差、超调量有所降低， ＣＰＳ１有所提高。
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图 ９　 随机扰动下算法的控制性能

Ｆｉｇ． ９　 Ｃｏｎｔｒｏｌ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ａｌｇｏｒｉｔｈｍｓ ｕｎｄｅｒ ｒａｎｄｏｍ ｐｅｒｔｕｒｂａｎｃｅ
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