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基于多头自注意力机制的基数估计研究
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摘　 要： 基数估计是数据库查询中关键的一步，数据库的查询优化器会根据基数估计的预期结果来从多个物理执行计划中选

择最终要执行的计划。 针对传统的基数估计方法没有考虑数据各个列之间可能存在的逻辑关系，在数据量过大时估计准确

性较低的问题，本文提出了一种基于神经网络的多头注意力机制的基数估计模型，利用数据列之间的逻辑关系提高 ＳＱＬ 特征

关系的提取效率，通过针对语句的不同组成部分，采用多种细粒度的编码方式有效提取数据之间的逻辑特征；利用多头自注

意力机制对特征数据进行加权计算，提高模型的预判准确性。 在 ＩＭＤｂ 数据集上的实验结果表明，该模型可以有效提高基数

估计的准确性。
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０　 引　 言

基数估计是数据库查询数据过程中的关键流

程，数据库的查询优化器根据基数估计算法的结果

来选择最终执行计划，所以提高基数估计的准确性

对查询优化十分重要。
传统的基数估计方法，如采样法和直方图等，在

数据量不大、数据分布较均匀的情况下能够获得相

对准确的结果。 然而现实中数据分布差异明显，不
同属性之间往往存在一定的关联性，数据规模也经

常难以预料，基于直方图或采样法的基数估计准确

性就会降低。 尤其是查询中关联到多张表，数据规

模急剧增大时，计算结果的偏差会成倍增加，准确性

快速下降，最终导致优化器选择非最优的执行计

划［１］。 而 Ｌｅｉｓ［２］ 等提出基于索引的 ＩＢＪＳ （ Ｉｎｄｅｘ －
Ｂａｓｅｄ Ｊｏｉｎ Ｓａｍｐｌｉｎｇ） 方法，在一定程度上解决了数

据量的问题，但比较依赖于表的索引结构，较差的索

引结构会导致基数估计结果也较差。
近年来，以神经网络为代表的机器学习技术迅

速发展，也推动了数据库相关技术的研究，尤其是在



一些复杂场景，如 Ｌｉ［３］ 等针对参数调优的问题提出

了一种基于深度强化学习的自动化调优系统。 为了

提高基数估计的准确性，本文采用神经网络中的多

头注意力机制对表中数据列之间存在的逻辑关系进

行学习，并针对 ＳＱＬ 语句的特征编码算法进行研

究，结合多种更细粒度的特征编码算法，提升数据的

编码效果。 实验结果表明该方法可以有效提高基数

估计的准确率，优化数据库的查询，验证了模型的有

效性。

１　 相关工作

最近一些研究者已经开始将机器学习与基数估

计结 合， Ｋｉｐｆ 等［４］ 提 出 了 ＭＳＣＮ （ Ｍｕｌｔｉ － Ｓｅｔ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ）框架，开创了将机器学习用于

基数估计处理的先河；Ｋａｒａｍｙａｎ 等［５］ 在 ＭＳＣＮ 的基

础上进行扩展，提出了一种基于递归树型的神经网

络框架；ＬｉｎｇＣｈｅｎ 等［６］则提出了一种结合算子级深

度神经网络的基数估计方法。
从对数据处理方式上看，目前利用机器学习来

优化基数估计的方法主要分为两种：数据驱动（Ｄａｔａ
－Ｄｒｉｖｅｎ）和查询驱动（Ｑｕｅｒｙ－Ｄｒｉｖｅｎ）。 基于数据驱

动的 模 型 主 要 是 利 用 深 度 自 回 归 模 型 （ Ｄｅｅｐ
Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ）分析测试集中数据列的分布来计算

估计值，主要缺点是其假设数据每一列都和前面列

存在相关性，而现实中数据一些列有关，一些列之间

无关，所以数据驱动模型在数据分布偏差较大时会

出现明显误差［７］。 查询驱动则主要依赖于对于查

询语句的分析和学习，使用特征化方法将查询语句

转化为特征向量。 现有基于查询驱动的方法基本都

采用单热编码 （Ｏｎｅ －Ｈｏｔ Ｅｎｃｏｄｉｎｇ）、二进制编码

（Ｂｉｎａｒｙ Ｅｎｃｏｄｉｎｇ）等特征化的编码方法。 本文采用

基于查询驱动的方式进行研究。
在结合机器学习应用和基数估计的过程中，

Ｋａｒａｍｙａｎ 等［５］ 采 用 的 ＲＮＮ （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ）模型，严重依赖数据的序列顺序，在查询语

句含有多表连接的时候速度较慢；而 Ｓｕｎ Ｊ 等［８］ 采

用 ＣＮＮ （Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）模型，针对复

杂查询时需要构建较多的卷积核来进行特征提取，
参数较多，模型复杂。 针对上述问题，本文创新性地

采用多头自注意力机制来对基数估计进行优化。 注

意力机制的优点主要是不依赖于数据的序列顺序，
更擅长捕捉数据或特征内部的相关性，能够充分利

用和灵活捕捉数据列之间存在的逻辑关系，提高基

数估计的准确性，减小估计误差。 注意力机制

（Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ）最早由 Ｍｎｉｈ 等［９］ 提出，用于

计算机视觉，后来慢慢扩展到其他诸多领域的研究，
比如语音识别、视频解析等。

２　 模型架构和技术要点

数据库的查询过程中，查询优化部分会根据基

数估计的结果来选择最终执行计划。 而基于多头自

注意力机制的机器学习模型能够根据样本数据进行

训练和学习，找到不同列之间的内在联系，提高基数

估计的准确性，从而提高查询效率。
现有基于机器学习的基数估计模型框架如图 １

所示。

查询语句 向量 机器学习模型 基数
编码 输入 输出

图 １　 基于机器学习的基数估计模型框架

Ｆｉｇ． １ 　 Ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｃａｒｄｉｎａｌｉｔｙ ｅｓｔｉｍａｔｉｏｎ ｍｏｄｅｌ
ｆｒａｍｅｗｏｒｋ

　 　 本文主要在现有的模型框架基础上，对编码和

模型部分进行优化。 为了更好地获取数据列之间的

关系，本文采用了多种编码方式，从而在编码环节提

高对数据关系的提取；不同于其他大多模型采用的

ＣＮＮ 和 ＲＮＮ 神经网络模型，本文使用多头注意力

机制作为模型主体。
２．１　 查询特征表达（Ｑｕｅｒｙ Ｆｅａｔｕｒｉｚａｔｉｏｎ）

查询特征表达主要是将一条文字形式的查询语

句通过编码转为查询向量，以作为后续训练模型的

输入，所以特征表达的编码方式十分关键。 与通常

的单热编码、二进制编码不同，为了提高特征表达编

码后得到的信息量，能够更细粒度捕获列之间的相

关性，针对不同 ＳＱＬ 不同部分采用了不同的编码方

法。
一条典型的 ＳＱＬ 查询语句可以分为 ４ 个部分：

查询涉及到的表、ＷＨＥＲＥ 子句中的列、ＷＨＥＲＥ 子

句中的值、ＪＯＩＮ 连接关系。 例如语句 ＳＥＬＥＣＴ ∗
ＦＲＯＭ ｏｒｄｅｒｓ ＪＯＩＮ ｕｓｅｒｓ ＯＮ ｏｒｄｅｒｓ． ｕｓｅｒ＿ｉｄ ＝ ｕｓｅｒ． ｉｄ
ＷＨＥＲＥ ｏｒｄｅｒ．ｃｒｅａｔｅ＿ｔｉｍｅ ＞ ＝ “２０２２－０１－０１” ＡＮＤ
ｕｓｅｒ．ａｇｅ ＞＝ ２５，组成部分可以表示为：表－ｏｒｄｅｒｓ，列
－ｏｒｄｅｒ．ｃｒｅａｔｅ＿ｔｉｍｅ 和 ｕｓｅｒ．ａｇｅ，值－“２０２２－０１－０１”和
２５，连接关系－ｏｒｄｅｒｓ．ｕｓｅｒ＿ｉｄ ＝ ｕｓｅｒ．ｉｄ。
２．１．１　 表编码（Ｔａｂｌｅｓ Ｅｎｃｏｄｉｎｇ）

因为可以把数据库中的所有表看做一个无向图

（Ｕｎｄｉｒｅｃｔｅｄ－ｇｒａｐｈ）Ｇ，其中顶点是单个表，每边连接

两个可以 ＪＯＩＮ 的表，所以针对表编码采用了图嵌入
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的编码方法。
２．１．２　 列编码（Ｃｏｌｕｍｎｓ Ｅｎｃｏｄｉｎｇ）

对于数据表中的不同列，本文采用随即相关系

数（Ｒａｎｄｏｍｉｚｅｄ Ｄｅｐｅｎｄｅｎｃｅ Ｃｏｅｆｆｉｃｉｅｎｔ， ＲＤＣ） 计算

出数据列之间的相关性，并设置关系阈值。 经过验

证，将相关系数的阈值取值为 ０． ５，当 ＲＤＣ ＞ ０． ５
时，认为两列相关，否则认为两列无关；基于每两列

之间的 ＲＤＣ 值，本文针对每个表都构建出一个有向

无环图（Ｄｉｒｅｃｔｅｄ Ａｃｙｃｌｉｃ Ｇｒａｐｈ， ＤＡＧ）；最后，利用

ｎｏｄｅ２ｖｅｃ 算法进行编码。
２．１．３　 值编码（Ｖａｌｕｅ Ｅｎｃｏｄｉｎｇ）

值编码主要是对于 ＷＨＥＲＥ 子句中出现的值进

行编码。 先对 ＷＨＥＲＥ 子句中所有的值筛选并进行

格式规范化处理，转换为范围查询，即 ａ≤Ｖ（ｃ） ≤ ｂ
的形式，其中 Ｖ（ｃ） 表示表 Ｖ 中的任意字段 ｃ，［ａ，ｂ］
是 ｃ 的取值范围。 具体过程为等值查询 Ｖ（ｃ） ＝ ｘ 表

示为 ｘ≤ Ｖ（ｃ） ≤ ｘ；对于单边范围查询，假设字段的

范围大小是［０，１ ０２４］，则 Ｖ（ｃ） ＞ ｘ可以表示为 ｘ ＜
Ｖ（ｃ） ≤ １ ０２４；最终对于一条含有 ｍ 个字段查询语

句的值编码，可以用向量 ＜ ａｃ１，ｂｃ１，ａｃ２，ｂｃ２， … ，ａｃｍ，
ｂｃｍ ＞ 表示。
２．１．４　 连接编码（Ｊｏｉｎ Ｅｎｃｏｄｉｎｇ）

连接编码采用 Ｊｏｉｎｓ２Ｖｅｃ 算法。 该算法分为 ３
步：

（１）获取查询表的所有连接图；
（２）获得每个连接图的上下文关系；
（３）对连接图进行编码和优化。
假设分别有表 Ｔ１、Ｔ２ 和 Ｔ３，其中 Ｔ１ 和 Ｔ３ 均与

Ｔ２ 存在连接关系，则获取表 Ｔ３ 的 ＪＯＩＮ 编码过程如

图 ２ 所示。

T2 T3 T1

T1 T2 T2 T3

T1 T2 T3

G4 G5 G6
G1 G2 G3

T1 T2 T3

表T3的上下文

T3 T1

T3

T2 T2 T3

图 ２　 ＪＯＩＮ 编码过程示例

Ｆｉｇ． ２　 Ｊｏｉｎ ｃｏｄｉｎｇ ｐｒｏｃｅｓｓ ｅｘａｍｐｌｅ

　 　 本文模型特征表达原理示例如图 ３ 所示。

样本SQL
SELECTCOUNT(*)FROMprincipalspJOINratingsrONp.tconst=r.tconst

WHEREp.category="director"ANDr.numVotes≥1000;

值编码
Range

Representation
外编码
RDC

连接编码
Joins2Vec

表编码
Graph-embedding

向量（Vector）
{<0,0,1,…，1，0>,<0，1，1，…，0，0〉，
<1,0,1,…,0.52,0>,<0,0,1,…,0,1)}

图 ３　 模型特征表达原理示例

Ｆｉｇ． ３　 Ｅｘａｍｐｌｅ ｏｆ ｍｏｄｅｌ ｆｅａｔｕｒｅ ｅｘｐｒｅｓｓｉｏｎ ｐｒｉｎｃｉｐｌｅ

２．２　 多头自注意力机制

由于自注意力机制在对特征加权处理等多方面

优势，逐渐成为深度学习领域的热门方向［１０］。 而多

头自注意力机制是针对需要获取多个维度特征等场

景需求对注意力机制的一种优化［１１］。 多头自注意

力机制利用多个头部采用相同的计算方式，给予不

同的参数，从而从多个子空间进行特征表达，能够捕

捉到更加丰富的特征信息，其基本原理是缩放点注

意力机制如图 ４ 所示，主要公式（１）：

Ａｔｔｅｎｔｉｏｎ（Ｑ， Ｋ， Ｖ） ＝ Ｃｏｎｃａｔ （ｓｏｔｆｍａｘ（ＱＫ
Ｔ

　
ｄｋ

）Ｖ）Ｗ０

（１）
其中， 输入参数 Ｑ（Ｑｕｅｒｙ）、Ｋ（Ｋｅｙ）、Ｖ（Ｖａｌｕｅ）

均为矩阵参数，分别代表查询矩阵、键矩阵和值矩

阵；
　
ｄｋ 代表调节因子；ｋ 是矩阵 Ｋ 的维度；Ｗ０ 为转

换矩阵。

Soft-Max

掩蔽

缩放

点积

Q K V

点积

图 ４　 缩放点积注意力机制

Ｆｉｇ． ４　 Ｓｃａｌｅｄ ｄｏｔ－ｐｒｏｄｕｃｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 在注意力机制中 Ｑ、Ｋ、Ｖ均由同一个输入，即由

数据编码最终生成的特征向量， 经过线性变换得

到。 这样每一列都会和查询中涉及到的其他列进行

注意力计算，从而提取学习列与列之间的依赖关
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系。 在对 ＱＫＴ 点乘操作后，为避免维度爆炸导致梯

度消失，增加因子
　
ｄｋ 进行调节。 多头注意力机制

会赋予多个头部不同的参数来进行多次的线性映

射，最后拼接所有子空间的注意力值。
本文考虑到某一列可能同时和其他多个数据列

之间存在关系，所以选择多头自注意力机制提高对

于不同字段关系的特征提取效果，其原理如图 ５
所示。

线性
变换

线性
变换

线性
变换

缩放点积
注意力机制

特征融合

线性变换

h

Q K V

图 ５　 多头自注意力机制

Ｆｉｇ． ５　 Ｍｕｌｔｉ－ｈｅａｄ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

３　 实　 验

本文实验步骤主要分为 ３ 步：
（１）根据 ＩＭＤｂ 数据集生成随机样本数据；
（２）对样本数据进行查询特征编码；
（３）将第二步得到的查询向量表达和实际基数

作为机器学习模型的输入，然后进行模型训练，最终

得到结果。
３．１　 实验环境

实验配置见表 １。
表 １　 实验配置

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃｏｎｆｉｇｕｒａｔｉｏｎ

实验环境 配置 ／ 版本

操作系统 Ｗｉｎｄｏｗｓ １０

Ｐｙｔｈｏｎ ３．８

Ｐｙｔｏｒｃｈ １．１１．０

ＧＰＵ ＲＴＸ３０６０

３．２　 数据集和训练集生成

ＩＭＤｂ 是一个收集全球影视数据的数据集，主要

包括名称、演员、评论、票房、评分等信息，被广泛应

用于科学研究 。
为了防止多层 ＪＯＩＮ 产生的空间爆炸，样本数据

被限制最多包含 ２ 层 ＪＯＩＮ 关系。 基于 ＩＭＤｂ 数据集，
从表编码中抽取至少含有一个连接表的表 ｔ，以 ｔ为根

节点进行广度优先搜索找到所有可以连接的表Ｄｔ，从
Ｄｔ 中选择一个表 ｔ′ 与 ｔ 进行连接，整个过程重复

［０， ２］ 次； 从每个表中抽取相应的列，根据列的类型

和表中数据的范围大小选择值，随机组合谓词（ ＝、＜
或＞）生成 ＷＨＥＲＥ 子句，这样就得到了一条完整的样

本语句；最后，实际运行语句获得真实的查询基数，同
时排除结果为空的样本，反复执行上述流程，即可获

得实验所需的数据集，总计 ６０ ０００ 条，其中训练集

４０ ０００条，测试集 １０ ０００ 条，验证集 １０ ０００ 条。
３．３　 数据预处理

为了简化并对输入参数统一处理，本文对实际

获得的查询基数进行最大－最小缩放处理。 假设一

个查询基数的集合为 Ｓ ＝ ｛ｃａｒｄ１，ｃａｒｄ２，…，ｃａｒｄｎ｝，
其 中 最 小 值 和 最 大 值 分 别 为 ｃａｒｄ（ｍｉｎ） 和

ｃａｒｄ（ｍａｘ），则 Ｓ 中的每个数均可以用式（２） 代替。

ｃａｒｄｉ ＝
ｃａｒｄ ｉ( ) － ｃａｒｄ ｍｉｎ( )

ｃａｒｄ（ｍａｘ） － ｃａｒｄ（ｍｉｎ）
（２）

３．４　 实验结果分析

为验证方法的有效性，本文实验选择了两种流

行的 关 系 型 数 据 库 ＰｏｓｔｇｒｅｓＳＱＬ （ ｖ１３ ）、 ＭｙＳＱＬ
（ｖ５．７），和一种新型的基数估计方法（ＩＢＪＳ）、一种基

于机器学习的基数估计方法（ＭＳＣＮ）作对比。 采用式

（３） 中的 Ｑｅｒｒｏｒ 和式（４） 中的 Ｌｏｓｓ 来对方法的准确性

进行描述，Ｑｅｒｒｏｒ 用于衡量测试结果与真实基数的偏

差，Ｌｏｓｓ 为模型的损失函数。 实验结果见表 ２。

Ｑｅｒｒｏｒ ＝ ｍａｘ（ Ｃａｒｄ ｏｕｔ( )

Ｃａｒｄ ｌａｂｅｌ( )
，Ｃａｒｄ ｌａｂｅｌ( )

Ｃａｒｄ ｏｕｔ( )
） （３）

Ｌｏｓｓ ＝ ｌｏｇ∑
ｎ

ｉ ＝ ０
ｍａｘ（ Ｃａｒｄ ｏｕｔ( )

Ｃａｒｄ ｌａｂｅｌ( )
，Ｃａｒｄ ｌａｂｅｌ( )

Ｃａｒｄ ｏｕｔ( )
） （４）

　 　 由表 ２ 可知，ＩＢＪＳ 方法在 Ｑｅｒｒｏｒ 中值表现最好，
但是过于依赖索引结构使得如果表中没有合理的索

引结构，ＩＢＪＳ 的性能就会变得较差。 本文方法在第

９５ 和 ９９ 个百分位上优于其他方法。 从平均值上

看，方法的鲁棒性要优于 ＩＢＪＳ 和 ＭＳＣＮ。
基于机器学习的本文方法（ＳＥＬＦ）和 ＭＳＣＮ 方

法在不同训练周期后的损失收敛对比如图 ６ 所示。
可以看出利用机器学习的基数估计方法在经过多次

训练周期之后，其方法的损失迅速下降，准确度迅速

提高；基于多头自注意力机制的本文方法在初期时

效果不如 ＭＳＣＮ 方法，但是经过 ２０ 次左右的训练周

期之后，在准确性上略优于 ＭＳＣＮ，并且在 ７５ 次训

练周期之后，这两种基于机器学习的模型损失收敛

趋于接近。
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表 ２　 与其它 ４ 种方法的结果对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｔｈｅ ｏｔｈｅｒ ｆｏｕｒ ｍｅｔｈｏｄｓ

方法 中位数 ９０ｔｈ ９５ｔｈ ９９ｔｈ 最大值 平均值

ＭｙＳＱＬ ２．４５ ２５．０３ ５６．４７ ６２７．００ ４９４ ２３５ ３５２．００

ＰｏｓｔｇｒｅＳＱＬ １．８７ １２．８０ ２８．１０ ４９２．００ ３８７ ４４５ １４０．００

ＩＢＪＳ １．１１ １０．３７ ４４．６０ ３００．００ ２６７ ２３９ １２４．０８

ＭＳＣＮ １．４８ ８．３２ １４．３２ ５６．３７ １ ６１４ ５．１２

本文方法 １．６２ １５．４０ １３．６９ ５３．９５ １ ６０３ ４．８０
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图 ６　 本文方法和 ＭＳＣＮ 方法的损失收敛对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｌｏｓｓ ｃｏｎｖｅｒｇｅｎｃｅ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｅｔｈｏｄ ａｎｄ ｔｈｅ ＭＳＣＮ ｍｅｔｈｏｄ

４　 结束语

本文针对传统基数估计方法存在问题，以及现

有深度学习模型（ＲＮＮ ／ ＣＮＮ）的不足，提出了一种

基于多头自注意力机制，并结合图嵌入等多种编码

进行特征提取的基数估计方法。 实验结果表明该方

法能够有效提取和利用数据列之间的关系，提高基

数估计结果的准确性，且该方法不依赖与特定的数

据库平台和存储引擎，能够和绝大多数的数据库结

合，是数据库和机器学习领域相结合一次应用创新

和探索。
因为实验是基于查询驱动，受到查询数据样本

和真实数据的差异影响较大，且实验采用的是静态

数据，所以对线上动态数据进行有效建模，解决模型

实时训练慢等问题将是未来的研究重点。
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