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ＣＮＮ 融合多尺度特征的 ＰＣＢ 裸板缺陷识别

李任鹏， 李云峰

（河南科技大学 机电工程学院， 河南 洛阳 ４７１００３）

摘　 要： 印制电路板（Ｐｒｉｎｔ Ｃｉｒｃｕｉｔ Ｂｏａｒｄ， ＰＣＢ）表现形式多样，缺陷特征表征困难。 针对印制电路板缺陷类别识别难度较大

等问题，提出了一种基于卷积神经网络融合多尺度特征的 ＰＣＢ 裸板缺陷识别方法。 该方法首先提取 ＰＣＢ 裸板缺陷的多尺度

灰度共生矩阵特征、多尺度方向投影特征以及多尺度梯度方向直方图特征，构建缺陷浅层图像特征，然后基于迁移学习，利用

ＶＧＧｌ６－Ｎｅｔ 预训练神经网络模型的特征提取网络，提取 ＰＣＢ 裸板缺陷图像深度语义特征，将得到的浅层图像特征与深度语义

特征进行融合，最后将特征向量以特征序列方式输入给支持向量机进行分类识别。 试验结果表明，融合深度特征和多尺度浅

层特征的算法相较于传统卷积神经网络算法，对 ＰＣＢ 裸板缺陷具有较高的识别率。
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０　 引　 言

印制电路板（Ｐｒｉｎｔ Ｃｉｒｃｕｉｔ Ｂｏａｒｄ， ＰＣＢ）缺陷检

测问题近年来备受关注。 常见缺陷检测算法主要包

括基于传统机器视觉的缺陷检测、基于机器学习的

缺陷检测和基于深度学习的缺陷检测算法。
王付军［１］ 利用信息熵来检测 ＰＣＢ 表面镀层缺

陷，具体通过计算图像颜色变化信息熵和结构变异

信息熵来检测 ＰＣＢ 的金手指缺陷和表面划伤缺陷。
Ｔｓａｉ［２］等在传统模板匹配技术的基础上，提出了一

种全局傅里叶图像重建方法，用于检测和定位非周

期性 ＰＣＢ 图像中的小缺陷，该算法对平移和光照变

化不敏感，能够发现各种非周期性 ＰＣＢ 图像中 １ 像

素宽的细微缺陷。 李云峰［３］ 等提出一种基于图像

边缘特征的 ＰＣＢ 裸板缺陷检测算法，通过提取边缘

像素的梯度方向信息熵以及边缘像素密度特征，结
合支持向量机分类器实现缺陷定位。 Ｈｅ［４］ 等提出

了一种 ＰＣＢ 缺陷检测的非参考比较框架，提取 ＰＣＢ
图像的方向梯度直方图 （ＨＯＧ） 和局部二值模式

（ＬＢＰ）特征，分别放入支持向量机（ＳＶＭ）中进行监

督学习，得到两个独立的分类模型，并根据贝叶斯融

合理论，融合两种模型进行缺陷分类，证明了融合特

征在缺陷分类问题中的有效性。 王恒涛［５］ 等提出

一种基于 ＹＯＬＯ－ｖ５ 的轻量化 ＰＣＢ 缺陷检测算法，



使用四尺度检测机制扩大模型检测范围，提高了对

微小缺陷的检测效果，并通过 ＦＰＧＭ 剪枝算法，对
模型进行压缩，实现了模型的轻量化处理。 Ｓｈｅｎ［６］

等人建立了一种轻量级的 ＰＣＢ 检测模型 ＬＤ－ＰＣＢ，
在提高检测精度的同时实现了 ＰＣＢ 的在线监测，并
提出一种字符识别模型 ＣＲ－ＰＣＢ，提高了不规则字

符的识别精度。
ＰＣＢ 裸板缺陷种类繁多，传统缺陷检测模型已

无法对复杂多样的缺陷特征进行准确描述，对此本

文提出了一种将多尺度浅层特征和神经网络提取的

深度特征相融合的 ＰＣＢ 裸板缺陷检测算法。 多尺

度特征相比于单一尺度特征，纹理特征更加丰富，能
更好地挖掘图像细节信息，卷积神经网络（ＣＮＮ）可
以自动的从数据集中学习特征，自动学习特征的过

程可以从新的训练数据中得到新的有效特征表

示［７］。
但构建和训练一个深度学习网络模型需要大量

的时间成本、较高的硬件要求和大量的标记图

像［８］，在缺乏大量数据集的情况下，迁移学习是一

个较好的解决方案。 本文选择在 ＩｍａｇｅＮｅｔ［９］数据集

上训练好的 ＶＧＧｌ６－Ｎｅｔ 网络模型作为预训练模型，
通过对模型进行微调，包括调整网络结构和网络参

数，使新的网络模型可以更好地拟合目标数据集。

１　 算法流程

算法可分为两个阶段。 第一阶段为缺陷特征的

提取与融合。 首先，为了减少背景区域干扰像素对

特征提取的影响，通过图像差分和形态学等操作，分
割出缺陷区域。 接下来，提取 ＰＣＢ 裸板缺陷图像的

多尺度灰度共生矩阵特征、多尺度方向投影特征以

及多尺度梯度方向直方图特征。 然后利用 ＶＧＧｌ６－
Ｎｅｔ 神经网络模型提取缺陷图像的深度语义特征，
最后将多个算法提取的特征信息进行融合，构建新

的特征向量。
第二阶段为缺陷分类识别。 将融合后的新特征

向量作为训练样本，训练支持向量机模型，完成对

ＰＣＢ 裸板缺陷的分类识别。 算法实现过程如图 １
所示。
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图 １　 算法实现过程

Ｆｉｇ． １　 Ａｌｇｏｒｉｔｈｍ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｐｒｏｃｅｓｓ

２　 图像配准与缺陷提取

本文使用图像增强和高斯滤波算法，对 ＰＣＢ 裸

板原始图像进行预处理，以减少光照和噪声对图像

的影响。 预处理之后，对采集过程中产生畸变的

ＰＣＢ 裸板图像进行位姿矫正，即将待测图像与模板

图像进行配准，由 Ｆöｒｓｔｎｅｒ 角点检测算法实现［１０］。
Ｆöｒｓｔｎｅｒ 算法是一种基于相关性和局部统计的图像

特征点查找算法。 特征点是指图像边缘交叉点；
颜色、亮度及与周围邻域不同的区域，即图像中的非

均匀各向同性区域。 算法计算公式可由式（１）表

示。
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（１）

　 　 其中， Ｉｘ，ｃ 和 Ｉｙ，ｃ 是图像的一阶导数， Ｓ表示对图

像进行平滑滤波的平滑系数。
可选择高斯导数计算平滑导数，使用高斯函数

作为滤波函数，高斯滤波核大小为 Ｉ。 也可使用 ３×
３ Ｓｏｂｅｌ 滤波器计算平滑导数，并使用尺寸为 Ｓ × Ｓ
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的均值滤波器进行滤波。
图像的不均匀程度可表示为

ｉｎｈ ＝ Ｔｒａｃｅ（Ｍ） （２）
　 　 图像纹理的各向同性程度可表示为：

ｉｓｏ ＝ ４· ＤｅｔＭ
ＴｒａｃｅＭ( ) ２ （３）

式中： Ｔｒａｃｅ Ｍ( ) 和 Ｄｅｔ Ｍ( ) 分别表示矩阵 Ｍ 的迹

和行列式。 设置用于分割图像不均匀程度的阈值

Ｔｉ ≥０， 用于分隔误差点区域的阈值 ０．０１ ≤ Ｔｓ ≤
１。 提取大于或等于 Ｔｉ 的非均匀性，且同时具有大

于或等于 Ｔｓ 的各向同性的像素点。 角点检测结果

如图 ２ 所示：

图 ２　 Ｆöｒｓｔｎｅｒ 算法角点检测结果

Ｆｉｇ． ２　 Ｃｏｒｎｅｒ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ Ｆöｒｓｔｎｅｒ ａｌｇｏｒｉｔｈｍ

　 　 根据已知的模板图像和待测图像匹配点

ＰＸ，ＰＹ( ) 和 ＱＸ，ＱＹ( ) 确定投影变换矩阵 Ｈ， 该最

优矩阵应满足以下方程：
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　 　 待测图像经过投影变换，完成位姿矫正和图像

配准，如图 ３ 所示。 图中矩形框表示经过模板图像

和待测图像差分后得到的缺陷区域。

　 　 （ａ） 模板图像　 　 　 　 　 （ｂ） 校正后的待测图像

图 ３　 图像配准结果

Ｆｉｇ． ３　 Ｉｍａｇｅ ｒｅｇｉｓｔｒａｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 最后，对 ＰＣＢ 裸板待测图像缺陷区域进行裁

剪，为了减少干扰像素对特征提取的影响，将缺陷区

域以外的图像区域，像素值设置为 ０。 部分缺陷图

像示例如图 ４ 所示。

（a）漏孔

（b）鼠咬

（c）断路

（d）短路

（e）毛刺

（f）余铜

图 ４　 缺陷图像示例

Ｆｉｇ． ４　 Ｅｘａｍｐｌｅｓ ｏｆ ｄｅｆｅｃｔ ｉｍａｇｅｓ

３　 缺陷图像特征提取

图像识别实际上是一个分类的过程，为了识别

出某图像所属的类别，就需要将不同类别的图像区

分开来。 即需要对图像进行特征提取，要求选取的

特征不仅要能够很好地描述图像，更重要的是还要

能够很好地区分不同类别的图像。 为了增大特征信

息类间差距，提高特征向量对 ＰＣＢ 裸板缺陷图像的

分类性能，本文提出了基于多尺度特征融合的缺陷

提取算法。
观察图 ４ 可知，裁剪出的 ＰＣＢ 裸板缺陷图像在

单一分辨率下，难以提取丰富的特征信息，故本文对

缺陷图像执行下采样，基于高斯金字塔，构建多尺度

缺陷图像，图像分辨率随着下采样逐渐降低，信息逐

渐丰富。 对每张图像执行 ４ 次下采样操作，构建 １～
４ 层金字塔图像，分别对各尺度图像进行特征提取。

在特征提取之前，需对数据集归一化出力，将
ＰＣＢ 裸板缺陷图像每点像素值归一化至 ０～１ 之间。
３．１　 多尺度灰度共生矩阵特征提取

提取各层金字塔图像 ０°方向灰度共生矩阵特

征。 本文选择以下统计量作为灰度共生矩阵特征。
设ｗｉｄｔｈ表示共生矩阵的宽度，ｃｉｊ 表示共生矩阵

中的项。 则

能量：

Ａｓｍ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
ｃ２ｉｊ （５）
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　 　 相关性：

Ｃｏｒ ＝
∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
ｉ － ｕｘ( ) ｊ － ｕｙ( ) ｃｉｊ

ｓｘｓｙ
（６）

　 　 其中，

ｕｘ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
ｉ·ｃｉｊ （７）

ｕｙ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
ｊ·ｃｉｊ （８）

ｓ２ｘ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
ｉ － ｕｘ( ) ２ｃｉｊ （９）

ｓ２ｙ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
ｉ － ｕｙ( ) ２ｃｉｊ （１０）

　 　 同质性：

Ｈｏｍ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０

１
１ ＋ （ ｉ － ｊ） ２ｃｉｊ （１１）

　 　 对比度：

Ｃｏｎ ＝ ∑
ｗｉｄｔｈ

ｉ，ｊ ＝ ０
（ ｉ － ｊ） ２ｃｉｊ （１２）

　 　 分别计算 １ ～ ４ 层图像金字塔的灰度共生矩阵

特征，将特征向量串联即可得到多尺度灰度共生矩

阵特征向量。
３．２　 多尺度方向投影特征提取

方向投影，即区域灰度值的水平投影和垂直投

影。 计算公式如下：

ＰＶｅｒｔ ｃ( ) ＝ １
ｎ ｃ ＋ ｃ′( )

∑
ｒ＋ｒ′，ｃ＋ｃ′( ) ∈Ｒ

Ｉ ｒ ＋ ｒ′， ｃ ＋ ｃ′( ) （１３）

ＰＨｏｒ ｒ( ) ＝ １
ｎ ｒ ＋ ｒ′( )

∑
ｒ＋ｒ′，ｃ＋ｃ′( ) ∈Ｒ

Ｉ ｒ ＋ ｒ′，ｃ ＋ ｃ′( ) （１４）

　 　 其中， Ｒ （Ｒｅｇｉｏｎ）表示目标区域； Ｉ （ Ｉｍａｇｅ）表
示区域所在图像； ｒ′， ｃ′( ) 表示输入区域内最小的

轴平行外接矩形的左上角； ｎ（ｘ） 表示相应行 ｒ ＋ ｒ′
或列 ｃ ＋ ｃ′ 中的区域点数。

水平投影返回反映垂直灰度值变化的一维函

数，同样垂直投影返回反映水平灰度值变化的函数。
由于方向投影函数不能较好的对缺陷形状特征

进行表征，且直接将方向投影函数作为特征向量输

入给分类器，可能会造成数据冗余。 已知方向投影

函数是描述灰度值变化的一维曲线，而一维曲线可

以看作时域空间的一维信号，故本文提取各缺陷图

像的多尺度方向投影函数的时域特征作为特征向

量。 时域特征表征方式如下：
均方根：

ＸＲＭＳ ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
ｇ２
ｉ （１５）

　 　 方根幅值：

Ｘｒ ＝
１
Ｎ ∑

Ｎ

ｉ ＝ １
ｇｉ

é

ë
êê

ù

û
úú

２

（１６）

　 　 偏斜度：

Ｘｓｋ ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
ｇ３
ｉ （１７）

　 　 平均幅值：

Ｘｍｅａｎ ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
ｇｉ （１８）

　 　 峰值：
Ｘｐｅａｋ ＝ ｍａｘ ｇｉ （１９）

　 　 峭度：

Ｋｕ ＝

１
Ｎ ∑

Ｎ

ｉ ＝ １
ｇｉ － ｇ－( ) ４

Ｘ４
ＲＭＳ

（２０）

　 　 波形因子：

ＳＦ ＝
ＸＲＭＳ

Ｘｍｅａｎ
（２１）

　 　 脉冲因子：

ＩＦ ＝
Ｘｐｅａｋ

Ｘｍｅａｎ
（２２）

　 　 裕度：

Ｌ ＝
Ｘｐｅａｋ

Ｘｒ
（２３）

　 　 峰值因子：

ＩＣＦ ＝
Ｘｐｅａｋ

ＸＲＭＳ
（２４）

　 　 其中， Ｎ 表示像素序列数量， ｇｉ 表示第 ｉ 个像素

序列对应的方向投影函数值。
计算 １ ～ ４ 层图像金字塔方向投影函数的时域

特征，将时域特征串联即可得到图像的多尺度方向

投影特征向量。
３．３　 多尺度梯度方向直方图特征提取

梯度方向直方图（Ｈｉｓｔｏｇｒａｍ ｏｆ Ｏｒｉｅｎｔｅｄ Ｇｒａｄｉｅｎｔ，
ＨＯＧ）特征是一种在计算机视觉和图像处理中用来

进行物体检测的特征描述子，其通过计算和统计图

像局部区域的梯度方向直方图来构成特征。
首先，计算 ＰＣＢ 裸板缺陷图像的像素梯度，捕

获轮廓信息。
Ｇｘ（ｘ，ｙ） ＝ Ｈ（ｘ ＋ １，ｙ） － Ｈ（ｘ － １，ｙ） （２５）
Ｇｙ（ｘ，ｙ） ＝ Ｈ（ｘ，ｙ ＋ １） － Ｈ（ｘ，ｙ － １） （２６）

　 　 其中， Ｇｘ（ｘ，ｙ）、Ｇｙ（ｘ，ｙ） 和 Ｈ（ｘ，ｙ） 分别表示

像素点 （ｘ， ｙ） 的水平方向梯度、垂直方向梯度和像

素值。 故该像素点梯度幅值和梯度方向分别为：

８６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



Ｇ（ｘ，ｙ） ＝ Ｇｘ （ｘ，ｙ） ２ ＋ Ｇｙ （ｘ，ｙ） ２ （２７）

α（ｘ，ｙ） ＝ ｔａｎ －１ Ｇｙ（ｘ，ｙ）
Ｇｘ（ｘ，ｙ）

æ

è
ç

ö

ø
÷ （２８）

　 　 然后，将图像划分成 ８×８ 单元，采用具有 ９ 个

ｂｉｎ 的直方图统计单元的梯度信息。 通过对单元内

的每个像素用梯度方向在直方图中进行加权投影，
可得到这个单元的梯度方向直方图，即该单元的特

征向量。 最后，将所有单元合并成一个矩形块，并对

矩形块内的像素梯度进行归一化，一个矩形块内所

有单元归一化后的梯度方向直方图特征向量串联起

来便构成了单一尺度的 ＨＯＧ 特征向量。
分别计算 １ ～ ４ 层图像金字塔的梯度方向直方

图特征，将各个尺度图像的特征向量串联即可得到

多尺度 ＨＯＧ 特征向量。
３．４　 基于迁移学习的深度语义特征提取

为了进一步挖掘 ＰＣＢ 裸板缺陷图像的深层语

义特征，本文利用卷积神经网络对数据集进行特征

提取，选择 ＶＧＧ１６－Ｎｅｔ 网络作为预训练模型。
ＶＧＧｌ６－Ｎｅｔ 模型由 Ｓｉｍｏｎｙａｎ［１１］ 等提出，并在

ＩＬＳＶＲＣ－ ２０１４ 图 片 分 类 比 赛 上 获 得 了 冠 军。
ＶＧＧ１６－Ｎｅｔ ＣＮＮ 模型由卷积层、池化层和全连接层

组成，网络模型结构参数见表 １。
表 １　 ＶＧＧｌ６－Ｎｅｔ 网络结构参数设置

Ｔａｂ． １　 ＶＧＧｌ６－Ｎｅｔ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

层数 类型
内核配置

大小 数量 步长

１ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ６４ １
２ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ６４ １
３ Ｍａｘ－ｐｏｏｌｉｎｇ ２×２ － ２
４ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ １２８ １
５ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ １２８ １
６ Ｍａｘ－ｐｏｏｌｉｎｇ ２×２ － ２
７ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ２５６ １
８ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ２５６ １
９ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ２５６ １
１０ Ｍａｘ－ｐｏｏｌｉｎｇ ２×２ － ２
１１ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ５１２ １
１２ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ５１２ １
１３ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ５１２ １
１４ Ｍａｘ－ｐｏｏｌｉｎｇ ２×２ － ２
１５ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ５１２ １
１６ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ５１２ １
１７ Ｃｏｎｖｏｌｕｔｉｏｎ ３×３ ５１２ １
１８ Ｍａｘ－ｐｏｏｌｉｎｇ ２×２ － ２
１９ Ｆｕｌｌ－ｃｏｎｎｅｃｔｉｏｎ ４ ０９６ － －
２０ Ｆｕｌｌ－ｃｏｎｎｅｃｔｉｏｎ ４ ０９６ － －
２１ Ｆｕｌｌ－ｃｏｎｎｅｃｔｉｏｎ １ ０００ － －
２２ ＳｏｆｔＭａｘ － － －

　 　 每个卷积层通过卷积运算，应用一系列卷积核

对输入数据进行特征提取，生成特征映射集。 最大

池化层通过滑动窗口对输入数据进行汇总来减少特

征映射，池化操作还可以提高特征对图像的描述能

力。 全连接层用来生成特征向量。 在每一层之后，
还有 一 个 非 线 性 层 ＲｅＬＵ， 表 现 形 式 为 ｆ ｘ( ) ＝
ｍａｘ ０，ｘ( ) ， 用来实现网络训练的快速收敛。

在迁移学习过程中，两种模型微调方案分别为：
（１）冻结预训练模型所有卷积特征提取层，只

对分类层进行微调训练操作；
（２）微调预训练模型所有卷积特征提取层和分

类层［１２］。
由于经过预训练的 ＶＧＧ－１６ 神经网络已经对

其卷积层参数进行了优化，不需要再对特征提取层

进行调整，故本文选择第一种微调方案。
已知卷积层以矩阵集合的形式输出特征映射，

如果将其直接转化为一维向量，则向量的维数就会

非常大，易出现过拟合问题，影响分类效率［１３］。 为

了降低过拟合风险，减少参数数量和计算量。 本文

去掉 ＶＧＧｌ６－Ｎｅｔ 网络模型的最后 ４ 层（３ 个全连接

层和一个 ＳｏｆｔＭａｘ 层），替换为一个全局平均池化层

和一个具有 ５１２ 个节点的全连接层。
全局平均池化层（Ｇｌｏｂａｌ ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ）的作

用是将特征图所有像素值相加求平均值，并用该平

均值表示对应特征图，降低了空间参数，提高了网络

的鲁棒性［１４］。 设计原理如图 ５ 所示：

Averaging

OutputnodesFeaturemaps

图 ５　 全局池化层原理图

Ｆｉｇ． ５　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ

　 以全局平均池化层输出的特征映射，作为全连接

层的输入，以全连接层输出的 ５１２ 维特征向量作为

ＰＣＢ 裸板缺陷图像的深层特征。 调整后的 ＶＧＧｌ６－
Ｎｅｔ 模型结构如图 ６ 所示。

Convolution+ReLU
Max-pooling
GlobalaveragePooling
Full-connection+ReLU

图 ６　 微调后的 ＶＧＧｌ６－Ｎｅｔ 模型

Ｆｉｇ． ６　 Ｔｈｅ ＶＧＧｌ６－Ｎｅｔ ｍｏｄｅｌ ａｆｔｅｒ ｆｉｎｅ ｔｕｎｉｎｇ
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３．５　 特征融合

从同一张 ＰＣＢ 裸板缺陷图像中提取的不同语

义特征反映了不同的图像信息，本文将多尺度灰度

共生矩阵特征、多尺度方向投影特征、多尺度 ＨＯＧ
特征和 ＶＧＧｌ６－Ｎｅｔ 神经网络模型提取到的深度语

义特征进行融合，以增加特征信息的多样性。
常见的融合方式分为并行融合以及串行融合。

并行融合是指将多组向量以复向量的形式合并在一

起，串行融合是指将多组向量首位串接在一起。 假

设有 Ａ、Ｂ 两组特征向量，并行融合后的向量表现形

式如式（２９），串行融合的表现形式如式（３０）。
Ｃ ＝ Ａ ＋ ｉＢ （２９）

Ｃ ＝
Ａ
Ｂ{ } （３０）

　 　 由于浅层特征的向量维数和神经网络提取的深

度特征向量维数并不相同，故本文采用串行融合方

式，将各特征向量串接，组成新的特征向量，融合后

的特征向量维度为各组特征向量维度之和。

４　 实验结果及分析

４．１　 实验环境

本文所进行的研究实验条件配置和所选数据集

如下：
（１）软硬件环境

ＣＰＵ 为 Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ５－８３００Ｈ 处理器，
ＧＰＵ 为 英 伟 达 ＧＴＸ １０５０Ｔｉ。 本 文 研 究 基 于

Ｗｉｎｄｏｗｓ １０ 系统，算法开发平台为 ＨＡＬＣＯＮ ２１．０５。
（２）数据集

本文数据集选用北京大学智能机器人开放实验

室提供的具有多种缺陷（漏孔、鼠咬、断路、短路、毛
刺、余铜）的 ＰＣＢ 裸板数据集［１５］，可用于图像检测、
分类和配准任务。 每种缺陷分布在 １０ 种不同的

ＰＣＢ 裸板图像上，共 ６９０ 张缺陷图像。 每张图像有

２～６ 处缺陷部位。 经过缺陷提取，样本数量统计见

表 ２。
表 ２　 缺陷样本数量统计

Ｔａｂ． ２　 Ｄｅｆｅｃｔ ｓａｍｐｌｅ ｓｔａｔｉｓｔｉｃｓ

缺陷类型 图片数量 ／ 幅 缺陷样本数量 ／ 个

漏孔 １１５ ４４２
鼠咬 １１５ ４４２
断路 １１６ ４１９
短路 １１６ ４９９
毛刺 １１４ ４２４
余铜 １１４ ４３４
总计 ６９０ ２ ６６０

４．２　 实验过程

首先，基于上文分析的特征提取方法，针对每一个

ＰＣＢ 裸板缺陷图像提取 １～４ 层高斯金字塔图像灰度共

生矩阵特征向量ＧＬＣＭ ＝ ［Ａｓｍ，Ｃｏｒ，Ｈｏｍ，Ｃｏｎ］，其中

能量特征 Ａｓｍ ＝ Ａｓｍ１，Ａｓｍ２ ，Ａｓｍ３，Ａｓｍ４[ ] ，相关性特

征 Ｃｏｒ ＝ Ｃｏｒ１ ，Ｃｏｒ２，Ｃｏｒ３ ，Ｃｏｒ４[ ] ， 同 质 性 特 征

Ｈｏｍ ＝ Ｈｏｍ１，Ｈｏｍ２，Ｈｏｍ３，Ｈｏｍ４[ ] ， 对 比 度 特 征

Ｃｏｎ ＝ Ｃｏｎ１，Ｃｏｎ２，Ｃｏｎ３，Ｃｏｎ４[ ] ； １ ～ ４ 层高斯金字

塔 图 像 梯 度 方 向 直 方 图 特 征 向 量 ＨＯＧ ＝
ｄ１，ｄ２，…，ｄｎ[ ] ， ｎ ＝ ３６；１ ～ ４ 层高斯金字塔图像方

向投影特征向量 ｐｒｏ ＝ ［ＸＲＭＳ，Ｘｒ，Ｘｓｋ，Ｘｍｅａｎ，Ｘｐｅａｋ，Ｋｕ，
ＳＦ，ＩＦ，Ｌ，ＩＣＦ］。 以上提取的特征向量有 ６２ 维，与卷

积神经网络提取到的 ５１２ 维特征向量串接，组成新

的特征向量，共 ５７４ 维。 然后将新特征向量作为

ＳＶＭ 输入，训练 ＳＶＭ 分类器模型，对 ＰＣＢ 裸板缺陷

图像进行分类。
数据集中的 ７０％作为训练集，１０％作为验证集，

２０％作为测试集。 训练数据统计见表 ３。
表 ３　 训练数据统计

Ｔａｂ． ３　 Ｔｒａｉｎｉｎｇ ｄａｔａ ｓｔａｔｉｓｔｉｃｓ

漏孔 ／ 个 鼠咬 ／ 个 断路 ／ 个 短路 ／ 个 毛刺 ／ 个 余铜 ／ 个

训练集 ３１０ ３１０ ２９４ ３５２ ２９８ ３０４

验证集 ４４ ４４ ４１ ４９ ４２ ４３

测试集 ８８ ８８ ８４ ９８ ８４ ８７

　 　 测试集混淆矩阵见表 ４。
表 ４　 混淆矩阵

Ｔａｂ． ４　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

漏孔 鼠咬 断路 短路 毛刺 余铜 ＦＰ

漏孔 ８８ ０ ０ ０ ０ ０ ０

鼠咬 ０ ８６ ０ ０ ０ ０ ０

断路 ０ １ ８４ ０ ０ ０ １

短路 ０ ０ ０ ９７ ０ ０ ０

毛刺 ０ １ ０ １ ８４ ０ ２

余铜 ０ ０ ０ ０ ０ ８７ ０

ＦＮ ０ ２ ０ １ ０ ０ ３

４．３　 对比分析

为了验证 ＳＶＭ 融合多特征的分类算法对 ＰＣＢ
裸板缺陷图像的分类效果，将本文算法与 ＣＮＮ 算法

进行对比，分别选择 ＡｌｅｘＮｅｔ［１６］、ＶＧＧ－１６ 和 ＲｅｓＮｅｔ－
５０［１７］作为 ＣＮＮ 网络模型。 采用准确率（ａｃｃｕｒａｃｙ）、
精确率（ｐｒｅｃｉｓｉｏｎ）、召回率（ｒｅｃａｌｌ） 和 Ｆ１ 分数作为分

类性能的评价指标。 对比分类结果见表 ５。

ａｃｃ Ａ，Ｂ( ) ＝ Ａ
Ｂ

（３１）
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ｐｒｅ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（３２）

ｒｅｃａｌｌ Ａｉ，Ｂ ｉ( ) ＝
Ａｉ

Ｂ ｉ
（３３）

Ｆ１ ＝ ２·ｐｒｅ·ｒｅｃａｌｌ
ｐｒｅ ＋ ｒｅｃａｌｌ

（３４）

式中： Ａ表示样本判别正确个数之和， Ｂ表示样本总

数， Ａｉ 表示各类样本判别正确个数， Ｂ ｉ 表示各类样

本数， ＴＰ 表示本类样本中判别正确个数， ＦＰ 表示

其它类样本误判成本类样本个数， ＦＮ 表示本类样

本中误判成其它类样本个数。

表 ５　 分类对比结果

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

算法 评价指标 ／ ％ 漏孔 鼠咬 断路 短路 毛刺 余铜 平均值

本文算法 准确率 ９９．４３

精确率 １００ １００ ９８．８２ １００ ９７．６７ １００ ９９．４２

召回率 １００ ９７．７３ １００ ９８．９８ １００ １００ ９９．４５

Ｆ１ 分数 １００ ９８．８５ ９９．４１ ９９．４９ ９８．８２ １００ ９９．４３

ＡｌｅｘＮｅｔ 准确率 ９７．１６

精确率 ９２．６３ ９７．６７ １００ ９６．０４ ９７．６５ １００ ９７．３３

召回率 １００ ９５．４５ ９５．２４ ９８．９８ ９８．８１ ９４．２５ ９７．１２

Ｆ１ 分数 ９６．１７ ９６．５５ ９７．５６ ９７．４９ ９８．２２ ９７．０４ ９７．１７

ＶＧＧ－１６ 准确率 ９８．１１

精确率 １００ ９８．８４ ９８．７５ ９６．００ ９５．４５ １００ ９８．１７

召回率 １００ ９６．５９ ９４．０５ ９７．９６ １００ １００ ９８．１０

Ｆ１ 分数 １００ ９７．７ ９６．３４ ９６．９７ ９７．６７ １００ ９８．１１

ＲｅｓＮｅｔ－５０ 准确率 ９８．６８

精确率 １００ ９６．６７ １００ ９７．００ １００ ９８．８６ ９８．７６

召回率 １００ ９８．８６ ９６．４３ ９８．９８ ９７．６２ １００ ９８．６５

Ｆ１ 分数 １００ ９７．７５ ９８．１８ ９７．９８ ９８．８ ９９．４３ ９８．６９

　 　 图 ７ 为本文算法对不同种类 ＰＣＢ 裸板待测图

像缺陷的检测与识别结果。 图中矩形表示短路，椭
圆表示断路，菱形表示毛刺，正方形表示漏孔，圆形

表示鼠咬，带圆角的正方形表示余铜。 从表 ５ 对比

实验结果可以看出，相较于传统 ＣＮＮ 分类算法，融

合多尺度浅层特征和深层语义特征的 ＳＶＭ 分类算

法对 ＰＣＢ 裸板缺陷图像分类准确率有较大提升，说
明本文提出的特征提取算法可以获得更多的缺陷有

效信息。 图 ７ 说明了本文算法对不同 ＰＣＢ 裸板缺

陷有较好的识别效果。

（a）类别1 （b）类别2 （c）类别3
图 ７　 缺陷识别结果

Ｆｉｇ． ７　 Ｄｅｆｅｃｔ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

５　 结束语

针对目前 ＰＣＢ 裸板缺陷检测领域存在的问题，
本文提出了基于高斯金字塔的多尺度特征提取方

法，提取多尺度灰度共生矩阵特征、多尺度方向投影

特征和多尺度梯度方向直方图特征，并利用卷积神

经网络进一步提取图像深层语义特征，使特征信息

更加丰富。 此外，ＳＶＭ 在处理小样本问题上有独特

的优势，基于此，本文将提取到的所有特征融合成一

个新的特征向量，增强了特征对图像的描述能力，将
其转化为特征序列，输入给 ＳＶＭ 进行训练，实现

ＰＣＢ 裸板缺陷分类识别。 实验证明，该算法可以快
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速准确地对缺陷进行识别，准确率达到 ９９％以上，
且具有一定的稳定性。

虽然本研究取得了一定成绩，但还存在算法运

行时间较长，检测效率有待提高，且针对的缺陷种类

还不丰富，无法识别微小缺陷等问题。 下一步工作

是优化本文算法，扩充数据集，改进网络模型，提高

检测效率。
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４　 结束语

本文将零售商生鲜农产品库存成本控制问题转

换为马尔可夫决策过程，引入三参数 Ｗｅｉｂｕｌｌ 分布

描述生鲜农产品损腐特征，并使用深度强化学习中

ＤＤＱＮ 方法进行求解。 通过多重对比实验，验证了

ＤＤＱＮ 库存成本控制模型能够找到更优的订货策略

以更有效的降低生鲜农产品库存总成本。
本文研究零售商单级库存结构，对于更加复杂

的整个供应链的多级库存结构、仓储物品更加繁多

的情况，可以通过多智能体深度强化学习方法解决。
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