
第 １３ 卷　 第 １０ 期

Ｖｏｌ．１３ Ｎｏ．１０ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２３ 年 １０ 月

　 Ｏｃｔ． ２０２３

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２３）１０－０１６６－０６ 中图分类号： ＴＰ３９１ 文献标志码： Ａ

基于属性补全的药物与疾病关联预测

唐瑞泽１， 玄　 萍２

（１ 黑龙江大学 计算机科学技术学院， 哈尔滨 １５００８０； ２ 汕头大学 计算机科学技术系， 广东 汕头 ５１５０６３）

摘　 要： 预测药物－疾病关联关系，有助于降低药物开发的成本和时间开销。 先前的方法没有基于异构网络的拓扑信息对缺

失属性的疾病节点进行节点属性补全，本文提出了一个新的预测方法来编码和整合多个元路径的语义，学习得到药物和疾病

节点的拓扑嵌入。 以节点间的拓扑关系为指导，对有属性的药物节点属性进行加权聚合，来补全没有属性的疾病节点。 此

外，本文还设计了一个元路径层面注意力机制和一个邻居层面注意力机制，分别融合来自多个元路径的语义信息和节点邻居

的信息。 采用了五倍交叉验证的方法进行评估，结果表明新的预测模型取得了比其它模型更高的预测性能。
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０　 引　 言

研发一个用于疾病治疗的新药需要一个漫长的

过程约 １０ ～ １５ 年，同时还会花费 ８ ～ １５ 亿美元［１］。
药物重新定位是为已批准的药物寻找新的治疗效

果［２］。 已上市的药物具有已知的安全性和药理学

特征，因此药物重新定位可以将药物开发的时间缩

短到 ６．５ 年，并把研发成本降低到 ３ 亿美元。
计算已批准药物的新治疗适应症，有助于在筛

选现有药物进行进一步实验验证时预测候选疾病。
现有的计算预测方法大致可分为 ３ 类，两种药物的

功能越相似，就越有可能与类似的疾病相关。 因此，
第一类的方法主要是利用药物－疾病关联、疾病相

似性和药物相似性数据进行药物－疾病关联预测。
例如，Ｚｈａｎｇ 等［３－４］利用非负矩阵分解和相似性约束

的矩阵分解来整合已知的药物和疾病信息，获取药

物和疾病的关联概率。 还有一些方法通过在药物－
疾病异构网络上随机游走来预测关联分数［５－６］。
Ｗａｎｇ 等［７］构建了一个支持向量机模块（ＳＶＭ）来推

断药物的未知治疗效果。 然而，随着药物相关数据

的增加和多样化，除了考虑药物的基本靶点信息和

蛋白质结构外，其他信息对预测疾病候选者也很重



要，而这些方法并没有整合这些多源数据。
第二类方法考虑使用与药物和疾病相关的多个

数据源进行关联预测。 已经开发了几种方法，非负

矩阵分解、稀疏子空间学习或推理概率矩阵分解来

预测候选药物注释。 还有一些方法通过在构建的异

构网络上随机游走来预测各种药物的候选疾病［８］。
然而，多个数据源表现出复杂的非线性关系，整合这

些数据对于探索药物与疾病的相关性至关重要。
第三类方法采用深度学习方法整合药物和疾病

相关信息，以更准确地识别合适的疾病候选者。
Ｘｕａｎ 等［９］提出了一个基于 ＣＮＮ（Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ）和 ＢｉＬＳＴＭ（Ｂｉ－ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ
Ｍｅｍｏｒｙ）架构的模型，用于预测药物－疾病关联分

数。 此外，还构建了基于卷积神经网络的模型和基

于图卷积网络（ＧＣＮ）的模型来推断药物的候选疾

病。 然而，在深度学习过程中，没有考虑以节点间的

拓扑关系为指导，通过加权聚合有属性节点的属性

来补全无属性节点的属性［１０］。 在这项研究中，本文

提出了一个基于属性补全的预测模型，从不同的元

路径编码和捕捉异构网络中节点的拓扑嵌入，为无

属性节点进行属性补全。

１　 材料和方法

为了预测特定药物的潜在适应症即候选疾病，
本文提出了药物－疾病关联预测模型。 首先，基于

多种药物相似性、疾病相似性和药物－疾病关联构

建了 ３ 种不同的药物－疾病异构网络；构建多个元

路径，用来编码和学习药物和疾病节点的拓扑嵌入，
并提出一个基于元路径层面的注意力机制，融合来

自多个元路径的不同的语义信息；以融合后的药物

（疾病）节点的拓扑嵌入为指导，对有属性的药物节

点的属性进行加权聚合来补全没有属性的疾病节点

的属性；最后，将得到的 ３ 个网络的药物－疾病节点

对的属性通过 １ × １ 卷积融合，通过两层全连接神

经网络，输出药物和疾病是否存在关联的分数。
１．１　 相关数据集

本文从以往的药物－疾病关联预测工作中获得药

物与疾病的关联、药物的化学亚结构、药物的靶蛋白

结构域、药物的靶注释以及疾病语的语义相似性。
３ ０５１个已知的药物－疾病关联数据最初是从联合医

学语言系统（ＵＭＬＳ）中提取的，其中包含 ７６３ 种药物

和 ６８１ 种疾病之间的治疗关系。 本文主要利用了 ３
种药物属性，药物的化学结构是从 ＰｕｂＣｈｅｍ 数据库

中提取的化学指纹，从 ＩｎｔｅｒＰｒｏ 数据库和 ＵｎｉＰｒｏｔ 数据

库中获得了药物的靶蛋白结构域和药物的靶注释。 相

关的疾病命名由美国国家医学图书馆提供（ＭｅＳＨ）。
１．２　 药物和疾病的多源数据矩阵表示

１．２．１　 多种药物属性表示

基于多种药物相关的数据，本文用矩阵 Ｂｐ（ｐ ＝
ｃｈｅｍ，ｄｏｍａ，ａｎｎｏ） 分别表示药物的 ３ 种属性，即药

物的化学子结构，药物靶蛋白的目标域和基因注释。
Ｂｐ 被定义为式（１）：

Ｂｐ ＝
Ｂｃｈｅｍ ∈ ＲＮｒ∗Ｎｃｈｅｍ

Ｂｄｏｍａ ∈ ＲＮｒ∗Ｎｄｏｍａ

Ｂａｎｎｏ ∈ ＲＮｒ∗Ｎａｎｎｏ

ì

î

í

ï
ï

ïï

（１）

　 　 其中， Ｎｒ 表示药物的数量， Ｎｃｈｅｍ（Ｎｄｏｍａ， Ｎａｎｎｏ）
是药物化学子结构（药物靶蛋白的目标域，基因注

释）的数量， Ｎｃｈｅｍ ＝ ６２３，Ｎｄｏｍａ ＝ １ ４２６，Ｎａｎｎｏ ＝ ４４７。
如果 Ｂｃｈｅｍ（ ｉ， ｊ） 的值为 １，表示药物 ｒｉ 具有化学

子结构 ｃｊ ，否则值为 ０。 同样地，如果药物 ｒｉ 含有靶

蛋白结构域 ｏ ｊ （基因注释 ｔ ｊ），将 Ｂｄｏｍａ（ ｉ， ｊ）（Ｂａｎｎｏ（ ｉ，
ｊ） ）的值置为 １，否则为 ０。
１．２．２　 多种药物相似性表示

两个药物 ｒｉ 和 ｒ ｊ 之间具有越多相同的化学子结

构，通常这种情况下药物 ｒｉ 和 ｒ ｊ 在功能上具有更高

的相似性；类似地，当药物 ｒｉ 和 ｒ ｊ 具有更多相同的靶

蛋白域或者靶注释， ｒｉ 和 ｒ ｊ 之间也会具有更高的相

似性。 基于这些生物性前提，Ｗａｎｇ 等［１１］ 通过余弦

相似性计算得到了 ３ 种不同的药物相似。 ３ 个药物

相似矩阵分别为 Ｓｒ
ｃｈｅｍ，Ｓｒ

ｄｏｍａ，Ｓｒ
ａｎｎｏ。 药物相似性矩阵

Ｓｒ
ｐ 定义为式（２）：

Ｓｒ
ｐ ＝

Ｓｒ
ｃｈｅｍ ∈ ＲＮｒ∗Ｎｒ

Ｓｒ
ｄｏｍａ ∈ ＲＮｒ∗Ｎｒ

Ｓｒ
ａｎｎｏ ∈ ＲＮｒ∗Ｎｒ

ì

î

í

ï
ï

ïï

（２）

　 　 Ｓｒ
ｃｈｅｍ 反映了药物之间在化学亚结构方面的相

似度大小， Ｓｒ
ｄｏｍａ（Ｓｒ

ａｎｎｏ） 表示一对药物在蛋白质结构

域（靶注释）下的相似度大小，取值范围在［０，１］之
间，数值越大说明两种药物就越相似。
１．２．３　 疾病相似性表示

有向无环图（ＤＡＧ）通常被用来表示一种疾病，
该图是由多个与该疾病相关的疾病术语组成。 两个

疾病有越多相同的疾病术语，两个疾病之间越相似。
通过余弦相似性计算得到的矩阵 Ｓｄ ∈ ＲＮｄ∗Ｎｄ 表示

两种疾病之间的相似性， Ｎｄ 是疾病的数量， Ｓｄ
ｉｊ 的值

域［０，１］，值越高， ｄｉ 和 ｄ ｊ 之间越相似。
１．２．４　 药物－疾病关联表示

关联矩阵 Ａｒｄ ∈ ＲＮｒ∗Ｎｄ 包含了 Ｎｒ 个药物和 Ｎｄ
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个疾病之间的关联。 每一行和每一列分别代表一种

药物和一种疾病。 如果 ｒｉ 和 ｄ ｊ 之间存在关联，则 Ａｒｄ
ｉｊ

的值为 １，否则 Ａｒｄ
ｉｊ ＝ ０。

１．３　 多个药物－疾病的异构网络

面对 ３ 种不同的药物相似性，构建 ３ 个药物－疾
病异构网络 Ｇｐ ＝ Ｖ，Ｅ( ) 。 每个异构网络包含了两

种类型的节点 Ｖ ＝ Ｖｒ ∪ Ｖｄ( ) 和 ３ 种类型的边

Ｅ ＝ Ｅｒ－ｒ
ｐ ∪ Ｅｄ－ｄ ∪ Ｅｒ－ｄ( ) 。 每个异质网络中的节点

总数是药物节点和疾病节点数量之和 （Ｎｔｏｔａｌ ＝ Ｎｒ ＋
Ｎｄ），Ｅｒ－ｒ

ｐ 是基于第 ｐ 种药物相似性建立的药物－药
物相似性的边。 利用已知的关联数据，建立药物－
疾病的边，用 Ｅｒ－ｄ 表示。 如果节点 ｖｉ，ｖｊ ∈ Ｖ 之间存

在一个连接，那么 ｅｉｊ ∈ Ｅ。
１．４　 多个药物－疾病双层网络的邻接矩阵

基于药物－疾病关联和多种药物相似性矩阵，
本文构建了 ｐ 个双层异构网络的邻接矩阵 Ｈｐ ∈
ＲＮｔｏｔａｌ∗Ｎｔｏｔａｌ， 式（３）：

Ｈｐ ＝
Ｓｒ
ｐ Ａｒｄ

Ａｒｄ( ) Ｔ Ｓｄ

é

ë

ê
ê

ù

û

ú
ú

（３）

　 　 其中， （Ａｒｄ） Ｔ 是 Ａｒｄ 的转置矩阵。
１．５　 基于元路径的成对拓扑结构编码

本文构建的双层异构网络 Ｈｐ， 包含药物和疾

病节点。 多重关系也包括在内， ｒ － ｒ，ｄ － ｄ，ｒ － ｄ 表

示药物－药物相似性，疾病－疾病相似性以及药物和

疾病之间的关联关系。 在异构图中，许多节点可以

通过具有不同语义的路径连接，被称为元。 长度为

ｍ 的元路径定义为式（４）：

ｖ１
ｎ１→ ｖ２

ｎ２→ …
ｎｐ→ ｖｍ＋１ （４）

　 　 其中， ｖ１，ｖ２，…，ｖｍ＋１ 表示节点类型， ｎ１，ｎ２，…，
ｎｐ 表示连接 ｖ１ 和 ｖｍ＋１ 的边的类型。

一个元路径实例被定义为异构图中的一个节点

序列。 ｒ１ 和 ｒ４ 可以通过元路径 ｒ － ｒ － ｒ和 ｒ － ｄ － ｒ的
方式连接。 例如，目标节点 ｒ１ 的元路径 ｒ１ － ｒ２ － ｒ４，
如果药物 ｒ１ 和 ｒ４ 都有 ｒ２ 类似的功能，其可能是相似

的；在 ｒ１ － ｄ３ － ｒ４ 中，这两种药物都和疾病关联，表
明 ｒ１ 可能和 ｒ４ 相似。 不同的元路径显示出不同的

语义信息。 考虑到药物 ｒｉ 的直接邻居和经过两跳之

后的邻居对其影响较大。 因此，本文建立长度为 １
的元路径和长度为 ２ 的元路径 δ ∈ ｛ ｒ － ｒ，ｒ － ｄ，ｒ －
ｒ － ｒ，ｒ － ｄ － ｒ，ｒ － ｒ － ｄ，ｒ － ｄ － ｄ｝。 同样的，对于

疾病节点 ｄ ｊ， 分别建立长度为 １ 和长度为 ２ 的元路

径 δ ∈ ｛ｄ － ｒ，ｄ － ｄ，ｄ － ｒ － ｒ，ｄ － ｄ － ｒ，ｄ － ｒ － ｄ，
ｄ － ｄ － ｄ｝。 用 Ｐδ

ｒ（Ｐδ
ｄ） 表示药物（疾病） 节点的元

路径。
基于 Ｈｐ 结构信息，药物和疾病之间存在各种连

接关系， φ ∈ ｛ ｒ － ｒ，ｒ － ｄ，ｄ － ｄ，ｄ － ｒ｝。 元路径与

这些关系相对应的邻接矩阵表示为 Ｘｋ ∈ ＲＮｔｏｔａｌ∗Ｎｔｏｔａｌ，
其中 ｋ ∈ φ。 以 ｋ ＝ ｒ － ｄ 为例，Ｘｋ 被定义为式（５）：

Ｘｋ ＝ ０ Ａｒｄ

０ ０
é

ë
ê
ê

ù

û
ú
ú （５）

　 　 当且仅当节点 ｉ 和 ｊ 之间存在 ｒ － ｄ 的关系时，
Ｘｒ－ｄ

ｉｊ ＝ １， 否则为 ０。
对于每条元路径，都要建立其相应的拓扑嵌入。

对于元路径 ｋ 包括在 δ 中的第 ｅ 个关系的邻接矩阵

Ｘｋｅ 被归一化为 Ｘ
～
ｋｅ， 式（６）：

Ｘ
～
ｋｅ
ｉｊ ＝

Ｘｋｅ
ｉｊ

Ｏｉ Ｚ ｊ

０

ì

î

í

ï
ï

ï
ï

（６）

　 　 其中， Ｏｉ 表示第 ｉ 行元素之和， Ｚ ｊ 表示第 ｊ 列元

素之和。 元路径 δ 的拓扑嵌入是 Ｔ， 式（７）：

Ｔ ＝ Ｘ
～
ｋ１Ｘ

～
ｋ２…Ｘ

～
ｋδ （７）

　 　 其中， ｜ δ ｜ 是长度。
例如，元路径 ｒ － ｒ － ｄ 的长度为 ２，相对应的拓

扑嵌 入 Ｔｒ－ｒ－ｄ ＝ Ｘ
～
ｒ－ｒＸ

～
ｒ－ｄ。 在 不 同 的 元 路 径 下

Ｐδ
ｒ（Ｐδ

ｄ），Ｔ ｐ
ｒ，δ（Ｔ ｐ

ｄ，δ） 表示药物（疾病） 节点基于 Ｈｐ

下的拓扑嵌入，其中 ｐ ∈ ｛ｃｈｅｍ，ｄｏｍａ，ａｎｎｏ｝。
１．６　 多种语义信息的融合

给定药物 ｒｉ （疾病 ｄ ｊ） 的元路径 Ｐδ
ｒ（Ｐδ

ｄ）， 其特

定的语义表示为 （Ｔ ｐ
ｒ，δ） ｉ（（Ｔ ｐ

ｄ，δ） ｊ）。 每一个元路径

都反映了一个特定的语义信息，对构造药物（疾病）
节点的拓扑嵌入有着明显不同的贡献。 因此，本文

提出了一个元路径层面的注意力机制，有助于融合

多种语义。 以药物节点为例，元路径类型层面的注

意力得分为 （ ｓｐｒ，δ） ｉ， 式（８）：
ｓｐｒ，δ( ) ｉ ＝ ｑＴ ｔａｎｈ（Ｍａｔｔｅ Ｔ ｐ

ｒ，δ( ) ｉ ＋ ｂａｔｔｅ） （８）
　 　 其中，ｔａｎｈ 表示一个非线性激活函数； δ ∈ ｛ ｒ －
ｒ，ｒ － ｄ，ｒ － ｒ － ｒ，ｒ － ｄ － ｒ，ｒ － ｒ － ｄ，ｒ － ｄ － ｄ｝；ｂａｔｔｅ

是注意力参数； ｑＴ 是可学习参数。
（β ｐ

ｒ，δ） ｉ 代表归一化的注意力权重，式（９）：

（βｐ
ｒ，δ） ｉ ＝

ｅｘｐ（（ ｓｐｒ，δ） ｉ）

∑
ｓ∈δ

ｅｘｐ（（ ｓｐｒ，ｓ） ｉ）
（９）

　 　 药物节点的拓扑表示 （ｈｐ
ｒ ） ｉ 通过元路径层面注

意力机制增强后定义如下，式（１０）：

（ｈｐ
ｒ ） ｉ ＝ ∑

δ
βｐ
ｒ，δ( ) ｉ Ｔ ｐ

ｒ，δ( ) ｉ （１０）
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　 　 类似地，也得到了疾病 ｄ ｊ 在不同元路径聚合下

的拓扑表示 ｈ( ｐ
ｄ ) ｊ。

１．７　 基于邻居层面注意力机制的属性补全

给定一对药物和疾病节点 （ ｒｉ，ｄ ｊ）， 和其相对应

的节点拓扑嵌入表示 （ｈｐ
ｒ ） ｉ 和 （ｈｐ

ｄ） ｊ， 本文用 Ｖ ＋
ｒ 表

示所有与疾病 ｄ ｊ 相关联的药物节点的集合，其中药

物 ｒｉ 具有节点属性，疾病 ｄ ｊ 不具有节点属性。 通过

对与疾病节点 ｄ ｊ 直接相连的药物节点的属性加权

聚合作为疾病节点 ｄ ｊ 的属性，实现对疾病节点 ｄ ｊ 的

属性补全，属性补全的示意图如图 １ 所示。

基于元路径的
语义表示学习

基于元路径的
语义表示学习

基于元路径的
语义表示学习

邻居级注意力
机制

邻居级注意力
机制

邻居级注意力
机制

药物靶蛋白基因注释属性向量

药物靶蛋白结构域属性向量

药物化学子结构属性向量

属性补全

属性补全

属性补全

d2
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d2

r1
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图 １　 基于疾病节点属性补全的示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｏｆ ｄｉｓｅａｓｅ ｎｏｄｅ ａｔｔｒｉｂｕｔｅ ｃｏｍｐｌｅｍｅｎｔ

　 　 因为局部拓扑结构不同，每个节点的邻居在属

性聚合的重要性不同，也就是一个节点的邻居越多，
其对每个邻居的重要性就越低。 因此，本文提出一

个邻居层面的注意力机制来学习节点不同邻居的重

要性，式（１１）：
ｅｐｉｊ ＝ σ（（ｈｐ

ｄ） ｊ
ＴＷｐ

ｃ （ｈｐ
ｒ ） ｉ） （１１）

　 　 其中， σ 是激活函数， Ｗｐ
ｃ 是权重矩阵。

归一化注意力权重 ａｐ
ｉｊ 表示如式（１２）：

ａｐ
ｉｊ ＝

ｅｘｐ ｅｐｉｊ( )

∑
ｓ∈Ｖ ＋ｒ

ｅｘｐ ｅｐｓｊ( )
（１２）

　 　 最终利用注意力机制对与疾病 ｄ ｊ 相连的药物

节点的属性加权聚合对疾病 ｄ ｊ 实现了属性补全，补
全后的属性向量 Ｘｐ

ｊ 定义为式（１３）：

Ｘｐ
ｊ ＝ ∑

ｉ∈Ｖ ＋ｒ

ａｐ
ｉｊ Ｓｒ

ｐ( ) ｉ （１３）

　 　 本文还建立了多头注意力机制，用来稳定属性

补全的学习过程，式（１４）：

Ｘｐ
ｊ ＝ ｍｅａｎ ∑

Ｋ

ｋ
∑
ｉ∈Ｖｒｋｅｅｐ

ａｐ
ｉｊ Ｓｒ

ｐ( ) ｉ( ) （１４）

　 　 由于药物节点具有 ３ 种药物属性，根据不同的

属性分别对疾病节点进行属性补全。 最后，疾病节

点的属性矩阵被表示为 Ｘｄ
ｐ（ｐ ∈ ｛ｃｈｅｍ，ｄｏｍａ，

ａｎｎｏ｝）。 为了使属性补全过程是可学习的，同时保

证补全的属性的准确性，按照比例 μ 将药物节点 Ｖ ｒ

随机划分为两个部分，分别是 Ｖ ｒ
ｋｅｅｐ 和 Ｖ ｒ

ｄｒｏｐ， 其中

Ｖ ｒ
ｄｒｏｐ ＝ μ Ｖ ｒ ， 删除掉 Ｖ ｒ

ｄｒｏｐ 中药物节点的属性，通
过 Ｖ ｒ

ｋｅｅｐ 对丢掉属性的节点进行属性补全，计算得到

的节点 Ｖ ｒ
ｄｒｏｐ 的重构属性定义为式（１５）：

Ｘｐ
ｊ ＝ ｍｅａｎ ∑

Ｋ

ｋ
∑

ｉ∈Ｖｒｋｅｅｐ∩Ｖ ＋ｒ

ａｐ
ｉｊ Ｓｒ

ｐ( ) ｉ( ) （１５）

　 　 为了使重构的属性尽可能的接近于原始属性，
通过计算原始属性和重构属性之间的欧氏距离得到

属性补全的监督损失 ｌｏｓｓｐｃ， 式（１６）：

ｌｏｓｓｐｃ ＝
１

Ｖ ｒ
ｄｒｏｐ

∑
ｉ∈Ｖ ｒｄｒｏｐ

（ Ｘｄ
ｐ( ) ｉ － Ｓｒ

ｐ( ) ） ２ （１６）

通过属性补全机制，对已有的药物节点属性和

补全的疾病节点属性进行组合，得到了关于药物和

疾病节点的属性矩阵 Ｘｎｅｗ
ｐ ，式（１７）：

Ｘｎｅｗ
ｐ ＝

Ｓｒ
ｐ

Ｘｄ
ｐ

é

ë

ê
êê

ù

û

ú
úú

（１７）

１．８　 最终整合和预测

通过属性补全机制，得到 ｐ 个药物－疾病节点的

属性矩阵 Ｘｎｅｗ
ｐ ， 其中药物节点 ｒｉ 的属性表示为

（Ｘｎｅｗ
ｐ ） ｒｉ， 疾病节点 ｄ ｊ 的属性表示为 （Ｘｎｅｗ

ｐ ） ｄｊ。 为了

利用每个属性矩阵的特征，将其降维到相同的维度

后上下堆叠，用 １×１ 卷积进行融合，得到 ｒｉ － ｄ ｊ 最终

的属性向量表示 ｔ， 并将其作为全连接层的输入，以
得到药物 ｒｉ 和疾病 ｄ ｊ 的关联得分。

２　 实验结果与分析

２．１　 评价指标

本文使用五倍交叉验证法来评估基于属性补全

预测模型的性能。 将所有已知的关联关系视为正例

样本，并随机分为 ５ 组，其中 ４ 组用于训练，另一组

９６１第 １０ 期 唐瑞泽， 等： 基于属性补全的药物与疾病关联预测



用于测试。 将所有未观察到的药物－疾病相关性视

为反例样本。 随机选择与正例样本数同等数量的反

例样本进行训练，剩余的反例样本进行测试。
评估指标包括受试者操作特征 （ＲＯＣ） 曲线、

ＲＯＣ 曲线下的面积（ＡＵＣ）、精确召回曲线（ＰＲ 曲

线）、ＰＲ 曲线下的面积（ＡＵＰＲ）。 真阳率（ＴＰＲ） 和

假阳率（ＦＰＲ） 的计算，式（１８） 和式（１９）：

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１８）

ＦＰＲ ＝ ＦＰ
ＴＮ ＋ ＴＰ

（１９）

　 　 其中， ＴＰ（ＴＮ） 表示正确预测的正例（反例） 样

本数，ＦＰ（ＦＮ） 表示错误预测的正例（反性） 样本

数，用来计算绘制 ＲＯＣ 曲线，该曲线是以 ＴＰＲ 为纵

坐标，ＦＰＲ 为横坐标， 其曲线下方的面积表示为

ＡＵＣ 值，用于评估模型的性能。 ＡＵＣ 值越高代表模

型的性能越优秀。
精确度和召回率是评估机器学习模型性能的重

要指标。 精确度表示预测为正例样本中真实正例样

本的比率，式（２０）；而召回率表示在所有正例样本

的样本中被正确识别为正例样本的比率，式（２１）。

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（２０）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（２１）

　 　 通过绘制以 Ｐｒｅｃｉｓｉｏｎ 为纵轴、 Ｒｅｃａｌｌ 为横轴的

曲线，可以直观地展示模型的性能。 如果这条曲线

处于左上角附近，那么就意味着模型的性能更佳。
相反，曲线越靠近右下角则意味着模型性能越差。

２．２　 与其他方法的比较

为了评估基于属性补全预测模型的性能，将本

文提出的方法与 ６ 种最先进的有关药物疾病关联预

测 的 方 法 进 行 比 较， 包 括 ＧＦＰｒｅｄ、 ＣＢＰｒｅｄ、
ＳＣＭＦＤＤ、 ＬＲＳＳＬ、ＭｂｉＲＷ 和 ＨＧＢＩ。 为了使比较结

果更具说服力，本文的模型和所有比较的模型在训

练和测试时使用了相同的数据集，并且每种对比方

法的最佳性能是通过使用各自文献中提供的最优参

数设置。
在五倍交叉验证中，本文对 ７６３ 种药物进行了

评估， 并计算了各自的平均 ＡＵＣ 和 ＡＵＰＲ；最终将

所有 ７６３ 种药物的平均 ＡＵＣ（或 ＡＵＰＲ） 作为最终

结果。 不同预测模型的 ＲＯＣ 曲线与 ＰＲ 曲线如图 ２
所示。 在所有方法中， 基于属性补全的预测模型取

得了最佳的性能，优于其他对比模型；ＧＦＰｒｅｄ 在性

能上排名第二，其从多个异构网络中学习，获得药物

（疾病）节点的拓扑表示，该结果表明，融合多个异

构网络的信息可以提高预测性能；ＣＢＰｒｅｄ 考虑了节

点对之间的路径信息，在性能上排名第三；尽管

ＬＲＳＳＬ 和 ＭＢｉＲＷ 的 ＡＵＣ 没有明显差异，但 ＬＲＳＳＬ
的 ＡＵＰＲ 明显更高，这是因为前者利用了多种药物

的相似性， 而后者只考虑一种药物的相似性。
ＳＣＭＦＤＤ 和 ＨＧＢＩ 的性能稍差，其 ＡＵＣ 和 ＡＵＰ 几乎

没有差别，这是因为两者都没有利用多种药物的相

似性。 与上述方法相比，基于属性补全的预测模型

的性能提高主要是通过多个不同的路径，捕获了药

物和疾病节点的多种拓扑结构表示，并基于这些拓

扑信息通过注意力机制对疾病节点进行属性补全。
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（ａ） ＲＯＣ ｃｕｒｖｅｓ　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） ＰＲ ｃｕｒｖｅｓ
图 ２　 不同预测模型的 ＲＯＣ 曲线与 ＰＲ 曲线（分图）

Ｆｉｇ． ２　 ＲＯＣ ｃｕｒｖｅｓ ａｎｄ ＰＲ ｃｕｒｖｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄｓ

（下转第 １７８ 页）

０７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　


