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基于 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 的癫痫发作检测方法

龚帅奎， 蒋路茸， 范骐凯

（浙江理工大学 信息科学与工程学院， 杭州 ３１００１８）

摘　 要： 本文针对癫痫脑电图（ＥＥＧ）信号中的发作检测问题，分析了癫痫患者 ＥＥＧ 信号中的特异性特征，在传统 ＥＥＧ 信号

时频域基础上提出了改进的脑网络特征。 本文对 ＥＥＧ 信号进行分解，并重构了 ＥＥＧ 信号，发现在重构信号上癫痫发作和癫

痫未发作表现出较大差异。 因此在重构 ＥＥＧ 信号上通过皮尔逊系数（ＰＣＣ）构建脑网络，并在该网络上提取脑网络特征，最后

将这些特征输入 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 混合网络检测癫痫发作。 该网络可以筛选出对癫痫发作检测结果具有决定性因素的特

征，捕捉 ＥＥＧ 时间序列中最重要的信息。 为了评估本文的方法，在公开的 ＣＨＢ－ＭＩＴ 数据集上进行实验，获得了 ９６．２０％的准

确率、９６．８０％的特异性和 ９５．３１％的敏感性，实验结果表明该方法在癫痫发作检测这个任务上具有不错的性能。
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０　 引　 言

癫痫是因人的大脑神经元异常放电所致的一种

慢性神经系统疾病，其临床表现为突发性身体痉挛、
无意识动作、失神等。 在临床上，ＥＥＧ 作为测量大

脑神经元电活动的常用技术，被广泛地应用于癫痫

的诊断和治疗。 头皮 ＥＥＧ 信号是通过放置在头皮

上的电极采集得到，这种采集方式由于具有非侵入

性、廉价、方便的特点，被广泛应用于癫痫发作的检

测和诊断中［１］。
基于癫痫发作时脑电波的异常样放电，ＥＥＧ［２］

信号处理得到的特征可以作为癫痫发作的特异性指

标。 这些特征一般分为时域、频域、时频域 ３ 类。 时

域特征是对 ＥＥＧ 进行传统统计学参数的计算，进而

研究癫痫发作期和非发作期时域波形的差异。
Ｓｈａｒｍｉｌａ Ａ 等［３］在时域上提取了斜率和波形长度等

时域特征，并在朴素贝叶斯和支持向量机上进行判

别脑电波形是否为癫痫发作期波形。 频域特征则是

在信号经过傅里叶变换的基础上，提取信号的频域



成分及频域能量分布来进行癫痫发作检测。 ＥＥＧ
信号的时频域特征［４］ 则是结合时域和频域的信息

进行特征提取，常见的分析方法有短时傅里叶变换

（Ｓｈｏｒｔ－Ｔｅｒｍ Ｆｏｕｒｉｅｒ Ｔｒａｎｓｆｏｒｍ，ＳＴＦＴ） ［５］，离散小波

变换（Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ，ＤＷＴ） ［６］，连续小

波变换（Ｃｏｎｔｉｎｕｏｕｓ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ，ＣＷＴ） ［７］ 等。
Ｃｈｅｎ Ｄ 等人［８］应用 ＤＷＴ 检测癫痫发作，研究发现

ＤＷＴ 对癫痫发作检测性能有较大影响。
在癫痫发作检测方面，研究人员主要通过人工

设计有效的特征和改进分类器模型来提高癫痫发作

检测的性能。 Ａｎｓａｒｉ Ａ Ｈ 等［９］将手工提取的特征用

随机森林模型进行自动优化选择，并采用卷积神经

网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＣＮＮ）替代传统

机器学习的分类器。 由于卷积神经网络提取的仅仅

只是局部特征，并没有时间上的连续性，而对于具有

时序性的 ＥＥＧ 信号来说，长短时期记忆网络 ＬＳＴＭ
的网络结构能够更好的解释时序序列。 Ｓｈｅｋｏｋａｒ Ｋ
Ｓ 等［１０］利用 ３ 层的长短时期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ－
Ｔｅｒｍ Ｍｅｍｏｒｙ Ｎｅｔｗｏｒｋｓ，ＬＳＴＭ）进行癫痫发作检测。
Ｇｅｎｇ Ｍ 等［１１］ 将原始脑电波进行 Ｓｔｏｃｋｗｅｌｌ 变换，再
输入到双向长短时期记忆网络（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ
Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ Ｎｅｔｗｏｒｋ，Ｂｉ－ＬＳＴＭ）进行癫痫发

作检测，表明了 ＬＳＴＭ 能够良好的应用在 ＥＥＧ 时序

信号上。 但是，长短时期记忆网络（ＬＳＴＭ）模型始

终具有有限的记忆内容，而注意力机制则是不同于

ＣＮＮ 和 ＬＳＴＭ 的一种模块，其可以对全局信息进行

筛选，从而过滤掉大量无关的内容，只获得自身所关

心的内容，更符合人脑处理信息的机制。 Ｚｈｏｕ Ｐ
等［１２］提出一种结合了 ＬＳＴＭ 和注意力机制的新模

型 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ，并用该模型进行情感分类任

务。
长期依赖关系在 ＥＥＧ 信号中是指当前 ＥＥＧ 信

号的状态受到序列起始至当前时刻状态的影响。 由

于 ＥＥＧ 信号属于长程时间序列信号（ＥＥＧ 信号的

持续时间长），这种依赖关系更加难以捕捉。 因此，
本文尝试用结合注意力机制的 Ｂｉ－ＬＳＴＭ 网络解决

该问题，该模型可以使网络聚焦在对分类结果影响

最大的特征上，从而提升网络捕捉序列中长期依赖

关系的能力。 通过在公开数据集 ＣＨＢ－ＭＩＴ［１３］ 上采

用 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 进行癫痫发作检测，证明了该

混合模型在癫痫发作检测任务中的有效性。

１　 方法

１．１　 整体框架

本文实验整体流程如图 １ 所示。 首先，对 ＥＥＧ
信号进行预处理，主要包括滤波、切片和小波包分解

重构操作；其次，对预处理后的 ＥＥＧ 信号进行特征

提取，主要包含时域、频域、时频域和脑网络域特征；
最后，将特征输入到 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 网络中进行

训练。
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所
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图 １　 实验流程图

Ｆｉｇ． １　 Ｐｉｐｅｌｉｎｅ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ

１．２　 ＥＥＧ 信号预处理

本文使用的 ＥＥＧ 数据集采用国际 １０－２０ 导联

系统，考虑到眼电和心电的伪差，剔除了靠近眼部的

电极 Ｆｐ１ 和 Ｆｐ２ 与 靠 近 耳 部 的 电 极 ＦＴ９ 和

ＦＴ１０［１４］，以及重复的通道。 根据专家标记的癫痫发

作开始与结束时间，将每个癫痫发作期间以 ４ ｓ 为

滑动窗口，且前后样本保持 ８０％的交叠，以防止切

片处的信息丢失。 由于癫痫发作的时间远远少于癫

痫非发作的时间［１５］，为了保证数据集正负样本的平

衡，本文采用负采样的方法，对非癫痫发作样本进行

随机采样，将非癫痫发作样本（ｎｅｇａｔｉｖｅ）数量和癫痫

发作样本 （ ｐｏｓｉｔｉｖｅ） 数量保持相对平衡。 通过对

ＣＨＢ－ＭＩＴ 数据集处理后，得到 ２７ ２６０ 个数据样本，
其中包含 １３ ５３５ 个正样本、１３ ７２５ 个负样本。
１．３　 输入特征

本文所用特征主要包含时域、频域、时频域和脑

网络域。
时域特征主要包含每个通道的最大值、最小值、

峰度及偏度［１６］；频域特征包含每个 ＥＥＧ 信号频域

分量的振幅。 具体计算方式见表 １。
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表 １　 时域、频域、时频域特征计算公式

Ｔａｂｌｅ １　 Ｃａｌｃｕｌａｔｉｏｎ ｏｆ ｔｉｍｅ ｄｏｍａｉｎ， ｆｒｅｑｕｅｎｃｙ ｄｏｍａｉｎ ａｎｄ ｔｉｍｅ－ｆｒｅｑｕｅｎｃｙ ｄｏｍａｉｎ ｃｈａｒａｃｔｅｒｉｓｔｉｃ

特征名称 计算公式 参数说明

最大值 Ｘｍａｘ ＝ ｍａｘ（ｘｉ） ｘｉ ：采样点 ｉ 的值

最小值 Ｘｍｉｎ ＝ ｍｉｎ（ｘｉ） Ｘｍｅａｎ： 一个切片中幅值的均值

峰度 Ｘｋｕｒ ＝

１
ｎ ∑

ｎ

ｉ ＝ １
ｘｉ － Ｘｍｅａｎ( ) ４

１
ｎ ∑

ｎ

ｉ ＝ １
（ｘｉ － Ｘｍｅａｎ） ２( )

２
－ ３

偏度 Ｘｓｋｅ ＝

１
ｎ ∑

ｎ

ｉ ＝ １
ｘｉ － Ｘｍｅａｎ( ) ３

１
ｎ ∑

ｎ

ｉ ＝ １
ｘｉ － Ｘｍｅａｎ( ) ２( )

３
２

能量 Ｅ（ｋ） ＝ ∑
Ｎ

ｔ ＝ １
ｓｋ（ ｔ）

２ ｓｋ（ ｔ） ： ｋ 尺度上重构信号

Ｎ ：采样点个数

　 　 由于 ＥＥＧ 信号是非平稳信号，因此本文也对其

进行了时频分析。 小波变换通过平移和伸缩，将非

平稳随机信号分解为细节系数和近似系数，用来表

示不同时频尺度上的信号分量［１７］。 小波包变换对

信号的分解比小波变换更加彻底，其不但对信号的

低频部分进行分解，也对信号的高频部分进行分解。

因此在提取时频域特征前首先通过 Ｄａｕｂｅｃｈｉｅｓ－ ４
小波对 ＥＥＧ 信号进行 ５ 尺度小波包分解，小波分解

示意如图 ２ 所示。 其中， Ａｉ
ｊ 和 Ｄｉ

ｊ 分别表示第 ｉ 层第

ｊ 个近似系数和细节系数，最后通过各层的细节系数

进行 ＥＥＧ 信号的重构。

脑电信号

A1
1

A1
2

A1
3 D1

3 A2
3

D1
2

D2
3 A3

3 D3
3

A2
2

D1
1

A4
3 D4

3

D2
2

图 ２　 小波分解示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｗａｖｅｌｅｔ ｄｅｃｏｍｐｏｓｉｔｉｏｎ

　 　 重构后的信号如图 ３ 所示。 图中（０）表示原始

ＥＥＧ 信号，（１）到（５）表示 １～５ 尺度上的重构信号。
从图中可以看出，癫痫发作和癫痫未发作的重构信

号在 ３～５ 尺度上表现出明显的幅值差异。 因此，本
文通过 ３～ ５ 尺度上的细节系数重构了 ＥＥＧ 信号，

并提取重构 ＥＥＧ 信号的能量作为时频域特征。
　 　 通过计算重构 ＥＥＧ 信号不同通道间的皮尔逊

相关系数（ＰＣＣ），得到 ＥＥＧ 的脑网络，并提取网络

聚集系数、特征路径长度和模块度［１８］ 作为脑网络特

征，具体计算方式见表 ２。
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　 　 　 　 　 （ａ） 癫痫发作期 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 癫痫未发作期

图 ３　 癫痫发作期和未发作期的 ＥＥＧ 信号和 ５ 个尺度上的重构信号

Ｆｉｇ． ３　 ＥＥＧ ｓｉｇｎａｌｓ ａｎｄ ｒｅｃｏｎｓｔｒｕｃｔｅｄ ｓｉｇｎａｌｓ ｏｎ ｆｉｖｅ ｓｃａｌｅｓ ｉｎ ｅｐｉｌｅｐｔｉｃ ａｎｄ ｎｏｎ－ｅｐｉｌｅｐｔｉｃ ｐｈａｓｅｓ
表 ２　 脑网络特征计算公式

Ｔａｂｌｅ ２　 Ｂｒａｉｎ ｎｅｔｗｏｒｋ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｃａｌｃｕｌａｔｉｏｎ ｆｏｒｍｕｌａ

特征名称 计算公式 参数说明

网络聚集系数
Ｃ ＝ １

ｎ ∑ｉ∈Ｎ
Ｃｉ ＝ １

ｎ ∑ｉ∈Ｎ

２ｔｉ
ｋｉ（ｋｉ － １）

Ｃｉ： 每个节点的聚集系数

ｔｉ： 每个节点周围的三角形数

ｋｉ： 当前节点和其他节点相关联的数量

特征路径长度

Ｌ ＝ １
ｎ ∑ｉ∈Ｎ

Ｌｉ ＝ １
ｎ ∑ｉ∈Ｎ

∑
ｊ∈Ｎ，ｊ≠ｉ

ｄｉｊ

ｎ － １

Ｌｉ： 当前节点和其他节点最短路径长度的平均值

ｄｉｊ： 节点 ｉ 和节点 ｊ 之间的最短路径

模块度 Ｑ ＝ ∑
ｉ∈Ｍ

Ｌｉ ｅｉｉ － （∑
ｊ∈Ｍ

ｅｉｊ）
２

[ ] Ｍ： 网络被分成 Ｍ 个模块

ｅｉｊ： 模块 ｉ 中的节点和模块 ｊ 中的节点相连的边数和总边数的比值

１．４　 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 模型构建

ＬＳＴＭ［１９］仍旧属于循环结构，为了处理长期依

赖问题，ＬＳＴＭ 引入了内部状态 ｃｔ， 可以使网络让更

多的信息进入循环进行传递，并且能够将信息传递

给外部状态 ｈｔ， 增加模型的非线性能力。 ＬＳＴＭ 还

引入了 ３ 个门，其具体定义如下：
ｉｔ ＝ σ Ｗｉｘｔ ＋ Ｕｉｈｔ －１ ＋ ｂｉ( ) （１）
ｏｔ ＝ σ Ｗｏｘｔ ＋ Ｕｏｈｔ －１ ＋ ｂｏ( ) （２）

ｆｔ ＝ σ Ｗｆｘｔ ＋ Ｕｆｈｔ －１ ＋ ｂｆ( ) （３）
式中： ｉｔ、ｏｔ、ｆｔ 分别表示输入门、输出门和遗忘门， σ
表示 Ｓｉｇｍｏｉｄ 函数， ｘｔ 表示当前时刻 ｔ 的输入， ｈｔ －１ 表

示前一个时刻 ｔ － １ 的隐状态，Ｗｇ 、Ｕｇ、ｂｇ 分别代表门

ｇ 的参数。 ＬＳＴＭ 的传播过程如下所示：
ｃ～ ｔ ＝ ｔａｎｈ Ｗｃｘｔ ＋ Ｕｃｈｔ －１ ＋ ｂｃ( ) （４）

ｃｔ ＝ ｆｔ·ｃｔ －１ ＋ ｉｔ·ｃ～ ｔ （５）
ｈｔ ＝ ｏｔ·ｔａｎｈ ｃｔ( ) （６）
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式中： ｃ～ ｔ 表示内部状态 ｃｔ 的候选状态。
ＬＳＴＭ ３ 种门的连接示意如图 ４ 所示。 其中，遗

忘门用来控制内部状态 ｃｔ －１ 遗忘信息的多少，输入

门筛选候选状态 ｃ～ ｔ， 遗忘门和输入门共同决定当前

时刻 ｔ 的内部状态；输出门控制 ｃｔ 输出给外部状态

的信息。 ＬＳＴＭ 网络模型虽然可以处理时间序列，
但当时间序列达到一定长度时，该网络对序列中依

赖关系的捕捉能力便有所下降。

遗忘门 输入门 输出门候选
状态

ct-1 ct

tanh

ht

?

?

?

tanhσ σ σ

[ht-1.xt]

图 ４　 ＬＳＴＭ 单元示意图

Ｆｉｇ． ４　 Ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ ｕｎｉｔ

　 　 注意力机制参考了人体大脑的注意方式，当人

们面对大量信息时，大脑只对人们心里最关注的信

息进行处理。 注意力机制在处理输入到网络中的信

息时，会筛选掉无关信息，仅关注当前最重要的信

息。 自注意力模块（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ） ［２０］ 通常分成两

个步骤：首先通过输入向量计算自身的注意力得分，
其次通过训练得到的 ＷＱ、ＷＫ、ＷＶ 矩阵计算 Ｑｕｅｒｙ、
Ｋｅｙ 和 Ｖａｌｕｅ 向量，然后计算输入向量的注意力得

分，最后经过 Ｓｏｆｔｍａｘ 得到注意力分布后，使用加权

平均的方式，对每个值向量计算最后的输出向量。
计算公式如下：

Ｓｅｌｆ － Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ（７）

　 　 Ｂｉ －ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 是近些年较好的模型，在
ＮＬＰ 各类任务上取得了不错的成绩。 由于本文是

对癫痫发作和未发作样本作二分类的任务，所以只

需在 Ａｔｔｅｎｔｉｏｎ 层后再连接一个全连接层就能够完

成癫痫分类任务，网络结构如图 ５ 所示。

y

+

h1 h2

ht ht-1

h1

x1 x2

h2

ht-2 h1

hth3

x3 xt

h3 ht

InputLayer

LSTMLayer

AttentionLayer

OutputLayer

图 ５　 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 模型结构图

Ｆｉｇ． ５　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

　 　 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 就是在 Ｂｉ－ＬＳＴＭ 的模型上

加入 Ａｔｔｅｎｔｉｏｎ 层，在 Ｂｉ－ＬＳＴＭ 中用最后一个时序的

输出向量作为特征向量，然后进行 Ｓｏｆｔｍａｘ 层分类。
Ａｔｔｅｎｔｉｏｎ 是先计算每个时序的权重，然后将所有时
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序的向量进行加权求和作为特征向量，最后进行

ｓｏｆｔｍａｘ 层分类。 ＬＳＴＭ 网络很好的解决了传统 ＲＮＮ
模型不能处理时间序列中的长期依赖问题，并且

Ｂｉ－ＬＳＴＭ考虑到了序列由后向前的依赖关系；
Ａｔｔｅｎｔｉｏｎ 模型可以很好的忽略样本中的无关信息，
突出重点信息；该混合模型结合了两者的优点。

２　 实验

本文 实 验 环 境 基 于 Ｗｉｎｄｏｗｓ１０ 操 作 系 统，
Ｐｙｔｈｏｎ ３． ７， 处 理 器 为 Ｉｎｔｅｌ （ Ｒ ） Ｃｏｒｅ （ ＴＭ） ｉ５ －
１０４００ＣＰＵ＠ ２．９０ ＧＨｚ 和 １６ ＧＢ 的内存。
２．１　 数据集

本文实验数据集是由波士顿儿童医院采用国际

１０－２０ 电极导联配置收集的 ＥＥＧ 信号记录。 该数

据集包含 ２３ 名癫痫病例（其中：３－２２ 岁的 ５ 名男

性、１．５ － １９ 岁的 １７ 名女性、１ 名性别和年龄未公

开），并且每个病例的数据都包含多个．ｅｄｆ 文件。．ｅｄｆ
文件中记录的所有 ＥＥＧ 信号都以 １６ 位分辨率和

２５６ Ｈｚ的采样率进行采样得到，且大多数文件包含

２３ 个通道 ＥＥＧ 信号。
２．２　 评价指标

为了验证 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 网络结构的优越

性，将 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 与其它基于 ＣＮＮ 的经典

网络 Ｒｅｓｎｅｔ１８、Ｒｅｓｎｅｔ５０，以及 Ｂｉ－ＬＳＴＭ 进行了对比

实验。
本文采用带有动量的 ＳＧＤ 优化器，交叉熵作为

损失函数，并采用标准的二分类指标进行模型评估，
根据表 ３ 中的混淆矩阵计算准确率 （ Ａｃｃｕｒａｃｙ，
ＡＣ）、敏感性（Ｓｅｎｓｉｔｉｖｉｔｙ，ＳＥ）和特异性（Ｓｐｅｃｉｆｉｃｉｔｙ，
ＳＰ）。 准确率是指正确识别的正负样本数量和总样

本数量的比值，敏感性是指正确识别癫痫发作样本

数量和真正癫痫发作样本数量的比值，特异性是指

正确识别非癫痫发作样本数量和真正癫痫非发作样

本数量的比值，具体公式见表 ４。
表 ３　 混淆矩阵

Ｔａｂｌｅ ３　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

预测为癫痫发作

（Ｐｏｓｉｔｉｖｅ Ｃｌａｓｓ）
预测为癫痫未发作

（Ｎｅｇａｔｉｖｅ Ｃｌａｓｓ）

实际为癫痫发作

（Ｐｏｓｉｔｉｖｅ Ｃｌａｓｓ）
Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ

（ＴＰ）
Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ

（ＦＮ）

实际为癫痫未发作

（Ｎｅｇａｔｉｖｅ Ｃｌａｓｓ）
Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ

（ＦＰ）
Ｔｒｕｅ Ｎｅｇａｔｉｖｅ

（ＴＮ）

表 ４　 模型评价指标

Ｔａｂｌｅ ４　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

名　 称 公　 式

Ａｃｃｕｒａｃｙ（ＡＣ） ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＮ ＋ ＦＰ ＋ ＴＮ

× １００％

Ｓｅｎｓｉｔｉｖｉｔｙ（ＳＥ） ＴＰ
ＴＰ ＋ ＦＮ

× １００％

Ｓｐｅｃｉｆｉｃｉｔｙ（ＳＰ） ＴＮ
ＴＮ ＋ ＦＰ

× １００％

２．３　 实验结果分析

实验结果见表 ５，在基于 ＣＮＮ 的 Ｒｅｓｎｅｔ１８ 和

Ｒｅｓｎｅｔ５０ 中，深层的网络模型在 ＡＣ、ＳＥ、ＳＰ 等 ３ 个

指标上都要比浅层网络模型表现的更好，可能是因

为深层网络提取到了数据中更高阶的特征。 Ｂｉ －
ＬＳＴＭ 模型较于 Ｒｅｓｎｅｔ５０ 来说，敏感性略低。 在 Ｂｉ－
ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 上，在 ３ 个指标上要优于其他 ３ 个

模型，说明了基于 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 的癫痫发作检

测方法具有较大的潜力。 在 ３ ～ ５ 尺度重构信号上

构建脑网络并且提取脑网络特征对模型性能有较大

提升，见表 ６。
表 ５　 实验结果对比

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型 ＡＣ ＳＰ ＳＥ

Ｒｅｓｎｅｔ１８ ０．９４０ ９７０ ０．９５１ ４２７ ０．９２５ ３９１

Ｒｅｓｎｅｔ５０ ０．９４８ ４９１ ０．９５７ ６６３ ０．９３４ ７９８

Ｂｉ－ＬＳＴＭ ０．９５０ ９４７ ０．９６０ ８３０ ０．９３６ ４８０

Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ ０．９６２ ０５８ ０．９６８ ０３５ ０．９５３ １０１

表 ６　 加入重构 ＥＥＧ 信号上提取的特征前后模型的性能

Ｔａｂｌｅ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｔｈｅ ｍｏｄｅｌ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ａｄｄｉｎｇ ｆｅａｔｕｒｅｓ
ｅｘｔｒａｃｔｅｄ ｆｒｏｍ ｒｅｃｏｎｓｔｒｕｃｔｅｄ ＥＥＧ ｓｉｇｎａｌｓ

模型 特征 ＡＣ ＳＰ ＳＥ

Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 传统特征 ０．９３１ ９０２ ０．９５０ ４９６ ０．９０４ ５１３

传统特征＋

重构 ＥＥＧ
信号特征

０．９６２ ０５８ ０．９６８ ０３５ ０．９５３ １０１

３　 结束语

本文基于 ＥＥＧ 信号和癫痫发作的特点，在提取

传统特征的同时加入了新的功能网络特征，并且在

算法上尝试了 Ｂｉ－ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 网络模型。 在本

文的实验中，该模型性能要比基于 ＣＮＮ 和 Ｂｉ－ＬＳＴＭ
的网络模型的性能更加出色，最终得到了 ９６．２０％的

准确率，９６．８０％的特异性和 ９５．３１％的敏感性。 由于

本文仅仅在公开的癫痫发作数据集上进行了算法的

４７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



验证，未来可以收集更多的数据集来优化模型，提升

算法性能，还可以将功能网络特征应用到癫痫发作

前的 ＥＥＧ 信号检测中，来研究癫痫预测这个问题。
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