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基于改进灰狼算法的云资源调度策略研究

苏鸿斌

（浙江理工大学 计算机科学与技术学院， 杭州 ３３００１８）

摘　 要： 针对云计算中任务调度考虑因素单一和大规模任务环境下任务存在调度效率低、分配不合理等问题，本文提出了一

种基于改进的灰狼优化算法的云计算任务调度策略。 通过建立基于多目标的评价模型，使其在单一适应度中处理多目标，其
中包含任务总耗时、功耗以及系统负载度；提出一种将粒子群算法和灰狼优化算法相结合的搜索方法，以增强灰狼层次的全

局最优搜索；引入自适应权重以增强灰狼优化算法的局部搜索能力；同时引入随机对立学习策略以避免陷入局部最优。 将本

文提出的改进算法与粒子群优化算法（ＰＳＯ）、标准灰狼优化算法（ＧＷＯ）及基于 ＭａｋｅＳｐａｎ 适应度的灰狼优化算法（ＭＧＷＯ）
在 ＣｌｏｕｄＳｉｍ 平台进行对比实验。 仿真结果表明，该方法适用于大规模任务调度，且在任务完成总耗时、功耗以及系统的负载

均衡度方面较 ＰＳＯ、ＧＷＯ 和 ＭＧＷＯ 均有明显提升，其中较 ＭＧＷＯ 算法综合提升 １４％。
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０　 引　 言

云计算被认为是 ＩＴ 领域最突出的技术，其适用

于各种领域，如：医疗保健、商业贸易、智能体系、移
动端系统等等。 由于竞争对手和世界的需要，云计

算领域在最近一段时间得到了快速的发展。 通过虚

拟化的概念，云计算资源分布在客户端内部，将几个

远程环境聚集在一起，并充分利用其能力［１］。 云计

算提供了 ３ 种服务：一是基础设施即服务（ＩａａＳ），其
为云用户提供各种用途的基础设施，如：存储系统和

计算资源；二是平台即服务（ＰａａＳ），其向客户端提

供平台，以便用户可以在该平台上开发应用程序；第
三种是软件即服务（ＳａａＳ） ［２］，即向用户提供软件，
用户不需要在自己的机器上安装软件，可以直接通



过云使用软件［３］。 任务调度是云计算中最重要、最
关键的问题之一，许多研究都试图找到云环境中对

现有资源进行任务调度的最优解决方案。
云任务调度被称为 ＮＰ 完全问题［４］。 更准确地

说，检测解决方案所需的时间随问题大小［５］ 而变

化。 ＮＰ 类问题的解可以通过枚举技术、启发式或元

启发式技术得到。 枚举技术方法通常不被首选，因
为其需要构建所有可能的任务调度程序，然后比较

每个任务调度程序，以达到最佳解决方案［６］。 启发

式搜索技术以较高的操作成本生成可行的解决方

案，在考虑成本的前提下可以完全地忽略该类技

术［７］。 因此，采用元启发式技术方法是唯一现实可

行的解决方案。 例如，遗传算法（ＧＡ） ［８］、粒子群优

化算法（ＰＳＯ） ［９］ 或灰狼优化算法（ＧＷＯ） ［１０］，这些

算法使用候选解决方案池遍历可用的解决方案空

间。 此外，适应性探索行为、小控制参数等因素也推

动了 ＧＷＯ 在本研究工作中的使用［１１］。
灰狼优化算法展示了狼的实际生存本能，狼在

捕获猎物时的合作本性，以及狼的领导等级和狩猎

本性。 此外，其还包含了狩猎的 ３ 个主要步骤：寻找

猎物、包围和攻击猎物［１２］。 由此可见，灰狼优化算

法在寻找优化问题通用解方面存在实现的可能性，
值得进一步分析和发展。

综上所述，本文在云任务调度中采用改进的灰

狼优化算法实施调度。 首先，构建针对多目标的评

价模型； 其次，对灰狼优化算法进行层次结构改进、
自适应权重改进和随机对立学习策略改进，增强算

法全局最优搜索能力的同时优化局部搜索能力，并
有效避免算法陷入局部最优解；最后，仿真实验表

明，本文提出的算法在任务总耗时、任务执行完成后

系统功耗以及任务执行时系统的负载均衡度上得到

较好的提升。

１　 云计算任务调度

在云计算领域中，考虑到不同任务对不同资源

的需求存在差异［１３］，因此有必要简要模拟任务成本

的细节，并解释不同资源成本和用户预算成本之间

的联系。 针对该问题，本文提出一种资源开销模型，
将资源开销模型分解为 ＣＰＵ、内存、带宽 ３ 部分。 根

据资源定义，在资源成本模型的基础上，提出了多目

标优化调度模型，以实现云计算环境下的多目标优

化调度。
１．１　 数学模型

本文中，假设有 ｎ 个任务，这些任务应该在 ｍ

个计算资源（也称虚拟机节点）上进行处理，最终目

标是使执行时间最小化，并优化 ＣＰＵ、内存及带宽

的资源利用。 当任务数小于资源节点时，按照先到

先得算法分配任务；如果任务数大于资源节点，则根

据调度算法进行分配。 此外，不允许任务在资源之

间迁移，即一个任务只能被分配到一个计算资源节

点。 为 了 表 述 问 题， 定 义 任 务 集 Ｔｉ ＝
ｔ１，ｔ２，ｔ３，…，ｔｎ{ } 为 ｎ 个 独 立 任 务，Ｒ ｉ ＝
ｒ１，ｒ２，ｒ３，…，ｒｎ{ } 为资源节点。 因此，计算资源与任

务的关系表示如下：

Ｐ ＝
ｐ１１ … ｐ１ｎ

︙ ⋱ ︙
ｐｍ１ … ｐｍｎ

æ

è

ç
ç
ç

ö

ø

÷
÷
÷

（１）

式中：元素 Ｐ ｊｉ 代表一个计算资源节点 Ｒ ｊ 与一个任

务 Ｔｉ 之间的对应关系。 当任务 Ｔｉ 在计算资源 Ｒ ｊ 上

运行时， Ｐ ｊｉ 为 １，反之为 ０，即 Ｐ ｊｉ ∈ ０，１{ } 。
１．２　 资源成本模型

在云计算领域，任务和资源是相互矛盾的［１４］。
不同资源的成本是不同的，这也导致了任务成本的

差异。 针对这一问题，本文提出了一种资源成本模

型，该模型结合 ＣＰＵ 处理能力、内存及网络带寛，给
出任务总耗时 ＲＴｍａｘ、 功耗 Ｅ 以及系统负载度 Ｂｄ

３ 个优化目标。
１．２．１　 任务总耗时 ＲＴｍａｘ

每个任务的处理时间因各个计算资源节点的

ＣＰＵ 运算力而异。 第 ｉ 个任务在计算资源节点 ｊ 上
的处理时间可以表示为

ＲＴ ｊｉ ＝
Ｌｉ

ＲＣｊ
（２）

式中： Ｌｉ 为任务 ｉ的长度， ＲＣｊ 表示计算资源节点 ｊ的
ＣＰＵ 运算力，则计算资源节点 ｊ 处理当前节点上所

有任务的完成时间为

ＲＴ ｊ ＝ ∑
ｎ

ｉ ＝ １
Ｐ ｊｉＲＴ ｊｉ （３）

　 　 因系统总耗时 ＲＴｍａｘ 为各计算资源完成各自任

务所消耗时间的最大值，则计算公式如下

ＲＴｍａｘ ＝ ＭＡＸ（ＲＴ ｊ）， １ ≤ ｊ ≤ ｍ （４）
１．２．２　 功耗 Ｅ

完成任务所需功耗与 ＣＰＵ 的利用率相关［１５］，
系统功耗为各个计算资源的功耗相加。 根据能耗计

算公式 Ｅ ＝ Ｐ × Ｔ ，则系统的总功耗 Ｅ 为

Ｅ ＝ ∑
ｍ

ｊ ＝ １
ＲＯＣｊＲＴ ｊ （５）

式中： ＲＯＣｊ 和 ＲＴ ｊ 分别表示计算资源 ｊ 的 ＣＰＵ 利用
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率和任务完成时间。 其中， ＲＯＣｊ 计算公式可表示为

ＲＯＣｊ ＝
∑

ｎ

ｉ ＝ １
Ｐ ｊｉＴＣｉ

ＲＣｊ

× １００％ （６）

１．２．３　 系统负载度 Ｂｄ

任务被执行过程中，计算资源节点的负载度主

要是由当前节点被分配的任务数量及节点的运算能

力所决定的。 取 ＲＣｊ、ＲＭｊ、ＲＢｊ 分别表示计算节点 ｊ 上
的 ＣＰＵ、内存和带宽的可利用情况； ＴＣｉ、ＴＭｉ、ＴＢｉ 分

别表示任务 ｉ 相对 ＣＰＵ、内存和带宽所需的资源数。
则计算节点 ｊ 的利用率为：

ＲＯｊ ＝
ｋ１∑

ｎ

ｉ ＝ １
ＰｊｉＴＣｉ ＋ ｋ２∑

ｎ

ｉ ＝ １
ＰｊｉＴＭｉ ＋ ｋ３∑

ｎ

ｉ ＝ １
ＰｊｉＴＢｉ

ＲＣｊ ＋ ＲＭｊ ＋ ＲＢｊ

× １００％

（７）
ｋ１ ＋ ｋ２ ＋ ｋ３ ＝ １ （８）

式中： ｋ１、ｋ２、ｋ３ 分别表示 ＣＰＵ、内存和带宽的权值。
以各个计算资源之间利用率的标准差系数反映出系

统的负载情况，则系统负载度 Ｂｄ 为：

ＲＯａｖｇ ＝
∑
ｍ

ｊ ＝ １
ＲＯｊ

ｍ
× １００％ （９）

Ｂｄ ＝
∑
ｍ

ｊ ＝ １
ＲＯｊ － ＲＯａｖｇ( ) ２

ｍ － １
（１０）

　 　 式（９）中， ＲＯａｖｇ 为整个系统的资源平均利用率。

２　 任务调度策略

２．１　 灰狼优化算法

在自然界中，灰狼是群居的，并且具有严格的等

级制度，如图 １ 所示。

α

β

δ

ω

图 １　 灰狼的社会等级制度

Ｆｉｇ． １　 Ｓｏｃｉａｌ ｈｉｅｒａｒｃｈｙ ｏｆ Ｇｒａｙ Ｗｏｌｆ

　 　 根据狼群的社会等级，群体中的灰狼主要分为

Ａｌｐｈａ（α）、Ｂｅｔａ（β）、Ｄｅｌｔａ（δ） 和 Ｏｍｅｇａ（ω） ４ 个等

级，每个等级各司其职。 灰狼的另一个主要社会特

征是群体狩猎，包括跟踪猎物、包围猎物和攻击猎

物［１６］３ 个主要步骤。 其中，最优解为 α， 第二和第

三优解分别为 β 和 δ， 其余解为 ω 。 在 ＧＷＯ 中，捕
猎（优化）由 α、β 和 δ 引导，而 ω 只是跟随。 包围过

程的数学模型如下：
Ｄ ＝ Ｃ·Ｘｐ ｔ( ) － Ｘ（ ｔ） （１１）
Ｘ ｔ ＋ １( ) ＝ Ｘｐ ｔ( ) － Ａ·Ｄ （１２）

式（１１）中： ｔ 表示当前迭代， Ｘｐ 为猎物的位置向量，
Ｘ 为灰狼的位置向量；式（１２）中， Ａ、Ｃ 为系数向量，
Ａ 和 Ｃ 的计算方法如下：

Ａ ＝ ２ａ·ｒ１ － ａ （１３）
Ｃ ＝ ２·ｒ２ （１４）

　 　 其中， ａ 是收敛因子，并随着迭代次数从 ２ 线性

减小到 ０， ｒ１ 和 ｒ２ 的模取［０，１］之间的随机数。
攻击行为的数学模型如下：

Ｄα ＝ Ｃ１·Ｘα － Ｘ
Ｄβ ＝ Ｃ２·Ｘβ － Ｘ
Ｄδ ＝ Ｃ３·Ｘδ － Ｘ

（１５）

式中： Ｘα、Ｘβ 和 Ｘδ 是当前迭代时，群体中排前三的

最佳解， Ｃ１、Ｃ２ 和 Ｃ３ 由公式（１４）计算得到。
Ｘ１ ＝ Ｘα － Ａ１· Ｄα( )

Ｘ２ ＝ Ｘβ － Ａ２· Ｄβ( )

Ｘ３ ＝ Ｘδ － Ａ３· Ｄδ( ) （１６）

Ｘ ｔ ＋ １( ) ＝
Ｘ１ ＋ Ｘ２ ＋ Ｘ３

３
（１７）

式（１６）中： Ｘ１、Ｘ２、Ｘ３ 分别表示受 α、β 和 δ 影响， ω
个体调整后的位置；式（１７）定义了 ω 的最终位置。

如上所述， ω 在 α、β 和 δ 的领导下更新其位

置。 在 ＧＷＯ 中，两个向量 Ａ和 Ｃ是随机向量，ＧＷＯ
需要在搜索空间中进行探索和利用。 当 ｜ Ａ ｜ ＞ １
时，ＧＷＯ 强调搜寻，并允许 ＧＷＯ 勘探整个空间寻

找猎物（最优解）；当 ｜ Ａ ｜ ＜ １ 时，ＧＷＯ 专注于攻击。
ＧＷＯ 的另一个有利于探索的组件是 Ｃ。 从式（１４）
可以看出， Ｃ 是范围在［０，２］中的随机值。 该分量

为猎物提供随机权重， 以便随机强调（ ｜ Ｃ ｜ ＞ １） 或

弱化（ ｜ Ｃ ｜ ＜ １）猎物对式（１１）中距离定义的影响。
２．２　 改进灰狼优化算法

２．２．１　 基于灰狼优化算法层次结构的改进

在 ＧＷＯ 算法中，狼被分为 ４ 组： α、β、δ 和 ω，
同时 α、β、δ 的位置更新方式相同，并强制其他狼 ω
根据 α、β、δ 的位置重新定位。 然而， α 是最好的搜

索智能体，对猎物的位置有最好的引导。 β 和 δ 的位

置都没有达到 α 的位置，因此如果 α 采用与 β 和 δ
相同的更新方式，就会出现 α 更新后的位置被 β 和
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δ 误导的情况。 同样的， δ 的位置不如 β， 可能无法

引导 β， 此时群体会以较低的效率找到最优解，容易

陷入局部最优。 因此，本文受 ＰＳＯ 中群体智能概念

的启发，提出了一种基于增强狼群层次结构的 ＧＷＯ
算法（ＰＧＷＯ）。 ＰＳＯ 算法是一种经典的 ＳＩＡ 算法，
其通过对自身最优位置和群体中最优个体进行学

习，能够在复杂的空间中搜索到全局最优。 在 ＧＷＯ
算法中，每只狼有两种更新方式，一种是个体采用基

于 ＰＳＯ 算法的全局最优搜索方式，即增强狼群的层

次结构；另一种是个体采用 ＧＷＯ 的更新方式。 每

只灰狼根据自己的社会等级选择自己的更新方式。
在 ＰＧＷＯ 中，一组有 ｎ 个解，狼也被分为 ４ 组：

α、β、δ 和 ω。 本文在此使用 Ｓｉ（ ｔ） 记录每只狼的水

平。 如果狼属于 α，令 Ｓｉ（ ｔ） ＝ １。 同样，如果狼属于

β、δ 和 ω， 则分别为 Ｓｉ（ ｔ） ＝ ２，Ｓｉ（ ｔ） ＝ ３，Ｓｉ（ ｔ） ＝ ４。
然后引入参数 ＤＦ ｉ（ ｔ） （Ｄｅｃｉｓｉｏｎ Ｆａｃｔｏｒ），使每只灰

狼决定选择哪种更新方式来更新其位置。 ＤＦ ｉ（ ｔ） 的

计算公式为

ＤＦ ｉ（ ｔ） ＝
Ｌ － Ｓｉ（ ｔ）
Ｌ － １

（１８）

式中， Ｌ 是狼群等级的总数，狼群有 ４ 级，因此 Ｌ 为

４。 如果狼属于 α， ＤＦ ｉ（ ｔ） ＝ １。 类似地，对于 β、δ
和 ω， ＤＦ ｉ（ ｔ） 的值分别为 ０．６７、０．３３ 和 ０。

所以，灰狼根据 ＤＦ ｉ（ ｔ） 的值决定是否猎取猎

物。 其中， ｒ 是 ０ ～ １ 之间的随机数，如果 ｒ ≤
ＤＦ ｉ（ ｔ）， 灰狼会选择第一种更新模式来重新定位；
否则，灰狼会选择跟随更高级别的狼来更新自己的

位置。 显然，由于 α 狼的 ＤＦ ｉ（ ｔ） 值为 １，而 ｒ 总是小

于等于 １， α 狼只能选择第一种模式重新定位。 对

于 ω 只狼， ＤＦ ｉ（ ｔ） 的值是 ０， ｒ 总是大于等于 ０，所
以 ω 只狼也只能选择第二种模式重新定位。 这 ４
组狼会以不同的方式更新自己的位置，具体描述如

下：
（１） 如果 ＤＦ ｉ（ ｔ） ＝ １，Ｘ ｉ（ ｔ） 的位置更新公式为

Ｘ ｉ（ ｔ ＋ １） ＝ Ｘ ｉ（ ｔ） ＋ ａ × （Ｘ ｉＢｅｓｔ － Ｘ ｉ（ ｔ）） ＋ ａ ×
（ＸｇＢｅｓｔ － Ｘ ｉ（ ｔ）） （１９）

式中： Ｘ ｉＢｅｓｔ 表示该狼的历史最佳值， ＸｇＢｅｓｔ 表示狼群

的历史最佳值， ａ 为式（１３）中的收敛因子。
（２） 如果 ＤＦ ｉ（ ｔ） ＝ ２， Ｘ ｉ（ ｔ） 的位置更新公式

为：
Ｘ ｉ（ ｔ ＋ １） ＝ Ｘ１，　 　 ｒ ＞ ０．６７

Ｘ ｉ（ ｔ ＋ １） ＝
Ｘ１ ＋ Ｘ２

２
， ｒ ≤ ０．６７

ì

î

í

ïï

ïï

（２０）

　 　 （３） 如果 ＤＦ ｉ（ ｔ） ＝ ３， Ｘ ｉ（ ｔ） 的位置更新公式

为：

Ｘ ｉ（ ｔ ＋ １） ＝
Ｘ１ ＋ Ｘ２

２
， 　 　 ｒ ＞ ０．３３

Ｘ ｉ（ ｔ ＋ １） ＝
Ｘ１ ＋ Ｘ２ ＋ Ｘ３

３
， ｒ ≤ ０．３３

ì

î

í

ï
ïï

ï
ï

（２１）

　 　 （４） 如果 ＤＦ ｉ（ ｔ） ＝ ４， Ｘ ｉ（ ｔ） 的位置更新公式为

式（１６）。 式（１９） ～式（２１）中， Ｘ１、 Ｘ２ 和 Ｘ３ 的值来

自于式（１６）。
因为 ω 狼只能选择第二种更新方式，所以其更

新位置的方式和 ＧＷＯ 算法相同。 在传统 ＧＷＯ 中，
狼群均使用式（１５） －（１７）更新位置， α 狼受到 β 狼

和 δ 狼的影响，如果 β 狼和 δ 狼是次一等的狼，这就

导致 α 狼会向次狼的方向更新，影响求解的准确

性。 因此，第一种更新模式的动机是对较高层次的

狼采用全局最优搜索方式，为较高级的狼提供更多

倾向于全局最优的行为，以促进其探索能力和利用

能力。 这种更新模式增强了狼群的层次性，避免了

等级较高的狼群搜索能力的退化，使种群能够以更

高的效率和精度捕获猎物。
２．２．２　 基于灰狼优化算法自适应权重的改进

原始 ＧＷＯ 算法中，狼群的位置更新只受 α、β
和 δ 三只狼的位置影响［１７］，并且其对狼群的影响效

果是一致的，而不是充分发挥 α 狼作为最优狼的作

用，进而导致算法的收敛速度下降。 因此，本文提出

一种基于适应度值的自适应权重，加强优秀狼体的

领导作用。

ｗ１ ＝ １ －
ｆα

ｆα ＋ ｆβ ＋ ｆδ

ｗ２ ＝ １ －
ｆβ

ｆα ＋ ｆβ ＋ ｆδ
ｗ３ ＝ １ － ｗ１ － ｗ２

（２２）

式中： ｆα、ｆβ 和 ｆδ 分别是 α 狼、 β 狼和 δ 狼的适应度

值。 根据式（１７）可以改写为

　 Ｘ ｔ ＋ １( ) ＝ ｗ１ × Ｘ１ ＋ ｗ２ × Ｘ２ ＋ ｗ３ × Ｘ３ （２３）
２．２． ３ 　 基于灰狼优化算法随机对立学习策略的

改进

虽然采用了灰狼层级增强，但 ＰＡＧＷＯ 的全局

搜索能力仍然不足。 为了进一步提高狼的探索能

力，随机选择灰狼采用对立学习策略更新其位置，称
为随机对立学习策略。 ２００５ 年，Ｔｉｚｈｏｏｓｈ［１８］ 提出了

对立学习的概念，旨在防止算法陷入局部最优。 之

后，对立学习策略被广泛应用于许多优化算法的改

进中。 如：改进的带学习操作的全局最佳引导 ＰＳＯ
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（ＩＧＰＳＯ） ［１９］。 Ｄｏｎｇ［２０］等人提出了一种自适应变异

的对立粒子群算法（Ｏｐｐｏｓｉｔｉｏｎ－Ｂａｓｅｄ ＰＳＯ， ＰＳＯ），
并采用广义对立学习（Ｇｅｎｅｒａｌｉｚｅｄ Ｏｐｐｏｓｉｔｉｏｎ－Ｂａｓｅｄ
Ｌｅａｒｎｉｎｇ， ＧＯＢＬ）来增强其全局能力。 对立学习策

略的主要思想，是在群体中寻找可行解的逆解，从而

引导狼群寻找全局最优解。 随机反向学习策略在数

学上可用如下公式表示：
Ｘｒ ＝ ｌｂ ＋ ｕｂ － Ｘα( ) （２４）

式中： Ｘｒ 为随机从 ω 狼群中选择一只狼进行对立学

习后的新位置， ｕｂ 和 ｌｂ 分别表示搜索空间的上下

界。
本研究使用随机策略，从 ω 狼群中随机选择一

只狼进行对立学习，既不影响种群质量，又能提高算

法的探索能力。

３　 基于改进灰狼的云任务调度设计

３．１　 狼群与适应度函数设计

设 ｎ 为任务的数量，ｍ 为计算资源的数量。 每

种任务分配方案就是一只狼，设 Ｐ ＝ ｛ｐ１，ｐ２，ｐ３，…，
ｐｎ｝ 为解向量。 通过采用 Ｚ－ｓｃｏｒｅ 标准化方法，对本

研究提到的 ３ 个目标参数（ＲＴｍａｘ、Ｅ、Ｂｄ） 归一化，转
化为单目标优化问题：

Ｆ ＝
ｆ（ｘ） － ｆμ

ｆσ
　 （２５）

式中： Ｆ 代表归一化后的值， ｆ（ｘ） 表示某一优化目

标的参数值， ｆμ 为该优化目标的均值， ｆσ 为该优化

目标的标准差。
通过对各个目标的适应度值添加权重，将多目

标转化为单目标。 适应度函数如下所示：
ｆｉ ＝ ｋ１ＦＲＴ ＋ ｋ２ＦＥ ＋ ｋ３ＦＢ （２６）

式中： ｆｉ 表示第 ｉ 只狼的适应度值， ｋ１、ｋ２、ｋ３ 分别是

总耗时 ＲＴｍａｘ、 功耗 Ｅ 和系统负载度 Ｂｄ 等 ３ 个目标

所对应的权值，且 ｋ１ ＋ ｋ２ ＋ ｋ３ ＝ １。
３．２　 改进的灰狼优化算法任务调度流程

本文提出的 ＰＡＲＧＷＯ 算法的流程如图 ２ 所示：
　 　 实验步骤如下：

Ｓｔｅｐ １　 初始化灰狼种群和参数 α、Ａ 和 Ｃ， 将

任务调度方案跟狼的位置一一对应。
Ｓｔｅｐ ２　 计算每只灰狼的适应度值，并记最好

的 ３ 匹狼为 Ｘα、Ｘβ 和 Ｘδ。
Ｓｔｅｐ ３　 根据狼群位置计算 α、Ａ 和 Ｃ。
Ｓｔｅｐ ４　 判断当前灰狼是否为随机狼，是则执

行步骤 ５，否则跳至步骤 ６。
Ｓｔｅｐ ５　 执行 ＰＡＲＧＷＯ 算法更新灰狼位置。

Ｓｔｅｐ ６　 执行不含对立学习的 ＰＡＧＷＯ 算法，对
灰狼位置进行跟新。

Ｓｔｅｐ ７　 判断是否达到最大迭代次数，是则转

到步骤 ８，否则跳回步骤 ２。
Ｓｔｅｐ ８　 得到最优狼的位置。

计算灰狼个体的适应度，保存适应度最好的前3匹狼α，β和δ

开始

初始化灰狼种群和参数a,A和C

计算参数a，A和C的值

是否为随机狼

是否达到最大迭代次数

结束

N

NY

Y

执行PARGWO算法 执行PA-GWO算法

图 ２　 ＰＡＲＧＷＯ 流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＰＡＲＧＷＯ

４　 实验结果分析

本文利用 ＣｌｏｕｄＳｉｍ 工具对所提算法进行仿真，
该工具包的基础平台依赖于 ＪＡＶＡ。 实验在 ＡＭＤ
Ｒｙｚｅｎ ５ ５６００Ｘ、３．７ ＧＨｚ、３２ ＧＢ ＲＡＭ 和 Ｗｉｎｄｏｗｓ１０
操作系统配置的 ＰＣ 机上进行。 从总耗时、功耗和

负载均衡度三方面对算法进行了仿真，并与 ＰＳＯ 算

法、标准 ＧＷＯ 算法以及文献［２１］中提出的 ＭＧＷＯ
算法进行对比实验。 相关的实验参数设置见表 １。

表 １　 实验主要参数配置

Ｔａｂｌｅ １　 Ｍａｉｎ ｐａｒａｍｅｔｅｒ ｃｏｎｆｉｇｕｒａｔｉｏｎ

参数名称 取值

计算资源节点数 ２０

节点 ＣＰＵ 运算力 ［５００，２ ０００］ ｍｉ ／ ｓ

节点内存 ［５１２，２ ０４８］ ＭＢ

节点带宽 ［１ ０００，１０ ０００］ ｂｉｔ ／ ｓ

任务长度 ［１００，１ ０００］

迭代次数 ２００
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　 　 实验设定 Ｔ１ 和 Ｔ２ 两个任务集，其中 Ｔ１ 为小规

模任务集，任务数量在 １０～１００ 之间； Ｔ２ 为大规模任

务集，任务数量在 １ ０００ ～ ５ ０００ 之间。 随机设置任

务所需内存和带宽资源数，其中每个任务对内存需

求在［５０，５００］ＭＢ 之间，每个任务对带宽的需求在

［２００，５ ０００］ ｍｉ ／ ｓ 之间。 为了使本实验更加可靠有

效，分别在大小两个规模任务集下，对任务总耗时、
功耗和负载均衡 ３ 个方面做出对比。
４．１　 任务总耗时对比

本小节将 ＰＳＯ 算法、ＧＷＯ 算法、ＭＧＷＯ 算法和

本文提出的 ＰＡＲＧＷＯ 算法，分别在大、小两种规模

任务集下进行实验。 根据图 ３、图 ４ 可以看出，４ 种

调度策略在任务数量较少时差异并不大，但在大规

模任务集的实验下，ＭＧＷＯ 和 ＰＡＲＧＷＯ 算法的完

成时间明显优于 ＰＳＯ 和 ＧＷＯ 算法， 而本文的

ＰＡＲＧＷＯ 算法的任务总耗时明显低于 ＭＧＷＯ 算

法，说明 ＰＡＲＧＷＯ 算法在减少任务总耗时方面有

不错的效果。
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图 ３　 小规模任务下完成时间对比图

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｉｍｅ ｕｎｄｅｒ ｓｍａｌｌ－ｓｃａｌｅ ｔａｓｋｓ

PSO
GWO
MGWO
PARGWO

4000

3500

3000

2500

2000

1500

1000

500

0 1000 2000 3000 4000 5000

任务数

任
务

完
成

时
间

/s

图 ４　 大规模任务下完成时间对比图
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４．２　 任务完成功耗比较

系统功耗的对比实验结果如图 ５、图 ６ 所示。
可以看出，在小规模任务量下， ＭＧＷＯ 和 ＰＡＲＧＷＯ
两种策略虽然与 ＰＳＯ 和 ＧＷＯ 两种策略的差异不

大，但随着任务量的增加，在大规模任务集的实验

中，ＭＧＷＯ 和 ＰＡＲＧＷＯ 两种策略的优越性逐渐得

到体现，而 ＰＡＲＧＷＯ 的功耗更是明显低于 ＭＧＷＯ
算法的功耗，说明本研究改进的算法对功耗的减少

有所提升。
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图 ５　 小规模任务下功耗对比图
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图 ６　 大规模任务下功耗对比图
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４．３　 任务完成负载均衡度比较

系统负载度的对比实验结果如图 ７、图 ８ 所示。
由此可以看出，小规模任务集下，ＰＳＯ 算法和 ＧＷＯ
算法之间的系统负载度差异不大，ＭＧＷＯ 算法和

ＰＡＲＧＷＯ 算 法 之 间 差 异 也 不 大， 而 ＭＧＷＯ 和

ＰＡＲＧＷＯ 算法略优于 ＰＳＯ 和 ＧＷＯ 算法。 在大规模

任务集下，随着任务量的增加，ＭＧＷＯ 和 ＰＡＲＧＷＯ
算法逐渐与 ＰＳＯ 和ＧＷＯ 算法拉开差距，而 ＰＡＲＧＷＯ
的系统负载度一直优于 ＭＧＷＯ 算法。 因此本文改进

算法在系统负载度方面也有所提升。
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图 ７　 小规模任务下系统负载度对比图
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图 ８　 大规模任务下系统负载度对比图
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５　 结束语

为提高 ＧＷＯ 算法处理大规模问题的能力，提出

一种基于增强狼群层次结构、自适应权重和随机对立

学习的 ＧＷＯ 算法（ＰＡＲＧＷＯ）。 该方法利用狼群加

强层次结构的方式使种群在搜索过程中不发生退化，
利用自适应权重提高头狼在种群中的带领作用，引入

随机对立学习策略来避免算法陷入局部最优。 仿真

实验结果表明，ＰＡＲＧＷＯ 算法在服务质量（任务总耗

时、功耗、系统负载度）方面具有更好的性能。 特别是

在大规模任务量的情况下，ＰＡＲＧＷＯ 较于 ＭＧＷＯ 在

任务总耗时、功耗、负载均衡度 ３ 方面分别提升 ５％、
１４％和 ２３％。 在未来的工作中， ＰＡＲＧＷＯ 算法可以

很好地应用于大规模云计算环境下的任务调度问题。
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［２１］ＡＬＺＡＱＥＢＡＨ Ａ， ＡＬ－ＳＡＹＹＥＤ Ｒ， ＭＡＳＡＤＥＨ Ｒ． Ｔａｓｋ ｓｃｈｅｄｕｌｉｎｇ
ｂａｓｅｄ ｏｎ ｍｏｄｉｆｉｅｄ Ｇｒｅｙ Ｗｏｌｆ ｏｐｔｉｍｉｚｅｒ ｉｎ ｃｌｏｕｄ ｃｏｍｐｕｔｉｎｇ
ｅｎｖｉｒｏｎｍｅｎｔ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１９ ２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｗ Ｔｒｅｎｄｓ ｉｎ Ｃｏｍｐｕｔｉｎｇ Ｓｃｉｅｎｃｅｓ （ ＩＣＴＣＳ ） ．
ＩＥＥＥ， ２０１９： １－６．
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