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融合注意力机制的 ＢｉＬＳＴＭ 集群负载预测模型

罗　 邦， 张云华

（浙江理工大学 计算机科学与技术学院，杭州 ３１００１８）

摘　 要： 服务器集群的负载预测有助于集群资源的优化配置，以提升集群资源的利用率。 针对传统负载预测算法存在预测精

度低的问题，本文在双向长短期记忆网络模型的基础上，提出一种融合注意力机制的负载预测模型（Ａｔｔ－ＢｉＬＳＴＭ）。 该模型

充分考虑到服务器 ＣＰＵ、内存、磁盘和网络等因素，利用双向长短期记忆网络前后传递信息的特点，并使用注意力机制关注负

载时间序列中的重要信息，从而提高了预测精度。 实验结果表明，相对于目前已经提出的负载预测模型 ＡＲＩＭＡ 、ＣＮＮ－
ＬＳＴＭ 和 ＢｉＬＳＴＭ、Ａｔｔ－ＢｉＬＳＴＭ 模型具有更好的预测性能。
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０　 引　 言

互联网的飞速发展给人们生活带来了巨大的便

利，同时也给网络服务器带来了巨大的访问量，这对

于网络服务器来说是一个严峻的考验。 由于传统的

单一服务器无法支撑起海量的访问请求，于是出现

了将多台服务器有效地组织起来共同完成任务的服

务器集群［１］。 然而，要实现服务器集群的高效运

行，需要进行提前规划和合理配置集群资源。 在此

过程中，建立一个准确的集群负载预测模型具有关

键作用，可以为服务器集群资源的规划和配置提供

重要参考价值［２］。
传统的负载预测方法通常使用基于统计学理论

的模型。 如：自回归移动平均模型（ＡＲＭＡ） ［３］和差

分自回归移动平均模型（ＡＲＩＭＡ） ［４］。 然而，这些模

型虽然对数据序列中的线性关系能较好地拟合，但
在复杂时间序列数据中的拟合效果较差，存在较大

误差。 近年来，由于深度学习算法拥有强大特征提

取能力，其在负载预测领域中的应用越来越多。
Ｋｕｏ等［５］采用了卷积神经网络（ＣＮＮ）预测负载，运
用 ＣＮＮ对局部特征信息进行提取，并将其聚合成全

局信息，使预测准确性得以提高，但无法对时间序列

数据的前后依赖关系进行记忆和学习。 Ｎｇｕｙｅｎ
等［６］提出了一种基于循环神经网络（ＲＮＮ）的预测

模型，使用记忆单元对动态时间特征进行学习，然而

在较长的时间序列下，容易导致梯度消失或梯度爆

炸的问题，因此对长时间工作的集群负载预测并不

适用。 Ｚｈｅｎｇ 等［７］ 提出了一种使用门控单元的

ＬＳＴＭ网络，以解决梯度消失问题，但并未将服务器

工作负载的特性考虑进去。 郭杨虎［８］提出了一种



改进的 ＧＲＵ负载预测算法，虽然考虑到影响服务器

负载的各种因素，但并未加入 Ａｔｔｅｎｔｉｏｎ 机制，因此

负载预测精度仍有提高的空间。
由于上述文献中提出的预测方法都存在一定的

局限性，为了更好地对集群负载进行预测，本文将基

于双向长短期记忆网络、注意力机制研究改进负载

预测模型。

１　 相关工作

１．１　 负载模型

建立一个良好的计算集群负载状况的模型，有
助于集群负载预测精度的提高。 目前，很多负载模

型只考虑了单个因素（如 ＣＰＵ 或内存）对整体负载

的影响，不能全面描述集群负载的特征，因此本文首

先对负载模型进行研究，提出一种改进的负载模型，
综合了 ＣＰＵ、磁盘、内存和网络 ４ 种因素，可以更全

面、准确地描述集群负载的状态。 集群负载的计算

如式（１）、式（２）所示。
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　 　 式 （ １） 用于计算单台服务器 Ｓｉ 的负载率

Ｌ（Ｓｉ）。 其中，Ｌｉ
ｃｐｕ、Ｌｉ

ｄｉｓｋ、Ｌｉ
ｍｅｍ、Ｌｉ

ｎｅｔ 分别代表服务器 Ｓｉ

的 ＣＰＵ、磁盘、内存、网络的负载率，与之对应的 α１、
α２、α３、α４ 分别表示这 ４ 个因素在模型中所占的权

重，其数值取决于服务器本身。 假如服务器 Ｓｉ 主要

提供 ＣＰＵ密集型服务，则应适当提高 α１ 的数值。
式（２）用于计算整个集群的负载率 Ｌ（Ｓ）。 由

于集群由多台服务器构成，共同对外提供服务，因此

仅靠单台服务器的负载率来描述当前集群的整体负

载情况并不准确， 而 Ｌ（Ｓ） 综合了所有服务器的负

载，能更准确地反映出整个集群的负载情况。
１．２　 长短期记忆神经网络

为了解决循环神经网络（ＲＮＮ）难以学习长期

依赖信息、存在梯度消失的问题，Ｈｏｃｈｒｅｉｔｅｒ 等［９］提

出了长短期记忆神经网络（ＬＳＴＭ）模型。 相较于其

他模型，ＬＳＴＭ 能更好地处理集群负载的时间序列

数据，因为集群负载数据采集时间长，属于长序列类

型的数据。 ＬＳＴＭ 作为 ＲＮＮ 的一种改进，通过引入

门控机制来控制信息的输入和输出，从而实现对长

距离信息的记忆或遗忘，ＬＳＴＭ结构如图 １所示。
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图 １　 ＬＳＴＭ 结构

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

　 　 该模型主要由记忆细胞 Ｃ、更新门 ｉ、遗忘门 ｆ和
输出门 ｏ 组成。 更新门 ｉ 决定当前时刻的输入信息

对输出的影响程度，遗忘门 ｆ 用于控制之前记忆的

信息是否需要被遗忘，输出门 ｏ 用于描述当前时刻

输出记忆细胞与下一时刻输入信息的相关性。 记忆

细胞 Ｃ 存储着当前时刻所处理的特征信息。 ＬＳＴＭ
模型涉及的符号说明见表 １，涉及到的计算公式如

式（３） ～式（８）所示：

ｃｔ ＝ ｔａｎｈ （Ｗｃ· ｈｔ －１，ｘｔ[ ] ＋ ｂｃ） （３）
ｉｔ ＝ σ （Ｗｉ· ｈｔ －１，ｘｔ[ ] ＋ ｂｉ） （４）
ｆｔ ＝ σ （Ｗｆ· ｈｔ －１，ｘｔ[ ] ＋ ｂｆ） （５）
ｏｔ ＝ σ （Ｗｏ· ｈｔ －１，ｘｔ[ ] ＋ ｂｏ） （６）

ｃｔ ＝ ｉｔ∗ ｃｔ ＋ ｆｔ∗ ｃｔ －１ （７）
ｈｔ ＝ ｏｔ∗ｔａｎｈ （ｃｔ） （８）

表 １　 符号说明

Ｔａｂｌｅ １　 Ｓｙｍｂｏｌ ｄｅｓｃｒｉｐｔｉｏｎ

符号 说明

Ｃｔ－１ ｔ － １时刻记忆细胞状态

ｃｔ ｔ 时刻记忆细胞状态

ｃｔ ｔ 时刻记忆细胞的候选值

ｈｔ－１ ｔ － １时刻隐藏状态

ｈｔ ｔ 时刻隐藏状态

ｘｔ ｔ 时刻网络输入值

ｆｔ ｔ 时刻的遗忘门

ｉｔ ｔ 时刻的更新门

ｏｔ ｔ 时刻的输出门

ｔａｎｈ 反正切激活函数
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１．３　 双向长短期记忆神经网络

由前向 ＬＳＴＭ 与后向 ＬＳＴＭ 组合而成的双向长

短期记忆神经网络（ ＢｉＬＳＴＭ）同时具有双向循环

神经网络和长短时记忆网络的特点。 ＢｉＬＳＴＭ 既可

以考虑过去信息，也能够考虑未来信息，同时具有长

短时记忆网络的记忆能力。 为了充分利用集群负载

时间序列前后信息对当前时刻负载进行预测，本文

将负载预测模型改进为 ＢｉＬＳＴＭ，其结构如图 ２ 所

示。
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图 ２　 ＢｉＬＳＴＭ 结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＢｉＬＳＴＭ

　 　 其中， ｈ
→

ｔ 代表前向计算值； ｈ
→

ｔ 代表后向计算值；
ｏｔ 代表由前向与后向值计算得到的最终输出值；ｗ１、
ｗ３ 代表输入到前向和后向隐藏层权重；ｗ２、ｗ５ 代表

隐藏层到隐藏层权重；ｗ４、ｗ６ 代表前向和后向隐藏

层到输出层权重。 相关计算公式如下：

ｈ
→

ｔ ＝ ｆ ｗ１Ｘ ｔ ＋ ｗ２ｈ
→

ｔ －１( ) （９）

ｈ
←

ｔ ＝ ｆ ｗ３Ｘ ｔ ＋ ｗ５ｈ
←

ｔ ＋１( ) （１０）

ｏｔ ＝ ｇ ｗ４ｈ
→

ｔ ＋ ｗ６ｈ
←

ｔ( ) （１１）
１．４　 注意力机制

由于传统的 ＬＳＴＭ 和 ＢｉＬＳＴＭ 不能对预测结果

影响更大的数据进行重点关注，因此预测效果有待

提高。 本文在 ＢｉＬＳＴＭ 模型中引入注意力机制，着
重考虑了前面某个时刻对下一时刻负载的影响，以
提高预测模型的预测精度。 注意力机制是一种筛选

信息的方法，其能够从大量的信息中挑选出最为关

键的一部分，通过提高相关参数权重的方式将注意

力集中在关键信息上，对不重要的信息进行忽略。
在网络训练过程中，这种方法可以帮助提高模型对

关键信息的识别和利用能力。 注意力机制的原理如

图 ３所示。

　 　 根据图示，注意力机制将数据源中的元素抽象

为一系列的键值对。 并以目标中的某个元素作为查

询，计算查询与每个键之间的相关性，以此为基础为

每个键分配权重系数，该系数将用于对值进行加权

求和，从而得出最终的注意力值。

注意力值
(AttentionValue)

查询
(Query)

键1
(Key1)

键2
(Key2)

键3
(Key3)

键4
(Key4)

值1
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值4
(Value4)

数据源(Source)

图 ３　 注意力机制原理
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２　 Ａｔｔ－ＢｉＬＳＴＭ 负载预测模型

２．１　 数据预处理

为了建立一个可靠的负载预测模型，首先需要

对集群中各个服务器的负载原始数据进行采集和处

理（其中包括 ＣＰＵ、内存、磁盘和网络数据）；再通过

负载模型中的式（１）和式（２）计算获得汇总的负载

时间序列数据；然后将数据中 ７０％划分为训练集，
３０％划分为测试集。 对输入的数据使用滑动窗口的

方法进行处理，以使模型能够学习到更多的时间序

列特征。
２．２　 模型设计

本文提出的 Ａｔｔ －ＢｉＬＳＴＭ 负载预测模型主要

由负载数据输入、负载数据处理、ＢｉＬＳＴＭ 网络层、
注意力层和负载预测输出等 ５ 部分组成，如图 ４ 所

示。

x1 x2 x3 x4 x5 xn

h1 h2 h3 h4 h5 hn

h1 h2 h3 h4 h5 hn

h1 h2 h3 h4 h5 hn

w1 w2 w3 w5 wn

w4

输出负载预测时间序列

注意力层(AttentionLayer)

双向长短期记忆网络层(BiLSTMLayer)

负载数据处理

初始负载数据

� � � � � �

蜜 蜜 蜜 蜜 蜜 蜜

图 ４　 Ａｔｔ－ＢｉＬＳＴＭ 模型结构
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　 　 首先，输入的负载数据经过处理后，传入

ＢｉＬＳＴＭ网络层进行训练，其中隐藏层在前向和后向

传播信息的过程中，综合处理两个方向的输入得到

输出；然后，经过注意力机制模块，模型会根据所配

置的时间步长，对先前某个时间点的负载数据重点

关注，从而提升整个训练效果；最后，模型将负载预

测结果输出。
２．３　 评价指标

本文选取均方根误差 （ＲＭＳＥ）、平均绝对误差

（ＭＡＥ） 和平均绝对百分比误差（ＭＡＰＥ） ３ 个评价

指标，对融合注意力机制的 ＢｉＬＳＴＭ 集群负载预测

模型进行实验评估。 其中， ＲＭＳＥ 衡量真实值和预

测值之间偏离的大小情况；ＭＡＥ和ＲＭＳＥ类似，也是

衡量偏离情况的指标；而 ＭＡＰＥ 则描述预测值误差

的百分比。 各评价指标的值越小，表示预测精度越

高，其计算公式如下：

ＲＳＭＥ（Ｓ） ＝
　
１
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ( ) ２ （１２）

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ （１３）

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ × １００％ （１４）

式中： ｙｉ 代表负载真实值， ｙ^ｉ 代表负载预测值。

３　 实验与分析

３．１　 数据集

为了验证算法的有效性，本文采用阿里巴巴官

方公开的集群跟踪数据作为实验数据集。 该数据集

记录了 ４ ０００ 个节点在 ８ 天内的跟踪数据，其中包

含了以 １０ ｓ 为间隔测量的负载数据。 为了处理数

据集，首先从中提取了 ４种原始数据，即 ＣＰＵ、磁盘、
内存和网络负载数据；然后使用改进的负载模型中

的公式获得汇总的负载时间序列数据；最后将数据

以 ７ ∶ ３的比例划分为训练集和测试集。
３．２　 实验参数

本文选择了均方误差 （ＭＳＥ） 作为损失函数，
使用自适应矩估计（Ａｄａｍ）优化器对参数进行优化，
并引入早停（Ｅａｒｌｙ－Ｓｔｏｐｐｉｎｇ）机制来加快训练速度。
对于影响实验结果的精度、效率的主要模型参数

（其中包括：每层的神经元数量、ＢｉＬＳＴＭ 的层数、网
络训练输入的时间步长等），经过多次实验和不断

调整，最优的参数设置为：神经元个数 ６０、层数 ２、步
长 １０。

３．３　 实验结果

经过对训练集数据的训练，使用该模型对测试

集进行预测，预测结果如图 ５所示。 图中展示了 Ａｔｔ
－ＢｉＬＳＴＭ模型的部分预测结果，其中实线表示真实

值，虚线表示预测值。 通过观察图形可以看出，本文

提出的预测模型能够有效地预测负载值以及拟合负

载变化的趋势。
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图 ５　 Ａｔｔ－ＢｉＬＳＴＭ 预测结果
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　 　 为了进一步验证本文预测模型的有效性，使用

同一数据集对 ＡＲＩＭＡ预测模型、ＢｉＬＳＴＭ预测模型、
ＣＮＮ－ＬＳＴＭ预测模型进行对比实验， 利用 ＲＭＳＥ、
ＭＡＥ 和 ＭＡＰＥ 指标进行评估，结果见表 ２。

表 ２　 对比实验结果

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型名称 ＲＭＳＥ ＭＡＥ ＭＡＰＥ ／ ％

ＡＲＩＭＡ ０．１４２ ０．１１６ ９．７３４

ＢｉＬＳＴＭ ０．０６３ ０．０５７ ６．３９５

ＣＮＮ－ＬＳＴＭ ０．０５４ ０．０４９ ５．５４２

Ａｔｔ－ＢｉＬＳＴＭ ０．０４３ ０．０４１ ３．２３７

　 　 实验结果表明，本文提出的 Ａｔｔ－ＢｉＬＳＴＭ负载预

测模型的误差值比 ＡＲＩＭＡ、ＢｉＬＳＴＭ 和 ＣＮＮ－ＬＳＴＭ
预测模型都要小，验证了 Ａｔｔ－ＢｉＬＳＴＭ预测模型的有

效性与性能的优越性。

４　 结束语

本文旨在研究和改进负载预测模型，建立了服

务器集群的负载模型，针对现有负载预测模型存在

预测精度低的问题，提出了一种融合注意力机制的

ＢｉＬＳＴＭ负载预测模型。 该模型将各种影响集群负

载的因素充分考虑进去，利用 ＢｉＬＳＴＭ 神经网络双

向传递信息的特性，并融合注意力机制对部分信息

重点关注，从而将模型的预测性能提高，为服务器集

群的资源分配提供了有效的决策依据。
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