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基于神经网络的建筑能耗预测
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摘　 要： 建筑能耗约占中国总能耗的 ４０％，为实现建筑节能，准确有效的能耗预测是有必要的。 本文基于 ＥｎｅｒｇｙＰｌｕｓ 软件建

立建筑空间模型和供暖、通风和空气调节系统；以能耗模拟数据为基础，建立长短期记忆网络预测模型；以平均绝对误差

ＭＡＥ、均方误差ＭＳＥ和均方根误差 ＲＭＳＥ作为评价指标，并与 ＢＰ 神经网络预测模型进行对比。 实验结果表明，基于“每天”数
据和“每小时”数据，ＬＳＴＭ 神经网络预测模型不论预测精确度还是评估指标都优于 ＢＰ 神经网络预测模型，说明 ＬＳＴＭ 神经

网络在处理时间序列数据比 ＢＰ 神经网络更有优势，能更好地反映建筑能耗的变化趋势。
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０　 引　 言

随着社会的进步，经济的发展，建筑能耗也在快

速的增长，据统计全球的建筑能耗约占总能耗的

４０％［１］，而中国建筑能耗约占中国能源消耗的

２１．７％［２］。确有效的建筑能耗预测是节能的基础［３］。
国内外学者对能耗预测进行了大量的研究，目

前常用神经网络来进行能耗预测。 Ｋａｗａｓｈｉｍａ 等［４］

提出了基于神经网络的每小时负荷预测进行预测控

制，并与传统机器学习方法进行对比，得出神经网络

有更好效果的结论；许馨尹等［５］ 基于 ＥｎｅｒｇｙＰｌｕｓ 软

件对办公建筑在气候变化的情况下进行能耗模拟，
结果表明气候对建筑能耗有影响；Ａｍｂｅｒ 等［６］ 建立

多元回归模型对用电能耗进行模拟，结果表明环境

温度对于建筑能耗有着显著影响。
在基于机器学习方法的能耗预测中，张卓渊［７］提

出一种基于生成对抗网络的建筑能耗预测方法，以
ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ Ｎｅｔｗｏｒｋ）神经网络为

生成器，卷积神经网络（ＣＮＮ）为判别器，对比其他模

型有着更高的精度；井文强等［８］ 针对局部最优问题，
提出改进灰狼优化 ＢＰ（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ）神经网络的

预测模型，通过改变原始收敛因子使得该模型有较好

的精度和泛化能力；曾国治等［９］ 基于 ＣＮＮ 的特征提

取能力和循环神经网络（ＲＮＮ）的时序学习能力，提出

了 ＣＮＮ－ＲＮＮ 模型来预测建筑能耗，效率提高的同时

还有不错的精度；邵必林等［１０］ 基于注意力机制和



ＬＳＴＭ 神经网络建立预测模型，更好的捕捉重要信息

并反映变化趋势。 总的来说，基于机器学习的能耗预

测主要是用 ＬＳＴＭ 神经网络、ＢＰ 神经网络，又或者用

优化算法优化后神经网络，例如基于粒子群优化算法

（ＰＳＯ）进行优化、基于灰狼算法（ＧＷＯ）优化以及基

于 ＬＭ（Ｌｅｖｅｎｂｅｒｇ－Ｍａｒｑｕａｒｄｔ）算法优化等。
ＥｎｅｒｇｙＰｌｕｓ 软件是美国能源部和劳伦斯·伯克利

国家实验室基于 ＢＬＡＳＴ 和 ＤＯＥ－２ 基础上开发的建筑

能耗模拟软件，能够用于对建筑的采暖、制冷、照明以

及其他能源消耗进行能耗模拟分析，也可以进行二次

开发，增加新功能，满足使用者多样化的需求［１１］。
综上所述，目前针对能耗预测用的最多的就是

神经网络。 本文基于 ＥｎｅｒｇｙＰｌｕｓ 模拟获得能耗数

据，考虑到能耗数据是一个长时间序列数据，因此在

神经网络的选择上选择了处理长时间序列较其他神

经网络有优势的长短期记忆网络（ＬＳＴＭ）来建立能

耗预测模型， 通过平均绝对误差 ＭＡＥ， 均方误差

ＭＳＥ以及均方根误差 ＲＭＳＥ来判断训练网络预测的

精度， 并与传统 ＢＰ 神经网络预测模型进行对比，验
证预测结果的准确性。

１　 ＬＳＴＭ 神经网络与数据获取

１．１　 ＬＳＴＭ 神经网络介绍

ＬＳＴＭ 是循环神经网络的一个变体，解决了传统

循环神经网络在处理长时间序列时出现的梯度消失

和梯度爆炸问题［１２］。 ＬＳＴＭ 单元结构图如图 １ 所示。
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图 １　 ＬＳＴＭ 单元结构图

Ｆｉｇ． １　 ＬＳＴＭ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＬＳＴＭ 的门控结构如图 ２ 所示。 ＬＳＴＭ 通过遗

忘门、输入门和输出门这 ３ 个特殊的门控结构来实

现信息的保护和控制［１３］。
遗忘门如图 ２（ａ）所示，遗忘门会读取上一时刻

的输出 ｈｔ －１ 和当前的输入 ｘｔ，ｆｔ 输出的值来确定 Ｃ ｔ －１

是否丢弃，其计算如式（１）：
ｆｔ ＝ σ（Ｗｆ∗［ｈｔ －１，ｘｔ］） ＋ ｂｆ） （１）

　 　 其中， σ 代表的是 Ｓｉｇｍｏｉｄ 激活函数；ｂｆ 代表偏

置向量；Ｗｆ 代表遗忘门权重系数矩阵。

输入门如图 ２（ｂ）所示，实现信息更新需要两个

步骤，一是通过 Ｓｉｇｍｏｉｄ 层确定更新信息，再由 ｔａｎｈ
层确定备用更新内容；二是结合两部分生成的信息

对 Ｃ ｔ 进行一个更新。 其计算如式（２） ～式（４）：
ｉｔ ＝ σ（Ｗｉ∗［ｈｔ －１，ｘｔ］） ＋ ｂｉ） （２）

Ｃ
～

ｔ ＝ ｔａｎｈ（ＷＣ∗［ｈｔ －１，ｘｔ］） ＋ ｂＣ） （３）

Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗ Ｃ
～

ｔ （４）
　 　 其中，ｔａｎｈ 代表双曲正切激活函数； Ｗｉ 和 ＷＣ

分别代表由 σ 和 ｔａｎｈ 确定的输入门权重系数矩阵；
ｂｉ 和 ｂＣ 分别代表由 σ 和 ｔａｎｈ 确定的偏置向量； Ｃ ｔ

代表当前的状态。
输出门如图 ２（ｃ）所示，通过运行 Ｓｉｇｍｏｉｄ 激活

函数得到 ｏｔ 值，将当前的状态 Ｃ ｔ 经过 ｔａｎｈ 函数处理

后的值与 ｏｔ 值相乘得到 ｈｔ，得到 ｔ时刻的输出， 并且

也作为下一时刻的输入，如式（５）、式（６）：
ｏｔ ＝ σ（Ｗｏ∗［ｈｔ －１，ｘｔ］） ＋ ｂｏ） （５）

ｈｔ ＝ ｏｔ∗ｔａｎｈ（Ｃ ｔ） （６）
　 　 其中，Ｗｏ 代表输出门权重系数矩阵； ｂｏ 代表偏

置向量； ｏｔ 代表的是 ｔ 时刻的输出。
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（a）遗忘门

（b）输入门

（c）输出门

图 ２　 ＬＳＴＭ 的门控结构

Ｆｉｇ． ２　 Ｇａｔｉｎｇ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ
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１．２　 数据获取

本文所用的建筑能耗数据是通过 ＥｎｅｒｇｙＰｌｕｓ 软

件模拟得到的，在 ＥｎｅｒｇｙＰｌｕｓ 软件中添加空气回路

（Ｖａｒｉａｂｌｅ Ａｉｒ Ｖｏｌｕｍｅ，ＶＡＶ）、冷却水回路（制冷机以

及冷却塔）、载热盘管以及锅炉，形成一个简单的供

暖、通风和空气调节 （ Ｈｅａｔｉｎｇ Ｖｅｎｔｉｌａｔｉｏｎ ａｎｄ Ａｉｒ
Ｃｏｎｄｉｔｉｏｎｉｎｇ， ＨＶＡＣ）系统，并在理想条件下进行能

耗模拟。
在 ＥｎｅｒｇｙＰｌｕｓ 软件中设置 ＨＶＡＣ 系统时，主要

是对 Ｚｏｎｅ、Ｓｙｓｔｅｍ 以及 Ｐｌａｎｔ 这 ３ 个对象进行设置。
对 ＶＡＶ 主要在 ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｓｙｓｔｅｍ ／ Ｚｏｎｅ ＶＡＶ
里 进 行 设 置， 在 Ｓｙｓｔｅｍ ＶＡＶ 里 设 置 Ｓｙｓｔｅｍ
Ａｖａｉｌａｂｉｌｉｔｙ Ｓｃｈｅｄｕｌｅ 为 Ｏｆｆｉｃｅ ＨＶＡＣ、 Ｃｏｏｌｉｎｇ Ｃｏｉｌ
Ｄｅｓｉｇｎ Ｓｅｔｐｏｉｎｔ 为 １３ ℃、 Ｍｉｎｉｍｕｍ Ｏｕｔｄｏｏｒ Ａｉｒ
Ｓｃｈｅｄｕｌｅ Ｎａｍｅ 为 Ｏｆｆｉｃｅ Ｍｉｎｉｍｕｍ ＯＡ 以 及

Ｅｃｏｎｏｍｉｚｅｒ Ｔｙｐｅ 为 Ｆｉｘｅｄ Ｄｒｙ Ｂｕｌｂ 等，其他具体设置

见表 １。

表 １　 ＨＶＡＣ 设置表

Ｔａｂ． １　 ＨＶＡＣ ｓｅｔｔｉｎｇ ｔａｂｌｅ

Ｍｏｄｕｌｅｓ Ｐｌａｎｔ Ｐａｒａｍｅｔｅｒｓ

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｓｙｓｔｅｍ： ＶＡＶ Ｎａｍｅ ＶＡＶ ｗｉｔｈ Ｒｅｈｅａｔ

Ｓｙｓｔｅｍ Ａｖａｉｌａｂｉｌｉｔｙ Ｓｃｈｅｄｕｌｅ Ｏｆｆｉｃｅ ＨＶＡＣ

Ｃｏｏｌｉｎｇ Ｃｏｉｌ Ｄｅｓｉｇｎ Ｓｅｔｐｏｉｎｔ １３ ℃

Ｍｉｎｉｍｕｍ Ｏｕｔｄｏｏｒ Ａｉｒ Ｓｃｈｅｄｕｌｅ Ｎａｍｅ Ｏｆｆｉｃｅ Ｍｉｎｉｍｕｍ ＯＡ

Ｅｃｏｎｏｍｉｚｅｒ Ｔｙｐｅ Ｆｉｘｅｄ Ｄｒｙ Ｂｕｌｂ

Ｒｅｔｕｒｎ Ｐｌｅｎｕｍ Ｎａｍｅ ＰＬＥＮＵＭ

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｚｏｎｅ： ＶＡＶ Ｓｕｐｐｌｙ Ａｉｒ Ｍｉｎｉｍｕｍ Ｆｌｏｗ Ｆｒａｃｔｉｏｎ ０．２

Ｒｅｈｅａｔ Ｃｏｉｌ Ｔｙｐｅ ＶＡＶ ｗｉｔｈ Ｒｅｈｅａｔ

Ｈｅａｔｉｎｇ Ｄａｍｐｅｒ Ａｃｔｉｏｎ Ｈｏｔ Ｗａｔｅｒ

Ｍｏｄｕｌｅｓ Ｐｌａｎｔ Ｐａｒａｍｅｔｅｒｓ

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｐｌａｎｔ： Ｃｈｉｌｌｅｄ Ｗａｔｅｒ Ｌｏｏｐ Ｃｏｎｄｅｎｓｅｒ Ｗａｔｅｒ Ｔｅｍｐｅｒａｔｕｒｅ Ｃｏｎｔｒｏｌ Ｔｙｐｅ Ｓｐｅｃｉｆｉｅｄ Ｓｅｔｐｏｉｎｔ

Ｃｏｎｄｅｎｓｅｒ Ｗａｔｅｒ Ｄｅｓｉｇｎ Ｓｅｔｐｏｉｎｔ ２９．４℃

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｐｌａｎｔ： Ｃｈｉｌｌｅｒ Ｃｈｉｌｌｅｒ Ｔｙｐｅ Ｅｌｅｃｔｒｉｃ Ｒｅｃｉｐｒｏｃａｔｉｎｇ Ｃｈｉｌｌｅｒ

Ｎｏｍｉｎａｌ ＣＯＰ ３．６

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｐｌａｎｔ： Ｔｏｗｅｒ Ｔｏｗｅｒ Ｔｙｐｅ Ｔｗｏ Ｓｐｅｅｄ

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｐｌａｎｔ： Ｈｏｔ Ｗａｔｅｒ Ｌｏｏｐ Ｎａｍｅ Ｈｏｔ Ｗａｔｅｒ Ｐｌａｎｔ

ＨＶＡＣ Ｔｅｍｐｌａｔｅ： Ｐｌａｎｔ： Ｂｏｉｌｅｒ Ｂｏｉｌｅｒ Ｔｙｐｅ Ｈｏｔ Ｗａｔｅｒ Ｂｏｉｌｅｒ

　 　 在 ＥｎｅｒｇｙＰｌｕｓ 软件中建立 ＨＶＡＣ 系统，考虑到

ＨＶＡＣ 系统的复杂度，在本文选用了简单的 ＨＶＡＣ
系统，大部分均采用默认数值，因为建筑有 ５ 个区，
所以 Ｚｏｎｅ： ＶＡＶ 要按相同参数设置 ５ 个区。 在办

公建筑中，室内负载对能耗影响较大，本文中室内负

载包括人员数量、照明设备以及电气设备，其中室内

负载见表 ２。
表 ２　 室内负载

Ｔａｂ． ２　 Ｉｎｄｏｏｒ ｌｏａｄｓ

区域 南区 西区 北区 东区 中区

照明 ／ Ｗ １ ５８４ ６８４ １ ５８４ ６８４ ２ ９６４

设备 ／ Ｗ １ ０５６ ４５６ １ ０５６ ４５６ １ ９７６
人数 ／ 人 １０ ５ １０ ５ ２０

　 　 本文中所用的建筑如图 ３ 所示，该建筑位于美国

的芝加哥，长 ３０．５ ｍ、宽 １５．２ ｍ、高 ３ ｍ，占地面积为

４６３．６ ｍ２，四面墙上都有窗户。 由于建筑空间过大，因
此把空间分为东区、西区、北区、南区以及中区，中区

到外墙的距离均为 ３．７ ｍ，在天花板和 ５ 个区之间还

有一个集气室，建筑围护结构及传热系数见表 ３。 用

ＥｎｅｒｇｙＰｌｕｓ 软件模拟之前，要选择 ＵＳＡ＿ＩＬ＿Ｃｈｉｃａｇｏ－
ＯＨａｒｅ．Ｉｎｔｌ．ＡＰ．７２５３００＿ＴＭＹ３ 天气文件。

（ａ） 俯视图　 　 　 　 　 　 （ｂ） 侧视图　 　 　

图 ３　 建筑图

Ｆｉｇ． ３　 Ａｒｃｈｉｔｅｃｔｕｒａｌ ｄｒａｗｉｎｇ
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表 ３　 围护结构及传热系数表

Ｔａｂ． ３　 Ｅｎｖｅｌｏｐｅｓ ａｎｄ ｈｅａｔ ｔｒａｎｓｆｅｒ ｃｏｅｆｆｉｃｉｅｎｔｓ

围护结构
Ｃｏｎｄｕｃｔｉｖｉｔｙ 传热系数

（Ｗ ／ ｍ２ｋ ）
Ｔｈｉｃｋｎｅｓｓ 厚度 ／ ｍ

外墙 ０．１１５ ０．６６７
内墙 ０．１６ ０．０１５ ９００ ００１
屋顶 １．４４２ ０．０１２ ７
地板 １．３１ ０．１０１６

单层玻璃 ０．９ ０．００６
单层镀膜玻璃 ０．９ ０．００６

　 　 用 ＥｎｅｒｇｙＰｌｕｓ 软件进行能耗模拟，把模拟结果分为

“每天”和“每小时”进行最后的结果输出，工作安排是做

六休一。 由于本文设计的建筑有着 ５ 个热区，在本文中

只选择了南区作为研究对象，“每天”和“每小时”的能耗

模拟结果如图 ４和图 ５ 所示，可以看出工作日的能耗高

于休息日的能耗，在休息日不论是照明能耗还是设备能

耗都是最低。 本文基于 ＥｎｅｒｇｙＰｌｕｓ 的模拟数据，把“每
天”和“每小时”的模拟结果作为训练集以及测试集。
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图 ４　 “每天”的模拟结果
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图 ５　 “每小时”的模拟结果

Ｆｉｇ． ５　 Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ “ｈｏｕｒｌｙ”

１．３　 基于 ＬＳＴＭ 的预测流程

由于 ＬＳＴＭ 神经网络对于长时间序列数据有着

十分出色的预测能力，因此本文采用 ＬＳＴＭ 神经网

络来对能耗数据进行预测，具体的 ＬＳＴＭ 预测流程

图如图 ６ 所示。

归一化处理

数据集划分

定义LSTM神经
网络

数据获取

开始

网络训练

能耗预测

反归一化

结果分析

结束

图 ６　 ＬＳＴＭ 预测流程图

Ｆｉｇ． ６　 ＬＳＴＭ ｐｒｅｄｉｃｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ

２　 预测模型建立

２．１　 数据处理

（１）数据集划分。 本文通过 ＥｎｅｒｇｙＰｌｕｓ 软件进

行一年的能耗模拟，模拟结果以两种输出方式输出，
如图 ４ 和图 ５ 所示。 第一种输出 ３６５ 天的数据，以
前 ３００ 天为训练集，后 ６５ 天为测试集；第二种输出

８ ７６０ 个小时的数据，以前 ８ ０００ 个小时为训练集，
后 ７６０ 个小时为测试集。

（２）数据归一化。 由于样本数据之间的类型和

数值大小各不相同，会导致绝对值相差很大。 为了

消除奇异样本数据导致的不良影响，会对数据进行

归一化处理，将样本数据转换为［０，１］之间的数，归
一化也可以加快训练网络的收敛性。 归一化计算式

（７）：

ｘ∗ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（７）

　 　 其中， ｘ 代表样本数据； ｘｍｉｎ 代表样本数据最小

值； ｘｍａｘ 代表样本数据最大值； ｘ∗ 代表归一化之后

的值。
２．２　 评价指标

为了确定 ＬＳＴＭ 训练网络预测的效果、精确度以

及稳定性，本文中采用平均绝对误差 ＭＡＥ，均方误差

０４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



ＭＳＥ 和均方根误差 ＲＭＳＥ 作为预测模型的评价指标。
ＭＡＥ 体现预测结果和测试值之间的差值，式（８）；ＭＳＥ
体现出预测结果的变化程度，式（９）；ＲＭＳＥ则能更好的

反映出预测结果的精度，式（１０）。

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙｉ － ｘｉ ｜ （８）

ＭＳＥ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
（ｙｉ － ｘｉ）

２
（９）

ＲＭＳＥ ＝ ＭＳＥ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
（ｙｉ － ｘｉ）

２
（１０）

　 　 其中， ｙｉ 代表 ＬＳＴＭ 预测模型的预测值， ｘｉ 代表

测试值。
２．３　 参数选取

在 ＥｎｅｒｇｙＰｌｕｓ 软件中选择输出数据为室外温

度、室内温度、照明能耗、设备能耗以及 ＨＶＡＣ 能

耗。 其中，照明能耗和设备能耗在工作时都会产生

能耗，会使得室内的温度上升，从而对 ＨＶＡＣ 的能

耗有一定程度上的影响。 因此，本文中主要使用室

外温度、室内温度、照明能耗以及设备能耗作为输入

来预测 ＨＶＡＣ 的能耗。
本文以室外温度、室内温度、照明能耗以及设备

能耗作为 ＬＳＴＭ 神经网络的输入，ＨＶＡＣ 能耗作为

ＬＳＴＭ 神经网络的输出。 以“每天”输出为主，预先

设置神经元数目为 １２８、２５６、５１２，分别进行 ５ 次训

练，得到不同的 ＭＳＥ 值，并取得平均值见表 ４。 神

经元数目为 ２５６ 时 ＭＳＥ 的值最小，因此确定神经元

数目为 ２５６。 按“每小时”输出的参数选取与按“每
天”输出相同。 Ａｄａｍ 具有适应稀疏梯度和缓解梯

度震荡的优点，本文中采用 Ａｄａｍ 求解器进行优化。
在网络训练时，在全连接层使用 Ｄｒｏｐｏｕｔ 并设置为

０．２，其目的是在每次训练批次中，以一定的概率忽

略一定数量的神经元，这样防止在网络训练过程中

出现过拟合的问题。
表 ４　 不同神经元数目 ＭＳＥ 对比

Ｔａｂ． ４　 ＭＳＥ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｕｒｏｎ ｎｕｍｂｅｒｓ

神经元数目 ＭＳＥ （∗５）

１２８ ４．９９∗１０６

２５６ ４．７４∗１０６

５１２ ５．６３∗１０６

２．４　 网络训练

本文中的 ＬＳＴＭ 网络设置为 ５ 个层，分别有输

入层、隐含层、全连接层、输出层以及回归层。 基于

不断的测试，选定输入层的数目为 ４，输出层的数目

为 １，全连接层把 Ｄｒｏｐｏｕｔ 设置为 ０．２，采用 Ａｄａｍ 求

解器来进行优化，训练次数设置为 ２５０，为了防止梯

度爆炸，梯度设置为 １，初始学习率设置为 ０．０１，经
过 １５０ 次训练后乘以 ０．５ 来降低学习率。 “每天”
ＬＳＴＭ 网络训练图如图 ７ 所示。

图 ７　 “每天”ＬＳＴＭ 网络训练图

Ｆｉｇ． ７　 ＬＳＴＭ ｎｅｔｗｏｒｋ ｔｒａｉｎｉｎｇ ｃｈａｒｔ ｏｆ “Ｄａｉｌｙ”

　 　 由图 ７ 可知，本次训练迭代次数为 ２５０，由于是按

“每天”进行输出，仅有 ３００ 个训练集，训练时间约为

４３ ｓ，训练曲线都是随着迭代次数的增加而逐渐下降，
ＲＭＳＥ 曲线在大约 １７０ 次迭代之后趋于平缓， ＲＭＳＥ 的

值趋近 ０．０５，而 ＬＯＳＳ 曲线则是在 １００ 次迭代之后趋于

平缓，且 ＬＯＳＳ 的值趋近 ０。 “每小时”ＬＳＴＭ 网络训练

图与“每天”的类似，差别在于训练集的增多会导致训

练时间的延长以及 ＲＭＳＥ 的值趋近 ０．１。
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３　 结果分析与对比

本文分别对“每天”和“每小时”两种输出进行

预测，预测结果如图 ８ 和图 ９ 所示。 由图 ８ 可以看

出预测值的变化趋势和测试值的数据基本保持一

致，而从图 ８（ｂ）所示的预测误差图，预测的误差值

在［－２．５×１０７，１．２×１０７］之间，其最大误差约为－２．５×
１０７，而最小误差值则趋近 ０；由图 ９ 可见，在预测曲

线与测试值的变化趋势基本一致，拟合程度更好，而
误差值也只在［－３．６×１０６，７．３６×１０６］之间波动，不论

是最大误差还是最小误差都优于前者。
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（a）LSTM能耗预测图

（b）LSTM能耗预测误差

图 ８　 ＬＳＴＭ“每天”测试结果

Ｆｉｇ． ８　 ＬＳＴＭ ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄａｉｌｙ
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（a）LSTM能耗预测图

（b）LSTM能耗预测误差

图 ９　 ＬＳＴＭ“每小时”能耗预测图

Ｆｉｇ． ９　 ＬＳＴＭ ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｈｏｕｒｌｙ

　 　 为了验证训练模型的准确性，本文选择与 ＢＰ
神经网络模型进行对比，ＢＰ 神经网络与训练网络有

相同的结构，即输入层为 ４，隐含层节点数 ２５６，输出

层为 １，迭代次数为 ２５０，学习率为 ０．０１，最小误差设

置为 ０．０００ ０１，两种输出方式的预测结果图如图 １０
和图 １１ 所示。 对比相同训练集的 ＢＰ 模型和 ＬＳＴＭ
模型，由图 １０ 可知，ＢＰ 网络预测值的变化趋势比

ＬＳＴＭ 网络预测值的变化趋势更为接近测试值，但
在误差上则是 ＬＳＴＭ 网络模型占优；由图 １１ 可知，
ＢＰ 网络模型的预测值的变化曲线和测试值大部分

是重合的，但在峰值前后会有一部分和测试值有细

微的误差，误差范围在［－１．４×１０７，７．５×１０７］之间，而
相对于 ＬＳＴＭ 模型的测试结果，不论是测试结果的

变化趋势还是预测值与测试值之间的误差都是

ＬＳＴＭ 模型有着一定的优势。
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（a）LSTM能耗预测图

（b）LSTM能耗预测误差

图 １０　 ＢＰ“每天”测试结果

Ｆｉｇ． １０　 ＢＰ ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄａｉｌｙ
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图 １１　 ＢＰ“每小时”测试结果

Ｆｉｇ． １１　 ＢＰ ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｈｏｕｒｌｙ

　 　 同时，对 ＬＳＴＭ 模型和 ＢＰ 模型的性能评价指标

进行计算，见表 ５。 从表 ５ 中可以看出，ＬＳＴＭ 模型

２４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



仅在“每天”测试结果的 ＭＡＥ 指标比 ＢＰ 模型差，而
其他的指标则 ＬＳＴＭ 模型都优于 ＢＰ 模型，说明

ＬＳＴＭ 模型对处理时间序列数据的效果比 ＢＰ 模型

要好。
表 ５　 不同模型的评价指标

Ｔａｂ． ５　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

神经网络
ＬＳＴＭ

“每天” “每小时”

ＢＰ

“每天” “每小时”

ＭＡＥ ４．１１ × １０６ ０．４３ × １０６ ３．３６ × １０６ ０．４４ × １０６

ＭＳＥ ２４．３ × １０１１ ０．４７ × １０１ ０ ３９２．２０ × １０１１ １５．７５ × １０１１

ＲＭＳＥ １．５５×１０６ ０．６９×１０５ ６．２６×１０６ １．２６×１０６

４　 结束语

本文基于 ＥｎｅｒｇｙＰｌｕｓ 软件进行能耗模拟得到的

模拟数据，建立 ＬＳＴＭ 神经网络预测模型，并与 ＢＰ
神经网络预测模型进行对比分析，通过平均绝对误

差ＭＡＥ，均方误差ＭＳＥ 和均方根误差 ＲＭＳＥ 这 ３ 个

评价指标对模型进行评估。 实验结果表明，ＬＳＴＭ
神经网络预测模型不论是 ＭＡＥ、ＭＳＥ 还是 ＲＭＳＥ 都

是优于 ＢＰ 神经网络预测模型，可以更精确的预测

能耗，能更好的反映出建筑能耗的变化趋势。
本文还有一些不足，ＬＳＴＭ 神经网络预测模型

的输入仅考虑了室外温度、室内温度、照明能耗以及

设备能耗这些因素，对于人员数目、风速、湿度以及

光照等因素没有考虑，以后会把这些因素考虑进去。
另外，在本文中也只分析了采暖能耗，没有对制冷能

耗进行分析。 在于对 ＬＳＴＭ 的优化上，本文只引入

了 Ａｄａｍ 求解器进行了最简单的优化，后续会考虑

用群体智能优化算法来对 ＬＳＴＭ 网络进行优化，提

高预测的准确度。

参考文献

［１］ ＳＵＮ Ｙｏｎｇｊｕｎ， ＨＵＡＮＧ Ｇｏｎｇｓｈｅｎｇ． Ｒｅｃｅｎｔ ｄｅｖｅｌｏｐｍｅｎｔｓ ｉｎ
ＨＶＡＣ ｓｙｓｔｅｍ ｃｏｎｔｒｏｌ ａｎｄ ｂｕｉｌｄｉｎｇ ｄｅｍａｎｄ ｍａｎａｇｅｍｅｎｔ ［ Ｊ］ ．
Ｃｕｒｒｅｎｔ Ｓｕｓｔａｉｎａｂｌｅ ／ Ｒｅｎｅｗａｂｌｅ Ｅｎｅｒｇｙ Ｒｅｐｏｒｔｓ， ２０１７， ４ （ １）：
１５－２１．

［２］ 中国建筑节能协会． 中国建筑能耗研究报告 ２０２０［ Ｊ］ ． 建筑节

能， ２０２１， ４９（２）： １－６．
［３］ 张露， 李永安， 王德晔，等． 基于 ＦＡ－ＢＰ 组合模型的办公建筑

能耗预测研究［Ｊ］ ． 暖通空调， ２０２１， ５１（１０）： １２５－１３０．
［４］ ＫＡＷＡＳＨＩＭＡ Ｍ， ＤＯＲＧＡＮ Ｃ Ｅ， ＭＩＴＣＨＥＬＬ Ｊ Ｗ． Ｏｐｔｉｍｉｚｉｎｇ

ｓｙｓｔｅｍ ｃｏｎｔｒｏｌ ｗｉｔｈ ｌｏａｄ ｐｒｅｄｉｃｔｉｏｎ ｂｙ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ａｎ ｉｃｅ－
ｓｔｏｒａｇｅ ｓｙｓｔｅｍ ［ Ｊ］ ． ＡＳＨＲＡＥ Ｔｒａｎｓａｃｔｉｏｎｓ， １９９６， １０２ （ １ ）：
１１６９－１１７８．

［５］ 许馨尹， 李红莲， 杨柳等． 气候变化下的建筑能耗预测［ Ｊ］ ． 太

阳能学报， ２０１８， ３９（５）： １３５９－１３６６．
［６］ ＡＭＢＥＲ Ｋ Ｐ， ＡＳＬＡＭ Ｍ Ｗ， ＭＡＨＭＯＯＤ Ａ， ｅｔ ａｌ． Ｅｎｅｒｇｙ

ｃｏｎｓｕｍｐｔｉｏｎ ｆｏｒｅｃａｓｔｉｎｇ ｆｏｒ ｕｎｉｖｅｒｓｉｔｙ ｓｅｃｔｏｒ ｂｕｉｌｄｉｎｇｓ ［ Ｊ ］ ．
Ｅｎｅｒｇｉｅｓ， ２０１７， １５４（１０）： １５７９－１５８７

［７］ 张卓渊． 一种基于生成对抗网络的建筑能耗多步预测方法［ Ｊ］ ．
电脑知识与技术， ２０２２， １８（２３）： ９２－９４，１１０．

［８］ 井文强， 关宏洁， 罗薇，等． 基于改进 ＧＷＯ－ＢＰ 的办公建筑能

耗预测模型［Ｊ］ ． 建筑节能（中英文）， ２０２２， ５０（８）： １２５－１２９，
１４９．

［９］ 曾国治， 魏子清， 岳宝，等． 基于 ＣＮＮ－ＲＮＮ 组合模型的办公建

筑能耗预测［ Ｊ］ ． 上海交通大学学报， ２０２２， ５６（９）： １２５６ －
１２６１．

［１０］邵必林， 史洋博， 赵煜． 融合注意力机制与 ＬＳＴＭ 的建筑能耗

预测模型研究［Ｊ］ ． 软件导刊， ２０２１， ２０（１０）： ６１－６７．
［１１］洪丽娟． 基于 ＥｎｅｒｇｙＰｌｕｓ 的冷水机组能耗评估工具［Ｊ］ ． 制冷与

空调， ２０１９， １９（８）： ８０－８６．
［１２］ ＬＡＩ Ｓ， ＸＵ Ｌ， ＬＩＵ Ｋ， ｅｔ ａｌ． Ｒｅｃｕｒｒｅｎｔ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋｓ ｆｏｒ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ［ Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ， ２０１５：２２６７－２２７３．

［１３］ＧＲＡＶＥＳ Ａ． Ｓｕｐｅｒｖｉｓｅｄ ｓｅｑｕｅｎｃｅ ｌａｂｅｌｌｉｎｇ ｗｉｔｈ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ［Ｍ］ ． Ｂｅｒｌｉｎ， Ｇｅｒｍａｎｙ： Ｓｐｒｉｎｇｅｒ， ２００８：５－１３．

（上接第 ３６ 页）
［１１］李锦锋，许勇． 基于 ＬＢＰ 和小波纹理特征的室内室外场景分类

算法［Ｊ］ ． 中国图象图形学报，２０１０，１５（５）：７４２－７４８．
［１２］ＬＩ Ｌ Ｊ， ＳＵ Ｈ， ＦＥＩ－ＦＥＩ Ｌ， ｅｔ ａｌ． Ｏｂｊｅｃｔ ｂａｎｋ： Ａ ｈｉｇｈ－ ｌｅｖｅｌ

ｉｍａｇｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｆｏｒ ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ＆ ｓｅｍａｎｔｉｃ ｆｅａｔｕｒｅ
ｓｐａｒｓｉｆｉｃａｔｉｏｎ ［ Ｊ ］ ． Ａｄｖａｎｃｅｓ ｉｎ ｎｅｕｒａｌ ｉｎｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ
ｓｙｓｔｅｍｓ， ２０１０， ２３：１３７８－１３８６．

［ １３ ］ ＳＡＤＥＧＨＩ Ｆ， ＴＡＰＰＥＮ Ｍ Ｆ． Ｌａｔｅｎｔ ｐｙｒａｍｉｄａｌ ｒｅｇｉｏｎｓ ｆｏｒ
ｒｅｃｏｇｎｉｚｉｎｇ ｓｃｅｎｅｓ［Ｃ］ ／ ／ Ｅｕｒｏｐｅａｎ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ．
Ｓｐｒｉｎｇｅｒ， Ｂｅｒｌｉｎ， Ｈｅｉｄｅｌｂｅｒｇ， ２０１２： ２２８－２４１．

［１４］ＪＵＮＥＪＡ Ｍ， ＶＥＤＡＬＤＩ Ａ， ＪＡＷＡＨＡＲ Ｃ Ｖ， ｅｔ ａｌ． Ｂｌｏｃｋｓ ｔｈａｔ
ｓｈｏｕｔ： Ｄｉｓｔｉｎｃｔｉｖｅ ｐａｒｔｓ ｆｏｒ ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ． ２０１３： ９２３－９３０．

［１５］ＺＨＯＵ Ｂ，ＬＡＰＥＤＲＩＺＡ Ａ， ＸＩＡＯ Ｊ， ｅｔ ａｌ． Ｌｅａｒｎｉｎｇ ｄｅｅｐ ｆｅａｔｕｒｅｓ
ｆｏｒ ｓｃｅｎｅ ｒｅｃｏｇｎｉｔｉｏｎ ｕｓｉｎｇ ｐｌａｃｅｓ ｄａｔａｂａｓｅ［Ｊ］ ． Ａｄｖａｎｃｅｓ ｉｎ ｎｅｕｒａｌ
ｉｎｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ ｓｙｓｔｅｍｓ， ２０１４：４８７－４９５．

［１６］胡旭科，尚建嘎，古富强，等． 融合 ＧＰＳ 与 Ｗｉ－Ｆｉ 的室内外无缝

定位原型系统研制［Ｊ］ ． 小型微型计算机系统，２０１４，３５（２）：４２８
－４３２．

［１７］鄢松，吴飞，朱海，等． 基于泛在信号融合的室内外场景鲁棒感

知算法［Ｊ］ ． 全球定位系统，２０２０，４５（４）：６３－７１．
［１８］ ＧＡＯ Ｈ， ＧＲＯＶＥＳ Ｐ Ｄ． Ｅｎｖｉｒｏｎｍｅｎｔａｌ ｃｏｎｔｅｘｔ ｄｅｔｅｃｔｉｏｎ ｆｏｒ

ａｄａｐｔｉｖｅ ｎａｖｉｇａｔｉｏｎ ｕｓｉｎｇ ＧＮＳＳ ｍｅａｓｕｒｅｍｅｎｔｓ ｆｒｏｍ ａｓｍａｒｔｐｈｏｎｅ
［Ｊ］ ． Ｎａｖｉｇａｔｉｏｎ： Ｊｏｕｒｎａｌ ｏｆ ｔｈｅ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｎａｖｉｇａｔｉｏｎ， ２０１８， ６５
（１）： ９９－１１６．

３４第 ９ 期 吴烨， 等： 基于神经网络的建筑能耗预测


