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优化的 Ｋ－ｍｅａｎｓ 聚类算法在客户细分中的应用研究
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摘　 要： 传统的 Ｋ－ｍｅａｎｓ 聚类算法虽然操作简单快捷，但因随机选取聚类中心等问题容易陷入局部最优，导致算法不稳定。
本文从样本间的关系出发，利用样本密度来优化 Ｋ－ｍｅａｎｓ 算法，并利用聚类有效性指标进行比较，优化后的 Ｋ－ｍｅａｎｓ 算法更

具有稳定性且聚类准确率更高。 最后，将该算法应用到客户细分 ＲＦＭ 模型中，依据聚类结果找到适合不同消费者的营销策

略，从而帮助企业更好地为其提供差异化、个性化服务。
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０　 引　 言

互联网技术的快速成长，带动了电商、教育、医
疗以及生物科技等领域的不断突破创新，大数据成

为生活中不可或缺的一部分，使得交通出行、网上购

物、线下支付等一系列活动简便快捷。 信息多元化，
数据挖掘与获取信息密不可分，通过数据清洗、转换

以及集成等方式来挖掘有效信息。 聚类分析是数据

挖掘常用的聚类方法，利用同一类簇相似性高，不同

类簇相似性低的行为准则划分数据，市场研究人员

也常常将这一方法运用到客户细分中。
２０ 世纪 ５０ 年代中期，美国学者温德尔史密斯

根据市场细分准则提出了客户细分的概念［１］。 即

基于某一标准，将企业库中的所有客户划分为多种

类型的客户群的过程［２］。 利用聚类分析对客户划

分的方法，能够挖掘更多有用信息，帮助企业了解客

户的消费行为、习惯以及购物偏好等相关信息，达到

更好地为客户提供个性化、差异化服务与体验的目

的，进而有针对性地制定营销策略，促进公司持续健

康发展。
不同的企业往往会制定不同的客户细分准则，

挖掘客户特点，建立与客户之间的联系，实现公司利

益最大化。 Ｗａｎｇ Ｌ 等［３］人从生命周期的角度出发，
认为客户在生命的不同阶段会产生感知差异，而这

种差异往往会带来不同的消费行为；王璀璨等［４］ 从

客户价值的角度出发，优化客户关系管理系统，实现

对电商企业的客户细分；Ｈｕｇｈｅｓ 等［５］ 从客户行为的

角度出发，通过建立 ＲＦＭ 模型 （Ｒ 代表最近一次消

费时间、Ｆ 代表消费频率、Ｍ 代表消费总金额），了解

客户消费行为习惯，做出不同价值分类，为企业更加

有针对性地管理提供新思路。 根据八二法则可知，
企业的 ８０％利润往往是来自于 ２０％的忠诚客户［２］，
说明了利用 ＲＦＭ 模型，通过给出不同客户的价值分

类，将这部分客户转化为忠诚客户后，他们重复购物



能力往往能为企业带来更多的利润来源，而维持这

部分客户远远小于获取一个新客户所要花费的成

本。
很多学者为了更好地探索客户细分模型，常常

利用数据挖掘的手段，结合聚类分析的方法来对客

户进行划分。 原慧琳等［６］ 从微观和宏观两个角度

出发，利用 Ｋ－ｍｅａｎｓ 聚类算法对零售会员数据进行

特征划分；杨琳等［７］ 根据民航客户自身特点，结合

聚类分析方法，对 ＲＦＭ 模型进行了改进，进一步提

高了民航企业的服务质量；闫春［８］ 等利用轮廓系数

改进 Ｋ－ｍｅａｎｓ 选取聚类数目，并在寿险数据中为挽

留高价值客户提供了较高的决策依据。 因此，将聚

类分析方法应用到不同类型的客户群的划分中，能
够帮助企业了解不同客户需求，给出客户价值定位，
重新构建客户管理体系，提供个性化服务。 本文将

优化的 Ｋ－ｍｅａｎｓ 算法应用到 ＲＦＭ 模型中，实现对

客户数据的聚类，并根据聚类结果找出企业库中的

忠诚客户，从而有效制定营销策略。

１　 相关知识

１．１　 Ｋ－ｍｅａｎｓ 算法

在聚类分析中，Ｋ－ｍｅａｎｓ 聚类是最常见的一种

数据挖掘算法，是由 Ｍａｃｑｕｅｅｎ 提出来的基于划分的

聚类方法［９］。 Ｋ－ｍｅａｎｓ 算法的聚类速度快，操作简

单快捷，但聚类过程也存在一些缺陷，如依赖初始聚

类中心的随机选取、极易受异常值影响、聚类结果不

稳定等［１０］。 该算法通常使用欧氏距离来作为衡量

两个对象之间的相似度指标，划分聚类结果，其基本

思想是选择任意的 ｋ 个初始聚类中心，计算出剩余

数据对象与聚类中心的欧氏距离，找到距离最近的

ｋ － １ 个聚类对象，不断更新迭代聚类中心，直到误

差平方和（ＳＳＥ），即准则函数收敛，得到聚类结果，
表示为 Ｃ ＝ ｛Ｃ１，Ｃ２，…，Ｃｋ｝。

假设有 ｎ 个 ｍ 维属性的数据集 Ｕ ∈ ｛ｘｐ｝（ｐ ＝
１，２，…，ｎ），记 ｃｉ（ ｉ ＝ １，２，…，ｋ） 为 ｋ个聚类中心，每
个聚类中心 ｃｉ 都有 ｍ 维属性，记为 ｃｉｊ（ ｊ ＝ １，２，…，
ｍ）， 则每个对象 ｘｐ 距离每个聚类中心 ｃｉ 的欧式距

离定义为式（１）：

Ｄｉｓｔ（ｘｐ，ｃｉ） ＝ ∑
ｍ

ｊ ＝ １
（ｘｐｊ － ｃｉｊ） ２ （１）

　 　 误差平方和定义为式（２）：

ＳＳＥ ＝ ∑
ｋ

ｉ ＝ １
∑
ｘ∈Ｃｉ

｜ Ｄｉｓｔ（ｘ，ｃｉ） ｜ ２ （２）

１．２　 优化的 Ｋ－ｍｅａｎｓ 算法

Ｋ－ｍｅａｎｓ 作为无监督学习算法的一种，不需要

提前知道聚类类别，能够对无标识的对象进行聚类。
利用欧氏距离做相似度度量指标，得出相同一类簇

的距离越小，其相似度越高；不同类簇的距离越大，
其相似度越低。 该方法在聚类过程中会因为受到极

端值的影响而改变类簇的紧密性与离散性，降低整

个聚类的准确性。 本文从样本间的关系出发，首先

采用高密度代替距离均值的方式，利用公式（３）计

算最近邻密度选取数据集中样本密度较高的点作为

第一个初始聚类中心 ｃ１， 将其余对象划分到已确定

聚类中心的类别当中。

Ｘ
－
∗ ＝ １

ｎ∑
ｎ

ｐ ＝ １
ｘｐ （３）

　 　 其中， ｘｐ（ｐ ＝ １，２，…，ｎ） 表示 ｎ 个 ｍ 维数据集。
其次，在剩下的没有被划分类别的对象中，采用

欧氏距离，利用公式（４）和公式（５）找到离 ｃ１ 最远的

下一个临时聚类中心点 ｃｋ 并聚类：
ｃｉ ＝ ｍａｘ

１ ＜ ｐ ＜ ｑ ＜ ｎ
｛Ｄｉｓｔ（ｘｐ，ｘｑ）｝ （４）

Ｄｅｎλ（ｘｐ
ｉ
，ｃｉ） ＝ ｛ｘｐ

ｉ
｜ Ｄｉｓｔ（ｘｐ

ｉ
，ｃｉ） ≤ λ｝ （５）

　 　 其中， Ｄｅｎλ（ｘｐｉ，ｃｉ） （ｐｉ ＝ １，２，…，ｎｉ） 表示与聚

类中心 ｃｉ 距离小于 λ 的所有数据对象； ｎｉ 表示

Ｄｅｎλ（ｘｐｉ，ｃｉ） 中的对象数目； Ａ 为任意正常数。
λ 的计算公式为

λ ＝ Ａ∗Ｄｉｓｔ（ｘｐｉ，Ｘ
－
∗） （６）

　 　 利用公式（７）计算该临时聚类中心的密度，搜
索距离其密度平均值最近的数据对象作为更新的聚

类中心；如此迭代，直到得到所有初始聚类中心。 得

到所有数据对象的二支聚类结果，表示为 Ｃ′ ＝ ｛Ｃ′
１，

Ｃ′
２，…，Ｃ′

ｋ｝。

Ｄｅｎλ（ｘｐｉ
，ｃｉ） ＝ １

ｎｉ
Ｄｅｎλ（ｘｐ

ｉ
，ｃｉ） （７）

　 　 Ｋ－ｍｅａｎｓ 聚类算法通常是任意选取 ｋ 个聚类中

心，通常带有一定的随机性。 本文提出了一种优化

选取初始聚类中心的方法，利用样本分布信息，选择

密度最高的点作为初始聚类中心，有效解决了人为

因素干扰或者极端值影响导致聚类陷入局部最优的

问题；限制聚类对象在 λ 的范围内，更加精准地远

离了噪声点的干扰；最终聚类结果中能够满足同一

类簇的相似程度最高，不同类簇的相似程度最低的

条件，确保了聚类的稳定性。

２　 优化的 Ｋ－ｍｅａｎｓ 算法的实验验证

实验环境：Ｉｎｔｅｌ，ＣＰＵ１６ ＧＢ 内存，５１２ ＧＢ 固态
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硬盘，Ｗｉｎｄｏｗｓ１０ 操作系统，开发工具是 Ｐｙｔｈｏｎ３．８。
２．１　 数据集选取

本文从 ＵＣＩ（Ｕｎｉｖｅｒｓｉｔｙ ｏｆ ＣａｌｉｆｏｒｎｉａＩｒｖｉｎｅ）数据集

中选取了 ５ 组真实数据集，实验数据集描述见表 １。
表 １　 实验数据集描述

Ｔａｂ． １　 Ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔ

数据集 样本个数 属性个数 类别数

Ｂｕｐａ ３４５ ６ ２

Ｇｌａｓｓ ２１４ ９ ６

Ｗｉｎｅ １７８ １３ ３

Ｂｒｅａｓｔ １０６ ９ ６

Ｂａｎｋ １ ３７２ ４ ２

２．２　 实验结果与分析

在实际聚类的过程中，为了确保数据的准确性，
在聚类之前对数据均采取了无量纲化处理。 同时，
本文利用两个聚类有效性指标：内部指标 Ｄａｖｉｅｓ－
Ｂｏｕｌｄｉｎ－Ｉｎｄｅｘ（ＤＢＩ）及外部指标 Ａｃｃｕｒａｃｙ（ＡＣＣ），
验证本文提出的优化后的 Ｋ－ｍｅａｎｓ 算法的聚类有

效性。 ＤＢＩ 指标是通过数据对象之间的紧密程度和

分离程度来判断其内部结构和分布状态，ＤＢＩ 越小，
说明同一类的相似性越高，不同类的相异性越高；
ＡＣＣ 指标是比较最终聚类结果与数据集原始真实

标签值，从而判断数据的准确性。 实验结果见表 ２，
表 ２　 ＵＣＩ数据集上的实验结果

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ＵＣＩ ｄａｔａｓｅｔ

数据集 算法 ＤＢＩ ＡＣＣ

Ｂｕｐａ Ｋ－ｍｅａｎｓ １．８００ ９ ０．５８５ ５

本文算法 ０．６６４ ０ ０．７４０ ７

Ｇｌａｓｓ Ｋ－ｍｅａｎｓ ０．９６２ ５ ０．５９８ １

本文算法 ０．６８２ ５ ０．８８３ １

Ｗｉｎｅ Ｋ－ｍｅａｎｓ １．３０５ ３ ０．９５５ ０

本文算法 ０．４７１ ７ ０．９５９ ６

Ｂｒｅａｓｔ Ｋ－ｍｅａｎｓ ０．８８２ ６ ０．７７３ ５

本文算法 ０．６９４ ７ ０．９５５ ６

Ｂａｎｋ Ｋ－ｍｅａｎｓ １．１９１ ３ ０．５７５ ８

本文算法 ０．２５３ ４ ０．９８８ ３

　 　 由表 ２ 可知本文算法在数据集上拥有更小的

ＤＢＩ，说明优化后的 Ｋ－ｍｅａｎｓ 算法同一类簇之间的

紧密性高，不同类簇之间的分离性高；同时，本文算

法在数据集上均拥有了较高的准确率，聚类效果较

好。 说明表明优化的 Ｋ－ｍｅａｎｓ 聚类算法更具有有

效性，将其应用到客户细分模型中去，可实现更好的

聚类结果。

３　 优化算法在客户细分中的应用

３．１　 模型构建

本文利用 Ｋａｇｇｌｅ 竞赛平台中下载的 ２０１１ ～
２０１４ 年全球消费数据样本“Ｇｌｏｂａｌ Ｓｕｐｅｒｓｔｏｒｅ”，选择

了５ １９１条美国 “Ｂｕｓｉｎｅｓｓ－ｔｏ－Ｃｕｓｔｏｍｅｒ”领域的消费

数据，消费时间为 ２０１１ 年 １ 月 ４ 日至 ２０１４ 年 １２ 月

３１ 日。
首先，将数据进行预处理。 对给出的５ １９１条消

费者数据进行订单编号、日期、金额等指标进行筛

选，样本均在正常范围内，无异常数据。
其次，创建 ＲＦＭ 模型，得到一份只含有 Ｒ、Ｆ、Ｍ

３ 个指标 ４０９∗３ 的消费者数据（其中，Ｒ 表示消费者

最近一次交易时间距离 ２０１４ 年 １２ 月 ３１ 日的天数，
Ｆ 表示消费者在这 ４ 年内的消费总频次， Ｍ 表示

消费者在这 ４ 年内的消费总金额），部分数据见

表 ３。
表 ３　 消费者的 ＲＦＭ 指标数据（部分）

Ｔａｂ． ３　 Ｔｈｅ ＲＦＭ ｉｎｄｉｃａｔｏｒ ｄａｔａ ｏｆ ｃｏｎｓｕｍｅｒｓ（ｐａｒｔｌｙ）

客户 ＩＤ Ｒ 值 Ｆ 值 Ｍ 值

ＡＡ－１０６４５ ５５ ６ ５ ０７３．９７５

ＡＨ－１０２１０ ６ ９ ４ ８０５．３４４

ＡＢ－１０１０５ ４１ １０ １４ ４７３．５７１

ＳＥ－２０１１０ ９ １１ １２ ２０９．４４

ＺＣ－２１９１０ ５４ １３ ８ ０２５．７０７

ＲＢ－１９３６０ ９６ ６ １５ １１７．３４

　 　 对 ４０９ 位消费者数据的 ＲＦＭ 模型进行描述性

统计分析见表 ４。
表 ４　 消费者的描述性统计

Ｔａｂ． ４　 Ｄｅｓｃｒｉｐｔｉｖｅ ｓｔａｔｉｓｔｉｃｓ ｏｆ ｃｏｎｓｕｍｐｔｉｏｎ ｄａｔａ

Ｒ 值 Ｆ 值 Ｍ 值

Ｃｏｕｎｔ ４０９ ４０９ ４０９

Ｍｅａｎ １４３．３８ ６．３３ ２ ８３９．５８

Ｓｔｄ． １７８．９７ ２．５５ ２ ５８６．０５

Ｍｉｎ ０ １ ４．８３

Ｍａｘ １ ０９８ １７ １５ １１７．３４

　 　 通过表 ４ 可知， Ｒ、Ｆ、Ｍ ３ 个指标之间存在较大

的差异性，为了避免 ３ 个指标的量级不同而影响到

聚类结果，本文采用“Ｚ－ｃｏｒｅ 标准化”的方式处理数

据，降低不同指标之间的差异，确保指标之间的变量

具有可比性，标准化后的消费者的 ＲＦＭ 数据见

表 ５。
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