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基于流量时间序列的社交网络事件聚类分析
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摘　 要： 社交网络上用户发布的在线内容非常不稳定，用户对每个事件的关注度也随时变化。 虽然每个事件的关注程度各不

相同，但某些具有共同特征的事件会呈现出相似的流量模式，本文旨在根据社交网络事件的流量时间序列对事件进行聚类，
找到事件的共性特征。 首先，利用皮尔逊相关系数来确定各事件的主题标签；然后，利用各事件的主题标签获得每隔固定时

间有关该事件的推文总量，即该事件的流量时间序列；最后，利用 Ｋ－ＳＣ（Ｋ－Ｓｐｅｃｔｒａｌ Ｃｅｎｔｒｏｉｄ）聚类算法对事件的流量时间序

列进行聚类，并分析聚类结果中每一类事件的共性特征。 利用推特上 ２０２０ 东京奥运会期间场地自行车比赛事件的推文数据，
验证了本文方法对基于流量时间序列的社交网络事件进行聚类分析的有效性。
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０　 引　 言

社交网络是一个用户可以即时发布内容、分享

信息并与他人进行交流互动的互联网平台，例如微

博、推特等平台。 社交网络上每时每刻都会产生用

户发布的大量内容，表现出丰富的时间动态性。 由

于社交网络中个体用户行为难以预测，因此分析用

户行为非常复杂。 但一些研究表明，互联网在线内

容的流量模式可以反映群体用户的行为［１－２］。 事件

随时间变化的流量时间序列可以显示出用户群体何

时对事件产生关注度，以及关注度如何随时间增长

消退的变化模式。 对于某种类型的事件，群体用户

的流量时间序列往往会形成一些特定的规律。
现有研究大多根据社交网络中的流量模式分析

用户的行为，文献［３］根据用户在电商平台购买及

评论的时间序列分析用户的消费行为习惯；文献

［４］通过用户行为的时间序列分析来检测社交网络

中的欺诈行为。 而本文旨在利用事件的流量模式对

事件进行聚类分析。 具有共性特征的事件可能会呈

现出相似的流量时间序列，可以根据事件的流量时

间序列对事件进行聚类，找到事件的共性特征。 Ｋ－
ｍｅａｎｓ 算法是聚类领域最常使用的聚类算法，该算

法通过在每次迭代中交替执行簇分配步骤和簇中心

更新步骤，来最小化簇内样本到簇中心的距离平方，
以找到最终的簇划分结果［５］。 但该算法通常运用

在数值型数据上，无法在时间序列数据上体现出数

据的时序性；Ｋ－ＳＣ 算法是一种在 Ｋ－ｍｅａｎｓ 算法基

础上改进的，针对时间序列数据进行聚类的算法，用
来揭示在线内容时间动态性的规律［６］。 该算法与

Ｋ－ｍｅａｎｓ算法流程相同，都是交替执行簇分配步骤



和簇中心更新步骤，只不过根据时间序列数据的特

点重新定义了距离和簇中心。 本文利用 Ｋ－ＳＣ 算法

对社交网络上热门事件的流量时间序列进行聚类分

析，发现具有相似流量模式的事件的共同特征，并分

析同类事件流量时间序列的共同特点。 首先需要获

得事件的流量时间序列，而确定事件的主题标签是

获得事件流量时间序列的关键，本文利用皮尔逊相

关系数来确定事件的主题标签，利用事件的主题标

签每隔固定时间检索出包含该主题标签的推文，并
计算推文数量，该数量形成的序列即为该事件的流

量时间序列。 然后就可以利用 Ｋ－ＳＣ 算法对多个事

件的流量时间序列进行聚类，找到具有相似时间序

列形状的事件，并分析其共性特征。
利用推特上 ２０２０ 东京奥运会期间场地自行车

比赛事件的推文数据进行实验，获取事件的流量时

间序列，并对其进行聚类分析，验证了本文方法可以

对基于流量时间序列的社交网络事件进行有效聚

类，从而发现同类事件的共性特征。

１　 方法描述

１．１　 获取事件的主题标签

社交网络平台上的事件是用主题标签来确定的，
因此找到每个事件的主题标签是检测事件流量模式

的关键。 首先，根据事件最关键的主题标签获取包含

该主题标签的推文；然后，查看这些推文中包含其他

哪些主题标签，并将所有主题标签保存到一个初始标

签池 Ｈ 中， 记为 Ｈ ＝ ｛Ｈ１， Ｈ２， Ｈ３， …， Ｈｎ｝， 其中 ｎ
为当前主题标签的个数。 然而，并非 Ｈ中的所有主题

标签都能直接与某个特定事件相关联，因此使用皮尔

逊相关系数对 Ｈ中的主题标签进行重新检查。 首先，
从 Ｈ中选择那些必定与事件相关的主题标签，如事件

的名称，并将其保存到标签池 Ｒ中，且 Ｒ∈Ｈ；然后为

了确定 Ｈ中的各个主题标签是否与事件相关，需要将

其逐个与 Ｒ 中的主题标签进行比较，计算 Ｈ中每个主

题标签与 Ｒ 之间的皮尔逊相关系数。 如果相关性大

于某个阈值，则来自 Ｈ中的某个主题标签被认为是与

事件相关的，并保留在 Ｈ 中；如果相关性小于阈值，则
将其从 Ｈ 中删除。 计算了相关性后， 最终的 Ｈ ＝
｛Ｈ１， Ｈ２， Ｈ３， …， Ｈｍ｝（其中ｍ≤ｎ）被视为事件的主

题标签。
１．２　 创建事件的流量时间序列

获取到每个事件的主题标签 Ｈ 后，就可以根据

主题标签来计算事件流量随时间变化的流量时间序

列。 每隔一定时间 ｔ，包含Ｈ的推文总量被认为是该

事件的流量，但在 Ｈ 中可能会存在一些噪声主题标

签与Ｈ中真正的主题标签非常相似但又不属于该主

题。 为了减少噪声，需要确保那些包含与 Ｈ 相似的

噪声主题标签的推文不被收集。 首先按照目标时间

间隔查询数据库，收集与 Ｈ 相似但不包含在 Ｈ 中的

主题标签，结果集记为 ｈ；然后，在目标时间间隔 ｔ 上
选择包含Ｈ但不包含 ｈ的推文，记录每隔 ｔ分钟的推

文数量， 该事件即可获得一个离散的时间序列

Ｅ ｉ（ｍｔ）（其中ｍ ＝ １， ２， ３，…，Ｍ，Ｍ为时间序列的长

度），即事件 ｉ 在以 ｔ 为时间间隔的 ｍｔ 时刻上被提及

的次数，这个离散的时间序列即为事件的流量时间

序列。
１．３　 利用流量时间序列对事件进行聚类

获取了社交网络中事件的流量时间序列后，根
据流量时间序列对事件进行聚类。 本文利用经典的

Ｋ－ＳＣ 算法对事件的时间序列进行聚类。 Ｋ－ＳＣ 算

法通过在每次迭代中交替执行两个步骤，即簇分配

步骤和簇中心更新步骤，来最小化簇内样本到簇中

心的距离平方和，即式（１）：

Ｌ ＝ ∑
Ｋ

ｋ ＝ １
∑
Ｅｉ∈Ｃｋ

ｄ （Ｅ ｉ，μｋ） ２ （１）

　 　 其中， Ｋ 为簇的个数；Ｃｋ 为第 ｋ 个簇的样本集

合；ｄ（Ｅ ｉ，μｋ） 为时间序列 Ｅ ｉ 到簇中心 μｋ 的距离。
Ｋ－ＳＣ 算法将时间序列样本到簇中心的距离定

义为式（２）：

ｄ（Ｅ ｉ，μｋ） ＝ ｍｉｎ
αｉ，ｑｉ

‖αｉＥ ｉ（ｑｉ）
－ μｋ‖

‖μｋ‖
（２）

　 　 其中， αｉ 为用于匹配两个时间序列形状的缩放

系数， Ｅ ｉ（ｑｉ） 为将时间序列 Ｅ ｉ 平移 ｑｉ 个时间单位的

结果，使得 Ｅ ｉ 和 μｋ 在相同的时间达到峰值。
在 Ｋ－ＳＣ 的算法流程中，首先随机选择 Ｋ 个初

始样本作为簇中心；在簇分配步骤中，将每个样本分

配到与簇中心距离最近的簇；在簇中心更新步骤中，
新的簇中心 μ∗

ｋ 应该使得对于所有样本的 ｄ（Ｅ ｉ，μｋ）
的和最小，即式（３）：

μ∗
ｋ ＝ ａｒｇ ｍｉｎ

μｋ
∑
Ｅｉ∈Ｃｋ

ｄ（Ｅ ｉ － μｋ）
２

（３）

　 　 经过推导可得出公式（４）：

μ∗
ｋ ＝ ａｒｇ ｍｉｎ

μｋ

μＴ
ｋＭμｋ

‖μｋ‖２ （４）

　 　 其中：

Ｍ ＝ ∑
Ｅｉ∈Ｃｋ

（ Ｉ －
Ｅ ｉＥ ｉ

Ｔ

‖Ｅ ｉ‖２） （５）

　 　 因此求解 μ∗
ｋ 等价于求解矩阵 Ｍ 的最小特征向
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量。 根据上述迭代步骤，Ｋ－ＳＣ 的算法流程见算法 １。
算法 １　 Ｋ－ＳＣ 聚类算法

输入　 时间序列 Ｅ ｉ，ｉ ＝ １，２，…，Ｎ；簇个数 Ｋ；初
始簇中心μｋ，ｋ ＝ １，２，…，Ｋ

重复

Ｃ ＝ ｛Ｃ１，…，ＣＫ｝ ← ϕ
ｆｏｒ ｉ ＝ １ ｔｏ Ｎ ： （簇分配步骤）
　 ｋ∗ ← ａｒｇ ｍｉｎ

ｋ
ｄ（Ｅ ｉ，μｋ）

　 Ｃｋ∗ ← Ｃｋ∗ ∪ ｛ ｉ｝
　 　 ｅｎｄ ｆｏｒ

ｆｏｒ ｋ ＝ １ ｔｏ Ｋ： （簇中心更新步骤）

Ｍ ← ∑
Ｅｉ∈Ｃｋ

（ Ｉ －
Ｅ ｉ Ｅ ｉ

Ｔ

Ｅ ｉ
２）

μｋ ← Ｍ 的最小特征向量

ｅｎｄ ｆｏｒ
直到 Ｌ 不变

输出　 Ｃ，μ１，…，μＫ

２　 实验分析

２．１　 数据集

实验采用推特上 ２０２０ 东京奥运会的数据，创建

比赛事件的流量时间序列，并对事件进行聚类分析，
找到同类事件的一般特性。 本文实验通过推特流媒

体 ＡＰＩ 获取本届奥运会期间与场地自行车决赛项目

相关的公开推文，对表 １ 中的 ８ 项场地自行车比赛事

件的流量时间序列进行聚类。 首先，获取各事件的初

始主题标签，其中将“比赛名称”和“获胜者名字”视
为最关键的主题标签；然后，获取各事件最终的主题

标签，其中皮尔逊相关系数的阈值设定为 ０．８；最后，
创建各事件的流量时间序列，将时间间隔 ｔ 设置为 ５
ｍｉｎ，并为各事件的时间序列选取合理且相同长度的

时间区间。
表 １　 本实验选取的场地自行车比赛名称

Ｔａｂ． １　 Ｎａｍｅｓ ｏｆ ｔｈｅ ｓｅｌｅｃｔｅｄ ｔｒａｃｋ ｃｙｃｌｉｎｇ ｒａｃｅｓ ｉｎ ｔｈｉｓ ｅｘｐｅｒｉｍｅｎｔ

场地自行车决赛项目

Ｗｏｍｅｎ Ｓｐｒｉｎｔ Ｆｉｎａｌ（女子竞速赛决赛）

Ｗｏｍｅｎ Ｋｅｉｒｉｎ Ｆｉｎａｌ（女子凯琳赛决赛）

Ｗｏｍｅｎ Ｔｅａｍ Ｓｐｒｉｎｔ Ｆｉｎａｌ（女子团体竞速赛决赛）

Ｗｏｍｅｎ Ｔｅａｍ Ｐｕｒｓｕｉｔ Ｆｉｎａｌ（女子团体追逐赛决赛）

Ｍｅｎ Ｓｐｒｉｎｔ Ｆｉｎａｌ（男子竞速赛决赛）

Ｍｅｎ Ｋｅｉｒｉｎ Ｆｉｎａｌ（男子凯琳赛决赛）

Ｍｅｎ Ｔｅａｍ Ｓｐｒｉｎｔ Ｆｉｎａｌ（男子团体竞速赛决赛）

Ｍｅｎ Ｔｅａｍ Ｐｕｒｓｕｉｔ Ｆｉｎａｌ（男子团体追逐赛决赛）

２．２　 确定簇的个数

对事件进行聚类前，首先需要确定簇的个数。
本实验在不同的簇个数（即令 Ｋ ＝ １， ２， ３， ４， ５， ６）
下执行 Ｋ－ＳＣ 算法，得到目标函数值 Ｌ （即距离平方

和）收敛后的值，目标函数 Ｌ 的值随簇个数 Ｋ 的变

化如图 １ 所示。 从图 １ 中可以看出，在 Ｋ ＝ ３ 后，目
标函数值的下降率变得平缓，簇个数对聚类目标值

影响不大，因此将簇的个数设置为 ３。
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图 １　 目标函数 Ｌ 的值随簇个数 Ｋ 的变化

Ｆｉｇ． １　 Ｔｈｅ ｃｈａｎｇｅ ｏｆ ｔｈｅ ｖａｌｕｅ ｏｆ ｏｂｊｅｃｔｉｖｅ ｆｕｎｃｔｉｏｎ Ｌ ｗｉｔｈ ｒｅｓｐｅｃｔ

ｔｏ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｃｌｕｓｔｅｒｓ Ｋ

２．３　 聚类结果分析

获取了场地自行车比赛事件的流量时间序列并

确定了簇的个数后，用基于时间序列的 Ｋ－ＳＣ 算法对

事件进行聚类。 聚类结果见表 ２，可以看出这些比赛

事件基本按照是否为团体项目被划分开；每个簇中每

个事件的流量时序折线图如图 ２ 所示，可以看出除了

簇 ２ 中事件的时间序列形状较为特殊之外，团体项目

和个人项目显示出不同的时间序列形状。 簇 １ 中的

团体项目事件都只有一个明显较高的峰值，而簇 ３ 中

的个人项目（男子或女子非团体项目）事件都显示出

两个明显的峰值。 实验结果表明，聚类结果中同一类

事件具有明显的共性特征，并且显示出类似的流量时

序模式，从而验证了 Ｋ－ＳＣ 算法对于基于流量时间序

列的社交网络事件聚类的有效性。
表 ２　 基于流量时间序列的场地自行车比赛事件聚类结果

Ｔａｂ． ２　 Ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｔｒａｃｋ ｃｙｃｌｉｎｇ ｅｖｅｎｔｓ ｂａｓｅｄ ｏｎ ｔｒａｆｆｉｃ

ｔｉｍｅ ｓｅｒｉｅｓ

簇序号 比赛事件名称

簇 １ Ｗｏｍｅｎ Ｔｅａｍ Ｓｐｒｉｎｔ Ｆｉｎａｌ（女子团体竞速赛决赛）
Ｍｅｎ Ｔｅａｍ Ｐｕｒｓｕｉｔ Ｆｉｎａｌ（男子团体追逐赛决赛）
Ｗｏｍｅｎ Ｔｅａｍ Ｐｕｒｓｕｉｔ Ｆｉｎａｌ（女子团体追逐赛决赛）

簇 ２ Ｍｅｎ Ｔｅａｍ Ｓｐｒｉｎｔ Ｆｉｎａｌ（男子团体竞速赛决赛）
簇 ３ Ｍｅｎ Ｓｐｒｉｎｔ Ｆｉｎａｌ（男子竞速赛决赛）

Ｗｏｍｅｎ Ｓｐｒｉｎｔ Ｆｉｎａｌ（女子竞速赛决赛）
Ｍｅｎ Ｋｅｉｒｉｎ Ｆｉｎａｌ（男子凯琳赛决赛）
Ｗｏｍｅｎ Ｋｅｉｒｉｎ Ｆｉｎａｌ（女子凯琳赛决赛）
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（ｃ） 簇 ３ 中事件的流量时序折线图

图 ２　 每个簇中比赛事件的流量时序折线图

Ｆｉｇ． ２　 Ｌｉｎｅ ｇｒａｐｈｓ ｏｆ ｔｈｅ ｔｒａｆｆｉｃ ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒ ｅｖｅｎｔｓ ｗｉｔｈｉｎ ｅａｃｈ
ｃｌｕｓｔｅｒ

３　 结束语

社交网络上用户实时生成的在线数据表现出丰

富的时间动态性，但一些具有共性特征的事件可能

会呈现出相似的流量模式。 本文根据事件的流量时

间序列对事件进行聚类，找到事件的共性特征。 首

先，利用皮尔逊相关系数来确定各事件的主题标签；
然后，利用各事件的主题标签获得各事件的流量时

间序列；最后，利用 Ｋ－ＳＣ 聚类算法对多个事件的流

量时间序列进行聚类，发现同类事件的共性特征。
利用推特上 ２０２０ 东京奥运会期间场地自行车比赛

事件的推文数据验证了本文方法可以对基于流量时

间序列的社交网络事件有效聚类，从而发现同类事

件的共性特征。
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