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基于 ＬｉｇｈｔＧＢＭ 模型的离散制造业产品物料需求智能预测

李婷婷， 黄欣迪， 曹萌萌， 李剑锋

（中国计量大学 经济与管理学院， 杭州 ３１００１８）

摘　 要： 离散制造业产品的物料需求受多种因素影响，传统物料需求预测算法对数据要求高，企业需要进行大量运算，且预测

提前期短、精准度低，不能及时满足企业的生产计划。 为提高制造业物料需求预测精度，本研究采用美的集团离散型物料需

求数据进行建模分析。 首先进行数据预处理及特征工程，利用统计学中的统计量构建出滑动和滞后特征，然后构建并拟合

ＬｉｇｈｔＧＢＭ 模型对物料需求量进行预测，并与传统时间序列 ＳＡＲＩＭＡ 模型进行对比，引入平均绝对误差 ＭＡＥ 评估模型的预测

精准度，针对模型时间复杂度和预测精准度进行对比分析。 结果表明，以月为时间粒度的情况下，ＬｉｇｈｔＧＢＭ 机器学习模型对

离散制造业物料需求预测的效率和准确率更高，更有利于提高离散制造企业的生产效率。
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０　 引　 言

大数据驱动制造产业智能化，人工智能助力制

造业数字化转型升级，随着疫情环境下制造业现有

供应链脆弱性的暴露，企业原有的预测算法已不能

满足制造业企业对物料需求预测的准确性。 为有效

减少物料短缺与过度采购现象，助力企业降低库存

成本，提高采购效率，缩短交货周期，提高企业抗风

险能力，迫切需要精准度更高的预测模型［１］。
物料需求预测是指根据企业已有的销售或物料

消耗数据，对企业未来一段时间内生产运营所需要

的物料种类以及数量进行分析研究。 预测方法大致

分为定性预测法和定量预测法。 其中，定性预测法

根据预测者个人的知识、经验和主观判断，主观随意

性较大，预测结果的准确度不能达到制造企业的实

际需求。 时间序列分析是较为常用的定量预测法，



起源于英国统计学家 Ｇ．ｕ．Ｙｕｌｅ 在 １９２７ 年提出的自

回归模型（Ａｕｔｏ Ｒｅｇｒｅｓｓｉｖｅ，ＡＲ） ［２］。 该模型与英国

统计学家 Ｇ． Ｔ．Ｗａｌｋｅｒ 在 １９３１ 年提出的移动平均

（Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ，ＭＡ）模型和 ＡＲＭＡ 模型，构成了

时间序列分析的基础，至今仍被大量应用［３］。 这三

个模型主要应用于单变量、同方差场合的平稳序列，
在解决线性时间序列的拟合问题上有着卓越表现。
但现实中多为非线性复杂问题［４］，相较于传统的时

间序列预测方法，引入机器学习算法［５］ 可以更好地

解决非线性时间序列的拟合问题。 李福等人［６］ 基

于机器学习 ＸＧＢｏｏｓｔ 算法，对纽约市共享单车借车

需求量进行了有效的预测。 李卫星等［７］ 使用

ＸＧＢｏｏｓｔ 算法，对 ４ 种工况下柴油机失火故障的平

均预测准确率达 ９０％以上。 周宇阳［８］ 提出了一种

基于机器学习 ＳＶＭ 算法的需求分析模型，利用该模

型对沿海地区 ＬＮＧ 进行仿真预测。 Ｎｔａｋｏｌｉａ， Ｃ．
等［９］认为传统方法未考虑历史数据信息，因此对多

种机器学习模型进行对比和校准，得到了预测准确

性较高的 ＬｉｇｈｔＧＢＭ 算法，从而对库存系统中的延期

交货率进行了有效预测。 Ｊａｖａｄ Ｆｅｉｚａｂａｄｉ［５］ 开发了

机器学习混合需求预测方法，将时间序列和解释因

素都输入到开发模型中，发现了具有统计学意义的

供应链改善差异。
目前，国内外需求量预测相关研究已积累了一

些成果，但较少考虑离散制造业产品种类多、定货数

量多等特点对需求量预测的影响，难以满足企业对

预测准确性和实效性的要求。 ＸＧＢｏｏｓｔ 算法相比其

它算法收敛慢、预测耗时大、超参数多且复杂，人工

调参具有较高难度，各参数的取值大小直接影响模

型的 预 测 精 度， 因 此 存 在 预 测 精 度 受 限 的 问

题［１０－１１］。 ＳＶＭ 广泛应用于模式识别和回归估计等

领域，与其它算法相比在解决小样本、高维非线性决

策问题时有很大的优势［１２］，但仍然存在计算复杂、

泛化能力差和过拟合等固有局限［１３］，在制造业需求

预测问题上仍有一定的提升空间。 针对上述问题，
相对于 ＸＧＢｏｏｓｔ 和 ＳＶＭ 算法，ＬｉｇｈｔＧＢＭ 算法在样

本规模较大、特征维度较高的预测任务中，呈现出计

算能力强且精准度高的优势。
本研究拟采用 ＬｉｇｈｔＧＢＭ 机器学习集成算法对

原始数据进行建模，划分训练集和测试集。 将时间

序列下的物料需求量数据和库存数据输入模型进行

训练，利用训练好的 ＬｉｇｈｔＧＢＭ 模型，在测试集上预

测未来时间段内的物料需求量，同时将基于决策树

的 ＬｉｇｈｔＧＢＭ 物料需求预测模型与传统时间序列

ＳＡＲＩＭＡ 模型的预测结果进行对比，为离散制造业

物料需求预测问题探寻更优的预测模型。

１　 实验模型

１．１　 ＬｉｇｈｔＧＢＭ 算法

ＬｉｇｈｔＧＢＭ 算法是一种并行学习的机器学习算

法，其中基于梯度的单边采样算法（Ｇｒａｄｉｅｎｔ－ｂａｓｅｄ
Ｏｎｅ－ Ｓｉｄｅ Ｓａｍｐｌｉｎｇ，ＧＯＳＳ） 和互斥特征捆绑算法

（Ｅｘｃｌｕｓｉｖｅ Ｆｅａｔｕｒｅ Ｂｕｎｄｌｉｎｇ，ＥＦＢ）解决了在大样本

高维度数据情况下耗时长、占用内存大的问题。 本

文通过构建基于 Ｂｏｏｓｔｉｎｇ 学习方式的 ＬｉｇｈｔＧＢＭ 预

测模型，降低数据异常值对预测准确度的影响，忽略

异常值权重，防止过拟合。
１．１．１　 基于梯度单边采样的 ＧＯＳＳ 算法

梯度大的样本点会贡献更多的信息增益，为了

保持信息增益评估的精度，对样本进行采样时保留

梯度大的样本点，对于梯度小的样本点按比例进行

随机采样。 如果一个样本点的梯度小，则该样本点

的训练误差就小，直接的办法就是抛弃梯度小的样

本点，但该做法可能会改变数据的分布、损失学习的

模型精度。 而 ＧＯＳＳ 算法的提出，则避免了上述问

题。 ＧＯＳＳ 算法描述详见表 １。
表 １　 ＧＯＳＳ 算法描述

Ｔａｂ． １　 ＧＯＳＳ ａｌｇｏｒｉｔｈｍ ｄｅｓｃｒｉｐｔｉｏｎ

过程 描述

输入 训练数据，迭代步数 ｄ，大梯度数据的采样率ａ，小梯度数据的采样率 ｂ，损失函数和弱学习器的类型（一
般为决策树）。

采样过程 Ⅰ．将所有样本梯度取绝对值，降序排序得到样本梯度索引全集；
Ⅱ．选取前 ａ∗１００％ 的样本生成一个大梯度样本点的子集，对剩下的样本集合 （１ － ａ）∗１００％ 的样本，
随机选取常数因子 ｂ∗（１ － ａ）∗１００％ 个样本点，生成一个小梯度样本点的集合；
Ⅲ．然后将大梯度样本和采样的小梯度样本合并赋给小样本一个权重系数，采样过程结束；
Ⅳ．利用采样样本可以学习一个新的学习器。

迭代 重复上述步骤直到达到规定的迭代次数或者收敛为止。

输出 训练好的强学习器。
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１．１．２　 ＥＦＢ 算法

ＬｉｇｈｔＧＢＭ 算法不仅进行了数据采样，也进行了

特征抽样，使得模型的训练速度进一步地提升，即将

互斥特征绑定在一起，从而减少特征维度。 其主要

思想是，在实际应用中高纬度的数据往往都是稀疏

数据，故而需要设计一种几乎无损的方法，来减少有

效特征的数量。 在稀疏特征空间中，许多特征都是

互斥的，因此可将互斥特征绑定在一起，形成一个特

征，从而减少特征维度。
ＥＦＢ 算法将特征划分为更小的互斥绑定数量，

是一个 ＮＰ－ｈａｒｄ 问题，即在多项式时间内不可能找

到准确的解决办法。 因此，使用一种近似的解决办

法，即特征之间允许存在少量的样本点并不是互斥

的，允许小部分的冲突可以得到更小的特征绑定数

量，更进一步地提高计算的有效性。
１．１．３　 基于直方图的决策树算法

ＧＢＤＴ 算法由于要遍历每一个数据计算信息增

益以获得最佳分裂点，时间复杂度高，而本研究样本

数量非常大。 为解决该问题，Ｋｅ 等［１４］ 提出了基于

直方图的决策树算法，将连续的特征离散化为 ｋ 个

离散特征，也就是分桶 ｂｉｎｓ思想，同时构造一个宽度

为 ｋ 的直方图用于统计信息（含有 ｋ 个 ｂｉｎ）。 利用

直方图算法则无需遍历全部数据，只需要遍历 Ｎ ／ ｋ
个数据即可找到最佳分裂点，极大地提高了训练效

率，缩减了内存占用空间［１５］。
１．１．４　 带深度限制的 ｌｅａｆ－ｗｉｓｅ 决策树生长策略

如图 １ 所示，ｌｅｖｅｌ－ｗｉｓｅ 生长策略，即数据可以

同时分裂同一层的叶子，容易进行多线程优化，也可

以较好控制模型复杂度，不容易过拟合。 但实际上，
ｌｅｖｅｌ－ｗｉｓｅ 是一种低效的算法，很多分裂增益较低的

叶子也会进行分裂和搜索，增加了计算量。

图 １　 ｌｅｖｅｌ－ｗｉｓｅ 生长策略

Ｆｉｇ． １　 ｌｅｖｅｌ－ｗｉｓｅ ｇｒｏｗｔｈ ｓｔｒａｔｅｇｙ

　 　 为优化上述问题，提出 ｌｅａｆ－ｗｉｓｅ 生长策略，如
图 ２ 所示。 决策树每次从当前所有叶子中找到分裂

增益最大（一般也是数据量最大）的一个叶子，然后

分裂，如此循环。 在分裂次数相同的情况下，和

ｌｅｖｅｌ－ｗｉｓｅ 相比，ｌｅａｆ－ｗｉｓｅ 可以得到更高的精准度。
但是，ｌｅａｆ－ｗｉｓｅ 可能会长出较深的决策树，产生过拟

合。 为解决该问题，ＬｉｇｈｔＧＢＭ 在使用 ｌｅａｆ－ｗｉｓｅ 策略

时，对最大深度进行限制，在保证高效率、高精准度

的同时防止过拟合。

图 ２　 ｌｅａｆ－ｗｉｓｅ 生长策略

Ｆｉｇ． ２　 ｌｅａｆ－ｗｉｓｅ ｇｒｏｗｔｈ ｓｔｒａｔｅｇｙ

　 　 使用了 ＧＯＳＳ 算法、Ｈｉｓｔｏｇｒａｍ 算法、ＥＦＢ 算法的

梯度提升树 （ ＧＢＤＴ） 称之为 ＬｉｇｈｔＧＢＭ， 相较于

ＸＧＢｏｏｓｔ 等的 ＧＢＤＴ 算法，ＬｉｇｈｔＧＢＭ 的许多特性（如
ｌｅａｆ－ｗｉｓｅ 的决策树生长策略，类别特征值的最优分

割策略，数据和特征的并行学习等）都使算法的性

能迅速提升［１６］。
１．２　 ＳＡＲＩＭＡ 模型

为了验证 ＬｉｇｈｔＧＢＭ 模型的预测准确率，本文采

用基于 ＡＲＩＭＡ 的季节性模型 ＳＡＲＩＭＡ（ｐ，ｄ，ｑ） ×
（Ｐ，Ｄ，Ｑ，ｓ）， 全称为季节性自回归移动平均模型进

行对比，该模型是一种常见的时间序列分析模

型［１７］。 其中 ＡＲ 是“自回归”， ｐ 为自回归项数；Ｉ 为
差分，ｄ 为使之成为平稳序列所做的差分次数（阶
数）；ＭＡ 为“滑动平均”，ｑ 为滑动平均项数；季节性

序列的变化周期用 ｓ 表示，对于月度序列 ｓ ＝ １２，对
于季度序列 ｓ ＝ ４。

ＳＡＲＩＭＡ 模型对时间序列的分析预测基本流程

如图 ３ 所示：

数据平稳性检验与变换

模型识别与定阶

参数估计

时间序列收集

开始

参数调整
模型适应性检验

模型预测

有效性检验

工程化应用

结束

否

否

是

是

图 ３　 ＳＡＲＩＭＡ 流程图

Ｆｉｇ． ３　 ＳＡＲＩＭＡ Ｆｌｏｗ Ｃｈａｒｔ
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２　 实验过程与分析

本文研究的制造业原始数据集来源于美的集

团，实验选取了该企业 ２０１８ ～ ２０２０ 年的历史数据，
实验数据集共包含 １ １８３ ５９４ 条样本数据，其主要结

构描述见表 ２。
表 ２　 实验数据集

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｓｅｔ

数据项 种类

过账日期（库存） ３５

过账日期（需求） １ ０５０

工厂 １６

物料 ２９４

工厂＋物料 ９６２

物料品牌 １２

物料类型 ５

物料品类 ２４

２．１　 ＬｉｇｈｔＧＢＭ 模型实验

２．１．１　 数据预处理

由于制造业原始物料需求数据存在类型不一，

残缺等问题，无法直接进行数据分析或建模。 为提

高数据挖掘的质量及预测精准度，需在数据分析之

前进行数据预处理。
２．１．１．１　 数据清洗

离散制造业物料原始数据大多来源于物流单

据，可能存在时间空缺、错位等问题，真实且完整的

数据更有利于提高模型的预测精准度。 本研究通过

数据清洗填充关键性空值数据，同时删除、更正错误

或重复的数据。 结合离散制造业实际业务，原始需

求量数据部分特征不能应用于预测模型，故剔除了

与预测结果无关的特征。
２．１．１．２　 时间切片

数据集中含有 ９６２ 个“工厂编码＿物料编码”组
合，不能直接体现各个工厂物料具有的时间特征因

素，因此选择以月为时间粒度，对现有数据进行时间

切片。 一条数据包括一个月内的物料种类、物料需

求量与物料库存量等。 切片后的数据从第一月开始

生成对应 ｉｄ，见表 ３，作为数据的时间特征以及预测

模型的影响因子之一参与模型优化。

表 ３　 经数据清洗与时间切片后样表

Ｔａｂ． ３　 Ｓａｍｐｌｅ ｔａｂｌｅ ａｆｔｅｒ ｄａｔａ ｃｌｅａｎｉｎｇ ａｎｄ ｔｉｍｅ ｓｌｉｃｉｎｇ

工厂编码＿物料编码＿ｉｄ 工厂编码 物料编码 年 月 需求量 库存量

０ ２０００＿１００１ ２０００ １００１ ２０１８ １ １２．５３ ２．７１

１ ２０００＿１００１ ２０００ １００１ ２０１８ ２ １６．０８ ４．２５

２ ２０００＿１００３ ２０００ １００３ ２０１８ ３ ７２．６７ １５．４７

３ ２０００＿１００３ ２０００ １００３ ２０１８ ４ ５２．５５ １１．９０

４ ２０００＿１０２０ ２０００ １０２０ ２０１９ ５ ２．００ ０．４４

５ ２０００＿１０２０ ２０００ １０２０ ２０１９ ６ １．４０ ０．２５

６ ２００１＿１０４４ ２００１ １０４４ ２０１９ ７ ２０．５２ ４．６９

７ ２００１＿１０４４ ２００１ １０４４ ２０１９ ８ ４．３６ ０．９６

８ ２００３＿１０３４ ２００３ １０３４ ２０２０ ９ ９．７２ １．４７

９ ２００３＿１０３４ ２００３ １０３４ ２０２０ １１ ３５．０８ ８．２９

２．１．２　 特征工程

特征工程是指用一系列工程化的方式，从原始

数据中筛选出更好的数据特征，以提升模型的训练

效果。 特征工程通常包括数据预处理、特征选择、降
维等环节。

表 ３ 所示的数据集包含了每个工厂对不同类型

物料的月需求量，直接影响目标预测变量值的因素

为过账日期。 由于在构建模型时决定性特征数量较

少，为使模型训练更准确，可解释性更强，研究利用

统计学中的统计量，构建出新的数据特征－－滑动特

征和滞后特征，见表 ４。 构建滑动窗口特征将时间

序列在时间轴上划分窗口，是常用且有效的方法，其
中包括滑动窗口和滚动窗口。 窗口分析对平滑噪声

或粗糙的数据非常有用，如移动平均法等。 利用这

种方式结合基础的统计方法，通过对同一特征在不

同时间跨度下进行分析，得到整体数据更加一般化

的变化趋势。
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表 ４　 构建滞后和滑动特征

Ｔａｂ． ４　 Ｂｕｉｌｄ ｈｙｓｔｅｒｅｓｉｓ ａｎｄ ｓｌｉｐ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

特征名称 特征含义

ｌａｇ＿１ ｗｉｎｄｏｗ ＝ １ 进行滞后

ｌａｇ＿２ ｗｉｎｄｏｗ ＝ ２ 进行滞后

ｌａｇ＿３ ｗｉｎｄｏｗ ＝ ３ 进行滞后

ｌａｇ＿４ ｗｉｎｄｏｗ ＝ ４ 进行滞后

ｓ＿１＿ｒｏｌｌ＿２＿ｍｉｎ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ２ 窗口内的最小值

ｓ＿１＿ｒｏｌｌ＿２＿ｍａｘ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ２ 窗口内的最大值

ｓ＿１＿ｒｏｌｌ＿２＿ｍｅｄｉａｎ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ２ 窗口内的中位数

ｓ＿１＿ｒｏｌｌ＿２＿ｓｔｄ 在一阶滞后的基础上计算 ｗｉｎｄｏｗ ＝ ２ 窗口内的标准差

ｓ＿１＿ｒｏｌｌ＿２＿ｍｅａｎ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ２ 窗口内的平均值

ｓ＿１＿ｒｏｌｌ＿３＿ｍｉｎ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ３ 窗口内的最小值

ｓ＿１＿ｒｏｌｌ＿３＿ｍａｘ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ３ 窗口内的最大值

ｓ＿１＿ｒｏｌｌ＿３＿ｍｅｄｉａｎ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ３ 窗口内的中位数

ｓ＿１＿ｒｏｌｌ＿３＿ｓｔｄ 在一阶滞后的基础上计算 ｗｉｎｄｏｗ ＝ ３ 窗口内的标准差

ｓ＿１＿ｒｏｌｌ＿３＿ｍｅａｎ 在一阶滞后的基础上取 ｗｉｎｄｏｗ ＝ ３ 窗口内的平均值

２．１．３　 实验结果及分析

为探寻每年需求量的一般规律，本研究将每个

工厂、每种物料的月需求量可视化。 如图 ４ 所示，
２０１８～２０２０ 年的需求趋势在时间上并未出现显著的

周期性规律；２０１９ 年 ３ 月至 ６ 月数据呈现较大幅度

的增长，同比往年数据，２０１９ 年末的需求量也有一

定幅度的增长，数据波动较大，可能是受线上大型电

器促销活动和疫情等影响；２０１８ 年和 ２０２０ 年数据

增长趋势较为一致，均在 ６、７ 月份达到峰值，较为符

合消费者对于美的电器的季节性需求规律。
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图 ４　 月需求量曲线（２０１８ 年 １ 月～２０２０ 年 １１ 月）
Ｆｉｇ． ４　 Ｍｏｎｔｈｌｙ ｄｅｍａｎｄ ｃｕｒｖｅ （Ｊａｎｕａｒｙ ２０１８ ｔｏ Ｎｏｖｅｍｂｅｒ ２０２０）

　 　 基于上述分析，为预测 ２０２０ 年 １２ 月及 ２０２１ 年

１ 月、２ 月的需求量，本研究选取 ２０１８ 年 １ 月至 ２０１９
年 １１ 月的物料需求量数据作为训练集对模型进行

拟合，将 ２０１９ 年 １２ 月及 ２０２０ 年 １ 月、２ 月的数据作

为验证集，来验证模型的可行性和精准度。 在此基

础上对模型不断优化，最终得到拟合度较好的

ＬｉｇｈｔＧＢＭ 模型。
　 　 通过预测分析，将 ２０１９ 年 １２ 月部分“工厂＿物

料编码”组合的实际需求量（图 ５）和预测需求量

（图 ６）可视化，并得出预测－实际对比需求量曲线

（图 ７）。 可以看出，预测数据和实际数据基本一致，
模型拟合度较好。
２．２　 ＳＡＲＩＭＡ 模型实验

２．２．１　 数据预处理

ＳＡＲＩＭＡ 模型适用于研究单变量在时间上的变

化，而本研究需要解决多个不同工厂、不同物料随时

间变 化 而 引 起 的 需 求 量 变 化 问 题， 所 以 采 用

ＬａｂｅｌＥｎｃｏｄｅｒ 方法构建类别特征见表 ５。 将工厂和

物料编码结合起来，从而可以对任意一个 ｋｉｎｄ（类
别）进行模型构建和预测。

表 ５　 数据预处理及类别编码

Ｔａｂ． ５　 Ｄａｔａ ｐｒｅｐｒｏｃｅｓｓｉｎｇ ａｎｄ ｃａｔｅｇｏｒｙ ｃｏｄｉｎｇ

特征 特征种类数

工厂编码 １６
物料编码 ２９４

年 ３
月 １２

需求量 １１ ０３４
工厂编码＿物料编码＿ｉｄ ９６２

类别（ｋｉｎｄ） ９６２

２．２．２　 数据平稳性检验与变换

为防止“伪回归”，选取工厂编码“ｋｉｎｄ ＝ ３０”的
时间序列进行 ＡＤＦ 平稳性检验，检验结果见表 ６。
可以 看 出， 该 工 厂 编 码 时 间 序 列 的 Ｐ 值 为

０．４６０ ４８１ ７４４ ３４２ ４１２ ２４，大于 ０．０５，原始序列是非

平稳的。 进行一阶差分后的时间序列 Ｐ 值为 ７．９８４
０４８ ９２４ ８０３ ７６３ｅ－０５，小于 ０．０５，满足平稳性。 因

此，工厂编码“ｋｉｎｄ ＝ ３０”的时间序列是一阶单整序

列，即 ｐｓ～ Ｉ（１）。
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图 ５　 实际需求量曲线
Ｆｉｇ． ５　 Ａｃｔｕａｌ ｄｅｍａｎｄ ｃｕｒｖｅ
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图 ６　 预测需求量曲线
Ｆｉｇ． ６　 Ｆｏｒｅｃａｓｔ ｄｅｍａｎｄ ｃｕｒｖｅ
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图 ７　 预测－实际对比需求量曲线
Ｆｉｇ． ７　 Ｆｏｒｅｃａｓｔ－ａｃｔｕａｌ ｄｅｍａｎｄ ｃｕｒｖｅ

表 ６　 序列平稳性检验

Ｔａｂ． ６　 Ｔｅｓｔ ｏｆ ｓｅｑｕｅｎｃｅ ｓｔａｔｉｏｎａｒｉｔｙ

变量 ＡＤＦ 统计量 Ｐ 值 检验结论

ｐｓ －１．６４３ ４０５ ７５８ ７９７ ７７４ ０．４６０ ４８１ ７４４ ３４２ ４１２ ２４ 非平稳

－４．７１２ １４７ ６１１ ３６８ ７９ ７．９８４ ０４８ ９２４ ８０３ ７６３ｅ－０５ 平稳

２．２．３　 参数估计

从图 ８（ＡＣＦ）与图 ９（ＰＡＣＦ）中可以看出，一阶

差分后的“工厂＿物料”编码“ｋｉｎｄ ＝ ３０”的时间序列

自相关图和偏自相关图都有拖尾衰减特征，适合建

立 ＡＲＭＡ 模型。 结合表 ７ 的参数确认方法，确认出
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ｐ ＝ １、ｑ ＝ １。 综上分析，采用 ＡＲＩＭＡ（１，１，１）模型进

行拟合。
　 　 本实验对类别“ｋｉｎｄ＝ ３０”的数据进行季节性分

解，得到原始数据的趋势、季节性因素和残差。 图

１０ 显示出原始数据具有较明显的以年为周期的季

节性特征，所以时间序列的周期 ｓ 可以取 １２。
表 ７　 参数确认方法

Ｔａｂ． ７　 Ｐａｒａｍｅｔｅｒ ｃｏｎｆｉｒｍａｔｉｏｎ ｍｅｔｈｏｄ

模型 ＡＣＦ ＰＡＣＦ

ＡＲ（ｐ） 衰减趋于零（几何型或震荡型） ｐ 阶后截尾

ＭＲ（ｑ） ｑ 阶后截尾 衰减趋于零（几何型或震荡型）

ＡＲＭＡ（ｐ，ｑ） ｑ 阶衰减趋于零（几何型或震荡型） ｐ 阶衰减趋于零（几何型或震荡型）
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图 ８　 自相关图
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图 ９　 偏自相关图
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图 １０　 季节性分解结果图

Ｆｉｇ． １０　 Ｓｅａｓｏｎａｌ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 对抽取出的季节性因素数据进行 ＡＤＦ 平稳性

检验，得到 Ｐ 值为 ０．０，说明原季节性因素数据满足

平稳性，不需要进行差分，故 Ｄ ＝ ０。
　 　 根据季节性因素的偏自相关图（图 １１）和自相

关图（图 １２），结合网格搜索的 ＡＩＣ 值，确定较优的

模型参数 Ｐ ＝ ３、Ｑ ＝ １。 最终得到较优的 ＳＡＲＩＭＡ
（１，１，１）×（３，０，１，１，２）模型。
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图 １１　 季节性因素偏自相关图

Ｆｉｇ． １１　 Ｐａｒｔｉａｌ ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｇｒａｐｈ ｏｆ ｓｅａｓｏｎａｌ ｆａｃｔｏｒｓ
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图 １２　 季节性因素自相关图

Ｆｉｇ． １２　 Ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｃｈａｒｔ ｏｆ ｓｅａｓｏｎａｌ ｆａｃｔｏｒｓ

２．２．４　 模型预测

利用上述确定的最优参数 ＳＡＲＩＭＡ（１，１，１） ×
（３，０，１，１，２），来拟合有效模型进行动态预测。 如

图 １３ 所示，表明该模型对需求量拟合效果较好，但
从长期来看，其拟合效果存在一定偏差。
２．３　 模型对比分析

选取平均绝对误差 ＭＡＥ 作为衡量两种模型预
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测精准度的指标，如式（１）所示。

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ （１）

　 　 其中， ｙ^ｉ 指预测值； ｙｉ 指真实值；ｎ 为样本数量；
ＭＡＥ 的范围为［０， ＋ ∞）。 当预测值与真实值完全吻

合时等于 ０，即完美模型，误差越大，该值越大。 ＭＡＥ
的值越小，说明预测模型拥有更好的预测精准度。

实际需求量
预测需求量500
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图 １３　 ＳＡＲＩＭＡ 拟合预测－真实需求量对比图

Ｆｉｇ． １３　 ＳＡＲＩＭＡ ｆｉｔｔｉｎｇ ｆｏｒｅｃａｓｔ－ｒｅａｌ ｄｅｍａｎｄ ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ
表 ８　 ＭＡＥ 值对比

Ｔａｂ． ８　 ＭＡＥ ｖａｌｕｅ ｃｏｍｐａｒｉｓｏｎ

模型 ＭＡＥ

ＬｉｇｈｔＧＢＭ ４．４２７

ＳＡＲＩＭＡ １４．６２７

　 　 由表 ８ 分析可知， 与季节性 的 时 间 序 列

ＳＡＲＩＭＡ 模型相比，基于决策树的 ＬｉｇｈｔＧＢＭ 机器学

习模型平均绝对误差较小，拥有更高的预测精准度。

３　 结束语

本文以离散制造业企业美的为例，分析 ２０１８ 年

至 ２０２０ 年的产品物料需求数据，利用基于决策树的

ＬｉｇｈｔＧＢＭ 机器学习模型对企业物料需求量进行预

测，为了研究该模型在实际应用中的优势，构建传统

时间序列 ＳＡＲＩＭＡ 对比模型。 对比分析实验结果表

明，ＳＡＲＩＭＡ 需要针对每个“工厂编码＿物料编码＿
ｉｄ”，分别进行独立建模，模型构建过程复杂、耗时较

长，计算量较大，且结果显示平均绝对误差 ＭＡＥ 大、
精准度较低；基于决策树的 ＬｉｇｈｔＧＢＭ 机器学习模型

构建过程简单、平均绝对误差 ＭＡＥ 小、预测精确度

较高，在月粒度下的短期需求预测结果满足企业实

际生产的准确性和实效性要求。
ＬｉｇｈｔＧＢＭ 机器学习预测模型为物料需求预测

提供了科学可行的解决方案，为企业智能化管理提

供了技术支持。 然而，在构建特征工程时，并未考虑

到影响需求量的其他外在因素（如疫情影响、节假

日、线上优惠活动等），以期在后续研究中进一步分

析完善。
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