
第 １３ 卷　 第 ９ 期

Ｖｏｌ．１３ Ｎｏ．９ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２３ 年 ９ 月

　 Ｓｅｐ． ２０２３

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２３）０９－００８０－０５ 中图分类号： ＴＰ３９９ 文献标志码： Ａ

基于 ｋ－ｍｅａｎｓ 特征的适应性近似最近邻搜索算法

胡文洁， 杨凯祥， 谭宗元

（东华大学 计算机科学与技术学院， 上海 ２０１６２０）

摘　 要： 在基于倒排索引和 ＨＮＳＷ 索引结构的最近邻搜索算法中，由于所有查询点使用固定的终止条件进行近似最近邻搜

索，从而导致某些查询点在搜索路径上访问了不必要的数据点。 因此，本文针对十亿规模数据集，在 ＩＶＦ－ＨＮＳＷ 算法的基础

上，根据数据点的 ｋ－ｍｅａｎｓ 特征和真实最小访问点，建立神经网络回归模型。 通过模型，动态预测每个查询点在 ＨＮＳＷ 索引

中找到最近邻所需要搜索的质心个数，以及在 ＩＶＦ 中需要搜索的倒排列表的个数，最终每个查询点能够通过适应性搜索，减
少需要访问的数据库向量的个数，进而降低总体搜索所需要的查询时间。 实验结果表明，优化后的自适应搜索算法与原始

ＩＶＦ－ＨＮＳＷ 算法相比，在最高召回率下，平均查询时间最多可降低 ２７％。
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０　 引　 言

随着互联网技术的快速发展，文字、图片和视频

等信息呈指数式增长，给信息检索带来了巨大的挑

战。 最近邻检索问题最早采用暴力搜索的方式，而
暴力搜索通常采用线性扫描的方式，即计算目标点

与每个数据点的相似性，从而返回与目标点最相似

的结果。 针对十亿规模的高维数据，线性扫描效率

过于低下的问题，研究者们开始研究海量数据中近

似最近邻搜索问题，力求在数据集庞大的条件下，返
回与目标最相似的 Ｋ 个邻居。 近似最近邻搜索在

信息检索、人脸识别、文件检索、推荐系统等方面发

挥着重要作用。
面对大规模的高维数据，近似最近邻搜索算法

主要解决两个问题：降低内存占用和加快搜索时间。
在降低内存占用方面，近似最近邻采用量化技术，将
原始数据压缩为二进制编码进行存储，很大程度上

降低了内存开销，其代表性算法包括乘积量化算

法［１］、优化的乘积量化算法［２］ 和加和量化算法［３］。
在加快搜索时间方面，近似最近邻搜索领域最常采

用的解决措施是对数据构建索引，使用不同的方法

对数据进行划分，在查找目标数据的最近邻时，仅仅

搜索与目标数据最接近的一类数据，减少了数据的

比对个数，降低了查询时间。 其中，基于向量量化的



近似最近邻搜索算法［１－４］，根据数据构建倒排索引；
而基于近邻图的近似最近邻搜索算法，是对数据构

建图索引［５－６］。
目前，在根据索引搜索目标数据的最近邻算法

中，通常只搜索固定的粗聚类或者固定的数据点，这
会导致搜索访问不必要的数据点。 因此，本文在

ＩＶＦ－ＨＮＳＷ 算法的基础上，结合数据的 ｋ－ｍｅａｎｓ 特

征，动态预测每个查询点需要搜索的粗聚类中心的

个数，降低了查找次数以及查询点平均的搜索时间。

１　 相关工作

１．１　 相关定义

最近邻搜索将若干个数据点与给定目标进行匹

配，并返回距离目标最近的数据点。 当计算目标向

量和数据集向量间的距离时，常用的指标包括余弦

相似度、汉明距离和欧式距离。 其中，欧式距离使用

向量间的绝对距离表示两者的远近程度。 本文研究

中，采用欧式距离计算向量间的距离。 欧式距离定

义为：在 ｎ 维空间中，给定数据集中任意一条向量

ｘ ＝（ｘ１，ｘ２，…，ｘｎ） 和目标向量 ｙ ＝ （ｙ１，ｙ２，…，ｙｎ），
向量 ｘ 和向量 ｙ 间的距离计算如式（１）：

ｄ ｘ，ｙ( ) ＝
　

∑
ｎ

ｉ ＝ １
（ｘｉ － ｙｉ） ２ （１）

　 　 欧式距离的值越小，表示两向量越近；反之，说
明两向量距离越远。

最近邻搜索针对目标数据返回精确的搜索结

果。 但是当数据量增加到百万甚至十亿规模并且维

度上升到成百上千，精确的最近邻查找的代价非常

高，于是在搜索时，牺牲可接受搜索精度范围内提高

搜索的准确率，返回与目标数据最相似的 Ｋ 个最近

邻，即近似最近邻搜索。 近似最近邻搜索可定义为：
在 Ｄ 维空间中，给定包含 Ｎ 条向量的数据集合

Ｂ ＝ ｛ｂ１，ｂ２，…，ｂｎ｝ 和目标数据 ｔ， 并确定返回最近

邻的个数 （Ｋ 值），则近似最近邻搜索根据距离函数

ｄ（ ｔ，ｂ）， 返回目标数据 ｔ 在数据集合 Ｂ 中的 Ｋ 个最

近邻，即：
ＴｏｐＫ ＝ Ｋ － ａｒｇ ｍｉｎ

ｂ∈Ｂ
ｄ（ ｔ，ｂ） （２）

　 　 适应性搜索指给定一个查询点，利用数据点的

ｋ－ｍｅａｎｓ 特征和回归模型，预测其终止条件为 τ， 则

此查询点仅搜索 τ 个粗聚中心或者 τ 个候选节点。
１．２　 近似最近邻搜索

目前主流的近似最近邻搜索方法包括基于哈希

的近似最近邻快速查找技术、基于树的最近邻搜索

方法、基于向量量化的最近邻搜索和基于图的最近

邻搜索等。
基于树的搜索方法以 ＫＤ－树［７］ 为代表。 ＫＤ－

树首先会选取数据各维度中方差最大的维度 ｐ； 其

次以维度 ｐ 为基准对数据排序，选取位于中位数的

数据点 ｂ；最后将数据点 ｂ 作为阈值，则全部数据点

被分为两部分。 将数据点 ｂ 作为根节点， 两部分数

据分别作为其左右子树，并递归将其左右子树展开，
最终将全部数据构建为一颗索引树。 在查询目标数

据的最近邻时，根据二分搜索，查找左子树或右子

树，直到搜索到叶子节点，返回目标数据的最近邻。
基于哈希的近似最近邻查找算法中，局部敏感

哈希（ＬＳＨ） ［８］占据重要地位，其主要思想是利用哈

希函数簇，将原始数据映射到低维空间，经过哈希函

数簇之后，原始空间中相似的两条数据以更大的概

率被分配在同一个桶中；反之，不相似的两条数据被

分配在不同的桶中，并建立桶编号和数据点的索引

关系。 在查找目标数据的最近邻时，利用哈希函数

簇对目标数据进行哈希，并计算目标数据和其对应

的桶中的全部数据的距离，返回最近邻。
基于向量量化的方法，以乘积量化（ＰＱ） ［１］为代

表。 乘积量化的思想是对高维数据进行正交分解，
将高维特征空间划分为 Ｍ 个低维子空间，在每一个

低维子空间中运用 ｋ－ｍｅａｎｓ 方法对所有的数据进

行聚类，并对聚类中心进行编码，每个数据用其对应

聚类中心的编码表示。 在查询过程中，使用 ＡＤＣ 方

法计算目标向量与数据库向量间的距离，并利用

ｌｏｏｋｕｐｓ 表存储查询向量的每一段子向量到各编码

的距离，通过 ｌｏｏｋｕｐｓ 表查询 Ｍ 段距离并进行加和，
最终将距离排序，返回目标向量的最近邻。

在十亿规模的数据集上，原有的 ＡＤＣ 方式虽然

加快了查询时间，但仍然是线性扫描，耗时较多，因
此 Ｊｅｇｏｕ 等人提出结合倒排索引系统［４］ 进行搜索。
倒排索引首先使用 ｋ－ｍｅａｎｓ 方法对所有的数据进

行粗聚类，并计算每个数据的残差，即原始数据和对

应粗聚类中心的差值，之后再使用乘积量化算法对

所有残差进行量化。 最终每一类建立一个倒排列

表，倒排列表中存储该类中所有数据的 ｉｄ 和 ＰＱ 量

化的结果。 在查询向量搜索最近邻的过程中与所有

的粗聚类中心计算距离， 并选取 ｗ 个距离最近的粗

聚类中心，从 ｗ 个类中包含的所有数据点中选取最

近邻。
基于图的方法，代表性的方法为分层可导航小

世界（ＨＮＳＷ） ［７］，其做法如下：在构建图索引的过程

中，当插入一个新数据点时，计算新数据点插入的层
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数 ｌ， 将其插入到 ０ － ｌ 层，并在每一层选取新数据点

的 ｍ 个最近邻并连接，直到数据集中的数据点全部

插入图索引，则多层索引构建完成。 查询向量搜索

最近邻时，从最上层的入口点开始，计算其在当前层

最近的邻居，并将其作为下层搜索的起始点。 当搜

索到最底层时，构建长度为 ｗ 的优先队列，用于存

储候选节点。 查询向量在优先队列中进行精确的查

找，返回其最近邻。
１．３　 ＩＶＦ－ＨＮＳＷ 算法

ＩＶＦ－ＨＮＳＷ 算法针对十亿规模数据集，结合倒

排索引和图索引，实现了更细粒度的划分。 一方面，
ＩＶＦ－ＨＮＳＷ 算法将聚类得到的区域划分为更小的

区域；另一方面，在查找最近邻时，利用剪枝策略过

滤部分数据点，加快了检索速度。 具体实现过程

如下：
在构建倒排索引的过程中，首先将整个空间划

分为若干个区域，并计算每个区域的粗聚类中心

（质心）。 在每个区域中再次进行划分，与普通的划

分方式不同的是，ＩＶＦ－ＨＮＳＷ 算法采用凸组合的形

式表示子质心，即每个区域的子质心由质心和此质

心相邻的 Ｌ 个最近质心的凸组合表示。 凸组合形式

的优势在于不需要存储码本，节省了内存空间的占

用。 其次每条数据库向量被量化到最近的子质心

后，计算其残差，即原始向量和其对应子质心的差

值，并利用乘积量化算法对残差进行编码。 最后

建立倒排索引，键为质心，值为质心对应区域中包

含的数据点，并且同一个子区域中的数据排列在

一起。
在查询向量搜索最近邻的过程中，数据集的规

模导致查询向量搜索质心的效率低下，因此 ＩＶＦ－
ＨＮＳＷ 算法选择对质心构建 ＨＮＳＷ 索引，用于快速

查找最近的质心。 搜索到最近的质心 Ｓ 后，查询向

量和质心 Ｓ 中包含的子质心计算距离，并计算距离

的均值 Ｅ， 当查询向量和子质心的距离大于距离 Ｅ
时，则跳过对应的子区域，过滤不可能成为最近邻的

数据点；当查询向量和子质心的距离小于或等于距

离 Ｅ 时，则在对应的子区域中进行搜索，即计算查

询向量的残差，并利用 ＡＤＣ 的方式计算查询向量和

已压缩向量的距离，将距离排序，最终返回查询向量

的最近邻。

２　 自适应的提前终止查询算法

本文通过分析固定的终止条件对近似最近邻搜

索算法产生的影响，在查询阶段将原始的 ＩＶＦ －

ＨＮＳＷ 算法和基于 ｋ－ｍｅａｎｓ 特征的提前终止算法相

结合，使得每个查询点进行适应性搜索，优化了查询

过程，并在 ｓｉｆｔ 和 ｄｅｅｐ 数据集上通过实验进行证明。
２．１　 问题分析

基于倒排索引结构的近似最近邻搜索算法（如
ＩＶＦＡＤＣ 算法等），通常使用固定的搜索终止条件

（如 Ｎｐｒｏｂｅ），Ｎｐｒｏｂｅ 指每个查询点所需要搜索的粗

聚类中心的数量。 基于图索引的搜索算法 （如

ＨＮＳＷ 算法），通常也使用固定的搜索终止条件（如
Ｅｆｓｅａｒｃｈ）。 Ｅｆｓｅａｒｃｈ 参数指图索引的 ０ 层使用长度

为 ｅｆｓｅａｒｃｈ 的优先队列，用于存储候选节点，每个查

询点在优先队列中进行精确的搜索。 因此终止条件

（即 ｎｐｒｏｂｅ 和 ｅｆｓｅａｒｃｈ）的设置，是影响搜索准确度

的关键指标。 随着终止条件的增大，查询点需要搜

索数据点的个数增多，则搜索准确度越高，花费的搜

索时间也越长；反之，虽然搜索时间较少，但搜索准

确度会逐渐降低。
在实际搜索过程中，存在每个查询点终止条件

不同的情况，即有些查询点只需要很小的终止条件

α１ 就可以检索到最近邻，而一些查询点需要更大的

终止条件 α２ 才能搜索到最近邻，其中 α２ ＞ α１。 对

于这种情况，为了满足搜索精度的要求，终止条件的

设置需要保证绝大部分查询点搜索到最近邻，即终

止条件大于 α２。 由于所有的查询点使用相同的终

止条件，则导致“容易”搜索到最近邻的查询点花费

时间搜索不必要的数据点，造成了平均搜索时间升

高的问题。
由于 ＩＶＦ－ＨＮＳＷ 算法在查询阶段使用固定的

终止条件进行搜索，因此本文采用 ｋ－ｍｅａｎｓ 特征，
动态预测每个查询点的终止条件，并使得每个查询

点在对应的终止条件下停止搜索，实现了适应性搜

索，降低了平均查询时间。
２．２　 算法实现

本文在 ＩＶＦ－ＨＮＳＷ 算法上的优化包括以下步

骤：收集数据集的特征、训练模型、预测查询点的停

止条件、建立 ＩＶＦ－ＨＮＳＷ 索引并整合模型。
２．２．１　 收集数据集的特征

数据集特征包括训练集的输入特征和输出特征

两部分。 输入特征表示训练集中每个数据点的 ｋ－
ｍｅａｎｓ 特征，输出特征指训练集中每个数据点在

ＩＶＦ－ＨＮＳＷ 算法中真实的停止条件。 收集 ｋ－ｍｅａｎｓ
特征首先利用 ｋ－ｍｅａｎｓ 方法，将训练集聚到一万个

类聚类中心，计算每个数据点最近的 ５０ 个聚类中

心。 选取特征见表 １。
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表 １　 ｋ－ｍｅａｎｓ特征

Ｔａｂ． １　 ｋ－ｍｅａｎｓ ｆｅａｔｕｒｅ

特征 描述

Ｆｉ

ｄｉｓｔ（ ｔ ， ｉｔｈ ｎｅａｒｅｓｔ ｃｏａｒｓｅ ｃｌｕｓｔｅｒ ｃｅｎｔｒｏｉｄ） ／
ｄｉｓｔ（ ｔ， １ｓｔ ｎｅａｒｅｓｔ ｃｏａｒｓｅ ｃｌｕｓｔｅｒ ｃｅｎｔｒｏｉｄ）
ｗｈｅｒｅ ｉ ∈ ｛５，１０，…，４５，５０｝

　 　 其中， ｔ 表示训练集中任一数据点，ｄｉｓｔ（ ｔ ， ｉｔｈ
ｎｅａｒｅｓｔ ｃｏａｒｓｅ ｃｌｕｓｔｅｒ ｃｅｎｔｒｏｉｄ）表示数据点和其第 ｉ
个聚类中心的距离，因此选取的特征共 １０ 个，包括

数据点到其第 ５、１０、１５ 等聚类中心与数据点到最近

的聚类中心的距离的比值。
收集输出特征是在查找过程中，判断每个数据

点是否搜索到其真实最近邻，如果搜索到真实最近

邻，则记录搜索的倒排列表的个数。 由于数据库向

量中存在重复的向量，因此每个数据点可能会有多

个距离相同的真实最近邻，于是在收集输出特征的

过程中，只要数据点搜索到其真实最近邻中的一个，
则认为此数据点搜索到真实最近邻并记录下最小访

问点的个数。
２．２．２　 训练模型

将每个数据点的 ｋ－ｍｅａｎｓ 特征作为输入，对应

的真实停止条件作为输出，选择神经网络模型对数

据进行回归拟合。 神经网络回归模型的输入层为数

据的 １０ 个 ｋ－ｍｅａｎｓ 特征；隐藏层的个数为 ２，其神

经元个数设置为 １００；输出层个数为 １，即神经网络

预测的数据点的终止条件。 当训练次数为 ５０ 次时，
模型训练完成。
２．２．３　 预测查询点的停止条件

首先收集查询集中每个查询点的 ｋ－ｍｅａｎｓ 特

征，计算每个查询点的 １１０ 个聚类中心，选取查询点

到其最近的聚类中心的距离和查询点到其第 ５、１０、
１５ 等聚类中心的距离的比值，作为 １０ 个 ｋ－ｍｅａｎｓ
特征。 查询点的 ｋ－ｍｅａｎｓ 特征作为神经网络回归

模型的输入，预测其终止条件，即需要搜索的倒排列

表的个数和候选节点的个数。
２．２．４　 建立 ＩＶＦ－ＨＮＳＷ 索引并进行适应性搜索

将训练集聚类到一百万个粗聚类中心后，建立

相应的倒排索引并根据粗聚类中心建立 ＨＮＳＷ 索

引。 在 ＩＶＦ－ＨＮＳＷ 索引的基础上，加载每个查询点

的停止条件，并将 ｎｐｒｏｂｅ 和 ｅｆｓｅａｒｃｈ 参数设置为对

应的终止条件，保证每个查询点进行适应性搜索。

３　 实验

本文采用 ｓｉｆｔ１Ｂ、ｄｅｅｐ１Ｂ 以及 ｓｐａｃｅｖ１Ｂ ３ 个公

开的数据集。 每个数据集包括 ３ 部分：数据集、训练

集和查询集。 训练集用于训练回归模型，数据集和

查询集用于评估最近邻搜索的准确度。 ｓｐａｃｅｖ１Ｂ 数

据集包含的训练集是从数据库集中切分的一千万条

向量，所以数据库集仅包含九亿九千万条向量。 有

关数据集的详情见表 ２。
表 ２　 数据集

Ｔａｂ． ２　 Ｄａｔａｓｅｔｓ

数据集 数据维度 数据集个数 训练集个数 查询集个数

ＳＩＦＴ１Ｂ １２８ １０，００００，００００ １０００，００００ １，００００

ＤＥＥＰ１Ｂ ９６ １０，００００，００００ １０００，００００ １，００００

ＳＰＡＣＥＶ１Ｂ １００ ９，９０００，００００ １０００，００００ １，００００

　 　 ＳＩＦＴ 数据集是从图像中提取的局部特征描述

符，每张图片的描述符组成 １２８ 维的特征向量，其中

每个坐标为 ０ ～ １２８ 的整数；ＤＥＥＰ 数据集是由自然

图像经过 ＣＮＮ 后生成的 ９６ 维特征向量，其中每个

坐标的取值范围为－１ ～ １ 的浮点数；ＳＰＡＣＥＶ 数据

集是微软必应最先发布的数据集， 由 Ｍｉｃｒｏｓｏｆｔ
ＳｐａｃｅＶ 模型生成的数据库向量和查询向量，其中每

条向量的维度为 １００ 维，每个坐标的取值范围为

－１２８～１２８ 的整数。
本文采用召回率 ｒｅｃａｌｌ１＠ １００ 衡量搜索最近邻

的准确度，即搜索结果的第 １ 最近邻在其前 １００ 个

真实最近邻中的查询点个数占所有查询点个数的比

例。 召回率越高，表示搜索的准确度越高。 在比较

原始的 ＩＶＦ－ＨＮＳＷ 算法和本文优化的算法时，采用

控制变量法，即达到相同的召回率时，对比两种算法

的平均查询时间。 在相同的召回率下，平均查询时

间越短，证明算法的性能越好。
原始的 ＩＶＦ－ＨＮＳＷ 算法和本文优化的自适应

搜索算法在 ｓｉｆｔ１Ｂ、ｄｅｅｐ１Ｂ 和 ｓｐａｃｅｖ１Ｂ ３ 个数据集

上得到的实验结果如图 １ ～图 ３ 所示。 其中纵轴表

示算法达到的召回率 ｒｅｃａｌｌ１＠ １００，横轴表示在对应

的召回率下，算法对于所有查询点的平均查询时间

（以 ｍｓ 为单位）。 蓝色的实线表示基准的 ＩＶＦ －
ＨＮＳＷ 算法，红色的实线表示基于 ＩＶＦ－ＨＮＳＷ 算法

的自适应搜索算法。
　 　 从中可以看出，自适应搜索算法在低召回率和

高召回率下的平均查询时间均低于 ＩＶＦ－ＨＮＳＷ 算

法，并且随着召回率的升高，减少的查询时间越多。
在 ＳＩＦＴ１Ｂ 数据集上，当两种算法的搜索准确度都达

到最高召回率 ０．９５８ ６ 时，ＩＶＦ－ＨＮＳＷ 算法的平均

查询时间为 ６．０３ ｍｓ，而自适应搜索算法的平均查询

时间为 ５． １５ ｍｓ， 在原始算法的基础上降低了
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１４．６％；当两种算法的召回率为 ０．９５ 时，基准算法的

平均查询时间为 ３．７８ ｍｓ，而自适应搜索算法的平均

查询时间为 ２． ５２ ｍｓ，下降了 ３３％。 结果表明，在
ＳＩＦＴ 数据集上，高召回率下的时间下降更多。
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图 １　 平均查询时间－召回率（ＳＩＦＴ１Ｂ）
Ｆｉｇ． １　 Ａｖｅｒａｇｅ ｑｕｅｒｙ ｔｉｍｅ－Ｒｅｃａｌｌ （ＳＩＦＴ１Ｂ）
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图 ２　 平均查询时间－召回率（ＤＥＥＰ１Ｂ）
Ｆｉｇ． ２　 Ａｖｅｒａｇｅ ｑｕｅｒｙ ｔｉｍｅ－Ｒｅｃａｌｌ （ＤＥＥＰ１Ｂ）
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图 ３　 平均查询时间－召回率（ＳＰＡＣＥＶ１Ｂ）
Ｆｉｇ． ３　 Ａｖｅｒａｇｅ ｑｕｅｒｙ ｔｉｍｅ－Ｒｅｃａｌｌ （ＳＰＡＣＥＶ１Ｂ）

　 　 然而在 ＤＥＥＰ１Ｂ 数据集上，两种算法达到最高

召回率 ０．９４８ ９ 时，ＩＶＦ－ＨＮＳＷ 算法的平均查询时

间为 ５．１３ ｍｓ，而自适应优化算法的平均查询时间为

３．７５ ｍｓ，降低了 ２７％；在召回率 ０．９０ 下，ＩＶＦ－ＨＮＳＷ
算法的平均查询时间为 １．９４ ｍｓ；而自适应优化算法

的平均查询时间为 １．５２ ｍｓ，降低了 ２１％。 说明随着

召回率的升高，平均查询时间在原始 ＩＶＦ－ＨＮＳＷ 算

法的基础上下降的幅度更大。
对于 ＳＰＡＣＥＶ１Ｂ 数据集，在低召回率下两者没

有区别，但是在最高召回率０．９５６ ６的情况下，平均查

询时间从 １７．４２ ｍｓ 降低到 １５．２５ ｍｓ，降低了１２．５％，说
明自适应算法在高召回率下具有更高的优势。

从实验结果分析可以看出，本文优化后的自适

应搜索算法的性能全面高于原始的 ＩＶＦ－ＨＮＳＷ 算

法，在相同的召回率下，进一步降低了平均查询时

间。 由于不同数据集生成特征向量的方式不同，所
以同一种算法在不同的数据集上表现不同。 在 ｓｉｆｔ
数据集上，自适应搜索算法在低召回率上更有优势；
在 ｄｅｅｐ 数据集的高召回率下，查询时间下降的百分

比更多；在 ｓｐａｃｅｖ 数据集上，自适应算法在低召回

率下的表现几乎和原始的 ＩＶＦ－ＨＮＳＷ 算法重合，但
是在高召回率下的查询时间有很大程度的降低。

４　 结束语

本文在 ＩＶＦ－ＨＮＳＷ 算法的基础上，建立并训练神

经网络回归模型，利用数据的 ｋ－ｍｅａｎｓ 特征预测每个

查询点的终止条件，进而实现适应性搜索。 实验结果

表明本文优化后的算法进一步降低了近似最近邻搜索

算法在十亿规模上的搜索时间，使得近似最近邻搜索

算法以更低的平均查询时间达到了相同的准确度。
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Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． ２０１４： ９３１－９３８．

［４］ Ｊ􀆔ＧＯＵ Ｈ， ＴＡＶＥＮＡＲＤ Ｒ， ＤＯＵＺＥ Ｍ， ｅｔ ａｌ． Ｓｅａｒｃｈｉｎｇ ｉｎ ｏｎｅ
ｂｉｌｌｉｏｎ ｖｅｃｔｏｒｓ： ｒｅ － ｒａｎｋ ｗｉｔｈ ｓｏｕｒｃｅ ｃｏｄｉｎｇ ［ Ｃ］ ／ ／ ２０１１ ＩＥＥＥ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｃｏｕｓｔｉｃｓ， Ｓｐｅｅｃｈ ａｎｄ Ｓｉｇｎａｌ
Ｐｒｏｃｅｓｓｉｎｇ （ ＩＣＡＳＳＰ） ． ＩＥＥＥ， ２０１１： ８６１－８６４．

［５］ ＭＡＬＫＯＶ Ｙ Ａ， ＹＡＳＨＵＮＩＮ Ｄ Ａ． Ｅｆｆｉｃｉｅｎｔ ａｎｄ ｒｏｂｕｓｔ
ａｐｐｒｏｘｉｍａｔｅ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒ ｓｅａｒｃｈ ｕｓｉｎｇ ｈｉｅｒａｒｃｈｉｃａｌ ｎａｖｉｇａｂｌｅ
ｓｍａｌｌ ｗｏｒｌｄ ｇｒａｐｈｓ［Ｊ］ ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｐａｔｔｅｒｎ Ａｎａｌｙｓｉｓ ａｎｄ
Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉｇｅｎｃｅ， ２０１８， ４２（４）： ８２４－８３６．

［６］ ＦＵ Ｃ， ＸＩＡＮＧ Ｃ， ＷＡＮＧ Ｃ， ｅｔ ａｌ． Ｆａｓｔ ａｐｐｒｏｘｉｍａｔｅ ｎｅａｒｅｓｔ
ｎｅｉｇｈｂｏｒ ｓｅａｒｃｈ ｗｉｔｈ ｔｈｅ ｎａｖｉｇａｔｉｎｇ ｓｐｒｅａｄｉｎｇ － ｏｕｔ ｇｒａｐｈ ［ Ｊ］ ．
ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１７０７．００１４３， ２０１７．

［７］ ＢＥＮＴＬＥＹ Ｊ Ｌ． Ｍｕｌｔｉｄｉｍｅｎｓｉｏｎａｌ ｂｉｎａｒｙ ｓｅａｒｃｈ ｔｒｅｅｓ ｕｓｅｄ ｆｏｒ
ａｓｓｏｃｉａｔｉｖｅ ｓｅａｒｃｈｉｎｇ［Ｊ］ ． Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ ｏｆ ｔｈｅ ＡＣＭ， １９７５， １８
（９）： ５０９－５１７．

［８］ ＤＡＴＡＲ Ｍ， ＩＭＭＯＲＬＩＣＡ Ｎ， ＩＮＤＹＫ Ｐ， ｅｔ ａｌ． Ｌｏｃａｌｉｔｙ－ｓｅｎｓｉｔｉｖｅ
ｈａｓｈｉｎｇ ｓｃｈｅｍｅ ｂａｓｅｄ ｏｎ ｐ－ｓｔａｂｌｅ ｄｉｓｔｒｉｂｕｔｉｏｎｓ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ Ｔｗｅｎｔｉｅｔｈ Ａｎｎｕａｌ Ｓｙｍｐｏｓｉｕｍ ｏｎ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｇｅｏｍｅｔｒｙ，
２００４： ２５３－２６２．

４８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　


