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基于特征迁移网络的大范围地面场景红外图像快速生成研究

牟卿志， 周　 荃， 宋西宁， 孙春萍

（潍坊职业学院 机电工程学院， 山东 潍坊 ２６２７３７）

摘　 要： 目前大范围红外地面场景面临获取难度大、成本高的问题。 本文基于小范围红外实测图像与大范围卫星可见光图像

之间的信息关联性，通过搭建 ＶＧＧ１９－ＳＡＮｅｔ 特征迁移网络，将红外实测图像的特征信息迁移到大范围卫星可见光图像的内

容结构上，从而实现大范围地面场景红外图像的快速生成。 实验数据分析表明，通过本文方法得到的大范围地面场景红外图

像构建速度快，在图像基本信息相似度、梯度相似度等各方面均接近于实测红外图像，具有较高的置信度，可用于现有的各类

仿真实验。
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０　 引　 言

红外成像制导具有目标识别能力强，全天候打

击，识别精度高等特点，已成为现代精确制导武器的

重要组成部分［１－２］。 在对地面红外成像制导武器的

研制中，需要提供大量不同条件下的大范围地面场

景红外图像作为输入进行测试。 然而，由于试验次

数限制或非合作目标等原因，外场实测很难得到大

范围的地面红外场景［２］。 目前常采用采集大量不

同位置实测图片手动拼接后，再进行人工修正方式，
耗费大量时间与人力物力成本。 若需要获得不同高

度 ／气候条件下的大范围的地面红外场景，则该过程

更加冗长复杂。

红外成像仿真技术可为解决这类问题提供一种

极为有效 ／经济的途径，对现代精确制导武器的开发

和研制来说具有重要意义［３－５］。 传统红外建模仿真

方式依据纯理论计算，需要大量时间和精力去完成

高精度的建模与计算。 当建模精度不足情况下，仿
真结果往往与实测数据相差较大。 本文不同于传统

红外建模仿真方式，在特征迁移工作的启发下，搭建

ＶＧＧ１９［６］与 ＳＡＮｅｔ［７］ 网络框架，探索采用基于卫星

实拍的大范围可见光图片与小范围红外实测数据结

合的方式，结合可见光图片纹理内容信息与实拍红

外数据高置信度特征样式，生成具有与实拍数据相

近特征样式的大范围场景红外仿真。 实验结果分析

表明，该方法生成的大范围红外场景与实测数据具



有较高的一致性，且图像生成方便快捷，在各类仿真

试验中具有一定的实用价值。

１　 特征迁移神经网络简介

特征迁移［８－９］ 是一种用于通过给定的特征图

像，均匀地在内容图像上合成全局和局部特征信息，
同时保持其原有图像内容结构来创建新图像的技

术。 特征迁移工作示意如图 １ 所示。

内容图像 特征图像 生成图像

图 １　 特征迁移工作示意

Ｆｉｇ． １　 Ｅｘａｍｐｌｅ ｏｆ ｓｔｙｌｅ ｔｒａｎｓｆｅｒ

　 　 在特征迁移网络发展初期，其一般用于艺术及

生活方面的应用， 如画作风格迁移、 笔触模仿

等［１０－１１］。 随着模型研究、数据集组建及测试工作的

深入，在合理调节参数及设置训练数据集的情况下，
特征迁移网络在保持内容结构而不丢失特征样式丰

富性的需求方面依旧呈现出优异的表现，从而逐步

开始应用于样本扩增、数据增强等高价值任务领域，
为空间探测、高空红外成像等稀少样本目标场景的

数据扩增提供了新颖有效的方法［１２－１３］。
近期，一种新的特征关注网络（ＳＡＮｅｔ）和损失

函数被提出。 对于指定特征样式迁移，由 ＳＡＮｅｔ 和
解码器组成前馈网络，学习内容与特征信息的相关

性。 ＳＡＮｅｔ 使用可学习的相似性内核，将内容特征

图进行特定表示，并训练模型以恢复相同的结果。
推理过程中，将输入图像之一替换为样式图像，并根

据特征样式尽可能还原内容图像。 本文基于文献

［９］的思路，在大范围地面场景红外图像快速生成

方面也取得了较好结果。

２　 基于 ＶＧＧ 与 ＳＡＴｎｅｔ 的特征迁移网络

２．１　 整体架构

整体网络架构由 ＶＧＧ１９ 网络模块与 ＳＡＮｅｔ 网
络组成。 ＶＧＧ１９ 网络用作编码器与解码器模块，编
码器模块与 ＳＡＮｅｔ 网络结合构成前馈网络，来对图

像间的相关性进行学习，解码器模块用于对推理后

的图像进行恢复与生成，最后通过调试定义的损失

函数，对生成图像进行评价训练。 整体网络工作流

程如图 ２ 所示。

小范围红外探测图像 大范围卫星拍摄可见光图像

VGG19-编码器

SANet网络

VGG19-解码器

损失函数计算

网络输出过程

网
络
训
练
过
程

大范围构建生成红外场景

图 ２　 ＶＧＧ－ＳＡＮｅｔ 网络工作流程

Ｆｉｇ． ２　 ＶＧＧ－ＳＡＮｅｔ ｎｅｔｗｏｒｋ ｗｏｒｋｆｌｏｗ

２．２　 ＶＧＧ 网络

ＶＧＧ 系列网络由牛津大学 Ｖｉｓｕａｌ Ｇｅｏｍｅｔｒｙ
Ｇｒｏｕｐ 团队研发搭建，主要贡献是证明增加网络深

度可以提升网络精度与训练效果。 ＶＧＧ 网络结构

相对传统神经网络的改进是采用连续的若干个 ３ｘ３
的卷积核代替较大卷积核（１１×１１，７×７，５×５）。 对

于给定的感受野（与输出有关的输入图片的局部大

小），采用堆积的小卷积核，优于采用大的卷积核。
因为多层非线性层可以增加网络深度来保证学习更

复杂的模式，而且代价更小。 在 ＶＧＧ 中，使用了 ３
个 ３×３ 卷积核来代替 ７×７ 卷积核、２ 个 ３×３ 卷积核

来代替 ５×５ 卷积核，其主要目的是在保证具有相同

感知野的条件下，提升网络的深度，在一定程度上提

升神经网络的效果。
常用 ＶＧＧ 架构有 １６ 层 （ ＶＧＧ１６） 与 １９ 层

（ＶＧＧ１９）两种。 在 ＶＧＧ１６ 架构中，包含有 １６ 个隐

藏层（１３ 个卷积层和 ３ 个全连接层），在 ＶＧＧ１９ 架

构中，包含有 １９ 个隐藏层（１６ 个卷积层和 ３ 个全连

接层），在部分层间采用池化层进行连接。 ＶＧＧ 架

构的具体实现如图 ３ 所示。
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图 ３　 ＶＧＧ 网络架构（包含 ＳＡＮｅｔ）
Ｆｉｇ． ３　 ＶＧＧ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ （ ｉｎｃｌｕｄｉｎｇＳＡＮｅｔ）

２．３　 ＶＧＧ 编码与解码

通过 ＶＧＧ 网络进行卷积与池化等操作，其实是

对输入图像不断进行信息化编码的过程。 该过程将

原始图像像素映射到特征图谱集合，被多种网络架

构用于学习有效的表示。 通常认为，在更高卷积层

数生成的特征图谱，反应的信息越高维，概括性的描

述能力越强，反之则对细节的描述能力更强。 在编

码过程中，这一特性被用来选择特征图谱，并输入到

其他网络架构（如 ＳＡＮｅｔ）网络中进行信息处理。 在

解码过程中，网络架构的输出又通过 ＶＧＧ 网络的逆

过程进行还原，完成最终的编码与解码过程。
２．４　 ＶＧＧ－ＳＡＮｅｔ 网络结构

在前向推理过程中，输入一幅图像后，ＳＡＮｅｔ 网
络选用 ＶＧＧ 编码器中的 ＲｅＬＵ４＿１ 与 ＲｅＬＵ５＿１ 的特

征图谱作为输入，记图像 Ｉｃ 与 Ｉｓ 得到的特征图谱为

Ｆｒ＿４＿１
ｃ 、Ｆｒ＿５＿１

ｃ 、Ｆｒ＿５＿１
ｓ ， 其作为两组输入分别输入到两个

ＳＡＮｅｔ 网络中，计算生成输出 Ｆｒ＿４＿１
ｃｓ 与 Ｆｒ＿５＿１

ｃｓ 。 该两

组信息再次结合 Ｆｒ＿４＿１
ｃ 与 Ｆｒ＿５＿１

ｃ 进行计算处理，得到

最终的生成特征图谱 Ｆｍ
ｃｓｃ， 并通过 ＶＧＧ 解码器还原

得到输出的合成图像 Ｉｃｓ。
在反馈训练过程中，输出的合成图像 Ｉｃｓ 通过

ＶＧＧ 编码器再次进行编码，与 Ｉｓ 图像及先前提取的

Ｆｒ＿４＿１
ｃ 及 Ｆｒ＿５＿１

ｃ 进行计算，得到损失函数用以指导网

络的训练。 ＶＧＧ－ＳＡＮｅｔ 网络架构如图 ４ 所示。
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图 ４　 ＶＧＧ－ＳＡＮｅｔ 网络架构

Ｆｉｇ． ４　 ＶＧＧ－ＳＡＮｅｔ Ｎｅｔｗｏｒｋ Ａｒｃｈｉｔｅｃｔｕｒｅ

２．５　 ＳＡＮｅｔ 网络实现

如图 ５ 所示，单个 ＳＡＮｅｔ 网络的输入为两幅图

像在 ＶＧＧ 某一层的特征图谱 Ｆｃ 与 Ｆｓ， 将处理后的

Ｆｃ 、 Ｆｓ 及 Ｆｓ 分别进行运算后得到 ｆ（Ｆｃ）、ｇ（Ｆｓ） 和

ｈ（Ｆｓ）。 则有 ｆ（Ｆｃ） ＝Ｗｆ Ｆｃ、ｇ（Ｆｓ） ＝Ｗｇ Ｆｓ、ｈ（Ｆｓ） ＝
ＷｈＦｓ， 而 Ｗｆ、Ｗｇ、Ｗｈ 是可通过学习更新的权重矩

阵。 最终得到：

Ｆ ｉ
ｃｓ ＝

１
Ｃ（Ｆ）∑∀ｊ

ｅｘｐ（ ｆ （Ｆｃ
ｉ） Ｔｇ（Ｆｓ

ｊ）ｈ（Ｆｓ
ｊ）） （１）

Ｃ（Ｆ） ＝ ∑
∀ｊ

ｅｘｐ（ ｆ （Ｆｃ
ｉ） Ｔｇ（Ｆｓ

ｊ）） （２）

　 　 其中， ｉ 为输出位置的索引， ｊ 为所有可能输出

位置的枚举索引。
在通过单个 ＳＡＮｅｔ 网络得到输出的 Ｆｃｓ 后，与
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ＶＧＧ 指定层特征图谱 Ｆｃ 进行运算，得到 Ｆ ｒ＿４＿１
ｃｓｃ 与

Ｆ ｒ＿５＿１
ｃｓｃ ， 再对 Ｆ ｒ＿５＿１

ｃｓｃ 进行上采样并联合卷积后，得到预

期输出的 Ｆｍ
ｃｓｃ。

Ｆｃｓｃ ＝ Ｆｃ ＋ ＷｃｓＦｃｓ （３）
Ｆ ｍ

ｃｓｃ ＝ ｃｏｎｖ３∗３（Ｆｒ＿４＿１
ｃｓｃ ＋ ｕｐｓａｍｐｌｉｎｇ（Ｆｒ＿５＿１

ｃｓｃ ）） （４）

Fs

Fc Fc

Fs

FS h(Fs)

g(Fs)

f(Fc)

Softmax1*
1卷

积
1*

1卷
积

1*
1卷

积

Fcs

图 ５　 ＳＡＮｅｔ 网络实现

Ｆｉｇ． ５　 ＳＡＮｅｔ Ｎｅｔｗｏｒｋ

２．６　 损失评价函数

网络构建后，需要通过损失评价函数，对每次网

络输出的结果进行评价，并以此更新网络中各矩阵

的权值直到收敛，以实现网络最佳性能。 反馈训练

网络示意如图 ６ 所示。

Fc
r_4_1

Fc
r_5_1

LS

Lc
E(Lcs)

输入图像Is

输入图像Ics VGG
编码器

图 ６　 反馈训练网络

Ｆｉｇ． ６　 Ｆｅｅｄｂａｃｋ ｔｒａｉｎｉｎｇ ｎｅｔｗｏｒｋ

　 　 在反馈训练网络中，函数 Ｌｓ 通过输入图像 Ｉｓ 与
Ｉｃｓ 进行 ＶＧＧ 编码与特征图谱计算实现，函数 Ｌｃ 通过

计算 ＶＧＧ 编码得到的 Ｅ（Ｉｃｓ） 及推理网络中的 Ｆｒ＿４＿１
ｃ 、

Ｆｒ＿５＿１
ｃ 来实现。 最后通过 Ｌｓ 与 Ｌｃ， 设定附加项 Ｌｉｄ ，共

同得到总的损失评价函数 Ｌ。 其计算公式为：

Ｌｃ ＝ ‖ Ｅ （ Ｉｃｓ） ｒ＿４＿１ － Ｆｒ＿４＿１
ｃ ‖２ ＋

‖ Ｅ （ Ｉｃｓ） ｒ＿５＿１ － Ｆｒ＿５＿１
ｃ ‖２ （５）

Ｌｓ ＝ ∑
Ｌ

ｉ ＝ １
‖μ（ϕｉ（ Ｉｃｓ）） － μ（ϕｉ（ Ｉｓ））‖２ ＋

‖σ（ϕｉ（ Ｉｃｓ）） － σ（ϕｉ（ Ｉｓ））‖２ （６）
Ｌｉｄ ＝ λ ｉｄ１（‖Ｉｃｃ － Ｉｃ‖２ ＋ ‖Ｉｓｓ － Ｉｓ‖２） ＋

λ ｉｄ２∑
Ｌ

ｉ ＝ １
（‖ϕｉ（ Ｉｃｃ） － ϕｉ（ Ｉｃ）‖２ ＋

‖ϕｉ（ Ｉｓｓ） － ϕｉ（ Ｉｓ）‖２） （７）
最后可得：

Ｌ ＝ λｃＬｃ ＋ λｓＬｓ ＋ Ｌｉｄ （８）
　 　 其中， Ｉｃｃ（或 Ｉｓｓ） 表示从两个相同内容（或样式）
图像合成的输出图像， 每个 ϕｉ 表示编码器中的各层

编码函数； λ ｉｄ１ 和 λ ｉｄ２ 是损失评价函数 Ｉｉｄ 的调节权

重； λｃ 与 λｓ 为总损失评价函数 Ｌ 的调节权重。
在实际调整训练参数的过程中，通过对数据集

的测试发现，保持 Ｌｃ、Ｌｓ、Ｌｉｄ 三者的数量级在同一水

平，且令 Ｌｃ、Ｌｓ 起主导作用，训练收敛精度较高，测试

集会取得较好的结果表现。 在本文实验中，权重参

数设置为 λｃ ＝ １．５，λｓ ＝ ３，λ ｉｄ１ ＝ １，λ ｉｄ２ ＝ ４０。
通过式（５） ～式（８）并引入数据集训练，最终实

现网络的生成 。

３　 实验结果与分析

３．１　 实验结果分析思路

在本文实验中，为保证可见光－红外图集的特

征能够准确对应，采用已有数据集 ＯＣＴＢＶＳ［１４］ 作为

可见光－红外配对图集，提供训练内容。 在测试实

验中，选取实拍红外图像区域部分及可见光整体部

分作为网络输入，从而生成特征迁移后大范围红外

仿真图像。 此外，还将大范围可见光图像进行灰度

转化调节作为对比组（此时手动调整至灰度与真实

红外图像一致，对其他指标进行观察），进而验证方

法的有效性。
３．２　 实验结果

实验结果如图 ７～图 １０ 所示：

图 ７　 实拍可见光图像

Ｆｉｇ． ７　 Ｒｅａｌ ｖｉｓｕａｌ ｉｍａｇｅ

图 ８　 实拍红外图像

Ｆｉｇ． ８　 Ｒｅａｌ ｉｎｆｒａｒｅｄ ｉｍａｇｅ
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图 ９　 可见光转灰度模拟红外图像

Ｆｉｇ． ９　 Ｓｉｍｕｌａｔｅｄ ｉｍａｇｅ ｇｅｎｅｒａｔｅｄ ｂｙ ｖｉｓｉｂｌｅ ｌｉｇｈｔ ｔｏ ｇｒａｙ ｓｃａｌｅ

图 １０　 特征迁移生成模拟红外图像

Ｆｉｇ． １０　 Ｓｉｍｕｌａｔｅｄ ｉｍａｇｅ ｇｅｎｅｒａｔｅｄ ｂｙ ｓｔｙｌｅ ｔｒａｎｓｆｅｒ

　 　 由此可见，实拍可见光图像与实拍红外图像

（图 ７、图 ８）整体结构虽大体一致，但在纹理、边缘

亮暗分布等细节方面明显表达有不同特征；可见光

转灰度图像（图 ９）除灰度与实拍红外图像（图 ８）人
工调节一致外，其在结构、亮暗边缘等方面上依然存

在较大差异；而特征迁移生成图像（图 １０）通过结合

真实小范围红外图像所提供的信息，在细节层面与

实拍红外图像高度一致，在整体灰度层面也有较好

的表现。
３．３　 指标分析

在图像指标对比分析中，选取平均灰度 Ｆ
－
、平均

梯度 Ｇ
－
、信息熵 Ｈ（Ｕ）、 梯度相似度 ＧＳＩＭ 作为指标，

用作图像相似度的对比指标参考。 其中， Ｆ
－
、Ｇ

－
、

Ｈ（Ｕ） 三者作为单幅图像的通用数据指标，已有非

常成熟的定义：
（１）平均灰度：

Ｆ
－
＝
∑
Ｍ－１

ｉ ＝ ０
∑
Ｎ－１

ｊ ＝ ０
ｆ（ ｉ， ｊ）

ＭＮ
（９）

　 　 其中，图像中单个像素点灰度记为 ｆ（ ｉ， ｊ）。
（２）平均梯度：

Ｇ
－
＝
∑
Ｍ－１

ｉ ＝ ０
∑
Ｎ－１

ｊ ＝ ０
Ｇ（ ｉ， ｊ）

ＭＮ
（１０）

　 　 其中，梯度采用 Ｓｏｂｅｌ 算子计算，记为 Ｇ（ ｉ， ｊ）。
（３）信息熵：

Ｈ（Ｕ） ＝ Ｅ［ － ｌｏｇｐｉ］ ＝ － ∑
ｎ

ｉ ＝ １
ｐｉ ｌｏｇｐｉ （１１）

　 　 其中，信息熵记为 Ｈ（Ｕ），ｎ 阶灰度中各阶取值

的概率分别为 ｐ１，ｐ２，…，ｐｉ，…，ｐｎ。
对于两幅图像对比用的梯度相似度 ＧＳＩＭ 指

标，则定义采用像素 ４ 邻域绝对值之和，表征图像梯

度幅度值。 设原始图像为 ｘ， 像素坐标为 （ ｉ， ｊ）， 则

在坐标 （ ｉ， ｊ） 上的梯度表达式记为 Ｇｘ（ ｉ， ｊ）， 则有：
Ｇｘ（ ｉ， ｊ） ＝ ｘ（ ｉ， ｊ） － ｘ（ ｉ － １， ｊ） ＋

ｘ（ ｉ， ｊ） － ｘ（ ｉ， ｊ － １） ＋
ｘ（ ｉ， ｊ） － ｘ（ ｉ ＋ １， ｊ） ＋
ｘ（ ｉ， ｊ） － ｘ（ ｉ， ｊ ＋ １） （１２）

ＧＳＩＭ ＝
２∑

Ｍ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
Ｇｘ（ ｉ，ｊ）Ｇｙ（ ｉ，ｊ）

∑
Ｍ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
［Ｇｘ（ ｉ，ｊ）］ ２ ＋ ∑

Ｍ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
［Ｇｙ（ ｉ，ｊ）］ ２

（１３）
式中： Ｇｘ（ ｉ， ｊ）、Ｇｙ（ ｉ， ｊ） 分别为图像 ｘ 和图像 ｙ 在

（ ｉ， ｊ） 处的梯度幅度值，梯度相似度的值越大，说明

两幅图像的相似程度越高。
３．４　 指标分析结果

表 １ 为对红外真值图像（图 ８）、可见光转灰度

图像（图 ９）、特征迁移生成图像（图 １０）按 ３．３ 节所

规定指标进行的量化分析。 通过对比，验证本方法

对于地面场景红外图像进行仿真生成的准确性与可

行性。 分析表 １ 指标数据可知，除因对比需要进行

人工调节灰度指标外，特征迁移生成图像的各项图像

数据指标与实拍红外图像均有较高的一致性（差异＜
１５％），证明存在小范围真实红外图像前提下，本文方

法可在大范围可见光地面场景中，规律性的生成相关

纹理、细节，快速构建与实际效果相近的大范围红外

仿真地面场景，从而在相关仿真实验尤其是半实物仿

真实验过程中，可有效提高效率、节约成本。
表 １　 指标分析结果（归一化）

Ｔａｂ． １　 Ｉｎｄｅｘ ａｎａｌｙｓｉｓ ｒｅｓｕｌｔｓ （Ｂｙ ｎｏｒｍａｌｉｚｅｄ）

Ｆ
－

Ｇ
－ Ｈ（Ｕ） ＧＳＩＭ

红外真值图像 １ １ １ １

可见光转灰度图像 ０．９９１ １．４３４ １．６８８ １．４２２

特征迁移生成图像 ０．９５２ ０．９７０ １．０２１ ０．９３７

４　 结束语

快速准确的构建生成大范围地面场景的红外图

像是目前红外成像领域的研究热点。 本文通过构建

基于 ＶＧＧ－ＳＡＮｅｔ 的深度学习网络，在小范围红外

实测图像的特征信息与大范围卫星可见光图像的内

（下转第 １９３ 页）
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