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摘　 要： 文本分类是自然语言处理的一个重要领域，随着深度网络的发展，大规模预训练模型日渐成为文本分类任务的主流

模型，但大模型的推理速度慢、尺寸大难以在计算资源有限的设备应用，而且大模型多存在参数冗余问题。 为了在不损失过

多性能的情况下尽可能地预训练大模型进行模型压缩，本文提出了一种更小更快的 ＢＥＲＴ 类模型 ＳｍＢＥＲＴ。 该模型由原生

ＢＥＲＴ 首先经过二次自蒸馏，纵向实现二倍压缩率；其次，经过多学习目标的知识蒸馏，多维度迁移大模型的语言知识，从而丰

富目标模型的语言理解能力；最后，使用面向跨语言任务的剪枝，从隐层和注意力头方向实现模型的宽度剪枝，最终得到

ＳｍＢＥＲＴ。 通过测试，在 ＱＱＰ、ＱＮＬＩ、ＳＳＴ－２、ＭＲＰＣ 和 ＲＴＥ 数据集上，只有 ＢＥＲＴ 的 ３５％参数量的 ＳｍＢＥＲＴ 表现了其 ９４％的

综合性能，并在小数据集 ＲＴＥ 上超越了 ＢＥＲＴ 模型，推理速度提升了 ６．１ 倍。
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０　 引　 言

越来越多的信息以文本的形式存储，因此文本

挖掘具有很高的商业价值。 文本分类是文本挖掘的

重要任务，是从文本信息中提取知识的技术，广泛应

用于医学、社会科学、商业等领域。 而手动设计特征

的手工文本分类方法难以处理海量的文本信息，因
此基于深度学习的方法越来越多的被应用文本分类

任务中［１］。
近年来，基于自注意力机制的预训练语言模型

ＢＥＲＴ，因其良好的准确性和预训练－微调机制的多

任务通用性，逐渐成为自然语言理解和生成领域的

主流模型［２］。 例如：采取动态掩码和更长序列训练

的 Ｒｏｂｅｒｔａ，结合双流注意力机制和置换语言模型

（Ｐｅｒｍｕｔａｔｉｏｎ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ） 的自回归语言模型

ＸＬＮｅｔ，将孪生网络引入 ＢＥＲＴ 网络生成具有较强通



用性的句向量的 ＳｅｎｔｅｎｃｅＢＥＲＴ，在少样本 （ ｆｅｗ －
ｓｈｏｔ）、单样本（ｏｎｅ－ｓｈｏｔ）和零样本（ｚｅｒｏ－ｓｈｏｔ）任务

均取得了令人震惊的效果的 ＧＰＴ－３。
上述模型在文本分类任务中都取得了良好的效

果，但由于其参数量巨大，其中 ＧＰＴ－３ 的参数量甚

至达到了 １ ７００ 亿之多，且自注意力机制的计算时

间复杂度与输入序列的平方成正比，因此模型训练

成本高昂，内存需求和功耗巨大，预测速度慢，难以

部署在移动端［３］。 现实世界的移动端或资源受限

的设备，往往需要小尺寸、高精度、快速推理、低电耗

的模型，严重限制了 ＢＥＲＴ 类模型在实际生活中的

落地和发展。 一些相关工作证明了 ＢＥＲＴ 类模型网

络权重存在参数冗余的特征，尤其是对于文本分类

的自然语言理解式任务，参数冗余问题就更加凸

显［４－５］。 这给对 ＢＥＲＴ 类模型进行模型压缩提供了

理论支撑。
为了压缩模型，本文提出了一种基于自蒸馏、多

目标 知 识 蒸 馏 和 剪 枝 的 小 型 文 本 分 类 模 型

ＳｍＢＥＲＴ，通过二次自蒸馏逐步将原生 １２ 层 ＢＥＲＴ
模型压缩至 ３ 层；对得到的 ３ 层 ＢＥＲＴ 进行多目标

知识蒸馏，进而通过多尺度融合学习教师模型的知

识；最后，通过剪枝对模型进行纵向压缩以得到

ＳｍＢＥＲＴ 网络。

１　 相关工作

随着语言模型的改进和大规模预训练模型的兴

起，文本分类在最近几年取得了飞速发展。 但随着

模型的规模不断扩大，模型的训练成本和运行硬件

要求都日益提高，难以在计算能力有限的设备上运

行。 同时大模型往往存在参数冗余的问题，面向小

数据集任务时，冗余问题则越发凸显，近年来一些相

关工作通过随即丢弃、剪枝和稀疏矩阵等方法对模

型进行压缩，探究在不损失过多精度的条件下尽可

能地对模型进行压缩［６］。
１．１　 自注意力机制

注意力机制起源于人类在较大的感受野中利用

有限注意力提取重要信息的视觉处理机制，可以快

速提取全局信息的重要特征。
注意力机制最初应用在计算机视觉的相关任

务，并取得了较好的结果。 而在自然语言处理领域

中，由于语言天生从左向右单向排列的特性，应用广

泛的传统的语言模型如 ＲＮＮ，ＬＳＴＭ，ＧＲＵ 等均是单

向自回归语言模型，不具备并行处理能力：
（１）只能逐字输入，效率极低；

（２）无法同时利用上下文信息，难以捕捉长距

离文本的信息；
（３）存在“长期依赖”和梯度消失问题。 因此严

重限制了自然语言领域的发展，也限制着注意力机

制在自然语言领域中的应用。
２０１７ 年，Ｖａｓｗａｎｉ［７］ 等人提出了改进的自注意

力机制（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ），通过在输入数据内部建立

特征连接，可以并行的处理一整段文字而不是逐词

按时序处理，增强了长距离上下文信息的捕捉能力

和对数据内部相关性特征的提取能力，减弱了对额

外信息的需求。
１．２　 模型剪枝

１９８９ 年， ＬｅＣｕｎ Ｙ［８］ 提 出 “ 最 优 脑 损 伤 ”
（Ｏｐｔｉｍａｌ Ｂｒａｉｎ Ｄａｍａｇｅ）的剪枝压缩方法，可以通过

类似生物突触剪枝的方法来缓解网络“过度能力

（过拟合）”的问题。
最初的模型剪枝多针对权重连接和神经元单元

的非结构剪枝方法，在训练过程中剪除不重要的连

接和神经元，衡量重要性的标准多是根据参数绝对

值的大小。
随着深度学习的发展，神经网络层数不断加深，

引起了梯度消失和梯度爆炸问题，限制着深度网络

的发展，而针对模型层级的结构性剪枝通过对层数

的修剪，在不损失过多性能的情况下降低了深度模

型的复杂度。
１．３　 知识蒸馏

受启发于人类学习的方式，２０１５ 年 Ｈｉｎｔｏｎ［９］ 提

出了知识蒸馏（Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｔｉｌｌａｔｉｏｎ），核心思想是

让学生小模型模仿教师模型，从而学习大模型的通

用语言知识。

２　 模型框架

本文发现通过基于目标的知识蒸馏来获得 ３ 层

的 ＢＥＲＴ 子网络，其模型效果甚至不如原生 ＢＥＲＴ
网络的前 ３ 层子网络，说明了单一蒸馏方法的局限

性。 简单初始化的学生网络难以有效地学习教师网

络的知识，而单一的知识蒸馏目标难以充分的迁移

教师网络的知识。 如果采用多目标的知识蒸馏手

段，同时利用具有较好泛化性的教师模型来完成学

生网络的参数初始化，上述问题可以得到一定程度

的解决。 基于此，本文提出了基于自蒸馏、多目标知

识蒸馏和剪枝的 ＳｍＢＥＲＴ 网络，该网络由原生 １２ 层

的 ＢＥＲＴ－ｂａｓｅ 通过两次自蒸馏压缩层级，得到 ３ 层

的子网络，随后应用多目标知识蒸馏再次将原生
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ＢＥＲＴ 模型的知识迁移到学生模型中，最后通过面

向任务的剪枝进行注意力头的剪枝，最终得到

ＳｍＢＥＲＴ 网络，其网络结构如图 １ 所示。

T1 T2 T3 Tn

H1 H2 H3 HL3

H1 H2 H3 HL2

H1 H2 H3 HL1

E1 E2 E3 En

图 １　 ＳｍＢＥＲＴ 网络结构

Ｆｉｇ． １　 ＳｍＢＥＲＴ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 通过自蒸馏的方式，在不引入教师模型的前提

下，通过不断地用子网络的模块替换母网络的相应

模块，使子网络逐渐拟合并代替母网络；相比于传统

的单目标知识蒸馏，本文的多目标学习学生模型从

更多维度的学习教师模型的知识；相比于传统的基

于单一任务剪枝，本文的多语言任务剪枝能使模型

学习更通用的语言知识。
２．１　 ＢＥＲＴ 网络

２０１８ 年， Ｄｅｖｌｉｎ 提出基于自注意力机制的

ＢＥＲＴ 模型，在 ＧＬＵＥ 数据集和 ＳＱｕＡＤ 数据集的 １１
个自然语言理解子任务中取得了 ＳＯＴＡ（Ｓｔａｔｅ－ｏｆ－
ｔｈｅ－Ａｒｔ）的结果，证明了基于自注意力的双向语言

模型的有效性，同时参数量巨大的 ＢＥＲＴ 模型提取

了目标文本的通用词向量表示，从而使其网络后外

接面向当前任务的分类层并微调就可以广泛应用于

自然语言理解的不同子任务中，这使得 ＢＥＲＴ 类预

训练－微调的模型训练范式日趋流行。
ＢＥＲＴ 通过多头自注意力机制实现对输入文本

所有位置字词的相关性计算，使得每个词的向量表

征同时抽取到上下文信息。 ＢＥＲＴ 的输入处理如公

式（１）所示，通过 Ｅｍｂｅｄｄｉｎｇ 词嵌入处理，得到分布

式词向量矩阵 Ｘ ∈ Ｒｄｍｏｄｅｌ×ｄｌｅｎｇｔｈ。
Ｘ ＝ Ｅｍｂｅｄｄｉｎｇ（ ｉｎｐｕｔ） （１）

　 　 其中， ｉｎｐｕｔ 为文本。
Ｘ 与 ３ 个不同权值的嵌入矩阵 ＷＱ，ＷＫ，ＷＶ 相

乘，得到输入序列对应的 Ｑ，Ｋ，Ｖ 投影矩阵，公式

（２）和公式（３）：

（Ｑ，Ｋ，Ｖ） ＝ Ｘ × ＷＱ，ＷＫ，ＷＶ( ) （２）
ｄｋ ＝ ｄｍｏｄｅｌ ÷ ｈｅａｄ （３）

　 　 其中， ｄｍｏｄｅｌ 为词向量矩阵的行数， ｈｅａｄ 为注意

力头的数量。
为了计算输入文本中每个位置字词的自注意力

分数，矩阵左乘 Ｋ 的转置，以建立输入序列的自注

意力矩阵，除以分布的标准差
　 ｄｋ 以维持数据依然

保持近似的正态分布，从而维持梯度稳定，并应用

ｓｏｆｔｍａｘ 归一化将分数转化为概率。 最后与 Ｖ 矩阵

相乘，得到融合输入序列自相关性信息的新的词向

量矩阵，为公式（４）

　 Ａｔｔｅｎｔｉｏｎ Ｑ，Ｋ，Ｖ( ) ＝ ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ （４）

将每个自注意力头得到的矩阵拼接并投影，得
到最终输出的词向量矩阵，为公式（５）
ＭｕｌｔｉＨｅａｄ Ｑ，Ｋ，Ｖ( ) ＝ Ｃｏｎｃａｔ ｈｅａｄ１，…，ｈｅａｄ２ Ｗｏ( )

（５）
　 　 其中， ｈｅａｄｉ ＝ Ａｔｔｅｎｔｉｏｎ（ＱＷＱ

ｉ ， ＫＷＫ
ｉ ，ＶＷＶ

ｉ ）；
Ｃｏｎｃａｔ 表示将这 ｉ 个注意力头的输出矩阵拼接；
Ｗｏ 为随机初始化的矩阵。

ＢＥＲＴ 通过自注意力机制获得文本内全局特征

信息，在多任务中都表现了超越传统模型的效果，启
发了一系列相关改进和探究工作，但 ＢＥＲＴ 模型的

巨大参数量、深度以及自注意力机制序列长度二次

方的时间复杂度都严重限制了 ＢＥＲＴ 在小设备的应

用。
针对上述问题，可通过稀疏化自注意力矩阵来

降低模型的时间复杂度，将自注意力机制的时间复

杂度 改 进 为 近 似 于 序 列 长 度 的 线 性 关 系， 如

Ｌｏｎｇｆｏｒｍｅｒ，Ｂｉｇ Ｂｉｒｄ 等通过稀疏化自注意力矩阵，将
自注意力机制的时间复杂度改进为近似于序列长度

的线性关系，但这种稀疏矩阵往往需要单独建立底

层运算的稀疏运算加速库。 与此同时，诸如剪枝，知
识蒸馏，权重共享及量化等模型压缩方法越来越多

的被用于改善 ＢＥＲＴ 类网络的速度，从模型的深度

和宽度两个维度上对模型进行压缩，但权重共享只

能缩小模型尺寸而无法实现运行的加速，量化策略

牺牲模型的精度，因此本文采用多目标知识蒸馏，自
蒸馏及剪枝同时从深度和宽度压缩原生 ＢＥＲＴ 模

型。
２．２　 自蒸馏

受忒修斯之船悖论的启发，Ｃａｎｗｅｎ Ｘｕ 于 ２０１９
年提出 ＢＥＲＴ ｏｆ Ｔｈｅｓｅｕｓ 网络（以下简称 Ｔｈｅｓｅｕｓ），
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将目标模型分为多个模块。 通过自蒸馏的方法将 ６
层的目标模型压缩至 ３ 层。 首先利用目标模型的前

３ 层来初始化子模型，将母模型每两层视为一个母

模块 Ｐｒｄｉ， 每层子模型视为一个子模块 Ｓｃｃｉ， 训练

过程如图 ２ 所示。

Output

Intput

Pre3

Pre2

Prei

Scc3

Scc2

Scc1

图 ２　 Ｔｈｅｓｅｕｓ网络训练过程

Ｆｉｇ． ２　 Ｔｈｅｓｅｕｓ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

　 　 训练的方式有两种：第一种固定概率蒸馏，即在

训练的时候让子模块 Ｓｃｃｉ 以既定的替换概率 Ｐ 替换

相对应的母模块 Ｐｒｅｉ， 子模块在逐渐替换训练的过

程中达到了母模块在整体模型中的效果，在训练一

定步长后结束蒸馏，为公式（６）所示

Ｐｒｅｉ ＋１ ＝ Ｐ × Ｓｃｃｉ ＋ （１ － Ｐ） × Ｐｒｅｉ （６）
　 　 其中， Ｐ 表示人为设定的替换率； Ｓｃｃｉ 表示第 ｉ
个子模块；Ｐｒｅｉ 表示第 ｉ 个母模块。

第二种是调节概率蒸馏，即在蒸馏的过程中逐渐

增加替换的概率，最终替换概率达到 １，为公式（７），
即所有子模块替换对应的母模块并组成自蒸馏后的

压缩子模型，从而将深度压缩到原来的一半。
Ｐ ＝ ｍｉｎ（１，ｋｔ ＋ ｂ） （７）

　 　 其中， ｋ与 ｂ均为人为设置的超参数，ｔ表示训练

步长。
本文采用调节概率蒸馏法。
Ｔｈｅｓｅｕｓ 网络采用基于具体任务的蒸馏方式，可

以直观地观察蒸馏的有效性，但只是从深度这一单

一维度上进行压缩，横向依旧存在参数冗余。 因此，
本文采用剪枝的手段进行宽度压缩。
２．３　 基于多目标训练的知识蒸馏

随着深度学习的发展，复杂的大模型日益成为

主流，需要大量的计算资源以便从高维冗余的语料

库中学习通用的语义知识，但同时对部署设备的要

求很高。 为了利用大模型来提升小模型的效果，传
统的知识蒸馏训练过程分为教师模型的训练和学生

模型的学习两个阶段。
对于分类任务而言，教师模型的训练大致与一

般网络的训练过程无异，只是一般神经网络通过

ｓｏｆｔｍａｘ 函数计算输出分类概率分布，其计算为公式

（８）

ｓｏｆｔｍａｘ（Ｚ ｉ） ＝ ｅＺｉ

∑
ｉ

ｅＺ ｊ
（８）

　 　 其中， Ｚ ｉ 是网络输出第 ｉ 类的逻辑值。
但除了正标签外，负标签的分布也蕴含着语义

信息。 而复杂大模型输出的分布向量近似于正标签

为 １，负标签接近于 ０ 的独热向量，难以从输出概率

分布中传递知识，因此教师模型引入了温度 Ｔ 来产

生软化的标签，以改良传统的 ｓｏｆｔｍａｘ 函数，模型新

的输出分类概率分布为公式（９），期以提高学生模

型的泛化能力。

ｐｉ ＝
ｅ Ｚｉ ／ Ｔ( )

∑
ｉ

ｅ Ｚ ｊ ／ Ｔ( )
（９）

　 　 学生模型的训练目标函数是结合软标签和真实

标签的交叉熵函数，在学习教师模型知识的同时引

入真实分布知识，即学生模型既学习教师模型的预

测结果，也学习样本的真实标签，为公式（１０）

Ｌｃｅ ＝ ａ × ∑
ｉ

ｔｉ × ｌｏｇ ｓｉ ＋ ｂ × ∑
ｉ

ｆｉ × ｌｏｇ ｔｉ （１０）

　 　 其中， ｔｉ 和 ｓｉ 分别表示教师模型和学生模型对

第 ｉ类的预测概率值； ｆｉ 表示第 ｉ类的真实标签值； ａ
和 ｂ 是人为设定的超参数，分别代表了软标签和真

实标签对损失函数的贡献程度。
然而基于交叉熵损失的知识蒸馏方法只利用了

网络最终的输出，没有多维度地蒸馏网络内部知识，
提升效果一般。

为了多维度地学习教师模型的知识，本文借鉴

了 ＤｉｓｔｉｌＢＥＲＴ 的蒸馏方式，采用了多目标的蒸馏方

法，除了传统的 交叉熵损失函数 Ｌｃｅ 外，本文也采用

了其他损失函数作为学习目标，如掩码语言模型和

余弦相似度。
Ｌｍｌｍ 是 Ｍａｓｋｅｄ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ（掩码语言模型）

ＢＥＲＴ 自监督预训练任务的损失函数，用当前被掩

盖词的前后文来预测该词，使得模型能够有效地学

习双向编码信息。 为了从无标签的大数据集中获取

通用语言知识，本文采用掩码语言模型损失函数

Ｌｍｌｍ 作为损失函数，计算为公式（１１）

Ｌｍｌｍ ＝ － ∑
ｘ^∈ｍ（ｘ）

ｌｏｇｐ（ ｘ^） ｜ ｘ ＼ｍ（ｘ） （１１）

　 　 其中， ｍ（ｘ） 表示输入序列被掩盖的字词；
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ｘ ＼ｍ（ｘ） 表示未被掩盖的字词； Ｐ（ ｘ^ ｜ ｘ ＼ｍ（ｘ）） 表示根据

输入序列中未被掩盖的字词推理出真实被掩盖字词

的概率。
为了利用教师模型的隐层知识，本文还采用了

教师和学生模型隐层的余弦相似度 Ｌｃｏｓ 作为知识蒸

馏的目标之一，其值越大则说明学生模型和教师模

型的隐层语义空间越接近，蒸馏的效果越好，来调整

教师和学生模型的隐层参数方向，为公式（１２）
Ｌｃｏｓ ＝ Ｗｅｉｇｈｔｔｅａｃｈｅｒ·Ｗｅｉｇｈｔｓｔｕｄｅｎｔ （１２）

　 　 其中， Ｗｅｉｇｈｔｔｅａｃｈｅｒ 和 Ｗｅｉｇｈｔｓｔｕｄｅｎｔ 分别表示教师

模型和学生模型的隐层参数。
综上，本文采用的多目标知识蒸馏的损失函数

为公式（１３）
Ｌｏｓｓ ＝ α × Ｌｃｅ ＋ β × Ｌｍｌｍ ＋ γ × Ｌｃｏｓ （１３）

　 　 其中， α、β 和 γ 均是人为设置的超参数，分别代

表了 Ｌｃｅ、Ｌｍｌｍ 和 Ｌｃｏｓ 对 Ｌｏｓｓ 函数的贡献程度。
２．４　 多维剪枝

ＢＥＲＴ 类模型采用多头自注意力机制，由若干

个维度较低的注意力头组成，形成多个子空间，以捕

捉多层次的语义关系。 而 Ｍｉｃｈｅｌ［１０］ 经过头剪枝消

融实验证明了多头注意力机制存在冗余：在每层只

丢弃一个注意力头的情况下，大部分时候模型的性

能得到略微提升，说明多头注意力机制存在注意力

头冗余的问题。
ＢＥＲＴ 类模型还存在隐层维度不对齐的问题，

例如 ＢＥＲＴ－ｂａｓｅ 的隐层维度为 ７６８，而 ＢＥＲＴ－ｌａｒｇｅ
的隐层维度为 １ ０２４，这就限制了低维度的小模型学

习高维度模型的能力，Ｓｕｎ［１１］ 提出瓶颈（ｂｏｔｔｌｅｎｅｃｋ）
机制，即对齐大小模型的输入输出维度，而在隐层内

部又将中间输出维度还原为输入维度，从中间隐层

维度的方向进行模型压缩。
使用目标数据集对模型进行训练，模型中绝对

值越小的参数往往对当前任务具有较少的贡献，因
而其被剪枝的优先级则越高，为公式（１４）

　 Ｔｏｐｖ（Ｗｅｉｇｈｔｉ） ＝
Ｗｅｉｇｈｔｉ，Ｗｅｉｇｈｔｉ ｉｎ ｔｏｐ ｖ％
０，　 　 ｏｔｈｅｒｗｉｓｈ{ （１４）

其中， ｔｏｐ 表示原模型参数， Ｔｏｐｖ 表示绝对值大

小排名前 ｖ％ 的参数。
本文使用哈工大讯飞实验室开发的 Ｔｅｘｔ －

Ｐｒｕｎｅｒ 程序包对模型进行注意力头和隐层维度的横

向压缩。

３　 实　 验

为评估本文提出 ＳｍＢＥＲＴ 模型的性能， 在

ＧＬＵＥ （ Ｔｈｅ Ｇｅｎｅｒａｌ Ｌａｎｇｕａｇｅ Ｕｎｄｅｒｓｔａｎｄｉｎｇ
Ｅｖａｌｕａｔｉｏｎ）的 ＱＱＰ、ＭＲＰＣ、ＲＴＥ、ＱＮＬＩ 和 ＳＳＴ２ 这 ５
个子任务上进行了测试，并与原生 ＢＥＲＴ 及其一系

列衍生模型进行了比较。 计算机配置为：Ｉｎｔｅｌ（Ｒ）
Ｘｅｏｎ（Ｒ） ＣＰＵ Ｅ５－１６２０ ｖ３ ＠ ３．５０ ＧＨｚ，Ｎｖｉｄｉａ ＧＴＸ
１０８０ ８ ＧＢ ＲＡＭ。

在 ＧＬＵＥ 的 ＭＮＬＩ 数据集上对模型进行二次自

蒸馏，两次蒸馏的参数配置见表 １。
表 １　 两次自蒸馏的训练参数

Ｔａｂ． １　 Ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ ｆｏｒ ｔｗｏ ｓｅｌｆ－ｄｉｓｔｉｌｌａｔｉｏｎｓ

参数 第一次蒸馏 第二次蒸馏

初始替换率 Ｒ ０．３ ０．４

概率增长率 Ｋ ０．０００ ６ ０．０００ ８

学习率 ０．０００ ０１ ０．０００ ０１

迭代周期 １５ １５

　 　 第一阶段将原生 ＢＥＲＴ 蒸馏到 ６ 层，并对目标

模型进行第二阶段的蒸馏，将层数降低为 ３ 层。 鉴

于第一阶段的母模型参数量较大，本文采用了较低

的初始替换率 Ｒ 和较低的概率增长率 Ｋ， 让子模型

在蒸馏的过程中学习曲线更加平滑；与此对应的是

第二阶段的蒸馏，本文采用了较大的替换率和增长

率。
继续在 ＭＮＬＩ 数据集上进行多目标蒸馏，本文

采用了混合精度训练以加速蒸馏过程，参数见表 ２。
表 ２　 多目标知识蒸馏训练参数

Ｔａｂ． ２　 Ｍｕｌｔｉ－ｏｂｊｅｃｔｉｖｅ ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ

参数 数值

蒸馏温度 Ｔ ３

交叉熵损失系数 α ５．０

掩码损失系数 β ２．０

余弦相似度损失系数 γ １．０

学习率 ２ｅ－５

　 　 在支持多语言的释义识别对抗性数据集 ｐａｗｓ－
ｘ 上，进行基于目标任务分数的参数剪枝，最终得到

Ｓｍａｌｌｅｒ－ＢＥＲＴ，期以提升模型的泛化性和多语言适

配性。
最后，本文采用了哈工大讯飞实验室开发的

Ｔｅｘｔ－Ｐｒｕｎｅｒ 工具包对模型进行剪枝，将隐层维度从

原来的 ３ ０７２ 降低到 ２ ０４８，将注意力头数量从原来

的 １２ 个降低到 ８ 个。
以上就是 ＳｍＢＥＲＴ 的训练全过程。

３．１　 实验数据集及评价指标

分别在多任务自然语言理解基准和分析数据集

ＧＬＵＥ 的 ＱＱＰ、ＱＮＬＩ、ＳＳＴ－２、ＭＲＰＣ、ＲＴＥ ５ 个数据
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集上进行测试和评估。
ＱＱＰ 是判断句对是否等价的二分类任务；ＱＮＬＩ

是判断句对是否蕴含的二分类任务；ＳＳＴ－２ 是单句

的情感二分类任务；ＭＲＰＣ 是判断句对是否释义等

价的二分类任务；ＲＴＥ 是识别文本蕴含的二分类任

务。 各个数据集样本分布见表 ３。
表 ３　 实验各数据集样本分布

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｓａｍｐｌｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｅａｃｈ ｄａｔａｓｅｔ ／ ｋ

ＱＱＰ ＱＮＬＩ ＳＳＴ－２ ＭＲＰＣ ＲＴＥ

训练集 ３６４ １００ ６７ ３．７ ２．５

开发集 ４０ ５．５ ０．９ ０．４ ０．３

测试集 ３９０ ５．５ １．８ １．７ ３

　 　 对于 ＳＳＴ－２，ＱＮＬＩ，ＲＴＥ 数据集的评价指标为

准确率（Ｐｒｅｃｉｓｉｏｎ），其计算公式为（１５）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１５）

　 　 其中， ＴＰ 表示原样本为正例，预测结果也为正

例的样本数， ＦＰ 表示原样本为负例，预测结果为正

例的样本数。
召回率 Ｒｅｃａｌｌ 指正类样本被找到的概率，式（１６）。

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１６）

　 　 其中， ＦＮ 表示原样本为正例，预测结果为负例

的样本数。
ＱＱＰ 和 ＭＲＰＣ 数据集的正样本比例过高，因此

采用 Ｆ１ 值作为评价指标，用于衡量分类器性能的

综合指标，其计算为公式（１７）

Ｆ１ ＝ ２ × Ｐｒｅｃｉｓｉｏｎ × Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

（１７）

３．２　 实验结果与分析

为了验证 ＳｍＢＥＲＴ 的压缩效果，本文选择了

ＢＥＲＴ－ｂａｓｅ，ＧＰＴ，ＢＥＲＴ－ｌａｒｇｅ 在 ５ 个数据集的测试

集上与 ＳｍＢＥＲＴ 进行效果对比。 鉴于设备的限制，
模型的最长输入序列长度为 １２８，而不同的模型很

可能采用不同的序列长度，因此为了更客观地探究

ＳｍＢＥＲＴ 的性能，本文实验中除了 ＢＥＲＴ－ ｌａｒｇｅ 和

ＧＰＴ，其余模型均是在同一设备下进行复现。 具体

的，各模型均采用 ０．０００ ０１ 的学习率和 １２８ 的最长

序列长度，在相应任务数据集上进行微调，得出结果

见表 ４。
表 ４　 ＳｍＢＥＲＴ 与不同模型在 ５ 个任务测试集的性能对比

Ｔａｂ． ４　 ＳｍＢＥＲＴ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｉｎ ５ ｔａｓｋ ｔｅｓｔ ｓｅｔｓ

模型 参数量 ／ Ｍ ＱＱＰ ＱＮＬＩ ＳＳＴ－２ ＭＲＰＣ ＲＴＥ 平均指标

ＢＥＲＴ－ｂａｓｅ １１０ ７１．６＋ ９１．０＋ ９３．９＋ ８５．６－ ６４．４－ ８１．３

ＧＰＴ １１７ ７０．３ ８７．４ ９１．３ ８２．３ ５６．０ ７７．５

ＢＥＲＴ－ｌａｒｇｅ ３４０ ７２．１ ９２．７ ９４．９ ８９．３ ７０．１ ８３．８

ＢＥＲＴ－３ ４５．７ ６３．６ ８３．２ ８５．１ ８０．８ ５６．９ ７３．９

ＳｍＢＥＲＴ ３８．６ ６５．１ ８３．７ ８６．４ ８２．５ ６４．５ ７６．４

　 　 如表 ４ 所示，平均指标是模型在 ５ 个数据集上

的平均分数，在多数据集比较中更能反映模型的泛

化能力。 对比平均指标可以看出，ＳｍＢＥＲＴ 相比于

原生的 ＢＥＲＴ－ｂａｓｅ，只用了其 ３５％的参数量就达到

了 ９４％的平均指标，具有较高压缩比，同时也维持

了模型良好的多任务文本理解能力。 当 ＳｍＢＥＲＴ
与 ＧＰＴ 模型对比时，发现 ＳｍＢＥＲＴ 仅用了 ＧＰＴ 模

型 ３３％ 的参数量就达到了其 ９９％ 的平均性能。
ＳｍＢＥＲＴ 仅用其 １１％的参数量就达到了其 ９１％的平

均性能

此外，ＳｍＢＥＲＴ 在 ５ 个任务上的表现均超越了

ＢＥＲＴ－３（即 ＢＥＲＴ 的前 ３ 层），而 ＳｍＢＥＲＴ 的参数

量也少于 ＢＥＲＴ，证明了本文训练方法的有效性，要
远优于直接在目标数据集上微调的子网络。

在 ５ 个数据集上 ＳｍＢＥＲＴ 保持了 ９４％的 ＢＥＲＴ
－ｂａｓｅ 的语义能力，尤其是在小数据集 ＭＲＰＣ 表现

了原模型 ９６％的能力，在 ＲＴＥ 数据集上甚至超过了

原模型的效果，说明 ＳｍＢＥＲＴ 对小数据集任务更具

优势。
为了探究模型对小数据集任务的性能和泛化能

力，本文选择了与 ＲＴＥ 样本规模最接近的 ＭＲＰＣ 任

务的开发集上进行探究，实验结果见表 ５。
表 ５　 各模型在 ＭＲＰＣ 开发集的 Ｆ１ 值

Ｔａｂ． ５　 Ｔｈｅ Ｆ１ ｖａｌｕｅ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｉｎ ｔｈｅ ＭＲＰＣ ｄｅｖｅｌｏｐｍｅｎｔ ｓｅｔ

模型 层数 参数量 Ｆ１

ＢＥＲＴ－ｂａｓｅ １２ １１０Ｍ ０．８５０
ＢＥＲＴ－６ ６ ７０．０Ｍ ０．８３６

ＤｉｓｔｉｌＢＥＲＴ ６ ７０．０Ｍ ０．８３６
Ｔｈｅｓｅｕｓ ６ ７０．０ Ｍ ０．８６３
ＢＥＲＴ－３ ３ ４５．７Ｍ ０．７６２

ＤｉｓｔｉｌＢＥＲＴ－３ ３ ４５．７Ｍ ０．７５３
Ｔｈｅｓｅｕｓ－３ ３ ４５．７Ｍ ０．７８９
ＳｍＢＥＲＴ ３ ３８．６Ｍ ０．８５８

　 　 与 ＢＥＲＴ，ＤｉｓｔｉｌＢＥＲＴ， Ｔｈｅｓｅｕｓ 及其子网络对
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比，ＳｍＢＥＲＴ 在参数最少的情况下，在 ＭＲＰＣ 的开发

集上的表现仅次于原生 Ｔｈｅｓｅｕｓ，体现了模型在小数

据集任务上良好的泛化性。 同时 ＳｍＢＥＲＴ 远超过

同等深度的模型，体现了本文压缩方法的有效性。
为了验证 ＳｍＢＥＲＴ 对推理速度的提升，本文分

别应用 ＢＥＲＴ－ｂａｓｅ 和 ＳｍＢＥＲＴ 对维度为 ３２×５１２ 的

随机矩阵进行推理，推理时间对比见表 ６。
表 ６　 推理时间对比

Ｔａｂ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅａｓｏｎｉｎｇ ｔｉｍｅ

平均推理时间 ／ ｍｄ 标准差 ／ ｍｓ

ＢＥＲＴ－ｂａｓｅ ８３１．８３ ５．５８

ＢＥＲＴ－６ ５４０．０４ ２．４７

ＢＥＲＴ－３ ３６２．３０ ２．５２

ＳｍＢＥＲＴ １３６．１４ １．１５

　 　 从表 ６ 可以看出，ＳｍＢＥＲＴ 的平均推理速度比

ＢＥＲＴ－ｂａｓｅ 快了 ６．１ 倍，测试推理时间的标准差较

小，说明模型的推理时间序列较为平滑，能反映模型

正常推理速度。 对比 ＢＥＲＴ－３ 和 ＳｍＢＥＲＴ 可以发

现，隐层和注意力头纵向的压缩对推理速度的提升

也起到了一定的推理加速作用。
综上，ＳｍＢＥＲＴ 只用了 ＢＥＲＴ 参数量的 ３５％，在

５ 个数据集上表现了 ＢＥＲＴ 效果的 ９４％，并在小数

据集任务上表现了更好的分类结果，推理速度提升

了 ６．１ 倍。

４　 结束语

本文提出了 ＳｍＢＥＲＴ 的轻量型 ＢＥＲＴ 类模型。
首先，通过二次自蒸馏实现了模型的纵向压缩一倍；
通过多目标知识蒸馏多维度地融合了大模型教师的

语言知识；最后，基于跨语言任务的剪枝利用，降低

了模型横向的参数冗余，提升泛化能力。

在与大模型和同类压缩模型的对比试验中，
ＳｍＢＥＲＴ 在高度压缩 ＢＥＲＴ 模型的同时维持了良好

的通用语言能力，更在小数据集上表现了良好的语

言理解和迁移能力。
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