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基于 ＹＯＬＯｖ３－ＳＥ－ＲＥ 模型的羊姿态识别
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摘　 要： 为了实现养殖场环境下羊只个体的有效识别及对羊只姿态进行迅速判断，针对现有模型识别精度差，效率低等问题，
基于自建数据集，提出基于 ＹＯＬＯｖ３ 的改进模型。 在主干网络 ｄａｒｋｎｅｔ５３ 中，首先引入通道注意力模块压缩激励网络，增强网

络对重要通道的关注度，提高网络检测精度；其次，将网络中的部分残差模块用循环特征移位聚合模块替代，以提高检测速度

和检测精度；采用余弦退火动态学习率替代原有学习率，在训练过程中进行动态微调，使网络能轻松跳出局部最优解。 实验

结果表明：在羊只检测与姿态识别任务中，ＹＯＬＯｖ３－ＳＥ－ＲＥ 算法的平均精度（ｍｅａｎ Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ｍＡＰ） 比原始 ＹＯＬＯｖ３
算法的 ｍＡＰ 提升了 ９．９８％，同时检测速度也得到提升。
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０　 引　 言

随着智能信息处理技术的快步发展，羊养殖业

方式从传统的个体散养模式逐渐转变为规模化、智
能化养殖。 在传统养殖方式中多采用人工观测

法［１］和无线射频［２］的方式，对羊只个体进行目标检

测。 人工观测法需要耗费大量的人力和时间，不仅

检测效率低，且检测错误率高；无线射频的方式需要

额外的设备与同步的识别方法，一定程度上提高了

养殖场的运营成本，影响养殖场的经济效益。 传统

的姿态识别多使用回归出精确关节点坐标的方式或

无线传感网络来对姿态进行判别，在运动灵活的个

体识别上可扩展性较差，且识别成本较高。
近年来，基于深度学习的目标检测［３］ 和姿态识

别的方法，已成为国内外研究热点，其典型算法为

ＹＯＬＯ 系列算法。 ＹＯＬＯ 系列算法利用了回归的思

想，能够在原图片中的位置上，回归出目标检测的边

框和目标的类别。 为了实时对羊只状况进行了解，
本文以羊只养殖场监控视频为研究对象，使用

ＹＯＬＯｖ３［４－６］网络。 ＹＯＬＯｖ３ 主干网络采用残差结

构，其目的是为了防止连续下采样导致的特征丢失。
但是该方法仍然保持了传统的卷积操作，带来了巨



大的 ｆｌｐｏｓ 计算量，虽保证了特征提取的多尺度性，
但是却一定程度的增加了模型推理的时间。 在监控

视频的羊只检测与识别的视觉任务中，羊只整体呈

现白色，ＲＧＢ ３ 通道值均接近 ２５５，其大部分本体并

不包含足够的视觉信息。 同时，目标本体一定程度

上存在周围环境的遮挡，即使是人眼视觉都很难辨

认。 从深度学习层面可以认为这种监督信号比较稀

疏，给检测和识别任务增加了难度。
在人脑对于羊只的感知中，当一张图片中存在

羊只时，人眼看到后会下意识地将注意力转移到羊

只上，而忽略周围环境。 此外，人眼并不需要看全羊

只整体，通过羊只犄角，腿部等局部特征便可辨认目

标，还可以结合周围环境的全局线索去推理出羊只

的具体位置。 另一方面，对于骨干网络来说，占据整

张图中绝大部分还是周围单调的环境信息，计算机

对于不同通道之间的特征会等价处理。
受此启发，为了实现骨干网络对于多尺度特征提

取的性能，去除单调的环境对目标的干扰，同时减少

模型的计算量，本文选择循环特征移位聚合器

（Ｒｅｃｕｒｒｅｎｔ Ｆｅａｔｕｒｅ－Ｓｈｉｆｔ Ａｇｇｒｅｇａｔｏｒ，ＲＥＳＡ） ［７］ 来替代

ＹＯＬＯｖ３ 主干网络中的 Ｒｅｓｂｌｏｃｋ［８］部分 ，且增加了通

道注意力［９］ 模块压缩激励网络 （ Ｓｑｕｅｅｚｅ － ａｎｄ －
Ｅｘｃｉｔａｔｉｏｎ Ｎｅｔｗｏｒｋｓ， ＳＥＮｅｔ），使网络在训练过程中将

更多的权重转移到重要的通道信息上。 此外，本文采

用余弦退火学习率［１０－１１］，在整个训练过程中控制模

型的收敛性。 通过在训练初期设置较大的学习率来避

免陷入局部最优解，并在训练过程中逐渐降低学习率，
使得模型能够稳定的学习，进而收敛到全局最优解。

１　 网络结构

１．１　 ＹＯＬＯｖ３
如图 １ 所示，ＹＯＬＯｖ３ 由 ｄａｒｋｎｅｔ５３、特征金字塔

（Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋ，ＦＰＮ）及 ＹＯＬＯ Ｈｅａｄ ３ 部

分构成。
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图 １　 ＹＯＬＯｖ３ 网络结构

Ｆｉｇ． １　 Ｙｏｌｏｖ３ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 Ｄａｒｋｎｅｔ５３ 被称作 ＹＯＬＯｖ３ 的主干特征提取网

络，输入的图片首先会在 Ｄａｒｋｎｅｔ５３ 中进行特征提

取。 该模块由一个普通卷积模块和 ５ 个残差块组

成，输入图片首先会被调整成 ４１６×４１６×３ 的大小，
卷积过程对图片进行下采样处理，每经过一个卷积

模块图片的宽和高就会被压缩至原图片的 １ ／ ２，通

道数在卷积过程中不断扩张，以此获得一系列特征

层，用来表示输入图片的特征。
ＦＰＮ 被称作 ＹＯＬＯｖ３ 的加强特征提取网络，在

主干部分获得的 ３ 个有效特征层，会在这一部分进

行特征融合，特征融合的目的是结合不同尺度的特

征信息。 在获得 ３ 个有效特征层后，利用其进行
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ＦＰＮ 层的构建。
ＹＯＬＯ Ｈｅａｄ 实际上就是 ＹＯＬＯｖ３ 的分类器与

回归器，其所做的工作就是进行分类预测与回归预

测。 因此，整个 ＹＯＬＯｖ３ 网络所作的工作就是特征

提取－特征加强－获得预测结果 。
１．２　 ＳＥＮｅｔ

如图 ２ 所示为 ＳＥＮｅｔ 的结构图，ＳＥＮｅｔ 可以分

为压 缩 （ ｓｑｕｅｅｚｅ ）， 激 励 ｅｘｃｉｔａｔｉｏｎ ） 和 重 标 定

（ｒｅｗｅｉｇｈｔ）３ 个部分。
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图 ２　 ＳＥＮｅｔ 结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＥＮｅｔ

　 　 输入一张大小为 Ｈ∗Ｗ∗Ｃ 的特征图（Ｈ、Ｗ、Ｃ
分别为该特征图的高、宽、通道数），经过 ｓｑｕｅｅｚｅ 模

块，将特征图顺着空间维度进行压缩，通过全局平均

池化操作，将每个二维的特征通道变成一个实数，这
个实数某种程度上具有全局的感受野， 最终输出

１∗１∗Ｃ的特征图。 输出的维度和输入的特征通道

数相匹配，实现每个通道的所有特征求均值，旨在得

到通道级的全局特征。
ｅｘｃｉｔａｔｉｏｎ 部分包括两个全连接层和两个激活函

数。 输入图片经过第一个全连接层时，通道数降为

Ｃ ／ ｒ（ ｒ 为衰减因子，参照文献［１２］中验证， ｒ 取值为

１６），然后使用 ＲｅＬＵ 激活函数激活；经过第二个全

连接层时，恢复至 Ｃ 通道数，接着使用 Ｓｉｇｍｏｉｄ 函数

激活。 基于通道间的相关性，每个通道生成一个权

重，用来代表特征通道的重要程度。 通过训练过程

中学习权重，使得每一层通道获得非线性，即学习各

个通道之间的主次关系。
最后，在 ｒｅｗｅｉｇｈｔ 部分，将 ｅｘｃｉｔａｔｉｏｎ 输出的权重

看做每个特征通道的重要性，通过乘法逐通道加权

到之前的特征上，完成通道维度上对原始特征的重

标定，从而实现不同通道特征重要性的区分。
１．３　 ＲＥＳＡ 算法

ＲＥＳＡ 算法是通过一个介于编码器（用于特征

提取）和解码器（用于目标恢复）之间的 ＲＥＳＡ 模

块，将骨干网络中提取到的空间信息（局部信息与

全局信息）进行聚合，使得原始特征得到增强。 该

模块在特征传递之前会将特征图中的特征进行切

片，若要将特征进行左右传递，则先将特征图在列方

向分为很多个切片，随后不同特征加权叠加。 同理，
在行方向上进行特征切片以及加权，左右及上下方向

的信息传递均能够增强羊只不同特征部位以及周围

环境的关联性。 通过信息传递，理论上能够有助于目

标的推理。 从网络结构来看，ＲＥＳＡ 模块采用了大量

切片特征加权，因此这种非常规卷积的特征传递方

式，能够减少时间消耗，且经过不同步长的特征迭代，
最终输出的特征图上，每个像素整合了全局的每一处

特征信息，能够有效防止传播过程中信息的丢失。
　 　 ＲＥＳＡ 模块如图 ３ 所示，其中包含了 ４ 种子模

块。 分别为左－＞右、上－＞下、右－＞左、下－＞上，每部

分模块均为 ｎ 次迭代。 图 ３（ａ）为左－＞右模块 １ － ｎ
次迭代的结构图，其中包含了不同步长下的信息传

递示意图。 特征图被纵向分为许多切片，当步长为

１ 时，由左数第一个切片的特征经卷积操作后，叠加

至第二个切片。 同理，当步长为 ２ 的时候会叠加至

第三个切片，以此类推。 图 ３（ｂ）为从下－＞上的模

块，处理过程同上。

步长=1 步长=2

（ａ） 行方向传递特征图

步长=1 步长=2

（ｂ） 列方向传递特征图

图 ３　 ＲＥＳＡ 模块结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＲＥＳＡ ｍｏｄｕｌｅ

１．４　 ＹＯＬＯｖ３－ＳＥ－ＲＥ 模型

本文在 ＹＯＬＯｖ３ 的主干网络上进行了模型的优

化，当第一次完成特征层提取后，嵌入 ＳＥＮｅｔ 模块，
如图 ４ 所示。 首先，输入图片的尺寸会被调整为

４１６×４１６×３，经过一次 １×１ 卷积后，特征图的通道数

得到扩展，尺寸变为 ４１６×４１６×３２；随后，特征图进入

ＳＥ 模块进行压缩，经过全局平均池化操作后，特征

图的大小被压缩为 １×１×３２；经过全连接层，特征图

的大小变为 １×１×２，衰减因子 ｒ为 １６。 使用 ＲｅＬＵ激
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活函数进行激活，此时的通道数不变；再经过一层全

连接层，恢复通道数为 ３２；最后使用 Ｓｉｇｍｏｉｄ 函数进

行激活，此时每个通道都分配到了不同的权重；再通

过乘法，逐通道加权到之前的特征上，权重值越大，

说明网络对该通道的关注度越高； 其次， 去除

ＹＯＬＯｖ３ 主干网络中的残差结构，将分配好权重的

特征图输入到 ＲＥＳＡ 模块中，进行行方向和列方向

的切片处理，使得空间通道特征得以丰富。

左�右
传递模块

ResidualBlock

注意力模块

ConvBlock

Inputs

Convx5
Concat
Conv+UpSampling

Conv+UpSampling

Convx5

Convx5

Concat

FPN

YoloHead

YoloHead

YoloHead Output

Output

Output

Darkent53

ResidualBlock

ResidualBlock

RESA模块

上�下
传递模块

左�右
传递模块

上�下
传递模块

n次迭代n次迭代 n次迭代 n次迭代 n次迭代

scale

excitation

squeeze

1 n 1 n 1 n 1 n

图 ４　 ＹＯＬＯｖ３－ＳＥ－ＲＥ 模型结构图

Ｆｉｇ． ４　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ Ｙｏｌｏｖ３－ＳＥ－ＲＥ ｍｏｄｅｌ

２　 余弦退火学习率

在训练网络时，学习率会随着训练而发生变化。
在训练网络的后期，若学习率过高，则会造成损失的

振荡，而学习率衰减过快，则会造成模型收敛变慢的

情况。 由于模型在训练初期对于图像是完全未知

的，即模型对于像素信息的理解相当于均匀分布，因
此训练初期模型非常容易陷入过拟合。 基于此，本
文采用余弦退火方式对学习率进行调整，余弦退火

学习率整体符合余弦函数的变化方式。 余弦函数

中，随着 ｘ 的变化，函数值先缓慢下降然后加速下

降，以此为一个周期循环。 当模型经过几个轮次的

训练后，逐渐对于数据集有所了解，此时需要降低学

习率，使得模型能够稳定的学习，从而向着全局最优

解去收敛。 这种下降模式与学习率结合，能轻松让

模型跳出局部最优解。 学习率定义如下：

ηｔ ＝ ηｉ
ｍｉｎ ＋ １

２
（ηｉ

ｍａｘ － ηｉ
ｍｉｎ）（１ ＋ ｃｏｓ（

Ｔｃｕｒ

Ｔｉ
π））

　 　 其中， ｉ 表示索引值，即运行轮次， ηｉ
ｍａｘ、ηｉ

ｍｉｎ 表

示学习率的最大、最小值。
这两个值限制了学习率的范围，使学习率能够

在一定范围内衰减。 Ｔｃｕｒ 表示当前执行了多少个轮

次（ｅｐｏｃｈ），由于 Ｔｃｕｒ 在每个批次（ｂａｔｃｈ）运行后将

会更新，而此时的 ｅｐｏｃｈ 还没有执行完，因此 Ｔｃｕｒ 可

以为小数。 Ｔｉ 表示第 ｉ 次运行时总的 ｅｐｏｃｈ 数。 本

文中，模型的初始学习率设置为 ０．０１，随着 ｅｐｏｃｈ 的

增加，学习率按照余弦规律减小，开始下降速度缓

慢，当训练到第 ２０ 个 ｅｐｏｃｈ 时，学习率下降速度变

快，最终大小为 ５×１０－４。

３　 实验

３．１　 数据集

３．１．１　 数据集构成

为了获取高质量的羊只图片，需要对获取到的

羊舍监控视频进行预处理操作，首先将获得的３ ０４７
个监控视频进行手动裁剪，裁剪出合适的角度后手

动删除无效片段。 由于羊只在监控视频中多出现站

立和坐卧的姿势，于是将裁剪出的有效监控按照羊

的姿势分为站立（ ｓｔａｎｄ）和坐卧（ ｌｉｅ ｄｏｗｎ）两个类

别，共计 ３０９ 个有效监控视频。 然后对有效监控视

频进行关键帧的提取，由于羊只在羊舍内的活动范

围较小，在短时间内羊只的姿态不会发生明显的变

化，因此每隔 ５０ 帧提取一张关键帧图片。 此外，通
过手动删除关键帧中羊只肢体不全、遮挡严重、无羊

只等无效图像，最终得到 ８０８ 张羊只站立图片和

１ １９２张羊只坐卧图片，共计 ２ ０００ 张图片。
３．１．２　 数据集的标注

本文使用 Ｌａｂｅｌｉｍｇ 标注工具对羊只数据集图

像进行标注，标注过程中为了不引入太多的背景，只
对羊只主体进行标注，数据集按照训练集和测试集
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８ ∶ ２ 的方式划分，模型优化前后均在相同的数据集

下训练测试 ４０ 轮次。
３．２　 实验环境

实验均在 Ｕｂｕｎｔｕ１８．０４．４ＬＴＳ 操作系统上进行，
ｐｙｔｈｏｎ３．７，ｔｅｎｓｏｒｆｌｏｗ２． ０ 深度学习框架，ｃｐｕ 为 ｉ７ －
９７００，显卡为 ＲＴＸ ２０８０Ｔｉ，使用 Ｌａｂｅｌｉｍｇ 对自建数

据集进行标记，总共 ２ ０００ 张图片，按照 ８ ∶ ２ 的比

例划分为训练集和测试集。
３．３　 实验结果分析

本文将基于通道注意力机制的 ＹＯＬＯｖ３ 模型称

为 ＹＯＬＯｖ３－ＳＥ 模型、基于 ＲＥＳＡ 算法的 ＹＯＬＯｖ３ 模

型称为 ＹＯＬＯｖ３－ＲＥ 模型、基于通道注意力机制及

ＲＥＳＡ 算法的模型称为 ＹＯＬＯｖ３－ＳＥ－ＲＥ 模型。
３．３．１　 ｍＡＰ 及检测速度对比

将上述 ４ 个模型在自建数据集上训练 ４０ 个

ｅｐｏｃｈ 后，对训练好的模型进行测试实验。 测试集

图片共 ４００ 张，在相同的测试集下分别测试了算法

优化前后模型的推理速度，即前向传播一次，推理一

张图片所用的时间及模型在测试集上的 ｍＡＰ 值见

表 １。

表 １　 ＹＯＬＯｖ３ 算法与改进后系列算法在测试集上的实验结果

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＹＯＬＯｖ３ ａｌｇｏｒｉｔｈｍ ａｎｄ ａ ｓｅｒｉｅｓ ｏｆ
ｉｍｐｒｏｖｅｄ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｔｈｅ ｔｅｓｔ ｓｅｔ

模型名称 测试集数量 ／ 张 ｍＡＰ ／ ％ 单张推理速度 ／ ｆｐｓ
ＹＯＬＯｖ３ ４００ ８６．０２ ２９

ＹＯＬＯｖ３－ＳＥ ４００ ８８．３７ ３０
ＹＯＬＯｖ３－ＲＥ ４００ ９１．２６ ３２

ＹＯＬＯｖ３－ＳＥ－ＲＥ ４００ ９６．００ ３４

　 　 由此可见，ＹＯＬＯｖ３ 模型的 ｍＡＰ 为 ８６．０２％，ＹＯＬＯｖ３
－ＳＥ 模型的 ｍＡＰ 达到了 ８８．３７％，相比 ＹＯＬＯｖ３ 模型

增加了 ２． ３５％；ＹＯＬＯｖ３ －ＲＥ 模型的 ｍＡＰ 达到了

９１．２６％，相比于 ＹＯＬＯｖ３ 模型增加了５．２４％。
实验表明，增加了注意力机制的 ＹＯＬＯｖ３ 模型，

以及增加了 ＲＥＳＡ 模块的 ＹＯＬＯｖ３ 模型，目标检测

均值平均精度略高于 ＹＯＬＯｖ３ 模型。 而结合了两个

模块的 ＹＯＬＯｖ３－ＳＥ－ＲＥ 模型的目标检测的均值平

均精度为 ９６％，明显高于 ＹＯＬＯｖ３ 模型，且单张图片

推理速度也明显高于 ＹＯＬＯｖ３ 模型。
３．３．２　 精确度与召回率对比

模型优化前后，精确度与召回率的对比结果如

图 ５ 所示。
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图 ５　 精确度与召回率比较

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ａｃｃｕｒａｃｙ ａｎｄ ｒｅｃａｌｌ
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　 　 由图 ５（ａ）、（ｂ）所见，ＹＯＬＯｖ３ 模型的精确率与

召回率稳定在 ０．７５ 与 ０．７，当模型在训练到第 １５ 个

ｅｐｏｃｈ 时， 精确度达到最高， 然后开始下降。 而

ＹＯＬＯｖ３－ＳＥ－ＲＥ 模型两项测试指标在模型训练至

４０ ｅｐｏｃｈ分别提升至 ０．７９ 与 ０．９７。 由此可见，无论

是精确率还是召回率，优化后的模型更加平稳，且收

敛速度更快。
３．３．３　 Ｌｏｓｓ 的对比

模型在训练过程中损失函数可视化结果如图 ６
所示。 由图 ６（ａ）可见，ｏｂｊ＿ｌｏｓｓ 在第 ４０ 个 ｅｐｏｃｈ 时

损失达到了 ２．５ｅ－３。 而从模型优化后的损失函数

曲线（图 ６（ ｂ））可以看到，当模型训练到第 ４０ 个

ｅｐｏｃｈ 时，损失可降低至 ２ｅ－３。 由于余弦退火学习

率的加入，使得整个训练过程中损失函数收敛的更

快且更加平滑。
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图 ６　 损失函数比较

Ｆｉｇ． ６　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ

３．３．４　 站立姿态检测效果对比

如图 ７ 所示，在站立姿态下，与 ＹＯＬＯｖ３ 算法相

比，ＹＯＬＯｖ３－ＳＥ 算法的预测框将右下角羊蹄完整框

入其中，且预测框紧贴羊只个体；ＹＯＬＯｖ３－ＲＥ 算法

预测框将羊只的左右两只羊蹄完整框入其中，且预

测框紧贴羊只个体；ＹＯＬＯｖ３－ＳＥ－ＲＥ 算法预测框将

羊只个体完整框入其中，且预测框紧贴羊只个体且

没有将过多的背景框入其中。 实验证明，通道注意

力机制，可以使模型更加关注包含重要信息的通道，
减少对背景的关注度。 ＲＥＳＡ 算法可以增加羊只不

同部位之间的关联性，通道注意力机制与 ＲＥＳＡ 模

块均可以提升模型的检测精度。

(a)YOLOv3 (b)YOLOv3-SE

(c)YOLOv3-RE (d)YOLOv3-SE-RE
图 ７　 站立姿态检测效果图

Ｆｉｇ． ７　 Ｅｆｆｅｃｔ ｄｉａｇｒａｍ ｏｆ ｓｔａｎｄｉｎｇ ｐｏｓｔｕｒｅ ｄｅｔｅｃｔｉｏｎ

３．３．５　 坐卧姿态检测效果对比

如图 ８ 所示，在坐卧姿态中，与 ＹＯＬＯｖ３ 算法相

比，ＹＯＬＯｖ３－ＳＥ 算法的预测框更完全的将羊只框入

其中，且预测框紧贴羊只个体没有框入过多背景；
ＹＯＬＯｖ３－ＲＥ 算法预测框的准确率以及置信度均略

高于 ＹＯＬＯｖ３ 模型；ＹＯＬＯｖ３－ＳＥ－ＲＥ 算法预测框，
将两只紧贴的羊只个体完全框入其中，预测框紧贴

羊只个体并没有将过多背景，且置信度也有所提高。
实验证明，在坐卧姿态下，改进后的网络识别效果明

显优于原模型。

(a)YOLOv3 (b)YOLOv3-SE

(c)YOLOv3-RE (d)YOLOv3-SE-RE
图 ８　 坐卧姿态检测效果

Ｆｉｇ． ８　 Ｓｉｔｔｉｎｇ ａｎｄ ｌｙｉｎｇ ｐｏｓｔｕｒｅ ｄｅｔｅｃｔｉｏｎ ｅｆｆｅｃｔ
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４　 结束语

本文通过对 ＹＯＬＯｖ３ 算法的优化，实现了对视

频监控中羊只姿态的高效识别。 首先在主干网络

ｄａｒｋｎｅｔ５３ 中增加通道注意力机制，增加不同通道的

特征相关性，让网络重点关注权重值较大的通道信

息，以提高网络的检测精度。 其次通过增加 ＲＥＳＡ
模块，对特征图进行行方向和列方向的切片和聚合，
增加目标检测物体不同部位之间的关联性，同时提

高了检测精度和速度。 实验结果表明，ＹＯＬＯｖ３ －
ＳＥ－ＲＥ 模型在检测精度和检测速度上都超过了原

始 ＹＯＬＯｖ３ 模型，对于不同姿态的识别，效果也有明

显的优化，本应用在智能养殖方面有较好的应用前

景。
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