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摘　 要： 随着生物医学研究与信息化技术的迅速发展，临床医学文献数量呈指数级增长，利用文本挖掘技术自动提取医学知

识逐渐成为当前研究热点。 针对目前新型冠状病毒肺炎（Ｃｏｒｏｎａ Ｖｉｒｕｓ Ｄｉｓｅａｓｅ ２０１９，ＣＯＶＩＤ－１９）临床文本研究匮乏、语料不

足与标注质量不高等问题，本文结合 ＵＭＬＳ 医学语义网络和专家定义方式，制定医学实体标注规则，建立命名实体识别语料

库，明确实体识别任务。 其次，提出了一种基于 ＭＰＮｅｔ 与 ＢｉＬＳＴＭ 的 ＣＯＶＩＤ－１９ 临床文本命名实体识别模型。 通过预训练语

言模型获得文本的向量化表示，解决了一词多义问题；采用双向长短期记忆网络，捕捉文本的长距离依赖；最后引入条件随机

场，实现句子级序列注释，输出完整的最优标签序列。 实验结果表明，ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 模型在 ＣＯＶＩＤ－１９ 临床命名实体

识别数据集上取得了较好的表现。
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０　 引　 言

生物医学命名实体识别，是生物医学信息提取

领域最基本的任务之一，其准确性对后续研究工作

至关重要。 随着生物医学研究与信息化技术的迅速

发展，临床医学文献数量呈指数级增长，这些资源中

存在大量非结构化数据，迫切需要开发一些自动化

技术，来解决生物医学领域的单词分割、实体识别、
关系抽取、主题分类等问题。 由于生物医学实体的

多样性和变异性，识别生物医学实体是一项非常具

有挑战性的任务。 目前，生物医学命名实体识别方

法主要分为基于字典和规则的方法，以及基于深度

学习的方法。
基于规则的命名实体识别方法主要依赖于人工



定义的词典和规则，可以根据特定领域的词典和句

法－词汇模式来进行设计。 一些著名的基于规则的

命名实体识别模型包括 ＬａＳＩＥ－ＩＩ、 Ｓｒａ、ＦＡＳＴＵＳ 和

ＬＴＧ 等［１－４］。 与传统方法相比，引入深度学习技术

的命名实体识别方法，通过在大规模语料库中进行

训练与学习，自动提取语义特征，使模型具有较强的

泛化能力，同时降低了人力与时间成本。 目前常用

的词嵌入方法是由 Ｍｉｋｏｌｏｖ 等［５］ 提出的 Ｗｏｒｄ２Ｖｅｃ
模型。 但该方法训练获得的词向量是静态的，无法

解决一词多义问题。 随着自然语言处理技术的发

展， ＥＬＭｏ［６］、ＢＥＲＴ［７］ 和 ＸＬＮｅｔ［８］ 等预训练语言模

型的推出，为下游任务提供了极大的帮助，对模型进

行微调后，在命名实体识别任务上取得了较好的效

果。 但 ＥＬＭｏ 输出的语义表征是单向的，无法获得

更全面的双向信息；ＢＥＲＴ 和 ＸＬＮｅｔ 采用的 ＭＬＭ 和

ＰＬＭ 方法各自存在局限性，在用于下游任务微调

时，会造成预训练和微调不匹配。 为了解决以上问

题，南京大学和微软共同提出了基于 ＭＬＭ 和 ＰＬＭ
各自优点的预训练模型 ＭＰＮｅｔ［９］，弥补了 ＭＬＭ 无

法学习 ｔｏｋｅｎｓ 之间依赖关系的不足，同时克服了

ＰＬＭ 无法获得下游任务中可见完整信息的问题。
针对目前临床试验文本研究匮乏、语料不足与

标注质量不高等问题，本文结合 ＵＭＬＳ 语义网络和

专家定义方法建立了 ＣＯＶＩＤ－１９ 临床实体识别语料

库，并将预训练语言模型 ＭＰＮｅｔ 引入 ＣＯＶＩＤ－１９ 临

床实体识别任务中，提出了一种基于 ＭＰＮｅｔ 与

ＢｉＬＳＴＭ 的医学实体识别模型。

１　 ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ命名实体识别模型

本文提出的 ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 命名实体识

别模型主要结构如图 １ 所示。 采用 ＭＰＮｅｔ 预训练

模型作为嵌入层对输入进行语义提取生成动态词向

量；采用 ＢｉＬＳＴＭ 捕捉长距离依赖关系；最后由 ＣＲＦ
推理层进行最佳标注序列解码，预测出全局最优标

签。 该方法在经典 ＢｉＬＳＴＭ－ＣＲＦ 的基础上进行了

改进，引入了 ＭＰＮｅｔ 语言模型，在预测掩码标记的

同时以更多的信息为条件，从而获得更好的学习表

征，并减少了微调阶段的差异。

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

MPNet

CRF

P1 P2 P3 P4 P5

o o B-Dis I-Dis I-Dis

such as acute kidney injury

CRF-Layer

Bi-LSTM

Embeding

图 １　 ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 模型结构图

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ ｍｏｄｅｌ

１．１　 ＭＰＮｅｔ 预训练模型

ＭＰＮｅｔ 模型的注意力掩码机制：首先设长度 ｎ ＝
６ 的输入序列为 （ｘ１，ｘ２，ｘ３，ｘ４，ｘ５，ｘ６）， 若随机生成

的序列为 （ｘ５，ｘ４，ｘ２，ｘ６，ｘ３，ｘ１）， 预测值分别是 ｘ６、
ｘ３ 和 ｘ１，则非预测序列表示为 （ｘ５，ｘ４，ｘ２， ＭＡＳＫ[ ] ，
ＭＡＳＫ[ ] ， ＭＡＳＫ[ ] ）， 对应位置序列为 （Ｐ５， Ｐ４，

Ｐ２， Ｐ６， Ｐ３， Ｐ１）。 其次， 为了能让预测部分的

［ＭＡＳＫ］ 看到之前预测的 ｔｏｋｅｎｓ， ＭＰＮｅｔ 采用了

ＰＬＭ 双流自注意力机制完成自回归生成，并为内容

流和查询流设置了不同的掩蔽机制。 例如，ＭＰＮｅｔ
在预测上述序列中的 ｘ３ 时，能在非预测部分看到

（ｘ５ ＋ Ｐ５，ｘ４ ＋ Ｐ４，ｘ２ ＋ Ｐ２），同时在预测部分看到之
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前预测的 （ｘ６ ＋ Ｐ６）， 从而避免 ＭＬＭ 中依赖关系遗

漏的问题。 此外，为了确保预训练中输入信息与下

游任务中输入信息的一致性，ＭＰＮｅｔ 在非预测部分

增加 了 掩 码 符 号 和 位 置 信 息 （ ＭＡＳＫ[ ] ＋ Ｐ６，
ＭＡＳＫ[ ] ＋ Ｐ３， ＭＡＳＫ[ ] ＋ Ｐ１）， 使模型能看到完整

的句子。 当预测 ｘ３ 时，能在非预测部分看到原始的

（ｘ５ ＋ Ｐ５，ｘ４ ＋ Ｐ４，ｘ２ ＋ Ｐ２） 以及引入了额外 ｔｏｋｅｎｓ
和位置信息的 （ ＭＡＳＫ[ ] ＋ Ｐ３， ＭＡＳＫ[ ] ＋ Ｐ１）， 同

时在预测部分看到之前预测的 （ｘ６ ＋ Ｐ６）。 通过上

述办法对查询流和内容流进行位置补偿后的模型，能
够大幅减少预训练与微调之间输入不一致的问题。

假定句子为“ｔｏ ｔａｋｅ ｕｐ ｓｅａｓｏｎａｌ ｆｌｕ ｖａｃｃｉｎａｔｉｏｎ”，
模 型 输 入 序 列 为 ［ ｔｏ， ｔａｋｅ ｕｐ， ｓｅａｓｏｎａｌ， ｆｌｕ，
ｖａｃｃｉｎａｔｉｏｎ］， 需 要 预 测 的 ｔｏｋｅｎ 是 ［ ｓｅａｓｏｎａｌ， ｆｌｕ，
ｖａｃｃｉｎａｔｉｏｎ］，ＭＰＮｅｔ 的因子化如下：
ｌｏｇ Ｐ ｓｅａｓｏｎａｌ ｜ ｔｏ ｔａｋｅ ｕｐ ＭＡＳＫ[ ] ＭＡＳＫ[ ] ＭＡＳＫ[ ]( ) ＋
ｌｏｇ Ｐ ｆｌｕ ｜ ｔｏ ｔａｋｅ ｕｐ ｓｅａｓｏｎａｌ[ ] ＭＡＳＫ[ ] ＭＡＳＫ[ ]( ) ＋

ｌｏｇ Ｐ ｖａｃｃｉｎａｔｉｏｎ ｜ ｔｏ ｔａｋｅ ｕｐ ｓｅａｓｏｎａｌ[ ] ｆｌｕ[ ] ＭＡＳＫ[ ]( )

（１）

１．２　 Ｔｒａｎｓｆｏｒｍｅｒ
自 Ｖａｓｗａｎｉ 等［１０］ 提出 Ｔｒａｎｓｆｏｒｍｅｒ 这一基于自

注意力机制的深度学习模型以来，已被广泛应用到

ＮＬＰ 领域中解决各种复杂问题，几款主流的预训练

语言模型 （如 ＢＥＲＴ、ＸＬＮｅｔ 和 ＡＬＢＥＲＴ 等） 都以

Ｔｒａｎｓｆｏｒｍｅｒ 作为其骨干网络。 传统语言模型通常基

于 ＣＮＮ 或 ＲＮＮ 编码器进行训练，在长周期语境建

模中能力较为欠缺，并且在学习单词表征时存在位

置偏差，尤其 ＲＮＮ 是按顺序处理输入的，即一个字

一个字地处理，对计算机硬件的并行能力要求较高。
为了克服现有深度学习模型的缺点，Ｔｒａｎｓｆｏｒｍｅｒ 在

每个关键模块中引入了 Ａｔｔｅｎｔｉｏｎ 机制，大幅提升了

模型对文本的特征提取能力。 此外，Ｔｒａｎｓｆｏｒｍｅｒ 还

引入了多头注意力机制（Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ），使
模型能够使用各个序列位置的各个子空间的表征信

息来进行序列数据处理，其相当于多个不同的自注

意力模块的集成，从而构成蕴含完整语料信息的多

粒度特征。 标准的 Ｔｒａｎｓｆｏｒｍｅｒ 结构如图 ２ 所示。

Output
Embedding

Input
Embedding

Inputs Previous
Outputs

Positional
Encoding

Positional
Encoding

Decoder1

Decoder2

Decoder3

DecoderN

Outputs

EncoderN

Encoder3

Encoder2

Encoder1

图 ２　 标准 Ｔｒａｎｓｆｏｒｍｅｒ 结构图

Ｆｉｇ． ２　 Ｓｔａｎｄａｒｄ Ｔｒａｎｓｆｏｒｍｅｒ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 通 过 图 ２ 可 知， Ｔｒａｎｓｆｏｒｍｅｒ 由 ｅｎｃｏｄｅｒ 和

ｄｅｃｏｄｅｒ 两部分组合而成。 其中，ｅｎｃｏｄｅｒ 通过 ６ 个

编码器叠加构成，每个 ｅｎｃｏｄｅｒ 中都包含一个自注

意力层和前馈神经网络层，两个子层之间通过残差

网络结构进行连接，后接一个正则化层。 为了方便

各层之间的残差连接，模型中所有子层的输出维度

均为 ５１２。 Ｄｅｃｏｄｅｒ 也由 ６ 个完全相同的解码器叠

加组成，除了与编码器完全一致的两个子层外，
Ｄｅｃｏｄｅｒ 还设置了一个多头注意力层。 多头注意力

层是由多个自注意力层拼接而成的，可以捕捉到单

词之间各维度上的相关系数。
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１．３　 双向长短期记忆网络（ＢｉＬＳＴＭ）模型

为了解决传统循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＲＮＮ）在训练较长语句时可能导致梯度爆

炸和梯度消失问题，Ｈｏｃｈｒｅｉｔｅｒ 等人［１１］ 提出了长短

期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ），该
模型能够在长文本训练中捕捉长距离依赖特征。 与

标准 ＲＮＮ 模型相比，ＬＳＴＭ 在其结构基础上增加了

门控机制和记忆单元两个模块。 其中，记忆单元用

于存储文本特征，门控机制则对记忆单元中的存储

信息进行筛选。 ＬＳＴＭ 模型分别设置了输入门、遗
忘门和输出门保护和控制细胞状态，通过累加更新

传递信息的方式，消除了 ＲＮＮ 模型在处理长文本任

务时可能出现的问题，其单元结构如图 ３ 所示。

ht

Ct

ht

otitft

Ct-1

ht-1

xt

σ σ tanh σ

tanh

图 ３　 ＬＳＴＭ 单元结构图

Ｆｉｇ． ３　 ＬＳＴＭ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 ＬＳＴＭ 模型是由 ｔ 时刻的输入词 Ｘ ｔ、细胞状态

Ｃ ｔ、临时细胞状态Ｃ
～

ｔ，隐含状态 ｈｔ、遗忘门 ｆｔ、记忆门

ｉｔ 及输出门 ｏｔ 组成，通过对细胞状态中信息遗忘和

记忆新的信息，使得对后续时刻计算有用的信息得

以传递，而无用的信息被摒弃，并在每个时间步都会

输出隐含状态 ｈｔ。 其中遗忘、记忆与输出通过上一

时刻的隐含状态 ｈｔ －１ 和当前输入Ｘ ｔ 计算出来的遗忘

门 ｆｔ、记忆门 ｉｔ 和输出门 ｏｔ 来控制，遗忘门计算如公

式（２）：
ｆｔ ＝ σ Ｗｆ· ｈｔ －１，ｘｔ[ ] ＋ ｂｆ( ) （２）

　 　 其中， 输入为前一时刻的隐含状态 ｈｔ －１ 和当前

时刻的输入词 Ｘ ｔ。

记忆门的值 ｉｔ 和临时细胞状态 Ｃ
～

ｔ 分别由公式

（３）和公式（４）计算得出：
ｉｔ ＝ σ Ｗｉ· ｈｔ －１，ｘｔ[ ] ＋ ｂｉ( ) （３）

Ｃ
～

ｔ ＝ ｔａｎｈ ＷＣ· ｈｔ －１，ｘｔ[ ] ＋ ｂＣ( ) （４）

　 　 根据输入为记忆门的值 ｉｔ、遗忘门的值 ｆｔ、临时

细胞状态Ｃ
～

ｔ 和上一时刻细胞状态 Ｃ ｔ －１ 计算 ｔ 时刻细

胞状态 Ｃ ｔ 为

Ｃ ｔ ＝ σ ｆｔ·Ｃ ｔ －１ ＋ ｉｔ·Ｃ
～

ｔ( ) （５）
　 　 前一时刻的隐含状态 ｈｔ －１、当前时刻的输入词

Ｘ ｔ 和当前时刻细胞状态 ｈｔ ， 计算 ｔ时刻输出门的值 ｏｔ

和隐含状态 ｈｔ 为

ｏｔ ＝ σ Ｗｏ· ｈｔ －１，ｘｔ[ ] ＋ ｂｏ( ) （６）
ｈｔ ＝ ｏｔ∗ｔａｎｈ Ｃ ｔ( ) （７）

　 　 其中， σ 为 ｓｉｇｍｏｉｄ 函数； ｔａｎｈ 为双曲正切激活

函数；Ｗ 和 ｂ 分别表示链接两层的权重矩阵和偏置

向量。 经过 ＬＳＴＭ 模型计算后， 最终即可得到与句

子长度相同的隐含状态序列｛ｈ０， ｈ１，…， ｈｎ－１｝。
对于处理 ＮＬＰ 任务（尤其对序列标注任务），上

下文内容无论对单词、词组还是字符，在整个研究过

程中都尤为重要。 通常情况下，ＬＳＴＭ 常用单元为

前向传播，然而在研究序列问题时，前向 ＬＳＴＭ 无法

处理下文的内容信息，从而导致模型无法学习到下

文的知识，影响最终模型效果。 而双向长短期记忆

网络 （ Ｂｉ － ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ Ｍｅｍｏｒｙ，
ＢｉＬＳＴＭ）既能获取上文信息，又能捕获下文内容，对
双向信息都能进行记忆，通过同时得到前后两个方

向的输出，来提高整个 ＮＬＰ 模型的性能。 ＢｉＬＳＴＭ
模型结构如图 ４ 所示。

输出层

后向传递层

前向传递层

输入层

Y1 Y2 Y3 Yt

h1 h2 h3 ht

h′1 h′2 h′3 h′t

X1 X2 X3 Xt

图 ４　 ＢｉＬＳＴＭ 模型结构图

Ｆｉｇ． ４　 ＢｉＬＳＴＭ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

１．４　 条件随机场（ＣＲＦ）
条件随机场（Ｃｏｎｄｉｔｉｏｎａｌ Ｒａｎｄｏｍ Ｆｉｅｌｄ ， ＣＲＦ）

是 Ｌａｆｆｅｒｔｙ 等［１２］基于最大熵模型和隐马尔可夫模型

所提出的一种判别式概率无向图学习模型，常用于

标注和切分有序数据的条件概率模型。 在序列任务

标注任务中，令 Ｘ ＝ （Ｘ１，Ｘ２，…，Ｘｎ） 表示模型的观

察序列， Ｙ ＝ （Ｙ１，Ｙ２，…，Ｙｎ） 表示状态序列， Ｐ（Ｙ ｜
Ｘ） 为线性链条件随机场，则在随机变量 Ｘ 取值为 ｘ
的条件下，计算状态序列 Ｙ 取值为 ｙ 的条件概率分
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布 Ｐ（Ｙ ｜ Ｘ），计算公式为

Ｐ ｙ ｜ ｘ( ) ＝ １
Ｚ（ｘ）

ｅｘｐ ∑
ｉ，ｋ

λｋ ｔｋ ｙｉ －１，ｙｉ，ｘ，ｉ( ) ＋(

∑
ｉ，ｌ

ｕｌ ｓｌ ｙｉ，ｘ，ｉ( ) ) （８）

其中， ｔｋ、 ｓｌ 为特征函数，其函数取值为 ０ 或 １
（当满足特征条件时，函数取值为 １，反之为 ０）； λｋ、
ｕｌ 为对应权重； Ｚ（ｘ） 为归一化因子，其计算公式为

Ｚ ｘ( ) ＝ ∑
ｙ

ｅｘｐ ∑
ｉ，ｋ

λｋ ｔｋ ｙｉ －１，ｙｉ，ｘ，ｉ( ) ＋(

∑
ｉ，ｌ

ｕｌ ｓｌ ｙｉ，ｘ，ｉ( ) ) （９）

为了对上述公式进行简化，可将转移特征、状态

特征及其权重用统一的符号进行表示，简化后的公

式为

Ｐ ｙ ｜ ｘ( ) ＝ １
Ｚ（ｘ）

ｅｘｐ∑
Ｋ

ｋ ＝ １
ｗｋ ｆｋ ｙ，ｘ( ) （１０）

其中，

Ｚ（ｘ） ＝ ∑
ｙ

ｅｘｐ ∑
Ｋ

ｋ ＝ １
ｗｋ ｆｋ ｙ，ｘ( )( ) （１１）

　 　 ＣＲＦ 中最重要的就是训练模型的权重。 通常

情况下，使用最大化对数似然函数进行 ＣＲＦ 模型的

训练，通过式（１２）计算在给定条件下，标签序列 Ｙ
的条件概率：

Ｌ ＝ ｌｏｇ （Ｐ ｙ ｜ ｘ( ) ） （１２）
　 　 最后，在 ＣＲＦ 模型预测过程中采用维特比

（Ｖｉｔｅｒｂｉ）算法来求解全局最优序列，通过该算法可

以计算出与预测对象对应的最大概率标签，计算公

式为

ｙ^ ＝ ａｒｇｍａｘＰ ｙ ｜ ｘ( ) （１３）

２　 实验结果与分析

２．１　 实验数据

本文 使 用 的 是 美 国 临 床 试 验 注 册 中 心

（ＣｌｉｎｉｃａｌＴｒｉａｌｓ，ＣＴ）中的 ＣＯＶＩＤ－１９ 相关临床试验

注册数据，ＣＴ 官方网址为 ｈｔｔｐｓ： ／ ／ ｃｌｉｎｉｃａｌｔｒｉａｌｓ． ｇｏｖ。
ＣＴ 中收录了临床研究者在世界各地进行的私人或

公共资助的临床研究项目，其中包含有关人类志愿

者医学研究的信息。 随着 ＣＯＶＩＤ－１９ 的爆发，越来

越多相关的临床试验在此平台进行了注册，临床记

录中富含 ＣＯＶＩＤ－１９ 相关的临床医学知识。 考虑到

试验结束前可能存在信息更新不完整的问题，本文

基于已完成的 ６９７ 项干预性试验数据进行 ＣＯＶＩＤ－
１９ 临床试验的命名实体识别实验。
２．２　 实验配置

本研究采用的 ＮＥＲ 模型基于 ＰｙＴｏｒｃｈ 深度学

习框架，实验环境配置见表 １。
表 １　 实验环境配置

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ ｃｏｎｆｉｇｕｒａｔｉｏｎ

项目 实验环境

操作系统 Ｕｂｕｎｔｕ１６．０４

ＣＰＵ ｉ７－１１３７０Ｈ＠ ３．３ＧＨｚ

ＧＰＵ ＲＴＸ３０８０（１６Ｇ）

Ｐｙｔｈｏｎ 版本 ３．７．０

ＰｙＴｏｒｃｈ 框架 １．７．１

　 　 本研究采用微软发布的 ＭＰＮｅｔ 模型，由 １２ 个

Ｔｒａｎｓｆｏｒｍｅｒ 层组合而成，隐藏层维度设为 ７６８，１２ 个

注意头模式；使用 ＧＥＬＵ 作为其激活函数，ＢｉＬＳＴＭ
隐藏单元为 １２８。 在训练阶段，ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ
的最大序列长度为 ２５６，ｂａｔｃｈ＿ｓｉｚｅ 为 １２８，ＭＰＮｅｔ 学习

率设为 ３ｅ－５，Ｄｒｏｐｏｕｔ 为 ０．１，其他模块 Ｄｒｏｐｏｕｔ 为 ０．３，
并通过 Ａｄａｍ 优化算法对模型进行训练。
２．３　 概念定义与标注策略

临床试验注册中的非结构化文本主要涉及了具

有特定意义的相关医学实体。 例如：药物名称

“Ｒｅｍｄｅｓｉｖｉｒ”、医疗程序“ｂｒｏｎｃｈｏａｌｖｅｏｌａｒ ｌａｖａｇｅ”、疾
病名称“ＣＯＶＩＤ－１９”等等。 不同的研究对医疗实体

的标注规则和定义都有一定差异，统一医学语言系

统（Ｕｎｉｆｉｅｄ Ｍｅｄｉｃａｌ Ｌａｎｇｕａｇｅ Ｓｙｓｔｅｍ，ＵＭＬＳ）收录了

超过 ５００ 万条生物医学术语，至少 ２００ 万种医学概

念，目前已广泛应用于文献分类、临床研究和中英文

电子病历等领域中。 本研究参考了 ＵＭＬＳ 定义的实

体类别以及文献［１３］中提出的医学实体标注规范，
对临床试验注册内容规定了实体标准和含义，结合

文本内容定义了 ８ 种类别的临床实体，ＣＯＶＩＤ－１９
临床文本命名实体识别示例见表 ２。

表 ２　 实体类型定义与示例

Ｔａｂ． ２　 Ｅｎｔｉｔｙ ｔｙｐｅ ｄｅｆｉｎｉｔｉｏｎｓ ａｎｄ ｅｘａｍｐｌｅｓ

序号 实体类别 实体英文 示例

１ 疾病 Ｄｉｓｅａｓｅ ＣＯＶＩＤ－１９

２ 药物 Ｄｒｕｇ Ｒｅｍｄｅｓｉｖｉｒ

３ 临床表现 Ｓｙｍｐｔｏｍ ｃｏｕｇｈ

４ 医疗程序 Ｐｒｏｃｅｄｕｒｅ ｂｒｏｎｃｈｏａｌｖｅｏｌａｒ ｌａｖａｇｅ

５ 程度 Ｓｅｖｅｒｉｔｙ ｃｒｉｔｉｃａｌ ｉｌｌ

６ 医疗设备 Ｅｑｕｉｐｍｅｎｔ ｂｒｏｎｃｈｏｓｃｏｐｙ

７ 医学检验项目 Ｉｔｅｍ ｖｉｔａｌ ｓｉｇｎｓ

８ 身体 Ｂｏｄｙ Ｌｕｎｇ

　 　 ＮＥＲ 任务旨在提取文本中的命名实体，如名称

或带有适当 ＮＥＲ 类的标签，本文使用 ＢＩＯ 标注方式

对序列进行标注。 在这种格式中，不属于实体的标
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记被标记为“Ｏ”，“Ｂ”标记对应实体的第一个单词，
“Ｉ”标记对应同一实体的其余单词。 “Ｂ”和“Ｉ”标签

后跟连字符（或下划线），后跟实体类别缩写 （如

Ｄｒｕ、Ｄｉｓ、Ｓｙｐ 等），表 ３ 是对 ＣＯＶＩＤ－１９ 临床实体预

测标签的示例。
表 ３　 实体预测标签定义

Ｔａｂ． ３　 Ｅｎｔｉｔｙ ｐｒｅｄｉｃｔｉｏｎ ｌａｂｅｌ ｄｅｆｉｎｉｔｉｏｎｓ

序号 实体类别 开始标签 中间标签

１ 疾病 Ｄｉｓｅａｓｅ Ｂ－Ｄｉｓ Ｉ－Ｄｉｓ

２ 药品名称 Ｄｒｕｇ Ｂ－Ｄｒｕ Ｉ－Ｄｒｕ

３ 临床表现 Ｓｙｍｐｔｏｍ Ｂ－Ｓｙｍ Ｉ－Ｓｙｍ

４ 医疗程序 Ｐｒｏｃｅｄｕｒｅ Ｂ－Ｐｒｏ Ｉ－Ｐｒｏ

５ 程度 Ｓｅｖｅｒｉｔｙ Ｂ－Ｓｅｒ Ｉ－Ｓｅｒ

６ 医疗设备 Ｅｑｕｉｐｍｅｎｔ Ｂ－Ｅｑｕ Ｉ－Ｅｑｕ

７ 医学检验项目 Ｉｔｅｍ Ｂ－Ｉｔｅ Ｉ－Ｉｔｅ

８ 身体 Ｂｏｄｙ Ｂ－Ｂｏｄ Ｉ－Ｂｏｄ

２．４　 评价指标

本研究采用精确率 （Ｐ）、召回率（Ｒ） 和 Ｆ１ 值

（Ｆ１） 作为模型的评价指标。 Ｐ 是指正确识别的实体

占全部预测实体的比重，Ｒ 是正确识别的实体占语料

库中所有实体的比重。 各指标对应的计算公式如下：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１４）

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１５）

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

＝ ２ＴＰ
２ＴＰ ＋ ＦＰ ＋ ＦＮ

（１６）

　 　 其中， ＴＰ 指正确地将正例预测为正的数量；ＦＰ
指错误地将负例预测为正的数量；ＦＮ指错误地将正

例预测为负的数量。
２．５　 对比实验

为了验证本文提出的 ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 融

合模型对 ＣＯＶＩＤ－１９ 临床试验注册实体具有较好的

识别效果，与以下几种方法进行对比实验：
（１） 经典的 ＢｉＬＳＴＭ －ＣＲＦ 模型：该模型采用

ｗｏｒｄ２ｖｅｃ 训练得到的词，嵌入向量作为输入，然后通

过双向 ＬＳＴＭ 层和 ＣＲＦ 完成编码与识别任务。 目

前该模型已广泛应用于中英文生物医学 ＮＥＲ 任务

中，并取得了良好的效果。
（２）Ａｔｔ－ＢｉＬＳＴＭ－ＣＲＦ 融合模型［１４］：该模型通

过引入 Ａｔｔｅｎｔｉｏｎ 机制，确保模型能够专注于标记本

文中同一 ｔｏｋｅｎ 的多个实例之间的一致性。

（３）ＸＬＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 模型［１５］：该模型使用

ＸＬＮｅｔ 预训练语言模型提取句子特征，然后将经典

神经网络模型与获取的特征相结合，在公共医疗数

据集上识别效果较好。
（４）ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ 模型：通过使用 ＢＥＲＴ

替换上个模型中的 ＸＬＮｅｔ 方法。 与现有方法相比，
该模型在英文生物医学 ＮＥＲ 任务中具有更好的表

现［１６］。
２．６　 结果分析

对于不同的实体类型，各模型的实验结果见表

４。 由表 ４ 可知，本文提出的 ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ
模型在大部分实体上表现较好，少数几类实体上表

现略逊于基于 ＸＬＮｅｔ 的融合模型，但 Ｆ１ 值的差别

不明显。 在所有模型的实验结果中， “ Ｄｉｓｅａｓｅ”、
“Ｓｙｍｐｔｏｍ”和“Ｓｅｖｅｒｉｔｙ”的 Ｆ１ 值较高，这是由于在

摘要中这 ３ 类实体结构简单且包含的信息种类较

少，模型能够充分学习这些文本的特征。 通过分析

另外几种实体发现，存在训练数据集较少导致过拟

合现象，另外部分实体结构复杂且出现次数少（例
如为特定情况下 ＣＯＶＩＤ－１９ 防治选用的药物、检查

或治疗措施），导致模型难以充分提取其特征。 在

后续 ＣＯＶＩＤ－１９ 临床试验摘要的 ＮＥＲ 任务中，可以

通过适量加入专业的英语语料库来增加语义特征，
从而优化模型的识别能力。
　 　 由表 ５ 中展示的实验结果可知，在 ＣＯＶＩＤ－１９
临床试验注册数据集中，ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 模型

与其它 ４ 种模型相比，整体的精确率、召回率和 Ｆ１
值都有所提高。 经典 ＢｉＬＳＴＭ－ＣＲＦ 模型实体识别

的 Ｆ１ 值为 ６９．４２％，引入 Ａｔｔｅｎｔｉｏｎ 机制后的模型 Ｆ１
值提升了 ２．４９％。 注意力矩阵能够计算当前的目标

单词与序列中所有单词的相似性，通过权重矩阵为

不同重要程度的单词分配相应的权重值，计算出文

本的全局向量作为 ＢｉＬＳＴＭ 输出的加权和。 对比

ＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ 和 Ａｔｔ－ＢｉＬＳＴＭ－ＣＲＦ 模型，前者

实验结果的 ３ 项指标均有提升， Ｆ１ 值比后者提升了

１．２６％，说明 ＢＥＲＴ 预训练语言模型能更好地捕捉

语义关系和单词特征。 ＢＥＲＴ － ＢｉＬＳＴＭ － ＣＲＦ 与

ＸＬＮｅｔ － ＢｉＬＳＴＭ － ＣＲＦ 模型相比，精确率分别是

７２．６０％和 ７４．５７％， Ｆ１ 值分别为 ７３．１７％和 ７４．０１％。
相比之下，基于 ＸＬＮｅｔ 的 ＮＥＲ 模型效果略优于

ＢＥＲＴ。 而本文提出的 ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 融合模

型与 ＸＬＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ 模型相比， Ｆ１ 值提高了

１．０６％，通过使用融合了 ＢＥＲＴ 和 ＸＬＮｅｔ 优点的

ＭＰＮｅｔ 预训练语言模型，增强了序列的特征表示，同

９６１第 １ 期 蔡晓琼， 等： 基于 ＭＰＮｅｔ 与 ＢｉＬＳＴＭ 的 ＣＯＶＩＤ－１９ 临床文本命名实体识别方法



时弥补了两者的缺陷，从而提高了模型整体的识别

能力。 此外，ＭＰＮｅｔ 模型的识别能力提高后，速度并

未有明显下降，因此 ＭＰＮｅｔ 作为词嵌入层将具有更

优秀的表现。

表 ４　 不同实体类型的识别结果

Ｔａｂ． ４　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｅｎｔｉｔｙ ｔｙｐｅｓ

模型 指标
实体类型

Ｄｉｓｅａｓｅ Ｄｒｕｇ Ｓｙｍｐｔｏｍ Ｐｒｏｃｅｄｕｒｅ Ｓｅｖｅｒｉｔｙ Ｅｑｕｉｐｍｅｎｔ Ｉｔｅｍ Ｂｏｄｙ

ＢｉＬＳＴＭ－ＣＲＦ Ｐ ８０．８９ ７３．２１ ７７．８８ ６５．０５ ８３．２３ ６０．８７ ６２．１２ ６９．０５

Ｒ ７８．３５ ７１．７５ ７３．６４ ６４．４２ ８１．１３ ６１．５４ ６４．０６ ６４．９３

Ｆ１ ７９．６０ ７２．４７ ７５．７０ ６４．７３ ８２．１７ ６１．２０ ６３．０８ ６６．９３

Ａｔｔ－ＢｉＬＳＴＭ－ＣＲＦ Ｐ ８１．５３ ７４．２４ ７８．５０ ６９．１１ ８３．９５ ６８．０４ ６８．３０ ７０．１６

Ｒ ７９．６１ ７２．９５ ７６．３６ ６７．１８ ８５．５３ ６３．０１ ６６．５４ ６３．９７

Ｆ１ ８０．５６ ７３．５９ ７７．４２ ６８．１３ ８４．７３ ６５．４３ ６７．４１ ６６．９２

ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ Ｐ ８２．３３ ７４．２５ ８２．１４ ７１．６１ ８６．０６ ６３．５４ ６６．５５ ６６．６７

Ｒ ７９．７７ ７３．８８ ８１．４２ ６８．７９ ８７．６５ ６８．９６ ７０．３４ ７０．３１

Ｆ１ ８１．０３ ７４．０６ ８１．７８ ７０．１７ ８６．８５ ６６．１４ ６８．３９ ６８．４４

ＸＬＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ Ｐ ８３．１３ ７５．８７ ８３．０４ ７１．０７ ８７．６７ ６８．６８ ６７．７５ ７１．７６

Ｒ ７９．９２ ７４．７５ ８１．５８ ６８．９０ ８７．７３ ６７．１０ ７０．０４ ６９．１２

Ｆ１ ８１．４９ ７５．３１ ８２．３０ ６９．９７ ８７．７０ ６７．８８ ６８．８８ ７０．４２

ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ Ｐ ８４．８０ ７５．４３ ８３．４９ ７３．４８ ８９．４４ ６８．４５ ６９．４５ ７３．８８

Ｒ ８０．６１ ７４．８８ ７９．１３ ７２．３７ ８５．７１ ７０．０７ ７０．２２ ７４．６０

Ｆ１ ８２．６５ ７５．１５ ８１．２５ ７２．９２ ８７．５４ ６９．２５ ６９．８３ ７４．２４

表 ５　 各模型整体对比结果

Ｔａｂ． ５　 Ｏｖｅｒａｌｌ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｅａｃｈ ｍｏｄｅｌ ％

模型 精确率 召回率 Ｆ１ 值

ＢｉＬＳＴＭ－ＣＲＦ ６９．８６ ６８．９８ ６９．４２

ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ ７３．１８ ７０．６８ ７１．９１

ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ ７２．６０ ７３．７５ ７３．１７

ＸＬＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ ７４．５７ ７３．４５ ７４．０１

ＭＰＮｅｔ－ＢｉＬＳＴＭ－ＣＲＦ ７５．５５ ７４．６０ ７５．０７

３　 结束语

本文提出了一种基于 ＭＰＮｅｔ 和 ＢｉＬＳＴＭ 的医学

实体识别模型，联合 ＢｉＬＳＴＭ 网络适应长文本特征

提取和 ＣＲＦ 序列标注方法，能适应于 ＣＯＶＩＤ－１９ 临

床试验注册文本中新兴医学实体的识别任务。 实验

设置了多组对比模型以验证本文方法的有效性，结
果表明其识别性能优于基准模型以及近年来被广泛

研究的基于主流预训练模型的实体识别方法，并且

能够较好地实现 ＣＯＶＩＤ－１９ 相关临床医学实体的识

别任务，对医学领域相关研究具有一定参考价值。
本实验数据仅包含 ６９７ 份临床试验注册记录中的摘

要文本，存在实体种类多但数量不均衡的问题，因此

在接下来的工作中，将纳入更多临床文本来丰富语

料库，为挖掘 ＣＯＶＩＤ－１９ 临床文本中隐含的医学知

识与临床价值做准备。
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