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基于 ＬＢＰ 等价模式和注意力机制的图像修复算法

王浩明

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 为了解决目前主流的图像修复算法在面对内容复杂的图像修复时容易产生伪影与模糊的问题。 本文提出了一种两阶

段图像修复算法。 在第一阶段的特征学习网络中，本文采用了局部二值模式（Ｌｏｃａｌ Ｂｉｎａｒｙ Ｐａｔｔｅｒｎ， ＬＢＰ）的等价模式获取更高质

量的结构信息，用于指导第二阶段的修复；为了找到相似度更高的 ｐａｔｃｈｅｓ，保证修复结果在整体和局部的一致性，本文在第二阶

段修复网络的生成器中插入新的注意力层，同时在已知区域和生成区域中寻找相似 ｐａｔｃｈｅｓ，以对缺失部分进行更好的填充。 实

验证明，本文提出的算法很好地改善了面对复杂图像时出现的问题，修复结果视觉效果更好，性能评价指标值更高。
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０　 引　 言

图像修复是指运用技术手段对图像中缺失破损

的区域进行重建的过程。 这一技术被广泛应用于文

物和老照片的修复、医学图像和卫星遥感图像的去

噪、影视特效以及军事安全等多个领域。
目前图像修复算法中常采用两阶段网络结构：

先在第一阶段网络中粗略地预测缺失的结构，再用

预测的结构信息指导第二阶段网络进行更精细的修

复，这是一个由粗到细的过程。 Ｈｕａｎｇ 等人［１］ 在第

一阶段使用一个简单的膨胀卷积网络，在第二阶段

整合上下文注意层来完成最终的修复；Ｌｉｕ 等人［２］

提出的两阶段网络都是基于 Ｕ－Ｎｅｔ 结构，为了获得

更好的空间一致性，在第二阶段还额外引入了连贯

语义注意层；Ｒｅｎ 等人［３］ 设计了 ＳｔｒｕｃｔｕｒｅＦｌｏｗ，在第

一阶段保留边缘的平滑图像来训练结构重建器，在
第二阶段使用带有外观流的纹理生成器生成图像细

节；Ｎａｚｅｒｉ 等人［４］ 还提出了一个由边缘生成器紧接

一个图像修复网络组成的 ＥｄｇｅＣｏｎｎｅｃｔ 模型。
尽管两阶段网络模型已经取得一定成效，但是

在面对内容复杂的图像时，得到的修复结果仍然容

易产生伪影与模糊，使得最终修复结果的整体与局

部的一致性都有所下降。 造成这一结果的根本原因

在于第一阶段得到的结构信息质量不高，不足以为



第二阶段提供良好的指导，且在第二阶段中不能使

用最适合的 ｐａｔｃｈｅｓ 来对缺失区域进行进一步填

充，对两阶段网络的不同设计将产生不同的修复效

果。
基于这一思路，本文在 Ｗｕ 等人［５］ 的工作的启

发下提出了一种新的两阶段网络，更好地解决面对

复杂图像会出现伪影与模糊的问题。

１　 算法整体概述

本文算法的整体流程如图 １ 所示。 在生成器

Ｇ１、Ｇ２ 中，每一层上面的数字表示输入 ２５６×２５６×３
的图像时卷积层 ／反卷积层得到的每层特征图的尺

寸，每一层下面的数字则表示卷积层 ／反卷积层每层

的输入通道数。
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图 １　 算法整体流程图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ

１．１　 特征学习网络流程

第一阶段的特征学习网络用于预测出完整的

ＬＢＰ 结构信息，为第二阶段修复网络进一步的精细

修复提供指导，是一种粗修复。
特征学习网络的输入由 Ｉｉ 的 ＬＢＰ 特征图 Ｌｉ 以

及合成 Ｉｉ 对应的 ＭａｓｋＭ 组成。
其中， Ｉｉ 是由完整图片与 ＭａｓｋＭ 融合生成的破

损图片，ＬＢＰ 特征的提取是通过 ＬＢＰ 等价模式完成

的；输入的 Ｌｉ 和 Ｍ 经过生成器 Ｇ１ 与判别器 Ｄ１ 的不

断博弈，最终由 Ｇ１ 预测出完整的 ＬＢＰ 特征图 Ｌｏ， 作

为第二阶段修复网络输入的一部分。
１．２　 修复网络流程

第二阶段的修复网络用于完成最终精细的修

复。 修复网络的生成器 Ｇ２ 是以第一阶段的最终输

出 Ｌｏ 以及 Ｉｉ 与其对应的 ＭａｓｋＭ 作为输入的，通过

Ｇ２ 与修复网络的判别器 Ｄ２ 的联合训练，输出最终

的修复结果 Ｉｏ。

２　 特征学习网络

特征学习网络主要由 ＬＢＰ 等价模式模块、生成

器 Ｇ１ 和判别器 Ｄ１ 组成。
２．１　 ＬＢＰ 等价模式

在许多两阶段图像修复网络中，都需要使用在第

一阶段网络中捕获的结构信息为第二阶段网络提供

指导，因此捕获到的结构信息质量将直接影响后续图

像修复的质量。 目前许多两阶段图像修复网络中使
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用的结构信息，通常涉及许多参数，如预滤波强度和

边缘响应阈值等，并且其最佳设置也因图像而异。
相比之下，ＬＢＰ 特征涉及参数少，并且在纹理较

细的区域，包含了更丰富的结构信息。 此外，相比其

他特征需要不断调整参数设置，来获取最佳效果，
ＬＢＰ 特征更加通用简单，因此本文选用 ＬＢＰ 特征作

为第一阶段的结构信息。 在此基础上，本文使用了

ＬＢＰ 的等价模式，通过设置半径 Ｒ ＝ １， 采样点 Ｐ ＝
８， 实现 ＬＢＰ 算子模式种类数量的进一步减少。 实

验证明，本文采用的 ＬＢＰ 等价模式对于最终的修复

效果起到了很好的引导作用。
２．１．１　 原始 ＬＢＰ

局部二值模式（Ｌｏｃａｌ Ｂｉｎａｒｙ Ｐａｔｔｅｒｎ，ＬＢＰ）是一

种用于描述图像局部纹理特征的算子，具有涉及参

数少，包含丰富结构信息的优点［６］。
原始 ＬＢＰ 的计算方式示意如图 ２ 所示。 以图

像上任一像素点（如图 ２ 中像素值为 ５ 的黄色像素

点）为中心，对其取一个 ３×３ 的邻域，依次将邻域中

的其余 ８ 个点与中心像素点进行像素值的比较，比
中心像素点像素值大的置 １，反之置 ０；从左上角（如
图 ２ 中原像素值为 ３ 的像素点）开始，顺时针依次将

这些 ０ 和 １ 连成一个八位二进制序列（图 ２ 中为

０１１００１０１）；最后，将序列转换为十进制，便得到了

这一像素点的 ＬＢＰ 值；依次计算图像上的每一个

像素点的 ＬＢＰ 值，便可得到整张图像的 ＬＢＰ 特征

图。
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图 ２　 原始 ＬＢＰ 计算方式示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｏｒｉｇｉｎａｌ ＬＢＰ ｃａｌｃｕｌａｔｉｏｎ ｍｅｔｈｏｄ

２．１．２　 圆形 ＬＢＰ 算法

为了增强 ＬＢＰ 适应不同尺寸图片的能力，圆形

ＬＢＰ 算法被提出［７］。 具体来说是通过使用半径为

Ｒ， 采样点总个数为 Ｐ 的圆形邻域代替正方形邻域，
如图 ３ 所示。 从左到右依次为：半径为 １，采样点数

为 ８；半径为 ２，采样点数为 ８；半径为 ２，采样点数为

１６ 的示意图。
　 　 圆形 ＬＢＰ 算法首先需要计算出除了中心像素

点以外其余各个采样点的坐标，根据坐标找到对应

位置的像素值，依旧按照前面的原始 ＬＢＰ 计算方式

计算出中心像素对应的 ＬＢＰ 值，第 ｐ 个采样点的坐

标 （ｘｐ，ｙｐ） 计算公式如式（１）所示。

ｘｐ ＝ ｘｃ ＋ Ｒｃｏｓ ２πｐ
Ｐ

æ

è
ç

ö

ø
÷

ｙｐ ＝ ｙｃ － Ｒｓｉｎ ２πｐ
Ｐ

æ

è
ç

ö

ø
÷

ì

î

í

ï
ï

ï
ï

ü

þ

ý

ï
ï

ï
ï

（１）

　 　 其中， （ｘｃ，ｙｃ） 为中心像素点坐标； Ｒ 表示半

径； Ｐ 表示采样点总个数。

　 　 Ｒ ＝ １， Ｐ ＝ ８　 　 　 Ｒ ＝ ２， Ｐ ＝ ８　 　 Ｒ ＝ ２， Ｐ ＝ １６
图 ３　 圆形 ＬＢＰ 示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ Ｃｉｒｃｕｌａｒ ＬＢＰ

２．１．３　 ＬＢＰ 等价模式

由圆形 ＬＢＰ 算法可以看出， Ｐ 个采样点对应着

２Ｐ 种模式，这种指数对应关系，使得 Ｐ 即使变动不

大，二值模式种类的数量也会发生巨大变化，这对于

纹理的提取、识别和分类都是不利的。 所以需要使

用等价模式来减少 ＬＢＰ 算子的模式种类的数量，实
现对圆形 ＬＢＰ 算法的进一步优化［７］。

当某个 ＬＢＰ 值所对应的二进制数从 ０ 到 １ 或

从 １ 到 ０ 最多有两次跳变时，该 ＬＢＰ 值所对应的二

进制就定义为一个等价模式类，其余的都被称为混

合模式类。
ＬＢＰ 等价模式使二值模式的种类数量大大减

少，由原来的 ２Ｐ 种减少为 Ｐ（Ｐ － １） ＋ １ 种，而不会

丢失任何信息。
２．２　 生成器 Ｇ１ 概述

为了获得更精细的图像修复结果，本文的特征

学习网络的生成器 Ｇ１ 保留了 Ｓｈｉｆｔ－Ｎｅｔ 中生成器的

Ｕ － Ｎｅｔ 架构，其完整的网络结构见表 １。 Ｃｏｎｖ、
ＤｅＣｏｎｖ、Ｃａｔ、ＬＲｅＬＵ、ＩＮ 分别代表卷积层、反卷积层、
连接层、 α ＝ ０．２ 的 ＬｅａｋｙＲｅＬＵ 以及实例正则化

（ＩｎｓｔａｎｃｅＮｏｒｍ）。 每个括号里的 ４ 个数字都分别代

表滤波器数量（即通道数）、卷积核尺寸、步长以及

ｐａｄｄｉｎｇ 数目。 如：Ｃｏｎｖ（１２８， ４， ２， １），括号里的 ４
个数字分别表示滤波器数量为 １２８，卷积核尺寸为

４×４，步长为 ２，ｐａｄｄｉｎｇ 为 １。
　 　 Ｇ１ 的编码器部分（层 １－层 ８）除了第一层是卷积

层外，每层都是由 Ｌｅａｋｙ ＲｅＬＵ、卷积以及 ＩｎｓｔａｎｃｅＮｏｒｍ
层叠加而成，编码阶段各卷积层的输入通道数依次为

６４、１２８、２５６、５１２、５１２、５１２、５１２、５１２。
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表 １　 Ｇ１ 完整结构

Ｔａｂ． １　 Ｔｈｅ ｃｏｍｐｌｅｔｅ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｇ１

层数 每层详情

１ Ｃｏｎｖ（６４， ４， ２， １）；

２ ＬＲｅＬＵ； Ｃｏｎｖ（１２８， ４， ２， １）； ＩＮ；

３ ＬＲｅＬＵ； Ｃｏｎｖ（２５６， ４， ２， １）； ＩＮ；

４ ＬＲｅＬＵ； Ｃｏｎｖ（５１２， ４， ２， １）； ＩＮ；

５ ＬＲｅＬＵ； Ｃｏｎｖ（５１２， ４， ２， １）； ＩＮ；

６ ＬＲｅＬＵ； Ｃｏｎｖ（５１２， ４， ２， １）； ＩＮ；

７ ＬＲｅＬＵ； Ｃｏｎｖ（５１２， ４， ２， １）； ＩＮ；

８ ＬＲｅＬＵ； Ｃｏｎｖ（５１２， ４， ２， １）； ＲｅＬＵ； ＤｅＣｏｎｖ（５１２， ４， ２， １）； ＩＮ；

９ Ｃａｔ（Ｌａｙｅｒ ８， Ｌａｙｅｒ ７）； ＲｅＬＵ； ＤｅＣｏｎｖ（５１２， ４， ２， １）； ＩＮ；

１０ Ｃａｔ（Ｌａｙｅｒ ９， Ｌａｙｅｒ ６）； ＲｅＬＵ； ＤｅＣｏｎｖ（５１２， ４， ２， １）； ＩＮ；

１１ Ｃａｔ（Ｌａｙｅｒ １０， Ｌａｙｅｒ ５）； ＲｅＬＵ； ＤｅＣｏｎｖ（５１２， ４， ２， １）； ＩＮ；

１２ Ｃａｔ（Ｌａｙｅｒ １１， Ｌａｙｅｒ ４）； ＲｅＬＵ； ＤｅＣｏｎｖ（２５６， ４， ２， １）； ＩＮ；

１３ Ｃａｔ（Ｌａｙｅｒ １２， Ｌａｙｅｒ ３）；ＲｅＬＵ； ＤｅＣｏｎｖ（１２８， ４， ２， １）； ＩＮ；

１４ Ｃａｔ（Ｌａｙｅｒ １３， Ｌａｙｅｒ ２）； ＲｅＬＵ； ＤｅＣｏｎｖ（６４， ４， ２， １）； ＩＮ；

１５ Ｃａｔ（Ｌａｙｅｒ １４， Ｌａｙｅｒ １）； ＲｅＬＵ； ＤｅＣｏｎｖ（３， ４， ２， １）； Ｔａｎｈ；

　 　 Ｇ１ 的解码器部分（层 ８－层 １５）都是由 ＲｅＬＵ、
反卷积层以及实例正则化叠加而成。 解码阶段各反

卷积层输入通道数依次为 ５１２、５１２、５１２、５１２、２５６、
１２８、６４、３。
２．３　 判别器 Ｄ１ 概述

对于特征学习网络的判别器 Ｄ１， 本文采用

ＰａｔｃｈＧＡＮ 架构，见表 ２。 Ｄ１ 与 Ｇ１ 的编码器部分具有

相似的设计模式，但只有 ５ 个卷积层。 除了第一层

和第五层，每一层的卷积层后都紧接一个实例正则

化， 除了第一层， 每一层都有一个 α ＝ ０．２ 的

ＬｅａｋｙＲｅＬＵ 层。 卷积层的卷积核尺寸都为 ４×４、步
长都为 ２ ，ｐａｄｄｉｎｇ 都为 １，各卷积层的输入通道数

依次为 ６４、１２８、２５６、５１２、１。 此外，最后一层使用了

Ｓｉｇｍｏｉｄ 作为激活函数。
表 ２　 Ｄ１ 完整结构

Ｔａｂ． ２　 Ｔｈｅ ｃｏｍｐｌｅｔｅ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｄ１

层数 每层详情

１ Ｃｏｎｖ（６４， ４， ２， １）；
２ ＬＲｅＬＵ； Ｃｏｎｖ（１２８， ４， ２， １）； ＩＮ；
３ ＬＲｅＬＵ； Ｃｏｎｖ（２５６， ４， ２， １）； ＩＮ；
４ ＬＲｅＬＵ； Ｃｏｎｖ（５１２， ４， ２， １）； ＩＮ；
５ ＬＲｅＬＵ； Ｃｏｎｖ（１， ４， ２， １）； Ｓｉｇｍｏｉｄ；

３　 修复网络

修复网络主要由生成器 Ｇ２ 和判别器 Ｄ２ 组成。
在生成器 Ｇ２ 中，除了引入了新的注意层， Ｇ２ 与 Ｇ１、
Ｄ２ 与 Ｄ１ 都分别采用了完全相同的结构。

为了使修复结果同时在全局和局部上具备更好

的一致性，在修复网络的生成器中加入新的注意层。
现有的使用注意力机制的算法都默认缺失区域与已

知区域具有相同的结构特征，仅在已知区域中搜寻

相似 ｐａｔｃｈｅｓ 来对缺失区域进行填充，可能会遗漏掉

更高质量的 ｐａｔｃｈｅｓ。 本文的注意层将搜索范围扩

大到已知区域以及修复过程中生成的区域，以得到

更高质量的相似 ｐａｔｃｈｅｓ。
（１）相似性评价指标。 对应于扩大的搜索范

围，本文使用两种相似性指标来评价 ｐａｔｃｈｅｓ 间的相

似性，包括生成区域中的 ｐａｔｃｈｅｓ 之间的余弦内相似

性 Ｓ ｊ，ｋ 以及生成区域与已知区域的 ｐａｔｃｈｅｓ 之间的

余弦内相似性 Ｓ
－

ｊ，ｋ。 Ｐ 中的 ｐａｔｃｈｅｓＰ ｊ 与 Ｐｋ 的余弦内

相似性，公式（２）； Ｐ ｊ 与在 Ｐ
－
中的 ｐａｔｃｈｅｓＰ

－

ｋ 的余弦

内相似性，公式（３）：

Ｓ ｊ， ｋ ＝ 〈
Ｐ ｊ

‖Ｐ ｊ‖
，

Ｐｋ

‖Ｐｋ‖
〉， 　 Ｐｋ ∈ Ｐ （２）

􀭵Ｓ ｊ， ｋ ＝ 〈
Ｐ ｊ

‖Ｐ ｊ‖
，

􀭵Ｐｋ

‖􀭵Ｐｋ‖
〉， 　 􀭵Ｐｋ ∈ 􀭵Ｐ （３）

　 　 其中， Ｐ 代表从生成器 Ｇ２ 第 １３ 层的特征图中

的生成区域中提取出的所有 １×１ 的 ｐａｔｃｈｅｓ 组成的

集合， 􀭵Ｐ 则代表从生成器 Ｇ２ 第 １３ 层的特征图中的

已知区域中提取出的所有 １×１ 的 ｐａｔｃｈｅｓ 组成的集

合。
通过计算特征图中所有的 Ｓ ｊ， ｋ 和􀭵Ｓ ｊ， ｋ，便可以从

４９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



Ｐ 和 􀭵Ｐ 中找到与 Ｐ ｊ 最相似的 ｐａｔｃｈｅｓ。
（２）相似性搜索。 本文通过卷积的方式计算出

所有的 Ｓ ｊ， ｋ 和􀭵Ｓ ｊ， ｋ，并根据数值大小分别选出 Ｐ 和 􀭵Ｐ
中的 ｔｏｐ － Ｋ ｐａｔｃｈｅｓ，因为使用更多的 ｐａｔｃｈｅｓ 来更

新缺失的区域时收效甚微，还会增加计算成本，所以

本文最终设置 Ｋ ＝ ２。
（３）更新 ｐａｔｃｈｅｓ。 为了更好的确保修复结果的

全局一致性，本文采用非局部均值策略更新每个

Ｐｊ ∈ Ｐ， 更新的具体计算公式如式（４）、式（５）所示：

Ｐ∗
ｊ ＝ ∑

ｋ∈Ｎ

ｅｘｐ（Ｓ ｊ， ｋ）
Ｚ ｊ

Ｐｋ ＋ ∑
ｋ∈􀭺Ｎ

ｅｘｐ（􀭵Ｓ ｊ， ｋ）
Ｚ ｊ

􀭵Ｐｋ （４）

Ｚ ｊ ＝ ∑
ｋ∈Ｎ

ｅｘｐ（Ｓ ｊ， ｋ） ＋ ∑
ｋ∈Ｎ

ｅｘｐ（􀭵Ｓ ｊ， ｋ） （５）

　 　 其中， Ｐ∗
ｊ 代表更新后的 Ｐ ｊ， Ｎ ＝ ｛ｎ１，ｎ２｝ 和􀭺Ｎ ＝

｛􀭵ｎ１， 􀭵ｎ２｝， 分别记录 Ｐ 和 􀭵Ｐ 中最相似的两个 ｐａｔｃｈｅｓ
的索引， Ｚ ｊ 则表示归一化因子。

此外，将注意层安排在第 １３ 层是出于对计算资

源和性能的综合考量：进入解码器阶段，越深的层得

到的特征图的尺寸越大，需要的计算资源需求也相

应增加；但是当层数较小，提取的可用 ｐａｔｃｈｅｓ 数量

不足，无法获得更相似的 ｐａｔｃｈｅｓ 来填充破损区域，
最终的修复性能也会因此下降。 因此，为了在计算

资源和性能之间实现平衡，参照 Ｓｈｉｆｔ－Ｎｅｔ 的设置，
本文最终选择在生成器的第 １３ 层插入新的注意层，
此时特征图的尺寸为 ３２×３２。

４ 损失函数设计

４．１　 特征学习网络损失函数设计

同主流的图像修复算法一样，特征学习网络整

体的损失函数 ＬＬＥＡＲＮ 是多个损失函数的加权和。
ＬＬＥＡＲＮ 表示最终预测到的 ＬＢＰ 特征与 Ｇｒｏｕｎｄ Ｔｒｕｔｈ
的 ＬＢＰ 特征的差距，用于评估经过特征学习网络预

测后得到的 ＬＢＰ 特征的质量，其具体计算方式为

ＬＬＥＡＲＮ ＝ ωｒｅｃ１Ｌｒｅｃ１ ＋ ωａｄｖ１Ｌａｄｖ１ （６）
　 　 其中， Ｌｒｅｃ１ 表示重建损失； Ｌａｄｖ１ 表示对抗损失；
ωｒｅｃ１，ωａｄｖ１ 分别代表 Ｌｒｅｃ１ 和 Ｌａｄｖ１ 各自的权重。

重建损失 Ｌｒｅｃ１ 选用了 Ｌ１ 损失，具体计算方式为

Ｌｒｅｃ１ ＝ ‖Ｌｏ － Ｌｇ‖１ （７）
　 　 其中， Ｌｏ 表示预测出的 ＬＢＰ 特征图， Ｌｇ 则表示

Ｇｒｏｕｎｄ Ｔｒｕｔｈ 的 ＬＢＰ 特征图。
对抗损失 Ｌａｄｖ１ 的具体计算方式为

Ｌａｄｖ１ ＝ ｍｉｎ
Ｇ１

ｍａｘ
Ｄ１

ＥＬｇ ｌｏｇＤ１ Ｌｇ( )[ ] ＋

ＥＬｉ ｌｏｇ １ － Ｄ１ Ｇ１ Ｌｉ，Ｍ( )( )( )[ ] （８）
其中， Ｍ 表示二值掩码， Ｌｉ 表示从输入的破损

图片 Ｉｉ 中提取的 ＬＢＰ 特征。
４．２　 修复网络损失函数设计

修复网络的整体损失函数 ＬＩｎｐ 在特征学习网络

的整体损失函数 ＬＬＥＡＲＮ 的基础上额外引入了感知损

失 Ｌｐｅｒ 和风格损失 Ｌｓｔｙｌｅ， 具体计算方式为

ＬＩｎｐ ＝ ωｒｅｃ２Ｌｒｅｃ２ ＋ ωａｄｖ２Ｌａｄｖ２ ＋ ωｐｅｒＬｐｅｒ ＋ ωｓｔｙｌｅＬｓｔｙｌｅ （９）
其中， ωｐｅｒ，ωｓｔｙｌｅ 为感知损失 Ｌｐｅｒ 和风格损失 Ｌｓｔｙｌｅ

对应的权重， ωｒｅｃ２，ωａｄｖ２ 为重建损失 Ｌｒｅｃ２ 和对抗损失

Ｌａｄｖ２ 对应的权重。
感知损失 Ｌｐｅｒ 的计算方式为

　 　 Ｌｐｅｒ ＝ ∑
ｌ∈Ｃ

‖φｌ（ Ｉｏ） － φｌ（ Ｉｇ）‖１ （１０）

其中， Ｉｏ 表示最终修复得到的图片； Ｉｇ 表示

Ｇｒｏｕｎｄ Ｔｒｕｔｈ 图片； φｌ 表示对应于 ＩｍａｇｅＮｅｔ 预训练

的 ＶＧＧ－１６ 网络的第 ｌ 层的激活图，集合 Ｃ 包括了

ｃｏｎｖ２＿１、ｃｏｎｖ３＿１、ｃｏｎｖ４＿１ 层的层索引。
本文的风格损失函数 Ｌｓｔｙｌｅ 具体计算方式为

　 Ｌｓｔｙｌｅ ＝ ∑
ｌ∈Ｃ

‖Ｇφ ｌ Ｉｏ( ) － Ｇφ ｌ Ｉｇ( ) ‖１ （１１）

其中， Ｇφ ｌ 是给定大小为 Ｃ ｉ × Ｈｉ × Ｗｉ 的特征图

后，由与感知损失相同的激活图 φ ｌ 构造的 Ｃ ｉ × Ｃ ｉ 的

Ｇｒａｍ 矩阵。

５　 实　 验

５．１　 实验条件

５．１．１　 数据集

本文实验共使用 ４ 种数据集，即 ＣｅｌｅｂＡ－ＨＱ、
Ｐｌａｃｅｓ 和 Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ 以及 ＮＶＩＤＩＡ 提供的不规

则 Ｍａｓｋ 数据集。 本文使用 ＣｅｌｅｂＡ－ＨＱ 数据集原有

的训练集用于训练，原有的测试集对半分为本文的

测试集与验证集，即训练集 ２８ ０００ 张，新的测试集

和验证集各 １ ０００ 张；本文从 Ｐｌａｃｅｓ 数据集中随机

选择 １０ 种场景，并将其原始验证集对半分成本文的

新的验证集和测试集，即训练集是来自 １０ 种场景的

５ 万张图片，验证集和测试集都分别是来自 １０ 种场

景的 ５００ 张图片；本文从 Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ 数据集原

始训练集中选择 １００ 张图像作为验证集，使用剩下

的 １４ ８００ 张图像来构成训练集，测试集不变；训练

时采用从不规则 Ｍａｓｋ 数据集中随机选取的策略。
除了不规则 Ｍａｓｋ，本文还使用了中心 Ｍａｓｋ，中心

Ｍａｓｋ 的尺寸统一采用 １２８×１２８（单位为像素）。 此

外，输入网络的图片都会预处理为 ２５６×２５６ 的大小。
５．１．２　 训练环境

本文的实验模型主要是基于 Ｐｙｔｏｒｃｈ １．６． ０ 和

Ｔｅｎｓｏｒｆｌｏｗ １．８．０ 框架搭建的，使用一台操作系统为
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Ｕｂｕｎｔｕ 的服务器进行训练。 服务器的显卡型号为

ＲＴＸ ３０９０，显存大小为 ２４ Ｇ，处理器类型为 ｉ９ －
１０９００ｋ、运行内存大小为 ６４ ＧＢ ，硬盘大小为 ２ Ｔ。
编程语言使用 ｐｙｔｈｏｎ ３．６。
５．１．３　 训练过程

首先在特征学习网络中训练生成器 Ｇ１ 和判别

器 Ｄ１， 将 Ｇ１ 得到的结果连接到修复网络中，同时对

Ｇ１、Ｇ２ 和 Ｄ２ 进行训练。
５．１．４　 部分参数设置

ｂａｔｃｈｓｉｚｅ 设置为 ８，模型使用 Ａｄａｍ 优化器对参

数进行优化，其中 β １ ＝ ０，β ２ ＝ ０．９， 生成器网络的学

习率设为１０－４，判别器的学习率为１０－５来对网络微

调，直至收敛为止，最多训练 ３０ 个 ｅｐｏｃｈ。
５．２　 定性比较

为了直观地验证本文提出算法的有效性及优越

性，将本文的算法与当下流行的几种算法在 Ｐｌａｃｅｓ
数据集上进行了定性比较，结果如图 ４、图 ５ 所示。
图 ４、图 ５ 中的输入图片分别使用了中心 Ｍａｓｋ 以及

不规则 Ｍａｓｋ，且图 ５ 输入图片中的缺失比例自上而

下不断扩大。

(a)GT (b)输入 (c)CA (d)PC (e)EC (f)本文算法

图 ４　 使用中心 Ｍａｓｋ 的 Ｐｌａｃｅｓ数据集上的修复结果对比图

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ｏｎ Ｐｌａｃｅｓ ｄａｔａｓｅｔ ｗｉｔｈ ｃｅｎｔｒａｌ ｍａｓｋ

(a)GT (b)输入 (c)CA (d)PC (e)EC (f)本文算法

图 ５　 使用不规则 Ｍａｓｋ 的 Ｐｌａｃｅｓ数据集上的修复结果对比图

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ｏｎ Ｐｌａｃｅｓ ｄａｔａｓｅｔ ｗｉｔｈ ｉｒｒｅｇｕｌａｒ ｍａｓｋ

　 　 由图 ４ 可以看出，使用了中心 Ｍａｓｋ 的 Ｐｌａｃｅｓ 图
片，ＣＡ 出现了严重的语义不符：海面处出现了蓝色

方框；ＥＣ 也出现了明显的掩膜边界：山后的天空出

现了明显的正方形边界；本文算法的结果也在海面

部分出现了模糊，只有 ＰＣ 的结果细腻自然，具备更

多的纹理细节。
由图 ５ 可以看出，面对使用不规则 Ｍａｓｋ 的

Ｐｌａｃｅｓ 图片：在缺失比例较小（０％～３０％）时，所有算

法均取得了较好的修复效果，与 ＧＴ 图片相比，结果

也很逼真。 但是当缺失比例逐渐扩大（≥３０％），除
本文算法外的所有算法依次出现了模糊，其中 ＣＡ
的模糊最为严重，ＰＣ 和 ＥＣ 均丢失了细节，本文算

法所有图片依旧产生了自然真实的修复效果。
图 ４ 从视觉上定性证明本文算法在使用了中心
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Ｍａｓｋ 的 Ｐｌａｃｅｓ 数据集上，性能未能达到最佳；图 ５
则从视觉上定性证明了在使用了不规则 Ｍａｓｋ 的

Ｐｌａｃｅｓ 数据集上，本文的算法产生了最好的修复效

果。
５．３　 定量比较

通过使用性能指标来对图像修复算法的性能进

行客观的定量比较。 本文采用图像修复中最常用的

性能评价指标：峰值信噪比 （ Ｐｅａｋ Ｓｉｇｎａｌ ｔｏ Ｎｏｉｓｅ
Ｒａｔｉｏ， ＰＳＮＲ）和结构相似指数（Ｓｔｒｕｃｔｕｒａｌ Ｓｉｍｉｌａｒｉｔｙ
ｉｎｄｅｘ，ＳＳＩＭ）。 两种指标的值的大小都是与算法的

修复性能呈正相关的，ＰＳＮＲ 的单位为 ｄＢ，ＳＳＩＭ 的

范围为 ０～１。
Ｃｏｎｔｅｘｔｕａｌ Ａｔｔｅｎｔｉｏｎ （ ＣＡ）、 Ｐａｒｔｉａｌ Ｃｏｎｖｏｌｕｔｉｏｎｓ

（ＰＣ）、 Ｅｄｇｅ Ｃｏｎｎｅｃｔ （ ＥＣ） 以及本文算法在中心

Ｍａｓｋ 的 ＣｅｌｅｂＡ－ＨＱ 数据集和 Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ 数据

集上得到的性能评价指标如图 ６、图 ７ 所示。 可以

看出，在中心 Ｍａｓｋ 的 ＣｅｌｅｂＡ－ＨＱ 数据集上，本文算

法的 ＰＳＮＲ 和 ＳＳＩＭ 值分别为 ２８．１９ ｄＢ 以及 ０．９２４；
在中心 Ｍａｓｋ 的 Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ 数据集上，本文算法

的 ＰＳＮＲ 和 ＳＳＩＭ 值分别为 ２６．３５ ｄＢ 以及 ０．８６８；因
此，无论在哪个数据集上，本文算法的 ＰＳＮＲ 和

ＳＳＩＭ 值都比当前流行的其他算法高，尤其是在

ＣｅｌｅｂＡ－ＨＱ 中，本文算法的 ＰＳＮＲ 值比 ＣＡ 高出 ４．
９５ ｄＢ，ＳＳＩＭ 值比 ＣＡ 高出 ０．０３８，定量证明了本文算

法与其他主流算法相比，在中心 Ｍａｓｋ 的 ＣｅｌｅｂＡ－
ＨＱ 和 Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ 数据集上具有更好的修复性

能，即从数值上反映了采用的 ＬＢＰ 等价模式和新的

注意力层对于最终修复效果的有效性。
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图 ６　 各算法在中心 Ｍａｓｋ 的 ＣｅｌｅｂＡ－ＨＱ 数据集上的 ＳＳＩＭ 与 ＰＳＮＲ 值对比图

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＳＳＩＭ ａｎｄ ＰＳＮＲ ｖａｌｕｅｓ ｏｂｔａｉｎｅｄ ｂｙ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ｏｎ ＣｅｌｅＢＡ－ＨＱ ｄａｔａｓｅｔ ｗｉｔｈ ｃｅｎｔｒａｌ Ｍａｓｋ
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图 ７　 各算法在中心 Ｍａｓｋ 的 Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ 数据集上的 ＳＳＩＭ 与 ＰＳＮＲ 值对比图

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＳＳＩＭ ａｎｄ ＰＳＮＲ ｖａｌｕｅｓ ｏｂｔａｉｎｅｄ ｂｙ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ｏｎ Ｐａｒｉｓ ＳｔｒｅｅｔＶｉｅｗ ｄａｔａｓｅｔ ｗｉｔｈ ｃｅｎｔｒａｌ Ｍａｓｋ

５．４　 消融实验

为了验证本文提出的 ＬＢＰ 等价模式和注意层

对于图像修复任务的有效性与优越性，分别对这两

部分依次进行消融实验。
５．４．１　 ＬＢＰ 等价模式

通过对 ＬＢＰ 等价模式进行消融实验，得到了图

８ 所示的结果。

　 　 由图 ８（ｃ）、图 ８（ｇ）对比可看出，未使用 ＬＢＰ 等

价模式得到的修复结果出现了明显的扭曲与细节丢

失，眉毛与眼睛的细节都未能很好地还原；而使用

ＬＢＰ 等价模式得到的修复结果则很好地还原了人脸

的细节，产生了合理自然的结果，与 Ｇｒｏｕｎｄ Ｔｒｕｔｈ 图

像也更接近，两图之间的对比很好地从视觉上定性

证明了 ＬＢＰ 等价模式的有效性。
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(a)GroundTruth (b)未使用LBP的
输入图片

(c)未使用LBP的
修复结果图

(d)预测出的LBP
结构信息

(e)预测出的RTV
结构信息

(f)预测出的Edge
结构信息

(g)在LBP结构信息
指导下得到的
结果图

(h)在RTV结构信息
指导下得到的
结果图

(i)在Edge结构信息
指导下得到的
结果图

图 ８　 ＬＢＰ 等价模式消融实验结果定性对比图

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｑｕａｌｉｔａｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ ＬＢＰ ｕｎｉｆｏｒｍ ｐａｔｔｅｒｎ
ａｂｌａｔｉｏｎ ｓｔｕｄｙ

　 　 由图 ８（ｄ）、图 ８（ｅ）、图 ８（ ｆ）对比可看出：结构

重建器预测的 ＲＴＶ 结构信息过于平滑，遗漏了大量

的结构细节，边缘生成器预测的边缘结构信息包含

不连续点，只有 ＬＢＰ 等价模式预测的结果包含了更

完整的结构信息。
由图 ８（ｇ）、图 ８（ｈ）、图 ８（ ｉ）对比可以看出，最

终的修复结果也是经过 ＬＢＰ 特征引导的最为清晰

准确，很好地证明了 ＬＢＰ 等价模式在提供结构信息

方面相比其他结构特征提取器的优越性。
５．４．２　 注意层

为了验证本文提出的注意层的有效性以及优越

性，将不使用任何注意层、使用上下文注意层以及使

用本文新的注意层得到的修复结果进行比较，比较

的结果如图 ９ 所示。
　 　 由图 ９（ｃ）、图 ９（ｅ）对比可直观看出，使用与不

使用本文提出的注意层最终得到的修复结果之间差

距明显：不使用本文提出的注意层得到的结果十分

模糊，花朵的大部分细节也已经丢失；而使用本文提

出的注意层得到的结果则很好地还原了花朵缺失部

分的细节，得到的结果也更加细腻自然，从视觉上定

性证明了本文提出的注意层的有效性。

(e)使用本章注意层
的修复结果

(d)使用上下文注意
层的修复结果

(c)未使用注意层的
修复结果

(b)输入图像(a)GroundTruth

图 ９　 注意层消融实验定性结果比较图

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｑｕａｌｉｔａｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ ａｔｔｅｎｔｉｏｎ ｌａｙｅｒ ａｂｌａｔｉｏｎ ｓｔｕｄｙ

　 　 由图 ９（ｃ）、图 ９（ｅ）对比可直观看出，加入上下

文注意层后，尽管修复效果获得了一定的提升，去除

了部分模糊，还原了部分细节；将图 ９（ｄ）与图 ９（ｅ）
进行对比可以看出，使用本文提出的注意层能更好

地还原结构信息，得到的修复的结果也更为清晰，从
视觉上定性证明了本文提出的注意层相比其他注意

层的优越性。
除了上述的定性比较，本文还使用了不规则

Ｍａｓｋ 的 Ｐｌａｃｅｓ 数据集做了注意层的定量比较，最终

结果见表 ３。
由表 ３ 的数据对比可看出，使用本文注意层的

算法比不使用任何注意层的方法，ＰＳＮＲ 值高出了

４．９１９ ｄＢ，ＳＳＩＭ 值高出了 ０．１２９，这一提升定量地验

证了本文提出的注意层的有效性；使用本文注意层

的算法比使用上下文注意层的方法，在 ＰＳＮＲ 上高

出 ４．４３９ ｄＢ，在 ＳＳＩＭ 上高出 ０．０６７，定量地验证了本

文提出的新的注意层的优越性。
表 ３　 注意层消融实验结果定量比较表

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｑｕａｎｔｉｔａｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ ａｔｔｅｎｔｉｏｎ ｌａｙｅｒ
ａｂｌａｔｉｏｎ ｓｔｕｄｙ

不同注意层 Ｗ／ Ｏ Ｏｕｒｓ ＣＡ Ｗｉｔｈ Ｏｕｒｓ

ＳＳＩＭ ０．７２１ ０．７８３ ０．８５０

ＰＳＮＲ ２１．１８１ ２１．６６１ ２６．１００

６　 结束语

为了更好地解决面对复杂图像时会出现伪影与

模糊的问题，本文提出新的两阶段网络，在第一阶段
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的特征学习网络中使用的 ＬＢＰ 等价模式，获得了更

高质量的结构信息，为第二阶段的修复提供了更好

的指导。 并且在第二阶段修复网络的生成器中插入

的新的注意层同时在已知区域和生成区域中寻找更

高质量的相似 ｐａｔｃｈｅｓ，使得最终的修复结果具备更

好的全局和局部一致性。 通过与其他算法进行主观

的定性比较以及客观的定量比较，证明本文所提出

的修复算法更好地解决了内容复杂的图像出现的伪

影、模糊、不连贯的问题，能生成一致性更强、更加细

腻真实的修复结果。 但是，在面对具有大面积不规

则缺失的图像时，本文算法出现了明显的性能下降，
后续工作将针对这一不足开展。
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代替 Ｌｏｃａｌ ＢＡ 提高位姿优化的速度和精度。

在 ＫＩＴＴＩ 和 Ｎｅｗ Ｔｓｕｋｕｂａ 数据集上的实验结果

表明，本文改进后的 ＳＬＡＭ 系统能够以单线程的形

式运行，并且运行速度和精度都高于 ＯＲＢＳＬＡＭ２。
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