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基于机器学习的糖尿病预测及 ＳＨＡＰ 特征分析

李佳思

（上海工程技术大学 数理与统计学院， 上海 ２０１６２０）

摘　 要： 为了提升糖尿病诊断的准确率，找出糖尿病的影响因素，将机器学习算法应用于糖尿病诊断，建立糖尿病预测模型，
为医生提供决策指导。 实验使用 ＵＣＩ 数据库中的皮马印第安人糖尿病数据集，首先对数据进行缺失值填充、异常值处理与标

准化等预处理；在经过预处理后的数据集上建立单分类模型和集成学习模型，并通过 ５ 折交叉验证准确率和 ＡＵＣ 值评估各模

型的预测性能。 结果表明，ＸＧＢｏｏｓｔ 算法的预测效果最好，分类准确率达到 ７７．８３％，ＡＵＣ 值为 ０．８２２。 最后，引入 ＳＨＡＰ 模型

增强模型的可解释性，归纳得出葡萄糖浓度、身体质量指数和年龄对糖尿病预测具有重要影响。
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０　 引　 言

糖尿病是一种常见的慢性疾病，过去 ３０ 年来，
中国糖尿病的发病率急剧增加，国际糖尿病联盟协

会（ＩＤＦ）统计显示，２０１９ 年中国糖尿病患者达到

１．１６亿，位于世界第一位，成为威胁人们身体健康的

一大问题［１－２］。 糖尿病的典型症状为多食、多饮、多
尿、体重减轻，根据病因不同可以分为 １ 型糖尿病、２
型糖尿病、妊娠糖尿病和其它特殊类型糖尿病。 其

中，以 ２ 型糖尿病最为常见，约占糖尿病患者的

９０％，主要由于遗传、环境等因素，使得胰岛素调节

血糖能力下降［３］。 糖尿病具有高达 １００ 多种并发

症，如糖尿病心血管并发症、糖尿病足、神经等病

变［４－５］。 目前，糖尿病仍以饮食控制和药物治疗为

主，给人们的生活带来极大不便，早发现早治疗可以

减少由糖尿病并发症引起的死亡率。 因此，寻找一

种更加高效、准确的诊断方法具有重要意义。
随着互联网技术的快速发展与计算机性能的不

断提升，机器学习和人工智能逐渐应用于各个领域，
将机器学习方法与疾病诊断相结合，为医生提供辅

助决策，建立智能化的疾病诊断系统成为热点研究

方向。 如今，机器学习已经形成成熟的理论体系，发
展出许多算法模型，如：经典的决策树 （ Ｄｅｃｉｓｉｏｎ
Ｔｒｅｅ）、逻辑回归（Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ）、支持向量机

（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ ） 和 Ｋ － 近 邻 （ Ｋ － ｎｅａｒｅｓｔ
Ｎｅｉｇｈｂｏｒ）等单学习器，以及随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ）、
ＡｄａＢｏｏｓｔ 和 ＸＧＢｏｏｓｔ 等集成学习算法，在模式识别、文
本分类、医疗诊断等方面均得到了广泛应用。

目前，许多学者将机器学习算法应用于糖尿病

的诊断。 侯伟［６］ 等提出一种基于一维卷积神经网



络的 ＤＰＮ 糖尿病预测方法，使用天津医科大学代谢

病医院的 ８９８ 个患者数据进行模型验证，分别建立

了 １Ｄ－ＣＮＮ 模型、支持向量机和 ＢＰ 神经网络预测

模型。 实验结果显示，１Ｄ－ＣＮＮ 模型的效果最好，准
确率达到 ９８．３％。 乔瀚［７］等将基于多特征属性患者

相似性的方法用于糖尿病诊断，通过聚类方法，分析

了不同特征的相似性并进行分组，使用随机森林对

分组结果进行拟合得到疾病预测结果。 实验结果显

示，所提方法相比其它方法更具有效性，预测准确率

得到提升。 章权［８］等将 Ｓｔａｃｋｉｎｇ 集成学习方法应用

于糖尿病的诊断，在 ＵＣＩ 数据库中的皮马印第安人

糖尿病数据集中使用支持向量机、随机森林和人工

神经网络作为基学习器进行 Ｓｔａｃｋｉｎｇ 集成。 结果表

明，融合后的模型比单个模型具有更好的分类效果，
分类准确率为 ９２．２％。 Ｓａｒｗａｒ［９］等将支持向量机、Ｋ
－近邻、逻辑回归、随机森林等机器学习算法应用于

糖尿病预测，实验使用 ＵＣＩ 数据库中的皮马印第安

人糖尿病数据集。 结果显示，支持向量机和 Ｋ－近邻

的分类准确率为 ７７％，优于其它分类算法，血糖浓

度、体重指数和年龄是糖尿病预测的重要影响因素。
于建宇［１０］为了提升对妊娠期糖尿病的预测准确率，
分别使用了 Ｘｇｂｏｏｓｔ、Ｌｉｇｈｔｇｂｍ 和 Ｃａｔｂｏｏｓｔ 等集成学

习算法，对天池比赛中的糖尿病数据进行预测，实验

中使用交叉验证与网格搜索，确定模型的最佳参数。
结果显示，Ｃａｔｂｏｏｓｔ 算法的预测准确率最高，达到了

７６．５％。
机器学习算法在疾病预测方面的应用可以提升

诊断效率和准确率，但是医疗数据通常具有大规模、
高维度和异构性等特点，模型的预测准确率会受到

多种因素的影响，同一模型在不同数据集中的表现

也具有很大差异。 虽然当前具有许多机器学习算

法，但大多数算法都是黑箱模型，可解释性不强。 针

对于此，本文使用单分类模型（决策树、逻辑回归、
支持向量机、Ｋ－近邻和朴素贝叶斯）和集成学习算

法（随机森林、ＡｄａＢｏｏｓｔ 和 ＸＧＢｏｏｓｔ）用于糖尿病预

测，对 ＵＣＩ 数据库中的皮马印第安人糖尿病数据集

进行建模，通过 ５ 折交叉验证和网格搜索获得模型

的最佳参数，并使用 ５ 折交叉验证准确率和 ＡＵＣ 值

选出最佳预测模型，然后引入 ＳＨＡＰ 方法进行特征

分析，找出影响糖尿病的主要因素。

１　 方法研究

１．１　 基于 ＳＨＡＰ 的糖尿病特征分析方法

由于大多数机器学习算法的可解释性较差，无

法分析各个特征如何影响模型的预测结果，而这对

于疾病诊断来说非常重要。 因此，本文采用 ＳＨＡＰ
方法对模型中的糖尿病影响因素进行分析。

沙普利可加性模型解释方法（ＳＨａｐｌｅｙ Ａｄｄｉｔｉｖｅ
ｅｘＰｌａｎａｔｉｏｎ， ＳＨＡＰ）是 Ｌｕｎｄｂｅｒｇ 和 Ｌｅｅ［１１］在 ２０１７ 年

提出的，其基本思想是通过计算每个特征加入模型

时的边际贡献达到解释模型的目的，可用于解释各

种黑箱模型。 该方法首先计算出每个特征的贡献

值，可能为正向贡献，也可能为负向贡献，然后将所

有特征的贡献值累加得到最终预测结果［１２－１４］。
假设第 ｉ 个样本为 ｘｉ， 第 ｉ 个样本的第 ｊ 个特征

为 ｘｉｊ， 模型对该样本的预测值为 ｙｉ， 整个模型的基

线（即模型对所有样本预测值的均值）为 ｙｂａｓｅ， 则

ＳＨＡＰ 值服从以下等式：
　 　 ｙｉ ＝ ｙｂａｓｅ ＋ ｆ ｘｉ１( ) ＋ ｆ ｘｉ２( ) ＋ … ＋ ｆ ｘｉｋ( ) （１）
式中， ｆ ｘｉｊ( ) 表示第 ｉ 个样本中第 ｊ 个特征对模型预

测结果 ｙｉ 的贡献值。 当 ｆ ｘｉｊ( ) ＞ ０ 时，表示该特征对

模型预测结果具有正向影响，反之，该特征对模型预

测结果具有负向影响［１５－１６］。 ＳＨＡＰ 方法示意如图 １
所示。

0 基线值 特征1 最终预测 特征2

正向影响
负向影响

f(xi2)

f(xi3)

f(xi1)
ybase

图 １　 ＳＨＡＰ 示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＳＨＡＰ

１．２　 模型评价方法

模型需要依靠合适的评价指标进行评估，对于

二分类问题，常常使用混淆矩阵对模型的分类效果

进行评价，混淆矩阵可以直观地反应出模型的分类

结果，由混淆矩阵可以得到准确率（Ａｃｃｕｒａｃｙ）、精准

率（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ） 和 Ｆ１ 值， 对模型性

能进行全面评估。 其中，准确率是分类正确的样本

数量与总样本数量的比值；精准率表示预测为糖尿

病的样本中实际也为糖尿病患者的比例；召回率表

示真实为糖尿病的样本中，被预测为糖尿病的比例；
Ｆ１ 值为精准率与召回率的调和平均值。 各评价指

标的计算公式如下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＮ ＋ ＦＰ ＋ ＴＮ

（２）

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（３）

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（４）
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Ｆ１ ＝ ２Ｐ·Ｒ
Ｐ ＋ Ｒ

（５）

　 　 其中， ＴＰ 表示真实为糖尿病同时也被预测为

患糖尿病；ＴＮ 表示真实为未患糖尿病同时也被预测

为未患病；ＦＮ表示真实为患糖尿病而被预测为未患

病；ＦＰ 表示真实未患病而被预测为患糖尿病。
受 试 者 工 作 特 征 （ Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ

Ｃｈａｒａｃｔｅｒｉｓｔｉｃ， ＲＯＣ） 曲线，表示了模型在不同阈值

下真正率（Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ Ｒａｔｅ， ＴＰＲ） 和假正率（Ｆａｌｓｅ
Ｐｏｓｉｔｉｖｅ Ｒａｔｅ， ＦＰＲ） 之间的关系。 ＴＰＲ 和 ＦＰＲ 的计

算公式如下：

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（６）

ＦＰＲ ＝ ＦＰ
ＴＮ ＋ ＦＰ

（７）

　 　 分别计算出不同阈值下的真正率和假正率，以
假正率为横轴，真正率为纵轴，将各点在平面直角坐

标系中绘制出来并进行连接得到 ＲＯＣ 曲线（如图 ２
所示）， ＲＯＣ 曲线越靠近左上角，表示模型效果

越好。ＡＵＣ 值是 ＲＯＣ 曲线下的面积大小，其值越接

近于 １，表示模型预测效果越好。 本文通过 ５ 折交

叉验证准确率和 ＡＵＣ 值对各个模型的性能进行评

价。
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图 ２　 ＲＯＣ 曲线示意图

Ｆｉｇ． ２　 ＲＯＣ ｃｕｒｖｅ ｄｉａｇｒａｍ

２　 实例验证

２．１　 数据来源及预处理

本文实验过程主要包括数据预处理、建立预测

模型、模型性能评估和影响因素分析 ４ 部分，实验流

程如图 ３ 所示。 实验使用 ＵＣＩ 数据库中的皮马印第

安人糖尿病数据集，该数据集共有 ７６８ 个样本，其
中，５００ 例未患糖尿病，２６８ 例患有糖尿病。 数据集

含有 ８ 个特征，各个特征的含义见表 １， 其中，
Ｏｕｔｃｏｍｅ 为标签列，表示是否患有糖尿病。

影响因素
分析

模型性能
评价

建立预测模型

集成学习
模型

单分类
模型

原始数据集

标准化

数据预处理

缺失值处理
异常值处理

图 ３　 实验流程

Ｆｉｇ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｓｔｅｐｓ
表 １　 糖尿病数据集特征描述

Ｔａｂ． １　 Ｆｅａｔｕｒｅ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｄｉａｂｅｔｅｓ ｄａｔａｓｅｔ

特征名称 含义

Ｐｒｅｇｎａｎｃｉｅｓ 怀孕次数

Ｇｌｕｃｏｓｅ 葡萄糖浓度

ＢｌｏｏｄＰｒｅｓｓｕｒｅ 舒张压（ｍｍ Ｈｇ）

Ｓｋｉｎ Ｔｈｉｃｋｎｅｓｓ 皮层厚度（ｍｍ）

Ｉｎｓｕｌｉｎ 血清胰岛素（ｍｕ ／ ｍｌ）

ＢＭＩ 身体质量指数

ＤｉａｂｅｔｅｓＰｅｄｉｇｒｅｅＦｕｎｃｔｉｏｎ 糖尿病家族影响指数

Ａｇｅ 年龄

Ｏｕｔｃｏｍｅ 标签（０ 表示未患病，１ 表示患病）

　 　 在数据预处理前通常需要对数据进行可视化分

析，其有利于分析数据自身特性，帮助提升模型的分

类效果。 通过 Ｐｙｔｈｏｎ 中 Ｐａｎｄａｓ 库的 ｄｅｓｃｒｉｂｅ 函数，
对原始数据进行描述性统计，可知各特征间的均值

和方差存在较大差异。 特征 Ｇｌｕｃｏｓｅ、ＢｌｏｏｄＰｒｅｓｓｕｒｅ、
ＳｋｉｎＴｈｉｃｋｎｅｓｓ、Ｉｎｓｕｌｉｎ 和 ＢＭＩ ５ 个特征存在不同程

度的缺失情况，其中 Ｉｎｓｕｌｉｎ 的缺失比例达到４８．７％。
由于缺失数据较多，若直接删除含有缺失值的样本，
将会导致模型拟合能力下降，因此，对于上述 ５ 个特

征使用中位数进行缺失值填充。 然后，使用数字异

常值方法处理异常值， 计算各列特征的四分位数间

距 ＩＱＲ，将低于Ｑ１ － １．５ＩＱＲ 的值或高于 Ｑ３ ＋ １．５ＩＱＲ
的值作为异常值。 其中， Ｑ１ 为下四分位数， Ｑ３ 为上

四分位数， ＩＱＲ 为上四分位数与下四分位数之差。
最后，将数据进行标准化处理以消除特征之间的量

纲差异。
２．２　 实验结果与分析

本文对 ＵＣＩ 数据库中的皮马印第安人糖尿病

数据进行缺失值、异常值处理并进行标准化后，分别

使用决策树、逻辑回归、支持向量机、Ｋ－近邻、朴素

贝叶斯 ５ 种单分类器，以及随机森林、ＡｄａＢｏｏｓｔ 和
ＸＧＢｏｏｓｔ３ 种集成学习算法对预处理后的数据集进

行拟合。 实验过程中，使用 ７０％的数据作为训练

集，３０％的数据作为测试集，采用网格搜索和交叉验
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证寻找各个模型的最优参数，将 ５ 折交叉验证准确

率作为确定模型最优参数的评估指标。 将建立好的

模型在测试集中进行测试，以 ５ 折交叉验证准确率

和 ＡＵＣ 值作为模型优劣的评价标准，各模型的预测

结果，见表 ２。
表 ２　 不同模型性能比较

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

类型 模型 ５－折交叉验证准确率 ／ ％ ＡＵＣ

单模型 决策树 ７０．７０ ０．７０６

逻辑回归 ７７．３５ ０．８２０

支持向量机 ７７．０９ ０．８１４

Ｋ－近邻 ７３．７０ ０．７６９

朴素贝叶斯 ７４．７５ ０．７９４

随机森林 ７６．７０ ０．７８２

集成模型 ＡｄａＢｏｏｓｔ ７６．１８ ０．７７４

ＸＧＢｏｏｓｔ ７７．８３ ０．８２２

　 　 由表 ２ 可知，在皮马印第安人糖尿病数据集中，
决策树模型的预测效果最差，５ 折交叉验证准确率

为 ７０．７０％，ＡＵＣ 值为 ０．７０６；ＸＧＢｏｏｓｔ 算法的分类效

果最好，５ 折交叉验证准确率达到了 ７７．８３％，ＡＵＣ
值为 ０．８２２，高于其它分类模型。

为了进一步研究糖尿病的主要影响因素，提升

分类模型的可解释性，引入 ＳＨＡＰ 方法对糖尿病数

据集进行特征分析。 图 ４ 为糖尿病数据集的特征重

要性分析图。 由图中可知，葡萄糖浓度、身体质量指

数和年龄是影响糖尿病的重要因素，这与临床经验

基本一致。
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图 ４　 特征重要性分析

Ｆｉｇ． ４　 Ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ａｎａｌｙｓｉｓ

　 　 图 ５ 展示了各特征的 ＳＨＡＰ 值分布，从上到下

按各个特征的重要性进行排序。 横轴是模型的

ＳＨＡＰ 值，点的颜色表示特征值的大小。 越接近红

色，表示特征的值越大，越接近蓝色表示特征的值越

小。 ＳＨＡＰ 值为正，表示对模型预测为患糖尿病具

有正向贡献；ＳＨＡＰ 值为负，表示对模型预测为患糖

尿病具有负向贡献。 由图 ５ 可知，Ｇｌｕｃｏｓｅ 对模型的

预测结果影响最大，且随着 Ｇｌｕｃｏｓｅ 的值增大，会增

加样本预测为患糖尿病的概率，即该特征对预测为

患糖尿病具有正向影响。 ＢＭＩ 的趋势与 Ｇｌｕｃｏｓｅ 类

似，随着 ＢＭＩ 值的增大，样本被判定为患糖尿病的

概率增加，而 ＢＭＩ 值的减小，则会增加模型判定样

本不患糖尿病的概率，这与生活中肥胖患者更易患

糖尿病相一致。
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图 ５　 特征分析

Ｆｉｇ． ５　 Ｆｅａｔｕｒｅ ａｎａｌｙｓｉｓ

　 　 ＳＨＡＰ 方法不仅可以在整体层面对预测模型的

影响因素进行分析，还可以针对个体进行影响因素

分析。 分别选取一名被预测为糖尿病患者和一名被

预测为非糖尿病患者进行个体影响因素分析。
图 ６ 为一名被预测为糖尿病患者的 ＳＨＡＰ 特征

贡献图，红色部分表示对预测为糖尿病有正向影响，
蓝色表示对预测为患糖尿病有负向影响。 由图 ６ 可

以解释这名患者被预测为患糖尿病的原因是葡萄糖

浓度较高、身体质量指数较高、年龄较大等。
图 ７ 为一名被预测为非糖尿病患者的 ＳＨＡＰ 特

征贡献图。 由图 ７ 可以解释其被预测为非糖尿病的

原因为葡萄糖浓度较低、年龄较小、身体质量指数较

低等。
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图 ６　 预测为糖尿病患者的 ＳＨＡＰ 解释示例
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图 ７　 预测为非糖尿病患者的 ＳＨＡＰ 解释示例

Ｆｉｇ． ７　 Ｅｘａｍｐｌｅ ｏｆ ＳＨＡＰ ｉｎｔｅｒｐｒｅｔａｔｉｏｎ ｆｏｒ ｐｒｅｄｉｃｔｉｎｇ Ｎｏｎ－ｄｉａｂｅｔｅｓ

３　 结束语

糖尿病作为中国发病率较高的慢性疾病之一，
给患者带来许多不便和负担。 因此，将机器学习算

法应用到糖尿病预测，对提升糖尿病诊断效率和准

确率，了解糖尿病的发病机制具有重要意义。 本文

基于机器学习算法，使用 ＵＣＩ 数据库中的皮马印第

安人糖尿病数据集构建了糖尿病预测的单分类模型

（决策树、逻辑回归、支持向量机、Ｋ－近邻和朴素贝

叶斯） 和集成学习模型 （随机森林、 ＡｄａＢｏｏｓｔ 和

ＸＧＢｏｏｓｔ），通过 ５ 折交叉验证准确率和 ＡＵＣ 值对各

个模型进行性能评估。 实验结果表明，ＸＧＢｏｏｓｔ 算
法的预测效果最好，５ 折交叉验证准确率为７７．８３％，
ＡＵＣ 值为 ０．８２２。 然后，引入了 ＳＨＡＰ 方法增强模

型的可解释性，得到引起糖尿病的主要因素为葡萄

糖浓度、身体质量指数、年龄、怀孕次数等，医生在进

行决策时可以多关注这些特征。 在未来，可以将更

多与糖尿病相关的因素考虑到模型中，进一步提升

糖尿病诊断准确率。
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