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融入异构网络特征的深度学习预测中药靶点
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摘　 要： 针对传统预测中药靶点相互作用，忽略了中药、成分、靶点 ３ 者之间的潜在联系，导致特征提取不足，模型精度不高的

问题，构建中药－成分－靶点 ３ 层异构网络。 利用重启随机游走、高斯核、信息熵算法提取网络特征，并提出了运用深度神经网

络分析中药成分－靶点相互作用的模型 ＴＣＭＩＴ－ＤＮＮ。 实验结果表明，ＧＢＤＴ、ＲＦ、ＳＶＭ 模型使用 ＴＣＭＩＴ ３ 层异构网络策略

后，分类性能均有所提升。 ＴＣＭＩＴ－ＤＮＮ 的 ＡＵＣ、Ｆ１ 值、准确率分别为 ９６．０％、８９．５％、８９．５％，均优于 ＴＣＭＩＴ－ＧＢＤＴ、ＴＣＭＩＴ－
ＲＦ、ＴＣＭＩＴ－ＳＶＭ 分类模型。
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０　 引　 言

中医临床经验丰富、疗效显著，但对中药成分、
治疗靶点的作用机制仍知之甚少，给临床精准治疗

带来了极大挑战。 然而，中药具有多成分、多靶点等

特点，很多潜在成分与靶点间的关系尚未明确。 通

过生物实验，分别从中药的成分研究其作用靶点花

费的时间、经济成本大且难以实现。 因此，研究快速

高效的中药成分－靶点相互作用预测方法亟不可

待。
中药靶点发现的关键，在于探究中药多成分与

多靶点的相互作用关系。 现有的定量结构活性关系

方法预测中药靶点方法，主要以分子指纹、分子描述

符结合机器学习为主［１］，忽略了中药、成分、靶点 ３
者之间的潜在联系，不利于模型的泛化调用。 目前，
网络分析已广泛应用于疾病分类、生物医疗、新药研

发等领域，其有效性已在实践中得到验证。 如：Ｈａｏ
等［２］针对药物－靶点相互作用，提出一种双网络集

成逻辑矩阵分解的相似性度量方法；于亚运等［３］ 基

于分子指纹相似度构建中药成分－靶点相互作用分

类模型。 此类方法的准确度很大程度依赖于分子结

构相似性。 近年来，深度神经网络 （ Ｄｅｅｐ Ｎｅｕｒａｌ



Ｎｅｔｗｏｒｋ，ＤＮＮ）结合传统算法已成功应用于海量、复
杂的药物 －靶点网络拓扑结构分析［４］。 如：使用

ＤＮＮ 和因子分解机实现自动学习特征的高阶及低阶

表达式［５］；利用 ＸＧＢｏｏｓｔ 确定药物分子指纹非冗余特

征［６］，并通过 ＤＮＮ 提高药物靶点分类模型精度等。
本文针对传统中药靶点预测忽略中药、成分、靶

点之间的潜在联系和药物－靶点网络研究中存在特

征提取不全、过于依赖结构相似性的问题，提出了一

种基 于 中 药 － 成 分 － 靶 点 （ Ｔｒａｄｉｔｉｏｎａｌ Ｃｈｉｎｅｓｅ
Ｍｅｄｉｃｉｎｅ－Ｉｎｇｒｅｄｉｅｎｔ －Ｔａｒｇｅｔ， ＴＣＭＩＴ） ３ 层异构网络

的中药靶点预测方法。 利用结构相似性和关联矩阵

构建 ＴＣＭＩＴ 异构网络，使用数学统计算法提取网络

拓扑特征，并结合深度学习建立 ＴＣＭＩＴ－ＤＮＮ 中药

成分－靶点相互作用分析模型，通过异构网络从分

子维度分析中药治疗疾病的现代物质基础。

１　 方　 法

基于成分 ＳＭＩＬＥＳ 相似性、靶点氨基酸序列相

似性，以及已知相互作用的中药－成分、成分－靶点

关系，构建 ＴＣＭＩＴ ３ 层异构网络。 采用重启随机游

走、高斯核算法，分别提取层内相似性网络和层间异

构网络的拓扑特征；结合信息熵，分别融合成分、靶
点特征矩阵，并利用 ＤＮＮ 构建分类模型。 本文整体

框架如图 １ 所示。
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图 １　 融入“中药－成分－靶点”异构网络特征的深度学习预测中药靶点框架
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１．１　 结构相似性计算

令 Ｄ ＝ ｛ｄ１，ｄ２，…，ｄＩ｝ 表示中药集合； Ｉ 为中药

总数； Ｃ ＝ ｛ ｃ１， ｃ２，… ，ｃＪ｝ 表示中药包含的成分集

合； Ｊ 为成分总数； Ｔ ＝ ｛ ｔ１，ｔ２，…，ｔＫ｝ 表示种属来源

于 Ｈｕｍａｎ 物种的靶点集合； Ｋ 为靶点总数。
利用 Ｊａｃｃａｒｄ 算法［７］，分别计算成分扩展连通性

指纹 向 量 的 结 构 相 似 性， 构 建 成 分 相 似 矩 阵

ＳＩＭｉｎｇｒｅ ∈ ＲＪ×Ｊ。 公式如下：

ＳＩＭｉｎｇｒｅ（ｃｉ，ｃ ｊ） ＝
ｃｉ ∩ ｃ ｊ

ｃｉ ∪ ｃ ｊ
（１）

式中， ｃｉ、ｃ ｊ 分别表示两种成分的指纹向量。
利用史密斯 － 沃特曼 （ Ｓｍｉｔｈ － Ｗａｔｅｒｍａｎ） 算

法［８］，计算两个不等长氨基酸序列的相似性，构建

靶点结构相似矩阵 ＳＩＭｔａｒｇｅｔ ∈ ＲＫ×Ｋ。 公式如下：
　 ＳＩＭｔａｒｇｅｔ ｔｉ，ｔ ｊ( ) ＝

　 　 　 ｍａｘ

ｍａｘ （０， ＳＩＭｔａｒｇｅｔ ｔｉ －１，ｔ ｊ －１( ) ＋ ｓ( ) ）
ｍａｘ （０，（ＳＩＭｔａｒｇｅｔ ｔｉ，ｔ ｊ －１( ) － ｗ））
ｍａｘ （０，（ＳＩＭｔａｒｇｅｔ ｔｉ －１，ｔ ｊ( ) － ｗ））

ì

î

í

ï
ï

ïï

（２）

式中，空位罚分数 ｗ 设为 ２，若当前对比的两个元素

相同，则 ｓ 为 ３，否则 ｓ 为 － ３。
１．２　 ＴＣＭＩＴ 网络构建

中药、成分、靶点分别作为 ３ 个相似性网络的节

点，根据节点间的相互作用关系，定义连接中药层与

成分层的邻接矩阵 Ｍ ∈ ＲＩ×Ｊ、 连接成分层和靶点层

的邻接矩阵 Ｎ ∈ ＲＪ×Ｋ。 当矩阵中存在相互作用关

系时编码为 １，否则编码为 ０。 编码为 １ 表示异构网

络相应的节点间存在连边，编码为 ０ 则不存在连边，
分别构建“中药－成分”、“成分－靶点”异构网络；以
成分层为连接层，将“中药－成分”、“成分－靶点”异
构网络融合为 ＴＣＭＩＴ ３ 层异构网络（如图 １ 中第三

部分所示）。
１．３　 相似性网络拓扑特征提取

中药成分－靶点相互作用的预测过程，可被视

为节点同时在成分层相似性网络和靶点层相似性网

络随机游走的过程。 重启随机游走（Ｒａｎｄｏｍ Ｗａｌｋ
ｗｉｔｈ Ｒｅｓｔａｒｔ， ＲＷＲ）， 对于解决具有多种异构拓扑结

构的生物网络计算具有一定优势［７］，可利用相似性

网络中的拓扑相似性构建 ＲＷＲ 相似矩阵。 以成分

层网络为例：
定义成分层转移概率矩阵 ＴＣ ∈ ＲＪ×Ｊ， 其中

ＴＣ（ｃｉ，ｃ ｊ） 为随机游走过程中，成分节点 ｉ 到达 ｊ 的
概率，计算公式如下：

ＴＣ ｃｉ，ｃ ｊ( ) ＝
ＳＩＭｉｎｇｒｅ（ｃｉ，ｃ ｊ）

∑
Ｊ

ｊ ＝ １
ＳＩＭｉｎｇｒｅ（ｃｉ，ｃ ｊ）

（３）
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　 　 定义矩阵 ＲＣ ∈ ＲＪ×Ｊ， 其中 Ｒｔ
ｃ（ ｉ， ｊ） 表示成分 ｉ

经过 ｔ 论迭代后到达 ｊ 的概率， Ｒｔ
ｃ 矩阵计算公式如

下：
Ｒｔ

ｃ ＝ １ － ａ( ) Ｒｔ －１
ｃ ＴＣ ＋ ａ Ｒ０

Ｃ （４）
　 　 其中， Ｒ０

Ｃ 为初始随机游走矩阵， ａ 为重启概率，
表示成分在每轮迭代时返回出发点的概率。

通过重启概率限制了成分游走的范围，从而扩

大成分局部拓扑信息对结果的影响。 随着迭代的不

断进行， Ｒｔ
ｃ 会逐渐收敛，收敛达到一定条件归一化

后，将其视为成分层网络的相似矩阵 ＲＷＲｉｎｇｒｅ ∈
ＲＪ×Ｊ。 收敛条件如公式（５）所示，类似计算靶点层

相似性网络的相似矩阵 ＲＷＲｔａｒｇｅｔ ∈ ＲＫ×Ｋ。

∑
ｉ
∑

ｊ
｜ Ｒｔ ＋１

ｃ （ ｉ， ｊ） － Ｒｔ
ｃ（ ｉ， ｊ） ｜ ＜ １０ －６ （５）

１．４　 异构网络拓扑特征提取

利用药物靶点的相互作用关系，计算药物高斯

核相互作用属性（Ｇａｕｓｓｉａｎ Ｉｎｔｅｒａｃｔｉｏｎ Ｐｒｏｆｉｌｅ， ＧＩＰ）
相似性方法［９］，同时计算“中药－成分”和“成分－靶
点”异构网络间拓扑结构相似性 ＧＩＰ ｉｎｇｒｅ ∈ ＲＪ×Ｊ 和

ＧＩＰ ｔａｒｇｅｔ ∈ ＲＫ×Ｋ。 以 ＧＩＰ ｉｎｇｒｅ 为例，计算公式如下：
ＧＩＰｉｎｇｒｅ（ｃｉ，ｃｊ） ＝ ｅｘｐ （ － γｄ ‖ｆ（ｃｉ） － ｆ（ｃｊ）‖２） （６）

　 　 　 　 γ ｄ ＝ γ ′
ｄ ／

１
Ｊ ∑

Ｊ

ａ ＝ １
‖ｆ（ｃａ）‖２æ

è
ç

ö

ø
÷ （７）

　 　 其中， ｆ（ｃｉ） 表示在邻接矩阵Ｍ中，成分 ｃｉ 与所

有中药的对应关系； γ ｄ 为控制核宽度的调节参数； Ｊ
为成分集合的总数； γ ′

ｄ 的值则是根据使用高斯核的

经验而设置。
１．５　 特征融合

计算相似矩阵信息熵可获得其携带多少信息，
信息熵越小表示该相似矩阵中随机信息越少，从而

能为特征矩阵提供更大、更丰富的信息量。 在异构

网络中，使用信息熵算法融合各特征矩阵，降低矩阵

中数据噪声的影响。 以矩阵 ＳＩＭｔａｒｇｅｔ ∈ ＲＫ×Ｋ 为例，
信息熵计算如下：

Ｅ ＝－
∑

ｋ

ｉ ＝ １
∑

ｋ

ｊ ＝ １
Ｐ（ ｔｉ，ｔ ｊ） ｌｏｇ２（Ｐ（ ｔｉ，ｔ ｊ））

ｋ
（８）

　 　 其中 ，Ｐ（ ｔｉ，ｔ ｊ） 表示靶点节点 ｉ 和 ｊ 在网络中相

连的概率值，计算公式如下：

Ｐ ｔｉ，ｔ ｊ( ) ＝
ＳＩＭｔａｒｇｅｔ（ ｔｉ，ｔ ｊ）

∑
ｋ

ｊ ＝ １
ＳＩＭｔａｒｇｅｔ（ ｔｉ，ｔ ｊ）

（９）

　 　 ＳＩＭｉｎｇｒｅ、ＲＷＲｉｎｇｒｅ、ＲＷＲｔａｒｇｅｔ、ＧＩＰ ｉｎｇｒｅ、ＧＩＰ ｔａｒｇｅｔ 矩

阵的信息熵值计算与 ＳＩＭｔａｒｇｅｔ 矩阵类似。 根据熵值

确定各矩阵融合权重，分别将成分和靶点的结构信

息、相似性网络拓扑信息、异构网络拓扑信息线性融

合，构建成分特征矩阵 ＦＥＡｉｎｇｒｅ ∈ ＲＪ×Ｊ 和靶点特征

矩阵 ＦＥＡｔａｒｇｅｔ ∈ ＲＫ×Ｋ。 融合公式如下：
ＦＥＡｉｎｇｒｅ（ ｉ， ｊ） ＝ α１ ＳＩＭｉｎｇｒｅ（ｃｉ，ｃ ｊ） ＋ β １ＲＷＲｉｎｇｒｅ（ｃｉ，
ｃ ｊ） ＋ γ １ ＧＩＰ ｉｎｇｒｅ（ｃｉ，ｃ ｊ） （１０）
ＦＥＡｔａｒｇｅｔ ｉ， ｊ( ) ＝ α２ ＳＩＭｔａｒｇｅｔ ｔｉ，ｔｊ( ) ＋ β２ＲＷＲｔａｒｇｅｔ ｔｉ，ｔｊ( ) ＋
γ ２ ＧＩＰ ｔａｒｇｅｔ ｔｉ，ｔ ｊ( ) （１１）

其中， ＦＥＡｉｎｇｒｅ ｉ， ｊ( ) ∈ ［０，１］ 表示成分 ｃｉ 与 ｃ ｊ

经信息融合后的值， ＦＥＡｔａｒｇｅｔ ｉ， ｊ( ) 与其类似。
１．６　 ＴＣＭＩＴ－ＤＮＮ 分类模型

ＤＮＮ 采用多层神经网络结构，将复杂映射分解

为一系列嵌套的简单映射，以逐层抽象实现从局部

特征到整体特征提取解决复杂问题。 异构网络的拓

扑属性可表示为节点的特征向量，利用 ＤＮＮ 的非线

性拟合能力构建 ＴＣＭＩＴ－ＤＮＮ 模型，预测异构网络

上中药成分和靶点的相互作用。 当邻接矩阵

Ｎ（ ｉ， ｊ） ＝１ 时，表示 ｃｉ 与 ｔ ｊ 存在相互作用，则将 ｃｉ 与 ｔ ｊ
视为中药成分 － 靶点对正例样本（ｙ ＝ １），当邻接矩

阵Ｎ（ ｉ， ｊ） ＝ ０时，则将其视为负例样本（ｙ ＝ ０），样本特

征向量 ｖ 定义如下：

ｖ ＝
ｃｏｎｃａｔ ＦＥＡｉｎｇｒｅ ｉ，：( ) ，ＦＥＡｔａｒｇｅｔ ｊ，：( )( ) ，ｙ ＝ １Ｎ（ｉ， ｊ） ＝ １

ｃｏｎｃａｔ ＦＥＡｉｎｇｒｅ ｉ，：( ) ，ＦＥＡｔａｒｇｅｔ ｊ，：( )( ) ， ｙ ＝ ０Ｎ（ｉ， ｊ） ＝ ０{
（１２）

其中， ＦＥＡｉｎｇｒｅ ｉ，：( ) 表示矩阵ＦＥＡｉｎｇｒｅ 的第 ｉ行，
ＦＥＡｔａｒｇｅｔ ｊ，：( ) 表示矩阵ＦＥＡｔａｒｇｅｔ 的第 ｊ 行。 因此，
ＦＥＡｉｎｇｒｅ ｉ，：( ) 和ＦＥＡｔａｒｇｅｔ ｊ，：( ) 经 ｃｏｎｃａｔ（·） 拼接后，
生成（Ｊ ＋ Ｋ） 维的样本特征向量 ｖ，Ｊ 和 Ｋ 分别为成

分、靶点数据集总数。
ＴＣＭＩＴ－ＤＮＮ 模型由一个输入层、３ 个隐含层和

一个输出层组成。 样本特征向量 ｖ 由输入层神经元

流向下一层神经元，通过 ３ 个隐含层的非线性函数

运算后传递至输出层，输出 ｖ 预测为正例和负例的

概率值。

２　 实验结果与分析

２．１　 数据

本文采用的数据来源于中药药理学数据库和药

物化学数据库。 在 ＢｉｎｄｉｎｇＤＢ 数据库（网址 ｈｔｔｐ： ／ ／
ｗｗｗ．ｂｉｎｄｉｎｇｄｂ．ｏｒｇ ／ ）中收集所有包含 Ｈｕｍａｎ 物种来

源的靶点，共计 ２ １３５ 个，将靶点信息在 ＴＣＭＩＤ 数

据库（网址 ｈｔｔｐ： ／ ／ ｗｗｗ．ｍｅｇａｂｉｏｎｅｔ． ｏｒｇ ／ ）中查询其

具有相互作用的成分，共计 １ ６３３ 个，将成分信息在

Ｈｅｒｂ 数据库（网址 ｈｔｔｐ： ／ ／ ｈｅｒｂ． ａｃ． ｃｎ ／ ）查询其具有
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所属关系的中药，共计１ ５５８个，并收集成分 ＳＭＩＬＥＳ
（Ｓｉｍｐｌｉｆｉｅｄ Ｍｏｌｅｃｕｌａｒ Ｉｎｐｕｔ Ｌｉｎｅ Ｅｎｔｒｙ Ｓｐｅｃｉｆｉｃａｔｉｏｎ，
ＳＭＩＬＥＳ）信息及靶点氨基酸序列信息。
２．２　 实验设计

２．２．１　 建立 ＴＣＭＩＴ－ＤＮＮ 分类模型

中药集合 Ｄ、 成分集合 Ｃ、 靶点集合 Ｔ 的数量

Ｉ、Ｊ、Ｋ 分别为 １ ５５８、 １ ６３３、 ２ １３５，由 Ｊａｃｃａｒｄ 和

Ｓｍｉｔｈ－Ｗａｔｅｒｍａｎ算法分别计算中药成分和靶点的结

构相似性，构建结构相似矩阵 ＳＩＭｉｎｇｒｅ ∈ ＲＪ×Ｊ 和

ＳＩＭｔａｒｇｅｔ ∈ ＲＫ×Ｋ， 并结合中药－成分和成分－靶点的

关联关系构建 ＴＣＭＩＴ 异构网络。 在 ＲＷＲ 算法中，
初始随机游走矩阵 Ｒ０

Ｃ 主对角线的值为 １，其余值为

０；重启概率 ａ 设置为 ０．５；基于成分－成分和靶点－
靶点网络构建具有相似性网络拓扑特征的矩阵

ＲＷＲｉｎｇｒｅ ∈ ＲＪ×Ｊ 和 ＲＷＲｔａｒｇｅｔ ∈ ＲＫ×Ｋ。 在 ＧＩＰ 算法

中，调节核宽度的参数 γ ′
ｄ 和 γ ′

ｃ 设置为 １，基于中药－
成分和成分－靶点网络构建具有异构网络拓扑特征

的矩阵 ＧＩＰ ｉｎｇｒｅ ∈ ＲＪ×Ｊ 和 ＧＩＰ ｔａｒｇｅｔ ∈ ＲＫ×Ｋ； 分别计算

ＳＩＭｉｎｇｒｅ、 ＲＷＲｉｎｇｒｅ、 ＲＷＲｔａｒｇｅｔ、 ＧＩＰ ｉｎｇｒｅ、 ＧＩＰ ｔａｒｇｅｔ 和

ＳＩＭｔａｒｇｅｔ 矩阵的信息熵值，并确定特征矩阵融合权

重，结果见表 １。 融合后生成中药成分特征矩阵

ＦＥＡｉｎｇｒｅ ∈ＲＪ×Ｊ 和靶点特征矩阵 ＦＥＡｔａｒｇｅｔ ∈ＲＫ×Ｋ，并

将中药成分、靶点结合邻接矩阵 Ｎ ∈ ＲＪ×Ｋ 拼接生成

中药成分－靶点对，作为 ＤＮＮ 的输入。
表 １　 相似矩阵信息熵值

Ｔａｂ． １　 Ｉｎｆｏｒｍａｔｉｏｎ ｅｎｔｒｏｐｙ ｏｆ ｓｉｍｉｌａｒｉｔｙ ｍａｔｒｉｘ

相似矩阵 ＳＩＭｉｎｇｒｅ ＲＷＲｉｎｇｒｅ ＧＩＰｉｎｇｒｅ ＳＩＭｔａｒｇｅｔ ＲＷＲｔａｒｇｅｔ ＧＩＰｔａｒｇｅｔ

信息熵值 １０．０３ １０．２９ １０．４５ １１．０６ １１．０４ １０．５８

权重参数 α１ β １ γ １ α２ β ２ γ ２

权重值 ０．３４ ０．３３ ０．３３ ０．３４ ０．３４ ０．３２

　 　 中药成分－靶点对存在相互作用的 ３８ ２８６ 条数

据作为正例样本集，将中药成分和靶点随机组合，可
以获取 ３４４．８１６ ９ 万条未知标签的组合样本数据，并
在未知标签的数据中随机选取与正例样本集数量相

同的作为负例样本集［２］。 生成正例和负例样本集

后，将其混合并打乱生成 ７６ ５７２∗３ ７６８ 的样本数

据，按比例 ８ ∶ １ ∶ １ 划分训练集、验证集和测试集。
本文选用 ｐｙｔｈｏｎ３．７ 编程语言结合 Ｐｙｔｏｒｃｈ 框架

建立 ＴＣＭＩＴ－ＤＮＮ 模型。 模型为 ５ 层网络结构，输
入层神经元数为中药成分 ｃｉ 与靶点 ｔ ｊ 特征向量维数

之和，共计 ３ ７６８ 个；隐含层神经元数分别为 １２８、
６４、３２；输出层神经元数为 ２ 个；采用非线性激活函

数 ＲｅＬＵ， 学习率设为 ０．００１，ｂａｔｃｈ＿ｓｉｚｅ 一次性输入

模型中的样本数设为 ６４，ｅｐｏｃｈｓ 数据训练轮次设为

５０；模型的损失函数 ｌｏｓｓ 采用交叉熵（Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ
Ｌｏｓｓ），其公式如（１３）：

Ｌ ＝ １
ｎ∑

ｎ

ｉ ＝ １
－ ｙｉ ｌｏｇ ｐｉ( ) － １ － ｙｉ( ) ｌｏｇ １ － ｐｉ( ) （１３）

式中， ｎ 为样本数量， ｙｉ 表示第 ｉ 个中药成分－靶点

对的实际标签，正例为 １，负例为 ０， ｐｉ 表示样本 ｉ 预
测为正例标签的概率。
２．２．２　 模型性能指标

为检验 ＴＣＭＩＴ－ＤＮＮ 模型的分类结果并对模型

进行评估，遵循二分类模型评估指标，采用 ＲＯＣ 曲

线下面积（Ａｒｅａ Ｕｎｄｅｒ ｔｈｅ ＲＯＣ Ｃｕｒｖｅ， ＡＵＣ）、 准确

率（Ａｃｃｕｒａｃｙ， ＡＣＣ） 和 Ｆ１ 值（Ｆ－Ｍｅａｓｕｒｅ）从不同角

度评估模型性能。
２．３　 对比实验分析

２．３．１　 消融实验

为检验 ＴＣＭＩＴ－ＤＮＮ 模型整合异构网络拓扑特

征的有效性，分别使用包含传统属性特征的 ＳＴＲ－
ＤＮＮ 模型、包含层内相似性网络拓扑特征的 ＲＷＲ－
ＤＮＮ 模型、包含层间异构网络拓扑特征的 ＧＩＰ －
ＤＮＮ 模型进行对比；为检验信息熵融合相似矩阵的

有效性，使用相似矩阵融合权重取均值的 ＥＮＴ －
ＤＮＮ 模型进行对比。 各模型相似矩阵融合权重见

表 ２，实验结果见表 ３。

表 ２　 ５ 种算法相似矩阵权重

Ｔａｂ． ２　 Ｗｅｉｇｈｔ ｏｆ ｓｉｍｉｌａｒｉｔｙ ｍａｔｒｉｘ ｏｆ ５ ａｌｇｏｒｉｔｈｍｓ

算法 ＳＩＭｉｎｇｒｅ ＲＷＲｉｎｇｒｅ ＧＩＰｉｎｇｒｅ ＳＩＭｔａｒｇｅｔ ＲＷＲｔａｒｇｅｔ ＧＩＰｔａｒｇｅｔ

ＳＴＲ－ＤＮＮ １ ０ ０ １ ０ ０
ＲＷＲ－ＤＮＮ ０ １ ０ ０ １ ０
ＧＩＰ－ＤＮＮ ０ ０ １ ０ ０ １

ＴＣＭＩＴ－ＤＮＮ ０．３４ ０．３３ ０．３３ ０．３４ ０．３４ ０．３２
ＥＮＴ－ＤＮＮ １ ／ ３ １ ／ ３ １ ／ ３ １ ／ ３ １ ／ ３ １ ／ ３
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　 　 在相同测试集、实验参数和评价标准下，使用信

息熵整合网络拓扑特征的 ＴＣＭＩＴ－ＤＮＮ 模型 ＡＵＣ
值、Ｆ１ 值、ＡＣＣ 值均为最高，较传统属性特征 ＳＴＲ－
ＤＮＮ 模型分别提升了 ４％、５．６％、５．４％。 结果表明，
本文整合异构网络拓扑特征，有助于中药成分－靶
点相互作用分析模型性能提升，同时信息熵算法有

利于降低相似矩阵数据噪声的影响。
表 ３　 ５ 种算法性能比较

Ｔａｂ． ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ５ ａｌｇｏｒｉｔｈｍｓ

算法 ＡＵＣ ／ ％ Ｆ１ ／ ％ ＡＣＣ ／ ％

ＳＴＲ－ＤＮＮ ９２．０ ８３．９ ８４．１

ＲＷＲ－ＤＮＮ ９３．９ ８７．２ ８７．３

ＧＩＰ－ＤＮＮ ９４．１ ８７．３ ８７．３

ＴＣＭＩＴ－ＤＮＮ ９６．０ ８９．５ ８９．５

ＥＮＴ－ＤＮＮ ９５．６ ８８．７ ８８．８

２．３．２　 与基线模型对比

为检验 ＴＣＭＩＴ－ＤＮＮ 模型在中药成分－靶点相

互作用分析优越性，将其与近年来基于指纹相似度

常用的随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ， ＲＦ）模型［３］、梯度

提升树（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ， ＧＢＤＴ）模

型［１０］、支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ）
模型［１１］ 进行对比实验。 ＲＦ、ＧＢＤＴ、ＳＶＭ 模型采用

成分和靶点结构相似性作为输入，利用网格搜索法

寻找最优参数组合， ＴＣＭＩＴ － ＲＦ、 ＴＣＭＩＴ － ＧＢＤＴ、
ＴＣＭＩＴ－ＳＶＭ 分别为 ＲＦ、ＧＢＤＴ、ＳＶＭ 模型在使用

ＴＣＭＩＴ ３ 层异构网络策略后的模型，其中分类模型

的参数保持一致。 ＲＦ 分类模型的参数为：子树的数

量为 １００，最大深度为 １０；ＧＢＤＴ 分类模型的参数

为：子树的数量为 ５０，最大深度为 ５，子采样系数为

０．７；ＳＶＭ 分类模型的参数为：惩罚系数 Ｃ 为 １，核函

数为线性核函数。
表 ４　 常用算法性能比较

Ｔａｂ． ４　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｍｍｏｎ ａｌｇｏｒｉｔｈｍｓ

算法 ＡＵＣ ／ ％ Ｆ１ ／ ％ ＡＣＣ ／ ％

ＴＣＭＩＴ－ＤＮＮ ９６．０ ８９．５ ８９．５

ＲＦ ９１．３ ８２．４ ８３．１

ＧＢＤＴ ９３．８ ８６．７ ８６．７

ＳＶＭ ９３．８ ８８．４ ８８．１

ＴＣＭＩＴ－ＲＦ ９５．３ ８８．０ ８８．８

ＴＣＭＩＴ－ＧＢＤＴ ９５．４ ８８．８ ８８．６

ＴＣＭＩＴ－ＳＶＭ ９４．２ ８９．０ ８８．７

　 　 由表 ４ 可知，在相同测试集上的评价指标表明，
ＴＣＭＩＴ－ ＤＮＮ 具有最高的 ＡＵＣ、Ｆ１ 值和准确率，
ＴＣＭＩＴ－ＧＢＤＴ和 ＴＣＭＩＴ－ＲＦ 模型效果稍差，ＴＣＭＩＴ－

ＲＦ 模型效果较差。 究其原因，是由于 ＴＣＭＩＴ－ＤＮＮ
模拟人脑的工作原理建立多个函数单元，以及其强

大的非线性拟合能力，能很好地模拟成分和靶点的

子结构，并有效处理具有空间拓扑特征的不规则数

据，通过验证集调整确定网络结构参数，建立高精度

判别模型。 实验结果还表明，在对中药成分和靶点

数据进行 ＴＣＭＩＴ ３ 层异构网络的构建和网络特征提

取后，ＧＢＤＴ、ＳＶＭ 和 ＲＦ 模型的性能均有不同程度

的提升。 其中，ＴＣＭＩＴ 网络结合 ＤＮＮ 模型效果最

好，表明 ＴＣＭＩＴ 异构网络策略能有效提取中药多成

分、多靶点之间的潜在关联特征，从而提升中药成分

与靶点相互作用的分类性能。
２．４　 案列分析

以黄芪为例基于 ＴＣＭＩＴ－ＤＮＮ 模型预测中药成

分和靶点的关系。 将黄芪的成分信息按 ＴＣＭＩＴ 异

构网络策略编码后，输入模型得到预测靶点，并利用

Ｃｙｔｏｓｃａｐｅ 软件构建黄芪成分－靶点网络，由网络图

的度筛选出重要潜在靶点，并通过药物化学、药理等

理论分析结果，以此验证 ＴＣＭＩＴ－ＤＮＮ 模型的有效

性。
利用预测结果构建黄芪成分－靶点网络，计算

黄芪成分－靶点网络图的度值，并以排序前 １０ 的靶

点作为最终的潜在靶点，最终结果见表 ５。
表 ５　 黄芪靶点预测结果分析

Ｔａｂ． ５　 Ａｎａｌｙｓｉｓ ｏｆ ｔａｒｇｅｔ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ Ｈｕａｎｇｑｉ

靶点 基因名 度值 验证方式

Ｐ３１３８９ ＨＲＨ１ ３３ 文献［１２］

Ｑ９Ｈ７Ｚ６ ＫＡＴ８ ３１ 文献［１３］

Ｑ９ＵＱＢ９ ＡＵＲＫＣ ３１ －

Ｐ１５５５９ ＮＱＯ１ ３０ ＴＣＭＳＰ、ＢＡＴＭＡＮ－ＴＣＭ

Ｐ０８１８３ ＡＢＣＢ１ ３０ ＢＡＴＭＡＮ－ＴＣＭ

Ｑ９６ＧＤ４ ＡＵＲＫＢ ３０ ＥＴＣＭ

Ｑ９２４９９ ＤＤＸ１ ３０ 文献［１４］

Ｐ０８５８８ ＡＤＲＢ１ ３０ ＴＣＭＳＰ

Ｑ０５４６９ ＬＩＰＥ ２９ 文献［１５］

Ｑ７６ＬＸ８ ＡＤＡＭＴＳ１３ ２９ 文献［１６］

　 　 将结果进行中药化学数据库验证，以及从

ＤｒｕｇＢａｎｋ、ＯＭＩＭ 数据库和文献中获取靶点功能和

已知药物进行分析。 分析结果表明，ＮＱＯ１、ＡＢＣＢ１、
ＡＵＲＫＢ、ＡＤＲＢ１ 均得到中药化学数据库验证，在其

余靶点中，ＨＲＨ１ 基因大量表达于平滑肌和神经元

中参与觉醒、情绪和激素分泌的控制，靶向 ＨＲＨ１
有助于早期治疗一些自身免疫性疾病［１２］； Ｈｕａｉ
等［１３］发现，ＫＡＴ８ 通过促进 Ｉ 型干扰素的产生，保护
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突变小鼠抗病毒感染；ＤＤＸ１ 基因与抗病毒免疫应

答、肿瘤发生发展密切相关［１４］；ＬＩＰＥ 的缺失会导致

胰岛素抵抗、糖尿病的风险增加［１５］；ＡＤＡＭＴＳ１３ 是

一种多结构域蛋白酶，其缺陷会导致微血管过程触

发血小板和内皮细胞的补体激活，从而引发血栓性

微血管病［１６］。 上述结果体现了黄芪镇静、增强免疫

力、抗突变、抗病毒、抗肿瘤、降血糖、预防周围血管

病变的药理作用。

３　 结束语

中药治疗通过多成分、多靶点、多环节、多途径

综合调节，作用于机体治疗疾病，其作用机理具有明

显的空间拓扑结构，且其拓扑结构具有明显的异构

特性。 现有的基于分子结构相似性分析中药成分－
靶点相互作用的方法忽略了中药、成分、靶点 ３ 者之

间的复杂关系，导致分析结果不够精准。 本研究通

过 ＴＣＭＩＴ３ 层异构网络建立中药、成分、靶点 ３ 者之

间的联系，并利用数学统计结合深度学习技术预测

中药靶点。 实验表明所有对比模型结合 ＴＣＭＩＴ 异

构网络策略时分类性能均得到提升，其中 ＴＣＭＩＴ－
ＤＮＮ 模型均优于其他常用模型，并将模型有效应用

于黄芪的中药靶点预测。 本研究的中药靶点虚拟筛

选方法充分利用了不同特征的优势，降低了传统依

赖于结构相似性特征和单一描述符的风险，同时拟

合了中药多成分、多靶点之间潜在联系，减轻特征提

取的影响，有望应用于分子维度分析中药的现代物

质基础。
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