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ＧＣＡ：一种结合注意力机制的图像超分辨率重建模型

彭学桂

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 深度学习在图像超分辨率任务上的重建精度和计算性能均表现优异。 通常的方法是将高分辨率图片通过简单的插

值法进行下采样得到低分辨率图片，然后将其输入到超分网络中生成高清图片。 然而，真实世界的低质量图片往往存在噪

声，且其模糊状态按一定分布呈现，直接将通过插值得到的低分辨率图片来训练的模型在真实世界图片上的效果并不好。 针

对这一问题，本文在数据集的构造上采用了一种“降级”结构，通过退化算法估计各种模糊核以及真实的噪声分布，使得作为

网络输入的低分辨率图片与真实图像共享一个公共域；提出一种结合注意力机制的 ＧＣＡ 模型，将生成模块得到的超分辨率

图片与标签图像共同输入判别模块的胶囊网络中进行二分类，最终达到判别模块无法区分超分辨率图片和对应的高分辨率

图片。 在 Ｃｉｔｙ１００数据集上的实验表明，本文提出的 ＧＣＡ 模型在真实世界图像上取得了更好的效果。
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０　 引　 言

单幅图像的超分辨重建 （ Ｓｉｎｇｌｅ Ｉｍａｇｅ Ｓｕｐｅｒ
Ｒｅｓｏｌｕｔｉｏｎ，ＳＩＳＲ）是计算机视觉中的子任务，目标是

从一幅低分辨率（Ｌｏｗ Ｒｅｓｏｌｕｔｉｏｎ， ＬＲ）图像中恢复

出高清图像（Ｈｉｇｈ Ｒｅｓｏｌｕｔｉｏｎ， ＨＲ）。 随着图像处理

技术的日趋成熟，超分辨率重建作为一种提高图像

分辨率的方法，其应用领域也越来越广，已被用于人

脸识别、卫星遥感图像、银行安全监控系统等领域。

深度卷积神经网络（ＣＮＮ）在图像处理方面效

果显著。 Ｄｏｎｇ［１］等人在 ２０１４ 年提出 ＳＲＣＮＮ，第一

次将卷积网络应用于超分辨率 （Ｓｕｐｅｒ Ｒｅｓｏｌｕｔｉｏｎ，
ＳＲ）重建；Ｌａｎ［２］等人为了提高网络的计算效率，设
计了一种密集型的轻量级网络，可以用于更强的多

尺度特征表达和特征相关学习；Ｓｈｉ［３］等人提出的高

效率 亚 像 素 卷 积 模 型 （ Ｅｆｆｉｃｉｅｎｔ Ｓｕｂ － Ｐｉｘｅｌ
Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋｓ，ＥＳＰＣＮ），模型引入亚像素卷

积，是一种高效、快速、无参的像素重排列上采样方



式；Ｈｕｉ［４］等人提出了一种新的感知图像超分辨率

方法，通过构建一个阶段式网络，逐步产生视觉上高

质量的结果；Ｔｏｎｇ［５］等人构建了 ＳＲＤｅｎｓｅＮｅｔ，在稠

密块（Ｄｅｎｓｅ ｂｌｏｃｋ）中将每一层的特征都输入给之

后的所有层，使所有层的特征都串联起来，而不是像

ＲｅｓＮｅｔ那样直接相加。 这样的结构给整个网络带

来了减轻梯度消失、加强特征传播、支持特征复用、
减少参数数量的优点；Ｚｈａｎｇ［６］等人设计了一种无监

督的多循环模型结构，以生成对抗网络（Ｇｅｎｅｒａｔｉｖｅ
Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ，ＧＡＮ）作为基础单元，将有噪声

和模糊的低分辨率向量映射到一个无噪声的低分辨

率向量空间；Ｗａｎｇ［７］等人在超分辨率重建生成对抗

模 型 （ Ｓｕｐｅｒ Ｒｅｓｏｌｕｔｉｏｎ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ
Ｎｅｔｗｏｒｋｓ， ＳＲＧＡＮ） 的基础上，，去除网络中所有的

正则化层，并将残差单元由串联变为密集连接，得到

增强的超分辨率重建生成对抗模型。
近年来诞生了各种各样的超分辨率网络，但超

分辨率重建本身依旧存在很多问题。 首先，超分辨

率重建是一个病态问题，对于同一个低分辨率图像，
其对应的高分辨率图片的解并不唯一，即存在不适

定性，为了约束解空间，通常需要可靠的先验信息；
其次，随着重建图片的尺寸扩大，问题的复杂性也会

增加。 在更高的因子下，恢复丢失的细节信息会更

加复杂，经常导致错误信息的再现。 此外，网络输出

图片质量的评估并不简单，量化指标与人的感知只

有松散的关联。 最关键的，这些网络大多数采用简

单的双三次下采样，从高质量图像构建低分辨率和

高分辨率对用于训练，可能会丢失与频率相关的细

节，在现实世界的图像超分辨率中的效果并不好。
针对上述问题，本文提出一种 ＧＣＡ网络。 首先

通过一个图像退化框架估计各种模糊核以及真实的

噪声分布，可以获得与真实世界图像共享一个公共

域的图像，使网络输入的低分辨率图片与高分辨率

图片处在一个域中，提高了模型在现实世界图片上

测试的效果；其次，生成模块使用残差注意力稠密块

（Ｒｅｓｉｄｕａｌ ｉｎ Ｒｅｓｉｄｕａｌ Ｄｅｎｓｅ， ＲＲＤＢ ） 和 残 差 块

（Ｒｅｓｉｄｕａｌ Ｎｅｔｗｏｒｋ，ＲｅｓＮｅｔ）对图片高低频信息进行

融合，为了使网络在各层次特征信息融合的过程中

更专注于图片的高层次信息，采用注意力机制，将
ＲＲＤＢ模块输出后的特征向量作为高层次特征信息

的参数，再使用 ｓｕｂ－ｐｉｘｅｌ网络上采样得到超分辨率

图片；在判别模块中使用胶囊网络（Ｃａｐｓｕｌｅ Ｎｅｔ）对
生成模块输出的超分辨率图片及真实的高分辨率图

片进行判别。

１　 相关工作

早期的超分辨率重建技术可以分为 ３ 类：基于

插值，基于重建，基于学习的方法。 基于插值的方法

在传统方法中相对来说实现简单，且应用广泛，但是

这些线性的模型不利于恢复高频细节信息；基于学

习的稀疏表示技术通过使用先验知识增强了线性模

型的能力，假设任意的自然图像可以被字典的元素

稀疏表示，需要大量计算资源；基于重建的方法通常

用于多帧图像的超分辨率重建，该技术需要结合先

验知识。
单幅图片超分辨率重建是一个逆问题，对于一

个低分辨率图像，可能存在许多不同的高分辨率图

像与之对应，因此通常在求解高分辨率图像时会加

一个先验信息进行规范化约束。 在传统的方法中，
这个先验信息可以通过若干成对出现的低－高分辨

率图像的实例中学到。 而基于深度学习的超分辨率

重建（Ｓｕｐｅｒ Ｒｅｓｏｌｕｔｉｏｎ，ＳＲ）通过神经网络直接学习

分辨率图像到高分辨率图像的端到端的映射函数。
基 于 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ

Ｎｅｔｗｏｒｋｓ，ＣＮＮ）解决单图像超分辨率重建的初步方

法是通过 ３层的卷积网络对输入图片做卷积处理。
Ｓｉｎｇｈ［８］等人提出将图像超分辨率问题分为多个子

问题，然后利用神经网络来处理的方法。 为了解决

信息流随网络深度而削弱的问题，Ｘｕ［９］等人根据循

环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）的原理

设计了一个轻量级的基于反馈的递归神经网络

（Ｆｅｅｄｂａｃｋ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ＦＲＮＮ）； Ｌｉ［１０］

等人根据该思路，提出了基于反馈连接和类循环神

经网络结构的 ＳＲＦＢＮ 反馈网络；Ｚｈａｎｇ［１１］等人采用

了一种基于深度卷积神经网络的多层降级超分辨率

模 型 （ Ｓｕｐｅｒ Ｒｅｓｏｌｕｔｉｏｎ Ｍｕｌｔｉｐｌｅ Ｄｅｇｒａｄａｔｉｏｎｓ，
ＳＲＭＤ）；Ｆｒｉｔｓｃｈｅ［１２］等人提出了通过无监督方式训

练网络来学习退化率的模型 （ Ｄｉｓｔａｎｔ Ｓｕｐｅｒｖｉｓｉｏｎ
ＧＡＮ，ＤＳＧＡＮ）。

目前，注意力机制已经逐渐运用在图像及其它

一些任务上，取得了显著的效果。 Ｙａｎｇ［１３］等人提出

将残差网络和稠密跳跃连接结合起来；Ｈｕａｎｇ［１４］等
设计了一个双路径的注意力网络，将残差连接和稠

密连接组合，以此来进行不同层次特征信息的互补；
Ｆｕ［１５］等人设计了一个尺度注意力模块，通过引入尺

度因子作为先验知识来学习低分辨率图像的判别特

征，利用坐标信息和比例因子的二次多项式预测像

素级重构核，实现任意比例因子的超分辨率。
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２　 问题定义

图像超分辨率的重建目的是从 ＬＲ 图像中恢复

出相应的 ＨＲ 图像。 为了得到相对应的成对数据

集，通常的做法是将高分辨率图片降级，以此来获得

低分辨率图片。 一般来说，ＬＲ图像ＩＬＲ 建模为退化的

输出，式（１）：
ＩＬＲ ＝ Ｄ ＩＨＲ；δ( ) （１）

　 　 其中， Ｄ 为退化映射函数； ＩＨＲ 为对应的 ＨＲ 图

像； δ 为退化函数中的超参数。
往往降级退化过程是未知的，只是得到 ＬＲ 图

片。 需要从 ＬＲ 图片中恢复和真实标签样本 ＩＨＲ 一

致的超分辨率图片 Ｉ ＳＲ，式（２）：

Ｉ ＳＲ ＝ Ｆ ＩＬＲ；θ( ) （２）
　 　 其中， Ｆ 是超分辨率模型， θ代表整个模型 Ｆ 的

超参数。
虽然退化过程是未知的，并且可能受到各种因

素的影响，如：压缩伪像、各向异性退化、传感器噪声

和散斑噪声，但是随着不断地尝试对退化映射建模，
现在大多数工作将降级直接建模为单个下采样操

作，式（３）：
Ｄ ＩＨＲ；δ( ) ＝ ＩＨＲ( ) ↓ｓ，｛ ｓ｝ ⊂ δ （３）

　 　 其中， ↓ｓ 为下采样操作， ｓ 为比例因子。
事实上，大多数的超分辨率数据集构造都是通

过这种方式，下采样一般采用双三次插值。
本文采用一种新的退化映射函数，式（４）：
Ｄ ＩＨＲ；δ( ) ＝ ＩＨＲ∗ｋ( ) ↓ｓ ＋ ｎε， ｋ，ｓ，ε{ }⊂ δ （４）

　 　 其中， ＩＨＲ∗ｋ 表示模糊核 ｋ 和 ＨＲ 图像 ＩＨＲ 之间

的卷积， ｎε 是以 ε 为标准差的噪声。
实验表明，该降级函数得到的 ＬＲ 图片比简单

的插值下采样更接近真实世界的图片。

３　 模　 型

ＧＣＡ模型的整体结构如图 １所示。 模型分为 ３
部分，分别为预处理模块（Ｐｒｅｐｒｏｃｅｓｓｅｄ Ｍｏｄｕｌｅ）、生
成器 模 块 （ Ｇｅｎｅｒａｔｏｒ Ｍｏｄｕｌｅ ） 以 及 判 别 器 模 块

（Ｄｉｓｃｒｉｍｉｎａｔｏｒ Ｍｏｄｕｌｅ）。
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图 １　 ＧＣＡ 的整体模型

Ｆｉｇ． １　 Ｔｈｅ ＧＣＡ ｏｖｅｒａｌｌ ｍｏｄｅｌ

３．１　 数据集预处理

本文使用一种基于核估计和噪声注入的真实图像

退化方法。 假设 ＬＲ 图像通过式（５）退化方法获得。
ＩＬＲ ＝ ＩＨＲ∗ｋ( ) ↓ｓ ＋ ｎ （５）

　 　 其中， ｋ 和 ｎ 分别表示模糊核和噪声。

为了更准确地模拟退化方法，本文从真实世界

图像中明确地估计核和噪声，在获得估计的核和噪

声块后，建立一个退化池，用于将高分辨率图像退化

为符合真实世界模糊和噪声分布的低分辨率图片，
从而生成用于训练 ＧＣＡ网络的图像对，该降级过程
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简单描述见表 １。
表 １　 数据集预处理算法

Ｔａｂ． １　 Ｄａｔａ ｓｅｔ ｐｒｅｐｒｏｃｅｓｓｉｎｇ ａｌｇｏｒｉｔｈｍ

输入：真实图像集 Ｘ ，超分辨率图像集 Ｙ ，下采样因子 ｓ

输出： 真实世界的高低分辨率图像对： ｛ＩＬＲ，ＩＨＲ｝

１：随机初始化模糊核池 Ｋ ＝ Ø

２：随机初始化噪声池 Ｎ ＝ Ø

３：对于所有的 Ｉｓｒｃ 按照 Ｉｓｒｃ ∈ Ｘ 处理

４：　 估计 ｋ 从 Ｉｓｒｃ 通过公式 ４

５：　 加入 ｋ 到 Ｋ

６：　 裁剪 ｎ 从 Ｉｓｒｃ

７：　 如果 ｎ 满足 公式 ７ 则

８：　 　 加入 ｎ 到 Ｎ

９：　 结束

１０：结束

１１：对于所有的 ＩＨＲ 按照 ＩＨＲ ∈ Ｙ 处理

１２： 随机选择 ｋｉ ∈ Ｋ，ｎ ｊ ∈ Ｎ

１３：　 生成 ＩＬＲ 通过 ｋｉ 和 ｎ ｊ

１４：结束

１５：返回 ｛ ＩＬＲ，ＩＨＲ ｝

　 　 本文采用核估计算法从真实图片中明确地估计

核，估计的模糊核应该满足式（６）约束：

　 ａｒｇ ｍｉｎｋ‖ Ｉｓｒｃ∗ｋ( ) ↓ｓ － Ｉｓｒｃ ↓ｓ‖１ ＋ １ －∑ ｋｉ， ｊ ＋

∑ ｋｉ， ｊ ．ｍｉ， ｊ ＋ １ － Ｄ Ｉｓｒｃ∗ｋ( ) ↓ｓ( ) （６）

其中， Ｉｓｒｃ∗ｋ( ) ↓ｓ 是核函数为 ｋ 的下采样 ＬＲ
图片，Ｉｓｒｃ ↓ｓ 是理想核函数下采样后的图片。

因此最小化二者之差就是期望下采样的低分辨

率图片保留原更多的低频信息，式（６）中的第二项

是为了约束 ｋ 的总和为 １，第三项是 ｋ 的惩罚边界，
后面的判别模块是为了保证生成的图片和原图片尽

可能相似，也就是处于同一个域，更符合真实世界的

图像。
通过以上约束获得模糊核后，将所有的模糊核

放入退化池中，然后从退化池中随机选择一个模糊

核来对 ＨＲ 图片进行降级退化处理，该过程可以表

述如式（７）：
ＩＤ ＝ ＩＨＲ∗ ｋｉ( ) ↓ｓ，ｉ∈ １，２，…，ｍ{ } （７）

　 　 其中， ＩＤ 代表下采样后的图片， ｋｉ 代表从 ｛ｋ１，
ｋ２，…，ｋｍ｝ 中随机选定的模糊核。

由于真实世界图片并不是纯净的，往往受到环

境的影响而存在一定噪声。 为了更好地拟合真实图

片，需要在经过模糊核下采样后的图片中加入噪声。
本文直接从原数据集 Ｘ 的图片中采集噪声块，一般

情况下，内容越丰富，其像素值的方差是越大的，因
此，本文设计了一个筛选规则来收集方差在一定范

围内的块，简化如式（８）：
σ ｎｉ( ) ＜ ｖ （８）

　 　 其中， σ （·）表示计算方差的函数， ｖ 是方差

的最大值。
获得了一系列的噪声块后，将所有的噪声块放

入退化池，从中随机裁剪噪声块加入到下采样后的

图片中，以此来完成噪声注入，表示为式（９）：
ＩＬＲ ＝ ＩＤ ＋ ｎｉ，ｉ∈ １，２，…，ｌ{ } （９）

　 　 其中， ｎｉ 是从退化池随机裁剪的噪声块。
经过模糊核和噪声注入退化后的 ＩＬＲ 更加符合

真实世界的图像。
３．２　 生成模块

生成模块本质上就是一个生成函数 Ｇ， 对于给

定的 ＬＲ 图片，可以输出对应的 ＨＲ 图片。 本文采用

ＲＲＤＢ块和 Ｒｅｓｎｅｔ块作为生成网络的基础块，注意

力机制的原理便是将前面部分的特征向量作为当前

层高层次信息的参数。 假设数据集 Ｐｒｅｐｒｏｃｅｓｓｅｄ 中

下采样的比例因子为 ｒ，用一个大小为 Ｗ × Ｈ × Ｃ 的

张量来表示 ＩＬＲ 图片， ｒＷ × ｒＨ × Ｃ 的张量则表示 ＩＬＲ
图片和 ＩＨＲ。 生成模块作为一个前馈网络 ＧθＧ，θＧ 代

表网络中的超参数， θＧ ＝ ｛Ｗ１：Ｌ；ｂ１：Ｌ｝， 通过超分辨

率网络中特定的损失函数 ＬＳＲ 得到。 训练时，数据

集中的高分辨率图片表示为 ＩｎＨＲ（ｎ ＝ １，…，Ｎ），低分

辨率图片表示为 ＩｎＬＲ（ｎ ＝ １，…，Ｎ）。

Dense
Block

Dense
Block

Dense
Block

β
?

β
?

β
?

?β

Co
nv

LR
eL
U

Co
nv

LR
eL
U

Co
nv

LR
eL
U

Co
nv

Co
nv

LR
eL
U

图 ２　 ＲＲＤＢ 块结构

Ｆｉｇ． ２　 ＲＲＤＢ ｂｌｏｃｋ ｓｔｒｕｃｔｕｒｅ
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　 　 作为生成模块的基本块 ＲＲＤＢ，其结构如图 ２
所示。 首先将 Ｐｒｅｐｒｏｃｅｓｓｅｄ 过程后得到的 ＬＲ 图片

经过 ９×９卷积对输入图片进行一个全局信息提取，
再输入到 ＲＲＤＢ 块中对信息进一步整合，具体来

说，稠密块（Ｄｅｎｓｅ Ｂｌｏｃｋ）的每一层使用 ６４ 个步长

为 １的 ３×３卷积核，每层的输出采用 ＬＲｅｌｕ 激活函

数，其与 Ｒｅｌｕ函数的不同之处在于将小于 ０ 的数值

进行保留，这对于超分辨率这样对细节信息要求较

高的任务非常适合。 ＲＲＤＢ 的每一个 Ｄｅｎｓｅ Ｂｌｏｃｋ
之后会有一个残差缩放因子 β， 即在将残差添加到

主路径之前，通过乘以 ０ 和 １ 之间的常数来缩小残

差，因为随着网络层数的加深，会存在一定的冗余信

息，越靠近输入的层其所含信息越丰富，残差因子相

对更大，这也是一种自注意力机制。
ＲＲＤＢ块之后，使用 Ｒｅｓｎｅｔ 块来整合网络中各

层的信息，同时加速网络，保证了梯度信息能够有效

的传递。 损失函数从判别模块开始反向传播至生成

模块时，经过了很多层，越深的网络隐藏参数越多，
在反向传播的过程中也越容易梯度弥散，而加入

Ｒｅｓｎｅｔ块可避免这种情况。 Ｒｅｓｎｅｔ 块共有 ３ 个，每
个包含 ３层卷积神经网络，每层网络由 ６４个 ３×３的
卷积核构成，在卷积核前面加了一个 ＬＲｅｌｕ 预激活

函数。
为了使生成模块输出的图片和 Ｐｒｅｐｒｏｃｅｓｓｅｄ 中

的 ＨＲ 图片能输入到判别模块进行分类，需要将

Ｒｅｓｅｎｔ块后的图片进行上采样，使之与 ＨＲ 图片同

等尺寸。 此处本文使用像素混洗（Ｐｉｘｅｌ－Ｓｈｕｆｆｌｅ）对
图片进行放大，其过程可以表示为式（１０）：

ＩＳＲ ＝ ｆ Ｌ Ｉｈｉｄ( ) ＝ ＰＳ（ＷＬ∗ ｆ Ｌ－１ Ｉｈｉｄ( ) ＋ ｂＬ） （１０）
　 　 其中， Ｉｈｉｄ 表示处于低维空间的图片， ＰＳ 是像

素混洗算子，其将Ｗ × Ｈ × Ｃ × ｒ２的张量重新排列成

大小为 ｒＷ × ｒＨ × Ｃ 的张量。
从数学角度来讲，该算子的像素重排列可以表

示为式（１１）：
　 ＰＳ（Ｔ） ｘ，ｙ，ｃ ＝ Ｔ⌊ ｘ

ｒ 」， ⌊
ｙ
ｒ 」，Ｃ·ｒ·ｍｏｄ ｙ，ｒ( ) ＋Ｃ·ｍｏｄ ｘ，ｒ( ) ＋ｃ （１１）

其中， ｘ，ｙ，ｃ 分别为尺寸大小以及通道数； ｍｏｄ
为模运算符； Ｃ 为比例因子； Ｔ 则为组合排列函数。

假设输入是一个三维的张量 ｘ × ｙ × ｃ，通过 ＰＳ
周期为 Ｔ 的运算，其可以变成其它尺寸的张量。

在 Ｐｉｘｅｌ－Ｓｈｕｆｆｌｅ 层前设置 ３×３ 的卷积层，经过

卷积得到通道数为 ｒ２ 与输入图像大小一样的特征

图像；再将特征图像每个像素的 ｒ２ 个通道重新排列

成一个 ｒ × ｒ 的区域，对应高分辨率图像中一个 ｒ × ｒ
大小的子块，从而大小为 Ｗ × Ｈ × ｒ２ 的特征图像被

重新排列成 ｒＷ × ｒＨ × １ 的高分辨率图片。 另外，
Ｐｉｘｅｌ－Ｓｈｕｆｆｌｅ只在最后一层对图像大小做变换，前
面的卷积运算由于在低分辨率图像上进行，因此效

率会较高。
３．３　 判别模块

判别模块是由胶囊网络组成的一个二分类器，
将生成模块输出的 ＩＳＲ 作为虚假图片，数据集预处理

过程的 ＩＨＲ 作为真实图片，判别模块的目的是尽可

能地区分出 ＩＳＲ 和 ＩＨＲ 。 Ｄｉｓｃｒｉｍｉｎａｔｏｒ 只训练判别模

块的参数；Ｇｅｎｅｒａｔｏｒ的训练是把生成模块和判别模

块两个网络连在一起，冻结判别模块的学习率，以此

来对两个模块进行交替训练，最终使得 Ｄｉｓｃｒｉｍｉｎａｔｏｒ
中的分类器无法区分 ＩＳＲ 和 ＩＨＲ。 生成模块输出的

ｆａｋｅ图片表示为 ＩｎＳＲ（ｎ ＝ １，…，Ｎ），生成模块和判别

模块的对抗训练定义如式（１２）：
ｍｉｎθＧ ｍａｘθＤ ＥＩＨＲ ～ Ｐｔｒａｉｎ（ ＩＨＲ） ｌｏｇ ＤθＤ ＩＨＲ( )[ ] ＋

　 　 　 ＥＩＬＲ ～ ＰＧ ＩＬＲ( ) ［ｌｏｇ（１ － ＤθＤ（ＧＧ（ ＩＬＲ）））］ （１２）
其中， ＧＧ 代表生成器； ＤθＤ 代表判别器； Ｅ 则代

表训练过程中的比例因子。
用判别模块训练来实现 ｍａｘθＤ， 其由胶囊网络

组成，分别是 Ｃｏｎｖ１ 层、 ＰｒｉｍａｒｙＣａｐｓ 层、 ＤｉｇｉｔＣａｐｓ
层。 为了实现对 ＩＳＲ 和 ＩＨＲ 的 ０－１ 二分类，本文将

ＤｉｇｉｔＣａｐｓ层改为两个胶囊，最后通过计算胶囊向量

的模块作为分类的概率值。 由于胶囊网络中不存在

池化层，对细节信息的捕获非常敏感，且在 Ｍｎｉｓｔ 数
据集上对数字图片分类的结果较好，非常适合图片

分类任务。
和 ＣＮＮ中的标量神经元不一样，胶囊网络中的

神经元是向量，胶囊网络通过动态路由算法将低级

胶囊的预测结果传输到高级胶囊。 Ｃｏｎｖ１ 层有 ２５６
个 ９×９卷积核， ｐｒｉｍａｒｙ层是一个卷积胶囊层，通过

６×６的卷积核和 ｒｅｓｈａｐｅ操作得到，最后通过全连接

的矩阵转换得到两个胶囊，分别对应 ０－１分类。
３．４　 损失函数

将均方误差作为损失函数，因为图像超分辨率

重建的常用评价指标 ＰＳＮＲ与之存在一定的数值运

算关系，可以得到更高的 ＰＳＮＲ 值。 学习端到端的

重建映射函数 ｆ Ｌ 需要计算网络参数，用 θ代表，即式

（１３）：

Ｌ θ( ) ＝ １
ｎ∑

ｎ

ｉ ＝ １
‖ｆ ｙｉ；θ( ) － ｘｉ‖２ （１３）

　 　 其中， ｙｉ 和 ｘｉ 为高低分辨率图像， ｎ 为训练样

本的数量。
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４　 实　 验

为了验证模型的有效性，做了一定的对比实验

和消融实验，还使用 Ｓｅｔ５、Ｓｅｔ１４、ＢＳＤ１００ 公共基准

数据集进行测试实验。
４．１　 数据集介绍

Ｓｅｔ５是一个经典数据集，只包含婴儿、鸟、蝴蝶、
头和人的 ５幅测试图像。

Ｓｅｔ１４公开数据集包含更多类别，但图像数量依

然很少，只有 １４张图像。
ＢＳＤ１００是一个具有 １００ 张测试图像的经典数

据集，从自然图像到特定对象，如植物、人、食物等。
Ｃｉｔｙ１００ 包 括 Ｃｉｔｙ１００ ＮｉｋｏｎＤ５５００ 和 Ｃｉｔｙ１００

ｉＰｈｏｎｅＸ，分别表示单反相机和智能手机相机下的分

辨率和视场退化，以 １００ 张不同城市场景的明信片

作为成像对象。 ＨＲ 和 ＬＲ 图像分别在 ５５ ｍｍ 和

１８ ｍｍ的焦距下拍摄。
４．２　 实验细节

通过数据集预处理，得到相对应的高低分辨率

图像对，通过随机截取低分辨率图像的 ４８×４８，以及

高分辨率图像对应位置的 １９２×１９２，并分别将其旋

转与翻转，进行数据增强处理，以此得到更多的训练

数据集。 采用 Ａｄａｍ 优化器来优化模型，动量设置

为 ０．９，权重衰减系数为０．０００ １，共训练代数为 ２００，
此外采用多步学习策略，初始学习率为 ０．０１，在适当

的迭代次数后，以一定比例降低学习率。
所有实验均在 ｗｉｎｄｏｗｓ１０ 系统搭载的 １２ ＧＢ

ＮＶＩＤＩＡ ＧＴＸ １０８０ Ｔｉ ＧＰＵ 和 ３． ６ ＧＨｚ Ｉｎｔｅｌ ®
ｉ７ＣＰＵ上完成的，在 Ｐｙｔｏｒｃｈ－ＧＰＵ １．１３．１ 环境下使

用 ｐｙｔｈｏｎ３．７实现了模型。
４．３　 评价指标

ＰＳＮＲ：峰值信噪比是一个表示信号最大可能功

率和影响其表示精度的破坏性噪声功率的比值，经
常作为图像重建等领域中重建质量好坏的评价标

准，其值越大，表明图像质量越好；
ＳＳＩＭ：越大表示输出图像和无失真图像的差距

越小，即图像质量越好。
４．４　 对比模型

为了进行直观的对比，将本文所提模型的 ＳＲ
结果与 ＳＲＣＮＮ、ＥＳＲＧＡＮ、ＤＰＡＮ、ＷＤＮ 等现有模型

进行对比，这些模型在超分任务中性能较好，具有代

表性，且与本文提出的算法具有一定的相关性。
ＳＲＣＮＮ 模型首次将卷积神经网络应用于图像超分

辨率任务；ＥＳＲＧＡＮ 在 ＳＲＧＡＮ 的基础上去除所有

的 ＢＮ层。 ＤＰＡＮ［１４］则构建了一个双路径的注意力

模型；ＷＤＮ［８］是最近提出的一种将超分辨率任务分

而治之的算法，通过多路径的模型将超分辨率重建

任务分为多个子任务，并行计算从而大大提高了模

型的效率。

表 ２　 对比实验结果

Ｔａｂ． ２　 Ｃｏｍｐａｒｅ ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

Ｍｅｔｈｏｄ ＳＲＣＮＮ ＥＳＲＧＡＮ ＤＰＡＮ ＷＤＮ Ｏｕｒｓ

ＰＳＮＲ ／ ｄｂ １９．７４ ２４．８６ ２７．８４ ２７．３７ ２８．５３

ＳＳＩＭ ０．４２ ０．６６ ０．７２５ ０．７２８ ０．８６９

　 　 基线模型的 ＰＳＮＲ 和 ＳＳＩＭ 指标在公共数据集

上的实验结果见表 ２，本文提出的模型分别为 ２８．５３
和 ０． ８６９，比 ＷＤＮ 要更好。 和 ＳＲＣＮＮ、ＥＳＲＧＡＮ、
ＤＰＡＮ、ＷＤＮ比较，在两个评价指标上， 本文的方法

表现出了一定的优势，这说明本文提出的 ＧＣＡ模型

在图像超分辨率重建上效果良好，直观效果如图 ３
所示。 为了证明本文所提算法中各个模块的有效

性，将进行消融实验，结果见表 ３。

　 　 　 　 （ａ）Ｇｒｏｕｎｄ Ｔｒｕｔｈ　 　 　 　 　 （ｂ）ＳＲＣＮＮ　 　 　 　 　 　 （ｃ）ＥＳＲＧＡＮ　 　 　 　 　 　 （ｄ）ＤＰＡＮ　 　 　 　 　 　 　 （ｅ）Ｏｕｒｓ

图 ３　 模型效果可视化

Ｆｉｇ． ３　 Ｍｏｄｅｌ ｅｆｆｅｃｔ ｖｉｓｕａｌｉｚａｔｉｏｎ
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表 ３　 消融实验结果

Ｔａｂ． ３　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

Ｍｅｔｈｏｄ Ｇｅｎｅｒａｔｏｒ
（ｏｎｌｙ）

Ｇｅｎｅｒａｔｏｒ＋
Ｐｒｅｐｒｏｃｅｓｓｅｄ

Ｇｅｎｅｒａｔｏｒ＋
Ｐｒｅｐｒｏｃｅｓｓｅｄ＋
Ａｔｔｅｎｔｉｏｎ ｍａｐ

ＧＣＡ

ＰＳＮＲ ／ ｄｂ ２５．７ ２６，３４ ２７．１ ２８．４６

ＳＳＩＭ ０．６２ ０．６９１ ０．７５ ０．８３

表 ４　 Ｓｅｔ５、Ｓｅｔ１４、ＢＳＤ１００ 数据集上的对比实验

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ Ｓｅｔ５， Ｓｅｔ１４， ＢＳＤ１００ ｄａｔａｓｅｔｓ

Ｓｅｔ５

ＰＳＮＲ ＳＳＩＭ

Ｓｅｔ１４

ＰＳＮＲ ＳＳＩＭ

ＢＳＤ１００

ＰＳＮＲ ＳＳＩＭ

ＳＲＣＮＮ ２８．４３ ０．８４０ １ ２６．１０ ０．７０２ ５ ２５．９６ ０．６６７ ５

ＥＳＲＧＡＮ ３１．５６ ０．８９８ ０ ２８．８７ ０．７８６ ０ ２７．６４ ０．７４１ ３

ＤＰＡＮ ３２．５３ ０．８９９ ２ ２９．３４ ０．７８９ ０ ２７．７７ ０．７４３ ６

ＷＤＮ ３２．７７ ０．９０４ ２ ２９．５６ ０．７９０ ３ ２７．８３ ０．７４６ ４

Ｏｕｒｓ ３３．２０ ０．９０９ １ ２９．９７ ０．７９８ １ ２７．９２ ０．７５１ ９

　 　 将 ＧＣＡ 算法中的 Ｇｅｎｅｒａｔｏｒ 作为基线模型，
Ｃｉｔｙ１００数据集中包含高低分辨率图像对，进行消融

实验时，各个模块之间可以独立存在，互不影响，这
也保证了消融实验的可靠性。 另外，从实验结果上

来看也证明了 Ｐｒｅｐｒｏｃｅｓｓｅｄ 模块在构造低分辨率图

片上有效果。 表 ３ 中的实验数据表明 ＧＣＡ 算法中

的各个模块在超分辨率任务中是有效的。 在 Ｓｅｔ５、
Ｓｅｔ１４ 和 ＢＳＤ１００公共数据集上的实验结果见表 ４，
通过与基线模型的对比可以看出本文提出的 ＧＣＡ
算法在 ＰＳＮＲ和 ＳＳＩＭ指标上都是要更好的。

５　 结束语

本文提出 ＧＣＡ 算法来提高真实世界图片的超

分辨率重建效果，数据集的预处理上采用核估计和

噪声注入，目的是为了获取处于同一域的高分辨率

和低分辨率图片对，生成模块利用 ＲＲＤＢ 块和

ＲｅｓＮｅｔ块促进了模型中不同层之间的信息流动和

特征重用，判别模块则利用胶囊网络对超分辨率图

片和高清图片进行判别分类，通过生成模块和判别

模块二者之间的交替博弈来进行训练。 在 Ｃｉｔｙ１００
数据集上的实验表明，本文采用的模型在真实世界

图片上的效果优异，与其它方法相比，在 ＰＳＮＲ 和

ＳＳＩＭ评价指标上，均取得较好的效果。 目前的模型

主要针对的是较低倍数的超分辨率重建图片，在未

来的工作中，将致力于输出更高倍数图片的研究。
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［１２］ＦＲＩＴＳＣＨＥ Ｍ， ＧＵ Ｓ， ＴＩＭＯＦＴＥ Ｒ． Ｆｒｅｑｕｅｎｃｙ ｓｅｐａｒａｔｉｏｎ ｆｏｒ ｒｅａｌ
－ｗｏｒｌｄ ｓｕｐｅｒ － ｒｅｓｏｌｕｔｉｏｎ ［ Ｃ ］ ／ ／ ２０１９ ＩＥＥＥ ／ ＣＶＦ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ Ｗｏｒｋｓｈｏｐ （ ＩＣＣＶＷ） ． ＩＥＥＥ，
２０１９： ３５９９－３６０８．

［１３］ＹＡＮＧ Ｙ， ＬＩＵ Ｑ， ＺＨＡＮＧ Ｍ， ｅｔ ａｌ． Ｂｉ－ｐａｔｈ ｎｅｔｗｏｒｋ ｃｏｕｐｌｉｎｇ
ｆｏｒ ｓｉｎｇｌｅ ｉｍａｇｅ ｓｕｐｅｒ － ｒｅｓｏｌｕｔｉｏｎ ［ Ｊ］ ． Ｍｕｌｔｉｍｅｄｉａ Ｔｏｏｌｓ ａｎｄ
Ａｐｐｌｉｃａｔｉｏｎｓ， ２０１９， ７８（１５）： ２１９８１－２１９９８．

［１４］ＨＵＡＮＧ Ｚ， ＬＩ Ｗ， ＬＩ Ｊ， ｅｔ ａｌ． Ｄｕａｌ－ｐａｔｈ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ
ｓｉｎｇｌｅ ｉｍａｇｅ ｓｕｐｅｒ － ｒｅｓｏｌｕｔｉｏｎ ［ Ｊ ］ ． Ｅｘｐｅｒｔ Ｓｙｓｔｅｍｓ ｗｉｔｈ
Ａｐｐｌｉｃａｔｉｏｎｓ， ２０２０， １６９（１）：１１４４５０．

［１５］ ＦＵ Ｙ， ＣＨＥＮ Ｊ， ＺＨＡＮＧ Ｔ， ｅｔ ａｌ． Ｒｅｓｉｄｕａｌ ｓｃａｌｅ ａｔｔｅｎｔｉｏｎ
ｎｅｔｗｏｒｋ ｆｏｒ ａｒｂｉｔｒａｒｙ ｓｃａｌｅ ｉｍａｇｅ ｓｕｐｅｒ － ｒｅｓｏｌｕｔｉｏｎ ［ Ｊ ］ ．
Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ， ２０２１， ４２７： ２０１－２１１．

８１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３卷　


