
第 １４ 卷　 第 １ 期

Ｖｏｌ．１４ Ｎｏ．１ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２４ 年 １ 月

　 Ｊａｎ． ２０２４

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２４）０１－００６３－０７ 中图分类号： ＴＰ３９１ 文献标志码： Ａ

基于情感融合和层次注意力机制的情感分析

邵　 清， 张文双， 李　 颖， 王少军 

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 针对两个反义词在相似语境下转化成词向量后空间距离相近，容易造成情感信息丢失，循环神经网络等的特征提取

方式容易导致网络依赖增强，难以充分提取局部性特征。 针对第一个问题，本文提出情感嵌入模块，在词嵌入的过程中加入

情感向量与语义信息作为网络的输入层；针对第二个问题，本文提出层次注意力机制，将融合后的词向量切片形成两个子序

列，将单词的词向量输入到双向门控循环网络，利用注意力机制对隐藏层进行加权计算，获得子序列文本信息，通过多个网络

层获得整个文本序列信息；最后，经过 ｓｏｆｔｍａｘ 函数输出文本情感极性。 在 ＮＬＰＩＲ 微博语料库和 ＮＬＰＣＣ２０１４ 的微博公开数据

集进行实验，表明该情感分析模型在准确率上有所提高，证明了模型的有效性。
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０　 引　 言

微博是一个全员参与的社交平台，微博用户发

帖话题广泛，包括日常生活分享、评论社会事件、电
影等。 微博帖子中包含大量的情感信息和观点信

息，利用社交媒介中的数据进行情感分析，能更了解

事件的发展趋势，帮助人们做出决策。
文本的情感分析属于自然语言处理的重要部

分，现有的研究中许多情感分类的深度学习模型都

是基于循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，
ＲＮＮＳ）提出的。 ＲＮＮＳ 专门用于顺序建模，但无法

以并行的方式提取特征，对于长数据序列，传统的

ＲＮＮＳ 会产生梯度爆炸以及梯度消失的问题。 长短

期记忆（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ）是一种具

有长期和短期特性的特殊 ＲＮＮＳ 体系结构，存储单

元作为隐藏单元，有效地解决了梯度消失和梯度爆



炸问题。 对于自然语言处理来说，ＬＳＴＭ 可以提取

高层次的文本信息。 双向长短期记忆（Ｂｉｄｉｒｅｃｔｉｏｎａｌ
Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＢｉＬＳＴＭ）是 ＬＳＴＭ 的进一

步发展，ＢｉＬＳＴＭ 将前向隐藏层和后向隐藏层结合起

来，可以访问正向和后向的上下文序列。 目前

ＬＳＴＭ 和 ＢｉＬＳＴＭ 已经被应用到文本分类中，并取得

了一些成果。
在自然语言处理领域，Ｂａｈｄａｎａｕ 等［１］ 首次将注

意力机制应用于自然语言处理领域，在机器翻译任

务上将翻译和对齐同时进行，实验证明了注意力机

制在自然语言处理 （ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，
ＮＬＰ）任务中的有效性，注意力机制很好地把源语言

端的每个词和当前要预测翻译的词联系起来，效果

有很大提升。 目前，注意力机制已经应用于解决文

本分析中的问题。 例如文本生成、机器翻译、机器阅

读理解。 Ｗａｎｇ 等［２］将多层注意力机制和卷积神经

网络结合用于句子关系分类任务中，模型在多个数

据集上的实验结果表明，使用注意力机制的模型比

未使用的模型有更高的分类精度；Ｍ．Ｅ． Ｂａｓｉｒｉ 等［３］

提出一种基于注意力的双向 ＣＮＮ－ＲＮＮ 情感分析深

度模型，将注意力机制用于 ＢｉＬＳＴＭ 和 ＢｉＧＲＵ 分支

的输出，使模型能够或多或少地关注不同单词和句

子，然后使用卷积层提取信息特征并减少输入数据

的维数，同时全局和平均池化层堆叠在 ＣＮＮ 层的输

出处，对其特征图进行下采样，使得生成的特征图对

特征的位置变化更具有鲁棒性。
在训练词向量时相同的语境中具有相反意思的

词语，词向量的空间距离很近。 比如“这家饭店的

服务很好”和“这家饭店的服务很差”，这两个句子

中“很差”和“很好”是两个情感相反的形容词，但余

弦相似度计算显示两个词构建的空间向量很近，说
明这两个形容词相关度很高。 ＺＯＵＨ 等［４］将情感词

结合卷积神经网络提高情感分类的结果；Ｙａｎｇ 等［５］

提出了一种情感语义增强的 ＣＮＮ，该 ＣＮＮ 可以从表

情嵌入和单词级文本向量中捕获情感语义特征，从
而提高 ＣＮＮ 在微博情感分类中的性能；Ｍ．Ａ． Ｕｌｌａｈ
等［６］提出一种同时使用文本和表情符的情感分析

算法，分别在机器学习和深度学习对算法进行分析，
通过对比实验证明了表情符与语义信息的结合对模

型的有效性；陶永才等［７］ 提出多特征融合情感分

析，在语义向量中加入情感符号、词性特征、情感标

签特征，构建多种情感特征组合，使得情感分类能力

得到有效提升；王行甫等［８］ 提出了一种结合词性、
位置和单词情感的网络模型实现方面级情感分析。

大多数的神经网络模型可以对句子进行编码，
使得输出的隐藏层中包含单词的上下文信息。 对于

较长文本，神经网络模型不能完全掌握句子间的序

列关系，在构建语言时序特征中，词信息是依次反馈

的，耗费时间较长，难以实现并行计算，句子中单词

间的依赖关系会随着距离的增加和时间的增强而减

弱。 此外，结合注意力机制的神经网络模型只能进

行单次注意力计算，导致模型无法对句中单词间的

依赖关系和局部特征实现深层次抽取。 Ｙａｎｇ 等［９］

使用的单词级别的注意力权重计算方式提高了模型

的分类效果；Ｙｕ 等［１０］提出切片递归神经网络，通过

将输入的序列切片成多个子序列来并行化，通过多

个层来获取更高级信息的能力，在情感分类任务中

实现了更好的性能。
本文提出了一种基于情感融合和层级注意力机

制的微博情感分析模型（Ｅｍｏｔｉｏｎ ａｎｄ Ｈｉ－ｅｒａｒｃｈｉｃａｌ
Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ， Ｅ－ＨＡＮ），利用情感词的情感信

息构造出情感向量，与评论生成的语义向量进行相

关计算来表示文本，并将文本切片形成子序列，在词

向量级和子序列级独立进行双向门控循环单元

（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）特征提取，增加语义提

取的深度，提高训练效率，优化了训练时间，并在每

个子序列上增加注意力层，充分提取局部性特征，突
出文本关键信息和文本序列中的关键信息。 模型在

ＮＬＰＣＣ２０１４ 的微博公开数据集和 ＮＬＰＩＲ 微博语料

库数据集上进行实验，并与一些经典模型进行对比

实验，本文的 Ｅ－ＨＡＮ 模型在各评估指标下表现良

好，证明该模型分类的有效性。

１　 基本理论

１．１　 Ｇｌｏｖｅ 词嵌入模型构建

由于神经网络模型只能接受数值输入，所以就

需要将字符文本进行数值化表示。 通常利用词向量

模型将句子进行分词处理后将词语映射到多维空间

中。 Ｇｌｏｖｅ 的开发者表示 ｗｏｒｄ２ｖｅｃ 只是一个与局部

上下文窗口相关的模型，很少在语料库中使用一些

统计信息。 因此， Ｊｅｆｆｒｅｙ Ｐｅｎｎｉｎｇｔｏｎ 等［１１］ 引入了

Ｇｌｏｖｅ，结合了全球统计信息和本地上下文信息，主
要特点是引入了共现概率矩阵。 共现矩阵用 Ｘ 表

示，字典维数用 ｎ 表示， Ｘ ｉｊ 是整个语料库中词 ｉ和词

ｊ同时出现在一个窗口的次数，使用 ｘｉ 来表示所有单

词（窗口中的）和单词（中心单词）出现的总数， Ｐ ｉｊ

用来表示顺序为 ｊ 的单词出现在单词 ｉ 窗口中的概

率，式（１） 和式（２）：
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Ｘ ｉ ＝ ∑
ｋ

Ｘ ｉｋ （１）

Ｐ ｉｊ ＝ ｐ ｊ ｜ ｉ( ) ＝
Ｘ ｉｊ

Ｘ ｉ
（２）

　 　 Ｐ ｉｋ ／ Ｐ ｊｋ 的比率取决于 ｉ，ｊ，ｋ 的位置，利用 Ｐ ｉｋ ／
Ｐ ｊｋ 去拟合未知函数 Ｆ， 式（３）

Ｆ ｗ ｉ，ｗ ｊ，ｗ
～
ｋ( ) ＝

Ｐ ｉｋ

Ｐ ｊｋ
（３）

　 　 其中， ｗ ｉ，ｗ ｊ ∈ Ｒｄ 表示中心词的词向量， ｗ～ ｋ ∈
Ｒｄ。

经过一系列推导，得到代价函数 Ｊ， 式（４）：

Ｊ ＝ ∑
ｎ

ｉ， ｊ ＝ １
ｆ（Ｘ ｉｊ）（ｗＴ

ｉ ｗ
～
ｊ ＋ ｂｉ ＋ ｂ ｊ － ｌｏｇ Ｘ ｉｊ） ２ （４）

ｆ（ｘ） 是一个权重函数，式（５）：

ｆ ｘ( ) ＝
ｘ

ｘｍａｘ

æ

è
ç

ö

ø
÷

α

， ｉｆ ｘ ＜ ｘｍａｘ

１， ｏｔｈｅｒｗｉｓｅ

ì

î

í

ïï

ïï

（５）

　 　 其中， α 的值为 ３ ／ ４。
１．２　 ＧＲＵ 时序捕捉

上下文关系的捕捉在获取评论文本深层特征时

尤为重要，如果使用单个卷积神经网络模型，则句子

的语义特征信息可能会被丢弃。 如果使用单个的循

环神经网络模型，句子中单词间的依赖关系会随着

距离的增加和时间的增强而减弱。 ＬＳＴＭ 能够体现

文本序列特征，但结构复杂性很高，计算代价大。
ＧＲＵ 在 ＬＳＴＭ 基础上做了改进，减少了“门”的数

量，包含重置门 ｒ 确定新输入和之前信息的组合，更
新门 ｚ 判断要传递先前的多少信息，因此结构更加

简单，ＧＲＵ 模型结构如图 １ 所示。

ht

ht-1

xt

rt zt ht
~

σ σ tanh

1-

图 １　 ＧＲＵ 结构图

Ｆｉｇ． １　 ＧＲＵ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 获取当前词的词序特征时不仅要考虑历史信

息，还要和下文密切相关，所以本文采用 ＢｉＧＲＵ 充

分考虑当前词的上下文特征，结构如图 ２ 所示。
在 ｔ 时刻将语义矩阵输入到 ＢｉＧＲＵ 中，输出为该

文本的语义特征，ＢｉＧＲＵ 对应的各状态值式（６） ～
式（９）所示：

ｒｔ ＝ σ ｗ ｔ· ｈｔ －１，ｘｔ[ ]( ) （６）
ｚｔ ＝ σ ｗｚ· ｈｔ －１，ｘｔ[ ]( ) （７）

ｈ′
ｔ ＝ ｔａｎｈ ｗ′

ｈ· ｒｔ∗ ｈｔ －１，ｘｔ[ ]( ) （８）
ｈｔ ＝ １ － ｚｔ( ) ∗ ｈｔ －１ ＋ ｚｔ∗ ｈ′

ｔ （９）
　 　 其中， ｒｔ 和 ｚｔ 分别表示重置门和更新门，用来控

制和有选择地挑出需要的信息； ｘｔ 表示在 ｔ 时刻的

输入； ｈ′
ｔ 为候选激活函数，用来计算 ｔ 时刻的隐藏层

状态 ｈｔ。

ht-1 ht-1 ht ht ht+1 ht+1
� 蜜 � 蜜 � 蜜

xt-1 xt xt+1

GRU GRU GRU

GRU GRU GRU

图 ２　 ＢｉＧＲＵ 结构图

Ｆｉｇ． ２　 ＢｉＧＲＵ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１．３　 Ａｔｔｅｎｔｉｏｎ 特征提取

判定一个语句的情感倾向时并非所有的单词在

句子中对情感判断都有贡献。 利用注意力机制能够

捕获一个语句中单词之间的一些句法或者语义特

征，更容易捕获长距离的依赖特征。 对一个句子中

不同的词分配不一样的权重，使得远距离之间依赖

特征会被大大地缩短。 具体实现步骤如式（１０） ～式

（１２）所示：
ｕｉｊ ＝ ｔａｎｈ ｗ ｔ ｈｉｊ ＋ ｂｔ( ) （１０）

ａｉｊ ＝
ｅｘｐ ｕｉｊ ｕｔ( )

∑
ｊ
ｅｘｐ ｕｉｊ ｕｔ( )

（１１）

ｋｉ ＝ ∑
ｊ

ａｉｊ ｈｉｊ （１２）

　 　 其中， ｈｉｊ 表示输入第 ｉ 个子序列中的第 ｊ 个单

词； ｕｉｊ 表示经过一个全连接神经网络模型后的隐含

表示； ａｉｊ 表示 ｕｉｊ 与一个包含上下文信息向量 ｕｔ 做

相似度计算后的权重值； ｋｉ 表示在对原始输入进行

加权后的特征表示。

２　 算法框架

Ｅ－ＨＡＮ 模型结构如图 ３ 所示，共有 ３ 部分构

成：情感语义构建层、特征提取层、情感分类层。 该

模型首先在语义向量中加入情感信息，构建情感语

义特征矩阵；通过层次注意力深层次提取局部语义

特征，屏蔽无用的噪声特征，对提取的特征进行情感

分类。
２．１　 构建情感语义矩阵

对微博语料进行预处理包括分词、去停用词、去
除话题、标点以及特殊字符，之后使用 Ｇｌｏｖｅ 词嵌入
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工具获取语义向量。 共现窗口设置为 １５，输出向量

维数设置为 １００，经过 Ｇｌｏｖｅ 工具训练之后每个词被

转化成 １００ 维的语义向量。 由于微博设定评论最多

输入 １４０ 个字符，由于文本的长度长短不一，为了保

持文本序列的一致性，本文取前 １００ 个词的语义向

量，如果文本的词汇数量小于 １００，不足的词数使用

等维度的全 ０ 向量补充，这样一段文本就可以用

１００ 个语义向量序列表示，得到微博文本原始语义

矩阵 Ｋ ＝ ［α１，α２，…，α ｎ］ ｄ×ｎ，ｎ 表示微博中分词的个

数， ｄ 表示维数。

情感词典选用大连理工大学信息检索实验室整

理标记的中文本体资源 ＤＵＴＩＲ，以同样的方式训练

情感词典，得到矩阵 Ｍ ＝ ［β １，β ２，．．．，βｍ］ ｄ×ｍ， ｍ 为

情感词的个数。 利用情感矩阵的每一行和语义矩阵

每一列做余弦相似度计算，构建情感融合语义矩阵

Ｃ， 使语义矩阵中包含情感信息，式（１３）：

Ｃ ＝ ｃｏｓ α ｉ，β ｊ( ) ＝
α ｉ，β ｊ

α ｉ β ｊ
；ｉ ∈ １，ｎ[ ] ，ｊ ∈ １，ｍ[ ]

（１３）
情感语义矩阵建立过程如图 ４ 所示。
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图 ３　 Ｅ－ＨＡＮ 模型结构

Ｆｉｇ． ３　 Ｅ－ＨＡＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

开心

愉快

讨厌

蛋 糕 很 好 吃

图 ４　 情感语义矩阵建立过程

Ｆｉｇ． ４　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｅｓｔａｂｌｉｓｈ ｔｈｅ ｓｅｎｔｉｍｅｎｔ ｓｅｍａｎｔｉｃ ｍａｔｒｉｘ

２．２　 层次注意力计算

传统的注意力机制中源端和目标端的内容是不

一样的，得到的结果即源端的每个词与目标端每个

词之间的依赖关系。 为挖掘微博语料中更加深层次

和各分词多样有效的特征，本文采用层次注意力机

制。 将矩阵 Ｃ 作为输入序列并划分成两个长度相

等的子序列。 利用句子的层次结构特性，先使用单

词的词向量组成表示子序列，在此基础上以子序列

向量构建长句的信息表示。 具体操作步骤如下： Ｃ
作为层次注意力机制的输入， 使用 ｐｙｔｈｏｎ 中的切片

操作， 将矩阵Ｃ分裂为 ２个等长的子序列，那么每个

子序列的长度 ｌｅｎ 表示为式（１４）：

ｌｅｎ ＝ Ｔ
２

（１４）

　 　 其中， Ｔ 表示每条数据集序列总长度。
每个子序列 Ｎ 可以表示为式（１５）：

Ｎ ＝ ｘ１，ｘ２，ｘ３，…，ｘｌｅｎ[ ] （１５）
２．２．１　 基于单词级的注意力

２．２．１．１　 ＧＲＵ 层

对于子序列表示中的单词并不是每一个单词对

分类任务都是有用的，如在做文本的情绪分类时可

能会比较关注“很好”、“伤心”这些形容词。 为了使

神经网络能自动将“注意力”放在这些词汇上采用

了基于单词的注意力模型。 将两个子序列作为输入

序列，并行地输入到 ＢｉＧＲＵ 中，在相反方向上分别

进行处理，式（１６）和式（１７），设置 ＢｉＧＲＵ 的隐藏单

６６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



元为 １２８。

ｈ
→

ｉｔ ＝ ＧＲＵ→ ｘｉｔ( ) ，ｔ ∈ １，ｌｅｎ[ ] （１６）

ｈ
←

ｉｔ ＝ ＧＲＵ← ｘｉｔ( ) ，ｔ ∈ ｌｅｎ，１[ ] （１７）
　 　 其中， ｘｉｔ 表示子序列 ｉ 中的第 ｔ 个词向量。
２．２．１．２　 Ａｔｔｅｎｔｉｏｎ 层

Ａｔｔｅｎｔｉｏｎ 层为子序列每个单词分配不同权重。
步骤如下：

（１）将 ＢｉＧＲＵ 输出的隐藏层序列 ｈｉｊ 输入到单

层全连接神经网络模型，获得隐含表示 ｕｉｊ；
（２）计算 ｕｉｊ 和一个表示上下文向量的 ｕｗ 的相似

度，再通过 ｓｏｆｔｍａｘ 函数归一化处理矩阵权重值 ａｉｊ；
（３）对原始矩阵 ｈｉｊ 进行加权求和，得到 ｋｉ 子序

列的局部重要特征提取值。
２．２．２　 基于子序列的注意力

将加权后的子序列 ｋ１ 和 ｋ２ 作为 ＧＲＵ 的输入，
在两个方向上分别获取句子的前向和后向隐藏序

列，式（１８）和式（１９）：

ｈ
→

ｉ ＝ ＧＲＵ→ ｋｉ( ) （１８）

ｈ
←

ｉ ＝ ＧＲＵ← ｋｉ( ) （１９）
　 　 对于 Ａｔｔｅｎｔｉｏｎ 层做同样的处理，输入单层全连

接神经网络模型获得 ｈｉ 的隐含表示 ｕｉ， 之后通过相

似度来衡量单词的重要性，最后通过词向量加权求

和的方式得到序列的最终表示 Ｙ。
２．３　 情感极性分类

将前向状态 Ｙ
→
和后向状态 Ｙ

←
进行拼接形成 Ｙ。

由于 Ｙ 是一个向量，不能根据 Ｙ 直接判断出文本属

于哪一类情感，因此使用 ｓｏｆｔｍａｘ 进行归一化处理操

作。 使用 ｓｏｆｔｍａｘ 函数计算每个类别的条件概率，选
取条件概率最大值对应的类别作为预测 ｄ 输出类

别。 计算过程如式（２０） ～式（２２）所示：

Ｙ ＝ ｃｏｎｃａｔ Ｙ
→
，Ｙ
←

( ) （２０）
ｐ ｙ′ ｜ Ｓ( ) ＝ ｓｏｆｔｍａｘ ＷｏＹ ＋ ｂｏ( ) （２１）

ｙ ＝ ａｒｇｍａｘｐ ｙ′ ｜ Ｓ( ) （２２）
　 　 其中， Ｗｏ 表示可学习权重向量， ｂｏ 表示偏置。

本文模型训练的目标为最小化分类交叉损失

熵，式（２３）：

Ｊ θ( ) ＝ － １
ｍ∑

ｍ

ｉ ＝ １
ｔｉ ｌｏｇ ｙ′

ｉ( ) （２３）

３　 实验研究

３．１　 实验数据集

本文采用 ＮＬＰＩＲ 微博语料库和 ＮＬＰＣＣ２０１４ 的

微博公开数据集作为情感评测任务的数据集。
ＮＬＰＩＲ 微博内容语料库由北京理工大学张华平博士

从新 浪 微 博 公 开 采 集 与 抽 取 获 得， 原 始 的

ＮＬＰＣＣ２０１４ 数据集每一条微博语句都标注情感标

签，分别为“厌恶”、“生气”、“伤心”、“害怕”、“高
兴”、“喜爱”、“惊喜”和“无情感” ８ 类标签；ＮＬＰＩＲ
微博语料库并未对每条文本语句进行情感分类。

由于这 ８ 类情感标记的频率有很大差别，因此

对文本进一步分类，将“高兴”、“喜爱”、“惊喜”作

为积极情感标 １，将“厌恶”、“生气”、“伤心”、“害
怕”作为消极情感标 ２，“无情感”作为中性标记 ０。
具体实验数据见表 １。

表 １　 实验使用的训练数据统计

Ｔａｂｌｅ １　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｒａｉｎｉｎｇ ｄａｔａ ｕｓｅｄ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

数据集 积极 消极 中性

ＮＬＰＩＲ １２ ８２６ １４ ０６９ １３ １０５

ＮＬＰＣＣ２０１４ １４ １８９ １２ ７９０ １３ ０２１

３．２　 实验测评

３．２．１　 环境参数设置

深度学习模型的参数设置非常关键，本文实验

主要参数与参数值见表 ２。 实验将数据按 ８ ∶ ２ 的比

例分成训练集与测试集，训练集用于训练模型，测试

集测试模型的分类性能。
表 ２　 实验主要参数与参数值

Ｔａｂｌｅ ２　 Ｍａｉｎ ｐａｒａｍｅｔｅｒｓ ａｎｄ ｐａｒａｍｅｔｅｒ ｖａｌｕｅｓ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

参数 参数描述 参数值

Ｌｅａｒｎｉｎｇ＿ｒａｔｅ 学习率 ０．００１

Ｂａｔｃｈ＿ｓｉｚｅ 每批次处理数据量 １２８

Ｅｐｏｃｈｓ＿ｓｉｚｅ 迭代轮数 ２０

Ｅｍｂｅｄｄｉｎｇ＿ｓｉｚｅ 词向量长度 １００

Ｈｉｄｄｅｎ＿ｕｎｉｔ 隐藏层单元数 １２８

ｄｒｏｐｏｕｔ 神经元丢弃率 ０．５

３．２．２　 实验评价指标

评价分类模型的评测指标主要包括正确率、召
回率以及 Ｆ１。 正确率是指预测为正的样本中真正

的正样本所占的比率。 预测为正有两种可能， 一种

是把正类预测为正类（ ＴＰ），另一种是把负类预测

为正类（ ＦＰ），正确率可以用式（２４） 表达：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（２４）

　 　 召回率是指样本中正例被预测正确的比率。 也

有两种情况，一是预测正确， 即把原来的正类预测

成正类（ ＴＰ） ，另一种是预测失败，即把原来的正类

预测为负类（ ＦＮ），式（２５）：
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Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（２５）

　 　 有时准确率和召回率会出现相互矛盾的情况，
不管是准确率还是召回率均不能比较全面地衡量模

型的性能，所以引入 Ｆ－Ｍｅａｓｕｒｅ （又称 Ｆ－ｓｃｏｒｅ）方

法。 Ｆ－Ｍｅａｓｕｒｅ 是精确率和召回率的加权调和平

均，本文采用最常见的计算方法，式（２６）：

Ｆ１ ＝ ２∗Ｐ∗Ｒ
Ｐ ＋ Ｒ( )

（２６）

３．３　 实验过程

具体实验步骤如下：
Ｓｔｅｐ １　 标注并分类本次实验的数据集；
Ｓｔｅｐ ２　 使用 ｊｉｅｂａ 工具包进行分词，之后使用

Ｇｌｏｖｅ 工具训练词向量，文本中的停用词和特殊符号

均当作普通单词保留；
Ｓｔｅｐ ３　 将句子转换成索引表示并固定长度为

１００；
Ｓｔｅｐ ４　 每个索引对应一个词向量，将词向量

拼接成矩阵，长度不够 １００ 的使用 ０ 填充，每个词向

量维数为 １００；
Ｓｔｅｐ ５　 将情感词典中的词表示成向量矩阵，

与语义向量融合计算；
Ｓｔｅｐ ６　 将情感语义矩阵切片分为两个子序列

作为 ＢｉＧＲＵ 的输入；
Ｓｔｅｐ ７　 文本子序列索引表示输入嵌入层，再

输入 ＢｉＧＲＵ 提取文本深层特征；
Ｓｔｅｐ ８ 　 将 提 取 到 的 深 层 次 特 征 输 入 到

Ａｔｔｅｎｔｉｏｎ 层，对每个词分配相应的权重值；
Ｓｔｅｐ ９ 　 将子序列的中间状态输入到层次

ＢｉＧＲＵ 提取局部特征，再进入 Ａｔｔｅｎｔｉｏｎ 层加权得到

整条语句特征表示；
Ｓｔｅｐ １０　 利用测试数据集对模型进行验证。

３．４　 对比实验

为了研究 Ｅ－ＨＡＮ 模型对情感分类的效果，本
文设计了两种实验：

（１） ６ 种模型在 ２ 个不同数据集上进行实验，
对比其他 ５ 种模型和 Ｅ－ＨＡＮ 模型的分类效果；

（２） 使用 Ｅ－ＨＡＮ 模型，情感词典中的情感词

减少为原来的一半，之后与语义向量融合。
本 文 通 过 与 ＣＮＮ、 ＬＳＴＭ、 ＢｉＬＳＴＭ、 ＢｉＧＲＵ －

Ａｔｔｅｎｔｉｏｎ、Ｅ－ＨＡＮ 和 ＭＨＡ－ＳＳＡ ６ 个模型的实验结果

进行对比分析，结果见表 ３。 由表 ３ 可知，Ｅ－ＨＡＮ 模

型与其他模型相比准确率和 Ｆ１ 值得到了提高。 通过

对比模型 ＣＮＮ、ＬＳＴＭ 和 ＢｉＬＳＴＭ 算法的实验结果可

知，ＢｉＬＳＴＭ 由于增加了后向传播单元，可以同时考虑

上下文信息，实验结果比 ＬＳＴＭ 更好、准确率更高。
通过对比模型 ＢｉＬＳＴＭ 和 ＢｉＧＲＵ－Ａｔｔｅｎｔｉｏｎ 的实

验结果可知，加入注意力机制后模型能够获取句子中

更多的关键特征，提高模型的准确率、召回率和 Ｆ１
值。 相较于 ＢｉＧＲＵ－Ａｔｔｅｎｔｉｏｎ 模型，Ｅ－ＨＡＮ 模型的准

确率、召回率和 Ｆ１ 值分别提高了 ０．９７％、０．７８％和

０．８７％，因为 Ｅ－ＨＡＮ 模型中使用的层次注意力机制

能够比传统注意力机制提取文本更多的局部特征。
通过对比模型 ＭＨＡ－ＳＳＡ 和 Ｅ－ＨＡＮ 的实验结

果可知，Ｅ －ＨＡＮ 模型 Ｆ１ 值提高了 ０． ４１％，因为

Ｅ－ＨＡＮ模型在词嵌入层将语义信息与情感信息相

结合，不仅提供了更多的词语特征，还加强了句子的

情感强度，除此之外还使用层次注意力机制更充分

地获取局部隐藏信息。
表 ３　 ＮＬＰＩＲ 实验结果

Ｔａｂｌｅ ３　 ＮＬＰＩＲ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ％

模型 Ｐ Ｒ Ｆ１

ＣＮＮ ７９．３２ ７２．６８ ７５．８５

ＬＳＴＭ ７８．４６ ７５．０９ ７６．７４

ＢｉＬＳＴＭ ８０．０２ ７５．７８ ７７．８４

ＢｉＧＲＵ－Ａｔｔｅｎｔｉｏｎ ８０．４６ ７７．６７ ７９．０４

ＭＨＡ－ＳＳＡ ８１．１２ ７７．９５ ７９．５０

Ｅ－ＨＡＮ ８１．４３ ７８．４５ ７９．９１

　 　 ６ 个模型在 ＮＬＰＣＣ２０１４ 数据集上的实验结果，见
表 ４。 由表 ４ 可以看出，前 ３ 种单一神经网络模型中情

感分析的准确率偏低，证明在单模型和复合模型的基

础上添加注意力机制能有效提高模型分类的准确度，
因为注意力机制可以分配不同的权重值给特征，让模

型能更快地掌握重要特征。 从对比结果可以看出

Ｅ－ＨＡＮ模型比传统的神经网络模型准确率有明显提

升。 在 ＮＬＰＣＣ２０１４ 数据集上的分类效果比在 ＮＬＰＩＲ
数据集中的好，通过分析数据集的特点可知，ＮＬＰＩＲ 数

据的平均句长要短于 ＮＬＰＣＣ２０１４ 数据的平均句长。
表 ４　 ＮＬＰＣＣ２０１４ 实验结果

Ｔａｂｌｅ ４　 ＮＬＰＣＣ２０１４ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ％

模型 Ｐ Ｒ Ｆ１

ＣＮＮ ７９．８９ ７８．０９ ７８．９８

ＬＳＴＭ ８０．４６ ７８．９８ ７９．７１

ＢｉＬＳＴＭ ８１．０８ ７９．７８ ８０．４２

ＢｉＧＲＵ－Ａｔｔｅｎｔｉｏｎ ８１．７８ ８０．３３ ８１．０５

ＭＨＡ－ＳＳＡ ８２．２５ ８１．０２ ８１．６３

Ｅ－ＨＡＮ ８２．７６ ８１．３５ ８２．０５

　 　 在研究情感资源的多少对实验的分类效果产生

８６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



的影响时，使用的数据集为 ＮＬＰＣＣ２０１４，通过减少

与语义向量融合的情感词，得到的实验结果见表 ５。
表 ５　 情感词实验结果

Ｔａｂｌｅ ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｅｍｏｔｉｏｎａｌ ｗｏｒｄｓ ％

模型 Ｐ Ｆ１

三分之一情感词 ８６．９６ ８８．７４

一半情感词 ８７．２９ ８８．８３

全部情感词 ８７．８７ ８９．０３

　 　 由表 ５ 可知，使用全部的情感词得到的 Ｆ１ 值比

使用一半和三分之一的情感词得到的 Ｆ１ 分别提高

了 ０．２％和 ０．２９％。 如果将情感词典中的情感词数量

减半，情感分类的性能将会降低，说明情感词的缺少，
丢失了情感信息，会降低情感分类的效果。 如果情感

词典中的单词数量足够充足，情感足够丰富，那么融

合情感向量到语义向量中能很好地提高分类效果。

４　 结束语

本文提出了一种基于情感融合和层级注意力机

制的情感分析模型。 实验结果表明，与传统的深度

学习模型相比，该模型进一步提高了算法的稳定性

和有效性。
在研究过程中发现本研究的一些局限性。 数据

不仅仅是一个单词，而是更复杂的形式。 例如文本

混合了表达式、图片甚至短视频。 此外，数据集的处

理对于模型训练产生至关重要的影响，上述问题必

然会导致数据预处理任务更加困难和复杂，潜在应

用算法的整体复杂度也会更高。
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