
第 １４ 卷　 第 １ 期

Ｖｏｌ．１４ Ｎｏ．１ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２４ 年 １ 月

　 Ｊａｎ． ２０２４

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２４）０１－０１４７－０５ 中图分类号： ＴＰ３９９ 文献标志码： Ａ

基于 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 的葡萄酒质量预测

丁海萌， 郭小燕

（甘肃农业大学 理学院， 兰州 ７３００７０）

摘　 要： 随着经济发展和消费升级，人们对高品质葡萄酒的需求不断增加，如何利用葡萄酒理化指标进行高效准确的质量评

定显得尤为重要。 本文基于 ＵＣＩ 葡萄酒数据集，建立了 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型来预测葡萄酒质量。 结果表明，ＳＭＯＴＥ＿
ＧＡ＿ＸＧＢｏｏｓｔ 模型得出的级别判别准确率为 ８９．３６％，类别判别准确率为 ９６．４６％，均高于其他对比模型，具有更高的预测精

度。
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０　 引　 言

随着当今经济社会的发展，人们的生活水平不

断提高，消费能力也逐渐升级。 与此同时，越来越多

的人开始了解葡萄酒，葡萄酒消费在国内得到了广

泛的普及，成为大众饮品消费中重要的一环，中国的

葡萄酒行业在生产、进口和消费方面也有大幅增长。
行业的发展离不开对产品质量的把控，保证生产质

量，满足人们对产品质量、形色、口感的要求，才能促

进消费，形成产业良性循环。
目前，对于葡萄酒质量的评定，国际上尚未制定

一个统一标准，生产企业对葡萄酒质量评估把控较

为松散［１］。 通常情况下，对葡萄酒质量的评定是通

过专业品酒师来进行评分得到分数，但由于能力水

平和个人喜好难免会产生一定差异［２］，况且在实际

生产过程中，大批量的葡萄酒显然无法采取这种评

定方式。 葡萄酒的品质好坏与其中的化学成分有

关，因此除去人工品尝的方式，葡萄酒的理化数据指

标也是衡量品质的重要标准。 测定葡萄酒的各项理

化指标，寻找理化指标和质量分数之间存在的某

种关系，建立一个有效的葡萄酒质量预测模型，能
够完成对葡萄酒质量的评价，且更为高效、客观、准
确。

针对葡萄酒的质量评价，程再冉等人［３］ 运用主

成分分析，对酿酒葡萄进行分级，并运用多元回归验

证评价可行性。 夏铭泽等［４］ 利用支持向量机模型，
通过葡萄酒的理化指标来进行葡萄酒质量预测。 赵

峰等［５］对神经网络的学习率进行优化，建立基于自

适应遗传算法优化的 ＢＰ 神经网络预测模型，用于

葡萄酒质量预测。 于尚琨［６］ 采用新型主动学习多

分类 ＳＶＭ 算法，选取代表数据集特征的少量样本作

为训练集，提高分类的准确率。



与传统的多元回归、支持向量机、ＢＰ 神经网络

相比，ＸＧＢｏｏｓｔ 模型对于大量数据具有很好的处理

速度和精度，鲁棒性强。 因此，本文采用 ＸＧＢｏｏｓｔ 模
型作为主体，使用 ＳＭＯＴＥ 扩充样本生成均衡数据

集，针对 ＸＧＢｏｏｓｔ 参数众多、调节不便的问题，利用

遗传算法自适应全局优化搜索的优点来寻找最优参

数组合，建立改进的 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型。 通

过与 ＧＡ ＿ＸＧＢｏｏｓｔ、 ＳＭＯＴＥ ＿ ＸＧＢｏｏｓｔ 以及单独的

ＸＧＢｏｏｓｔ、随机森林、ＳＶＭ 模型的预测结果对比，验
证了本文提出的模型的预测精度。

１　 基本理论

１．１　 ＳＭＯＴＥ 算法

针对数据集中样本分布不均衡的问题，本文采

用 ＳＭＯＴＥ 算法对少数类样本进行过采样，生成更

多样本，均衡每种质量类别的样本数量，以提升模型

对于不均衡数据集中每个类别的判别效果［７］。 该

算法在随机过采样的基础上，利用最近邻样本加入

随机噪声，使生成样本与真实样本拥有相似的分布，
以此可以防止采样样本过度重复，避免过拟合，增
强模型的泛化能力。 ＳＭＯＴＥ 的采样过程如图 １ 所

示。
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图 １　 ＳＭＯＴＥ 采样过程图

Ｆｉｇ． １　 Ｄｉａｇｒａｍ ｏｆ ｔｈｅ ＳＭＯＴＥ ｓａｍｐｌｉｎｇ ｐｒｏｃｅｓｓ

　 　 ＳＭＯＴＥ 采样的具体步骤如下：
（１）对于少数类中的每个样本 ｘｉ， 以欧氏距离

作为指标，计算从 ｘｉ 到同一类样本集中的所有样本

的距离，得到相应的 ｋ 个最近邻。
（２）根据数据集的不平衡比，设置采样比 Ｍ 来

确定不同样本的新比例。 对于 ｘｉ， 从其 ｋ 最近邻中

随机选择几个样本，假设所选择的最近邻为 ｘｍ， 对

于每一个选中的 ｘｍ， 在式（１）的基础上从原始样本

中生成一个新的样本。
ｘｎｅｗ ＝ ｘｉ ＋ ｒａｎｄ ０，１( ) ∗ ｜ ｘ ｊ － ｘｉ ｜ （１）

　 　 其中， ｊ ＝ （１，２，…，Ｍ），ｒａｎｄ（０，１） 表示［０，１］

区间的随机数。
（３）重复上述步骤进行 Ｍ 次采样，生成 Ｍ 个新

样本。 将新样本与少数原始样本合并后，生成一个

新的平衡数据集。
１．２　 遗传算法（ＧＡ）

遗传算法是模拟达尔文生物进化论的自然选择

和遗传学机理的生物进化过程的计算模型［８］，是一

种通过模拟自然进化过程自适应地搜索最优解的方

法。 遗传算法的实现过程如下：
（１）种群初始化：种群数量对遗传算法优化性

能有较大影响，种群越大优化时间越长，种群过小则

不易找到最优解。
（２）评估种群中个体的适应度：适应度函数值

增大的方向就是进化方向，个体的适应度越高，表示

该个体越优，被选中作为父代的概率也就越大。
ＸＧＢｏｏｓｔ 模型预测得出的准确率越高代表期望个体

适应度越高，预测效果也就越好。
（３）选择父母：依据轮盘赌选择法，适应度高的

个体被选中的概率高，最优个体直接遗传复制到下

一代。
（４）交叉：从群体中随机选取两个个体，再生成一

个随机数，若小于交叉概率则进行交叉，选取一个或多

个交叉点进行交换部分基因以生成新的子代个体。
（５）变异：随机选择一个个体，再生成一个随机

数，若小于变异概率则进行变异，随机地改变个体某

个或某些基因数，进而产生新的个体。
（６）由交叉和变异产生新一代种群，返回步骤

（２）迭代寻优，不断进行循环操作得到新的种群，直
到所需要求适应度值的个体或者运行到最大迭代次

数时循环结束，产生最优个体。
１．３　 ＸＧＢｏｏｓｔ 模型

极致梯度提升树［９］（ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ，
ＸＧＢｏｏｓｔ）是一种通过 Ｂｏｏｓｔｉｎｇ 思想将多个基学习器

集成构建强学习器的算法。 ＸＧＢｏｏｓｔ 有优良的学习

效果以及高效的训练速度，广泛应用于数据挖掘等

各个领域。 该算法是 ＧＢＤＴ 算法的改进，传统的

ＧＢＤＴ 方法只利用了一阶导数，ＸＧＢｏｏｓｔ 则是对损失

函数做二阶泰勒展开，并在目标函数之外加入了正

则项抑制模型的复杂程度，避免过拟合。 树的集成

模型如式（２）所示：

ｙ^ｉ ＝ ∑
ｋ

ｔ ＝ １
ｆｔ（ｘｉ） （２）

　 　 其中， ｆｋ 为第 ｋ 个基模型，ｙ^ｉ 为第 ｉ 个样本的预

测值。
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目标函数由模型的损失函数 Ｌ 与抑制模型复杂

度的正则项 Ω 组成，因此有：

Ｏｂｊ ＝ ∑
ｎ

ｉ ＝ １
ｌ（ｙｉ，ｙ^ｉ） ＋ ∑

ｋ

ｔ ＝ １
Ω（ ｆｔ ) （３）

Ω ｆｔ( ) ＝ γＴ ＋ １
２
λ∑

Ｔ

ｊ ＝ １
ｗ２

ｊ （４）

式中：∑
ｎ

ｉ ＝ １
ｌ（ｙｉ，ｙ^ｉ） 为真实值与模型预测值的误差，

式（４）为用于控制模型复杂度的正则项，其中 Ｔ 为

叶子结点的数量，ｗ 为叶子结点的取值， γ、λ 分别用

来控制叶子结点的数量和取值，通过正则化可避免

模型出现过拟合。
由于 ｂｏｏｓｔｉｎｇ 模型是前向加法，目标函数可表

示为

　 Ｏｂｊ ｔ( ) ＝∑
ｎ

ｉ ＝ １
ｌ ｙｉ，ｙ^ｔ

ｉ( ) ＋∑
ｔ

ｔ ＝ １
Ω（ ｆｉ ) ＝∑

ｎ

ｉ ＝ １
ｌ（ｙｉ，ｙ^ｔ －１

ｉ ＋

ｆｔ（ｘｉ）） ＋ ∑
ｔ

ｔ ＝ １
Ω（ ｆｉ ) （５）

找到最小化目标函数，相当于求解 ｆｔ（ｘｉ）， 对于

函数 ｌ（ｙｉ，ｙ^ｔ －１
ｉ ＋ ｆｔ（ｘｉ））， 在 ｙ^ｔ －１

ｉ 处进行泰勒二阶展

开， ｆｔ（ｘｉ） 视为 △ｘ，则目标函数近似为

　 Ｏｂｊ（ｔ） ≈∑
ｎ

ｉ ＝ １
［ｌ ｙｉ，ｙ^ｔ

－１
ｉ( ) ＋ ｇｉ ｆｔ ｘｉ( ) ＋ １

２
ｈｉ ｆ２ｔ（ｘｉ）］ ＋

∑
ｔ

ｔ ＝ １
Ω（ ｆｉ ) （６）

由于 ｌ ｙｉ，ｙ^ｔ －１
ｉ( ) 是一个常数，对目标变函数的

优化没有影响，因此目标函数可以写为：

Ｏｂｊ（ ｔ） ≈ ∑
ｎ

ｉ ＝ １
ｇｉ ｆｔ（ｘｉ） ＋ １

２
ｈｉ ｆ２ｔ（ｘｉ）

é

ë
êê

ù

û
úú ＋ ∑

ｔ

ｔ ＝ １
Ω（ ｆｉ ) ＝

∑
ｎ

ｉ ＝１
ｇｉ ｗｑ（ｘｉ）

＋ １
２
ｈｉ ｗ２

ｑ（ｘｉ）
é

ë
êê

ù

û
úú ＋γＴ ＋ １

２
λ∑

Ｔ

ｊ ＝１
ｗ２
ｊ ＝

∑
Ｔ

ｊ ＝１
（∑

ｉ∈Ｉｊ

ｇｉ）ｗｊ ＋
１
２
（∑

ｉ∈Ｉｊ

ｈｉ ＋λ）ｗ２
ｊ

é

ë
êê

ù

û
úú ＋ γＴ ＝

∑
Ｔ

ｊ ＝ １
Ｇ ｊ ｗ ｊ ＋

１
２
（Ｈ ｊ ＋ λ） ｗ２

ｊ
é

ë
êê

ù

û
úú ＋ γＴ （７）

其中， Ｇ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｇｉ，Ｈ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｈｉ。

从上式中可以看出，目标函数被转化为一元二

次函数，对其求解得到最优 ｗ 及化简后的目标函

数，如式（８）、式（９）所示：

ｗ∗
ｊ ＝ －

Ｇ ｊ

Ｈ ｊ ＋ λ
（８）

Ｏｂｊ ＝ － １
２ ∑

Ｔ

ｊ ＝ １

Ｇ２
ｊ

Ｈ ｊ ＋ λ
＋ γＴ （９）

１．４　 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型

基于机器学习的葡萄酒质量预测模型，需要全

面且充足的数据，然而葡萄酒质量数据集中高评分

和低评分的样本较少，而这正是需要重点判别的部

分。 使用样本不均衡的数据集训练模型，会影响模

型精度，得不到较为精确的预测结果。 ＸＧＢｏｏｓｔ 模
型参数的值对模型的预测结果影响较大［１０］，且参数

众多，调节不便，需要一种可以自适应寻找最优参数

的算法进行调参优化。 基于此，本文提出 ＳＭＯＴＥ＿
ＧＡ＿ＸＧＢｏｏｓｔ 模型，扩充训练样本，以质量预测准确

率作为适应度值不断迭代，得到 ＸＧＢｏｏｓｔ 最优参数

组及预测结果。 模型流程如图 ２ 所示。

结束

GA_XGBoost预测

XGBoost最优参数组

达到子代规模

XGBoost参数组

按序进行如下操作:
选择、交叉、变异、种群更新

预测准确率作为适应度值

XGBoost初始参数

初始化种群

开始

SMOTE扩充样本

是

否

图 ２　 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 流程图

Ｆｉｇ． ２　 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ ｆｌｏｗ ｃｈａｒｔ

　 　 实现步骤如下：
（１）使用 ＳＭＯＴＥ 方法扩充样本；
（２）初始化种群，确定 ＸＧＢｏｏｓｔ 模型初始参数；
（３）计算适应度值，依据轮盘赌选择法选择父

母；
（４）通过交叉和变异产生新的个体并计算其适

应度值；
（５）得到 ＸＧＢｏｏｓｔ 模型参数组及当代最优个

体；
（６）判断是否达到子代规模，是则退出并输出

最优结果，否则返回（３）；
（７）得到 ＸＧＢｏｏｓｔ 最优参数组及其预测结果。

２　 数据分析与预处理

本文使用的葡萄酒数据来源于 ＵＣＩ 机器学习

库，选取红葡萄酒样本数据共计 １ ５９９ 组，涉及的变
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量有 １２ 个，主要理化指标分别为非挥发性酸、挥发

性酸、柠檬酸、残糖、氯化物、游离二氧化硫、二氧化

硫总量、密度、ｐＨ 值、硫酸盐、酒精度共十一个，最后

一项葡萄酒质量级别用 ０～１０ 之间的分数表示。 各

变量概况见表 １。

表 １　 变量概况表

Ｔａｂｌｅ １　 Ｖａｒｉａｂｌｅ ｏｖｅｒｖｉｅｗ ｔａｂｌｅ

变量（单位） 取值范围 均值 变量说明

非挥发性酸（ｇ ／ ｄｍ３） ４．６～１５．９ ８．３２ 有机酸，包含酒石酸、苹果酸或乳酸

挥发性酸（ｇ ／ ｄｍ３） ０．１２～１．５８ ０．５３ 主要为醋酸

柠檬酸（ｇ ／ ｄｍ３） ０～１ ０．２７ 葡萄本身带有的酸，含量较少

残糖（ｇ ／ ｄｍ３） ０．９～１５．５ ２．５４ 葡萄糖与果酸的混合物

氯化物（ｇ ／ ｄｍ３） ０．０１～０．６１ ０．０９ 与葡萄酒咸度相关

游离二氧化硫（ｍｇ ／ ｄｍ３） １～７２ １５．８７ 抑菌防腐，质子状态的酸或酸式盐

总二氧化硫（ｍｇ ／ ｄｍ３） ６～２８９ ４６．４７ 游离二氧化硫与结合二氧化硫之和

密度（ｇ ／ ｃｍ３） ０．９９～１．００４ ０．９９７ 单位体积内葡萄酒质量的多少

ＰＨ 值 ２．７４～４．０１ ３．３１ 酸碱性强弱程度

硫酸盐（ｇ ／ ｄｍ３） ０．３３～２ ０．６６ 葡萄酒发酵过程中产生的天然物质

酒精含量 ／ ％ ８．４～１４．９ １０．４２ 葡萄酒中酒精所占百分比

质量级别 ３～８ ５．６４ 与专业品酒师鉴定结果对应

　 　 为减少数据不同量纲的影响，对其进行归一化

处理，式（１０）：

ｘ∗ ＝ ｘ － ｍｉｎ （ｘ）
ｍａｘ ｘ( ) － ｍｉｎ（ｘ）

（１０）

　 　 其中， ｘ∗ 为归一化后的值；ｍａｘ（ｘ） 为数据最大

值；ｍｉｎ（ｘ） 为数据最小值。
在模型判别过程中，可能存在将样本误判至相邻

级别的情况，例如将级别 ５ 的样本误判至级别 ６ 中，
可以认为该判别结果比较理想。 因此，基于葡萄酒质

量级别频率分布和 Ｋ－Ｍｅａｎｓ 聚类结果如图 ３ 和表 ２
所示，除了级别判别准确率之外，增加类别判别准确

率指标，将 ３～４ 分的酒认为是质量较差的酒，记为Ⅲ
类，将 ５～６ 分的酒认为是质量合格的酒，记为Ⅱ类，将
７～８ 分的酒认为是质量较好的酒，记为Ⅰ类。
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图 ３　 葡萄酒质量级别分布

Ｆｉｇ． ３　 Ｗｉｎｅ ｑｕａｌｉｔｙ ｇｒａｄｅ ｄｉｓｔｒｉｂｕｔｉｏｎ

表 ２　 Ｋ－Ｍｅａｎｓ聚类结果

Ｔａｂｌｅ ２　 Ｋ－Ｍｅａｎｓ ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ

类别 ３ ２ １

聚类中心 ３．８４ ５．４８ ７．０８

３　 实验结果分析

３．１　 参数优化

本文利用遗传算法对 ＸＧＢｏｏｓｔ 的 ４ 项主要参数

进行优化，其中包括基树棵数（ ｔｒｅｅ＿ｎｕｍ）；学习率

（ｌｅａｒｎｉｎｇ＿ｒａｔｅ），即每次迭代更新权重时的步长；最
大树深 （ｍａｘ ＿ ｄｅｐｔｈ）；最小叶子权重 （ｍｉｎ ＿ ｃｈｉｌｄ ＿
ｗｅｉｇｈｔ）。 设置初始种群数量为 ５０，每个个体包含 ４
个参数，参数在可选范围内随机生成，共迭代 １００
次，分别以级别判别准确率和类别判别准确率作为

适应度函数。 每次迭代记录下，适应度值最高的最

优个体，再进行选择、交叉、变异，繁殖后代获得更好

的基因，且避免陷入局部最优解。 两种适应度函数

的 ＧＡ＿ＸＧＢｏｏｓｔ 调参实验过程如图 ４ 所示。
　 　 可以看出，随着迭代次数的增加，适应度函数不

断增大，说明遗传算法对模型起到了优化作用。 通

过 ＧＡ＿ＸＧＢｏｏｓｔ 调参实验，在迭代 １００ 次后，判别准

确率分别达到 ８９．３６％和 ９６．４６％，相较初始参数的

８７．９０％和 ９４．３２％，ＧＡ＿ＸＧＢｏｏｓｔ 调参后的判别准确

率均有明显提升。 当前 ＸＧＢｏｏｓｔ 模型的两组最优参

数组合见表 ３。

０５１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



调参实验
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（ａ） 级别判别准确率的调参结果
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（ｂ） 类别判别准确率的调参结果

图 ４　 调参实验

Ｆｉｇ． ４　 Ｔｕｎｉｎｇ ｅｘｐｅｒｉｍｅｎｔ
表 ３　 ＸＧＢｏｏｓｔ 最优参数及初始值

Ｔａｂｌｅ ３　 ＸＧＢｏｏｓｔ ｏｐｔｉｍｕｍ ｐａｒａｍｅｔｅｒ ａｎｄ ｉｎｉｔｉａｌ ｖａｌｕｅ

参数 初始值 最优值 １ 最优值 ２

ｔｒｅｅ＿ｎｕｍ １００ １５０ １６０

ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０．３ ０．０９ ０．１４

ｍａｘ＿ｄｅｐｔｈ ６ ８ １０

ｍｉｎ＿ｃｈｉｌｄ＿ｗｅｉｇｈｔ ３ １ ６

３．２　 实验评估

本文选取级别判别准确率 （ＡＵＣ１）、类别判别

准确率（ＡＵＣ２） 作为评价指标，对比不同模型的性

能，比对结果见表 ４。
表 ４　 不同模型 ＡＵＣ１、ＡＵＣ２ 对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＡＵＣ１ ａｎｄ ＡＵＣ２ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ％

模型 ＡＵＣ１ ＡＵＣ２

组合模型 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ ８９．３６ ９６．４６

ＧＡ＿ＸＧＢｏｏｓｔ ７１．２５ ８８．７５

ＳＭＯＴＥ＿ＸＧＢｏｏｓｔ ８７．９０ ９４．３２

单一模型 ＸＧＢｏｏｓｔ ６７．５０ ８６．２５

ＳＶＭ ５４．４７ ８５．３１

ＲＦ ６８．４４ ８５．９４

　 　 由上表预测结果准确率可知，采用改进的

ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型对葡萄酒质量级别进行

预测，级别判别准确率为 ８９．３６％，类别判别准确率

为 ９６．４６％，评价指标均高于其它对比模型。 与其它

模型相比，改进模型的拟合程度较高，降低了模型的

预测误差，预测结果较好。 因此，使用此模型来预测

葡萄酒质量是可行且有效的。

４　 结束语

在目前各类研究中，ＸＧＢｏｏｓｔ 模型已被广泛应

用于各类预测工作，然而单一模型的预测精度受到

一定程度的限制。 本文使用 ＵＣＩ 葡萄酒数据集，针
对样本不平衡、参数众多、调节繁琐等问题，利用

ＳＭＯＴＥ 扩 充 样 本 和 遗 传 算 法 全 局 优 化， 提 出

ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型，用来进行葡萄酒质量预

测。 将 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型与其他模型实验

对比，其结果表明，ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型比单

一模型预测精度有所提高，通过改进样本和模型的

缺陷，进而缩小葡萄酒质量预测的误差。 本文建立

的 ＳＭＯＴＥ＿ＧＡ＿ＸＧＢｏｏｓｔ 模型为葡萄酒的质量评定

提供了一种参考方式，有一定的借鉴意义。
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