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摘　 要： 针对风力发电时间序列数据随机性大、单一算法难以获得准确预测结果的问题，本文采用改进的完全自适应噪声集

合经验模态分解（ ＩＣＥＥＭＤＡＮ）与时域卷积网络（ＴＣＮ）相结合的模型预测风电功率。 首先，针对集成模态分解的残余噪声和

杂散模式问题，采用改进的 ＣＥＥＭＤＡＮ 将原始序列数据分解为多个复杂度差异明显的子序列；其次，利用样本熵评估各分量

复杂度，采用注意力机制的 ＴＣＮ，分别对低复杂度子序列和高复杂度子序列进行预测；最后将各子序列的预测结果叠加，得到

最终的预测结果。 经在弗兰德伦地区的数据集上测试结果表明，所提的 ＩＣＥＥＭＤＡＮ－ＴＣＮ 模型的 ＭＡＰＥ 为 １．７４％， ＲＭＳＥ 为

１２７．３６，优于其它对比模型，预测效果表现最优。
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０　 引　 言

近年来，燃煤发电引发了资源消耗和全球各地

环境问题，已经促使能源行业和相关政策发生了重

大变化。 风能作为化石燃料替代品，是一种环保和

清洁的能源。 根据《全球风能报告 ２０２３》数据显示，
至 ２０２２ 年底，全球新增的风电装机容量已达到 ７７．６
ＧＷ，其中陆上风电装机容量占 ６８．８ ＧＷ，海上风电

则占 ８．８ ＧＷ。 然而，风力发电由于其高度不确定的

特性变得难以预测，与之伴随的是运营和规划风险。
因此，探索准确而稳定的风力发电预测技术，对于降

低运营成本、提高发电系统的可靠性具有重要意

义［１］。
预测是将风能和太阳能等可变、可再生能源资

源整合到电力系统［２］ 中的一种关键和经济有效的

方法。 目前的风力发电预测大致可分为物理技

术［３］、统计技术［４］和人工智能技术等 ３ 类。 物理技

术主要利用测量得到的物理信息进行预测，但具有

较高的信息收集成本，较适用于长期的风力发电预

测。 统计技术可以捕获风力发电时间序列数据的历

史信息，由于统计模型是建立在线性数据的前提下，
会影响模型的准确度。 随着人工智能技术的发展，



机器学习及深度学习模型可以进一步描述复杂和非

线性的风力发电数据信息。 常见的人工智能技术如

卷积神经网络（ＣＮＮｓ）和支持向量机（ＳＶＭ）等［５］。
时间卷积网络［６］使用多种技术手段（如：膨胀卷积、
时序卷积），提高了时序预测性能，其在时序预测方

面相比于其他网络预测的精度较高，在传统网络中

加入注意力机制［７］ 后，预测精度得到进一步提

升［８］。 但单一的预测模型不能进行有效的风力发

电预测，由于混合模型基于基准预测模型、数据预处

理技术、智能优化算法等技术构建，因此目前风电预

测的方向已转变为对混合模型的研究。
由于风电功率时序特性具有明显的随机性、非线

性，因此使用分解算法一定程度上可以增加数据量，
降低原始序列的复杂度。 分解算法是从时间序列数

据中提取动态特征的有效策略［９］，广泛应用在各个领

域。 李婧琦［１０］ 提出一种基于鲸鱼算法（ＷＯＡ）优化

长短期记忆网络（ＬＳＴＭ）的股票价格预测模型，有效

降低了时序数据间的冗余性。 康文豪等［１１］为了解决

风电功率间歇性带来的功率预测难度，提出了一种基

于 ＣＥＥＭＤＡＮ－精细复合多尺度熵和 Ｓｔａｃｋｉｎｇ 集成学

习的风电功率预测方法，拥有更高的预测性能。 庞博

文等［１２］采用 ＣＥＥＭＤＡＮ 对清洗后的原始功率数据进

行分解，得到若干个子序列，通过对渭南某风电场机

组实测数据进行实例仿真，结果表明所提方法相较于

其他模型预测精度得到了有效提升。
本 文 在 上 述 研 究 的 基 础 上， 将 改 进 的

ＣＥＥＭＤＡＮ－ＴＣＮ 模型应用于风电功率预测。 该方

法利用 ＩＣＥＥＭＤＡＮ 算法充分挖掘了原始功率数据

中的信息，并利用时域卷积神经网络和基于注意力

机制的时域卷积神经网络模型构建了一个耦合预测

模型。 本文提出的耦合预测模型在弗兰德伦地区实

际风力发电功率数据集上进行了预测，并显示出较

高的准确性。

１　 基于改进ＣＥＥＭＤＡＮ－ＴＣＮ预测模型构建

１．１　 改进的 ＣＥＥＭＤＡＮ 算法

１．１．１　 集成经验模态分解

经验模态分解算法可将非线性时间序列数据分

解为一系列具有不同振幅和残差的内涵模态分量

（Ｉｎｔｒｉｎｓｉｃ Ｍｏｄｅ Ｆｕｎｃｔｉｏｎｓ， ＩＭＦ）。 在此基础上，集成

经验 模 态 分 解 算 法 （ Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ
Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＥＭＤ）在原始信号中加入正态分布

的白噪声，以减少模式混合效应。
自适应噪声集合经验模态分解算法（Ｃｏｍｐｌｅｔｅ

ＥＥＭＤ ｗｉｔｈ Ａｄａｐｔｉｖｅ Ｎｏｉｓｅ， ＣＥＥＭＤＡＮ ） 通 过 在

ＥＥＭＤ 中加入有限自适应白噪声，克服了 ＥＥＭＤ 不

完整和加入白噪声后的重建误差问题。 其可以将具

有强波动性的原始数据，完全分解为具有不同频率

特性的几个本征模函数（ ＩＭＦ）分量，从而降低数据

的波动性并提高预测精度［１３］。 算法实现步骤如下：
步骤 １　 添加白噪声 ｖｉ（ ｔ） 与原始信号 Ｓ（ ｔ） 呈

标准正态分布。 其中，信号 ｉ 可表示为 Ｓｉ ｔ( ) ＝ Ｓ（ ｔ）
＋ ｖｉ（ ｔ），ｉ ＝ １，２，…，Ｉ。 相应的，第一个分量可以表

示为 ＩＭＦ１ ＝
１
Ｉ ∑

Ｉ

ｉ ＝ １
ＩＭＦ ｉ

１， 残余分量为 ｒ１（ ｔ） ＝ Ｓ（ ｔ） －

１
Ｉ ∑

Ｉ

ｉ ＝ １
ＩＭＦ ｉ

１。

　 　 步骤 ２　 添加白噪声 ｖｉ（ ｔ） 到残余 ｒ１（ ｔ）， 执行 ｉ
次实验（ ｉ ＝ １，２．．．Ｉ）。 每个实验采用 ＥＭＤ 进行分解

ｒｉ１（ ｔ） ＝ ｘ（ ｔ） － ｖｉ（ ｔ），获得其一阶分量 ＩＭＦ ｉ
１。 ＩＭＦ２ ＝

１
Ｉ ∑

Ｉ

ｉ ＝ １
Ｅ１（ ｒ１（ ｔ） ＋ ε１Ｅ１（ｖｉ（ ｔ）））， 残余分量为 ｒ２（ ｔ） ＝

Ｓ（ ｔ） － ＩＭＦ２。
步骤 ３　 重复上述分解过程，得到符合条件的

ＩＭＦ 分量和相应的残差。 当残差为单调函数且无法

通过 ＥＭＤ 分解时，程序终止。 原始信号可以表示为

Ｓ（ ｔ） ＝ ∑
ｎ

ｉ ＝ １
ＩＭＦ ｉ ＋ ｒｎ（ ｔ）。

１．１．２　 改进的集成经验模态分解

改进的完全集成经验模态分解（ ＩＣＥＥＭＤＡＮ）
作为一种有效的数据处理策略，可将原始风力发电

时间序列分解为高频和低频时间序列，从而解决

ＣＥＥＭＤＡＮ 的 残 余 噪 声 和 杂 散 模 态 问 题。
ＩＣＥＥＭＤＡＮ 的实现过程如下：

（１）将一组白噪声添加到原始序列中以获得新

序列，式（１）：
ｘ（ ｉ） ＝ ｘ ＋ β０Ｅ１ ω（ ｉ）[ ] （１）

　 　 其中， ｘ 是原始信号； Ｅ１ ω（ ｉ）[ ] 是特殊噪声；
ω（ ｉ） 是第 ｉ 个添加的白噪声 ｉ ＝ １，２，…，Ｎ；β０ 是第一

个分解信号的预期信噪比。
（２）对新序列进行 ＥＭＤ 分解，以获得第一组残

差，式（２）和剩余分量，式（３）：

ｒ１ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｍ ｘ（ ｉ）[ ] （２）

ｃ～ １ ＝ ｘ － ｒ１ （３）
　 　 其中， ｒ１ 是第一次分解的残差； ·[ ] 是计算局

部均值的运算符； Ｍ ·[ ] ｃ～ １ 是第一个 ＩＭＦ 的值。
计算第二个 ＩＭＦ 的值见式（４），残余分量，见式（５）：
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ｒ２ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｍ ｒ１ ＋ β１Ｅ２ ω（ ｔ）[ ]{ } （４）

ｃ～ ２ ＝ ｒ１ － ｒ２ （５）

　 　 其中， ｒ２ 是第二次分解的残余， ｃ～ ２ 是第二次风

电功率时间序列的值。
（３）根据上述计算步骤继续使用方程，找到第 ｋ

个 ＩＭＦ 的值，式（６）、式（７）：

ｒｋ ＝
１
Ｎ∑

Ｎ

ｉ ＝ １
Ｍ ｒｋ－１ ＋ βｋ－１Ｅｋ ω（ ｔ）[ ]{ } ，ｋ ＝ ２，３，…，Ｎ

（６）
ｃ～ ｋ ＝ ｒｋ－１ － ｒｋ （７）

　 　 其中， ｒｋ 是第 ｋ 个分解的残差， ｃ～ ｋ 是第 ｋ 个 ＩＭＦ
的值。 原始信号的 ＩＭＦ 可以通过对该方程的迭代

计算进行精确分解。
１．２　 样本熵

样本熵（Ｓａｍｐｌｅ ｅｎｔｒｏｐｙ，ＳＥ）可以测量序列的复

杂性，具有更好的精度、更强的抗噪能力。 样本熵代

表时间序列复杂度的表征参数，其值可以直接反映

序列的复杂性。 样本熵值越大，序列越复杂，反之亦

然。 样本熵用 ＳＥ（ｎ，α，Ｍ） 表示，描述如下

ＳＥ（ｎ，α） ＝ ｌｉｍ
Ｍ→¥

－ ｌｎ（Ｒ
ｎ＋１（α）
Ｒｎ（α）

）{ } （８）

　 　 其中，Ｎ是时间序列的长度； ｎ 是维度； α是相似

的容差； Ｒｎ＋１（α） 和 Ｒｎ（α） 是两个时间序列在阈值 α
处匹配 ｎ 或 ｎ ＋ １ 点的概率。 当 Ｍ 取有限值时，由式

（８）得到的估计样本熵计算，式（９）：

ＳＥ（ｎ，α，Ｍ） ＝ － ｌｎ（Ｒ
ｎ＋１（α）
Ｒｎ（α）

） （９）

１．３　 注意力机制

注意力机制可以在稀疏数据中提取出有用的特

征，其优越性已逐渐在不同领域得到证明。 注意力

机制的主要思想是将更多的注意力分配给重要元

素，而不是平等地考虑所有元素。 模型可以在不同

时间为输入序列的元素赋予不同的权重。
Ａｔｔｅｎｔｉｏｎ 权重计算见式（１０） ～式（１２）。 首先，

计算每个输入元素和时间点 ｔ 时输出元素之间的相

关性， ｊ ＝ １，２，…， Ｊ， 并由注意力分数式（１０）表示，
其中，Ｗｅ 和 ｂｅ 分别为注意力权重矩阵和偏置向量。
其次，通过 ｓｏｆｔｍａｘ 函数将相关性转换为概率形式，
计算在时间 ｔ 处第 ｊ 个元素输入序列的注意力权重

表示为式（１１）；最后，将获得的概率和相应输入元

素的隐式表示相乘，以表示元素对预测值的贡献，并
将所有输入元素的贡献相加，公式见式（１２），将其

作为输入部分预测下一个值。

ｅｔｊ ＝ ｔａｎｈ（Ｗｅｘｔ ｊ
＋ ｂｅ） （１０）

αｔｊ ＝
ｅｘｐ（ｅｔｊ）

∑
Ｊ

ｊ ＝ １
ｅｘｐ（ｅｔｊ）

（１１）

ｘ～ ｔｊ ＝ αｔｊｘｔｊ （１２）
１．４　 ＴＣＮ 神经网络

ＴＣＮ 是在一维卷积的基础上优化的一种新型

时间序列模型［１４］。 该模型具有以下突出特征：
（１）使用扩张卷积。 采样率由膨胀系数控制，

膨胀系数随着层次结构的增加呈指数增长。 扩张卷

积的计算见式（１３）：

Ｆ（ ｓ） ＝ （ｘ∗ｆ）（ ｓ） ＝ ∑
ｋ－１

ｉ ＝ ０
ｆ（ ｉ）·ｘｓ－ｄ·ｉ （１３）

　 　 其中： ∗ 是卷积运算； ｄ 是膨胀系数； ｋ 是卷积

核的大小； ｆ（ｉ） 代表卷积核的第 ｉ 个元素； ｓ － ｄ·ｉ 表
示扩展卷积输入序列中参与计算的神经元的下标。

（２）使用因果卷积。 因果卷积如图 １ 所示，其
结构在历史上是单向可追溯的，是一个严格受时间

约束的模型。

y0 y1 y2^ ^^ yr-2 yr-1 yr^ ^ ^

x0 x1 x2^ ^^ xr-2 xr-1 xr^ ^ ^

输入层
d=4
隐藏层
d=2
隐藏层
d=1
输入层

...

...

图 １　 因果膨胀卷积结构
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　 　 （３）使用残差模块。 残差模块涉及残差连接、权
重归一化和辋差正则化，以实现模型的效率。 残差连

接可以有效解决梯度消失问题，从而有效地将浅层网

络转变为深层网络。 残差模块结构如图 ２ 所示。

正则化

Relu激活函数

标准化

因果膨胀卷积

正则化

Relu激活函数

标准化

因果膨胀卷积 输入张量

非线性投射

输出张量残差模块

图 ２　 残差模块结构
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　 　 通过对样本数据的持续训练和权重的优化，当
损失函数达到其最小值时，此时的输出数据被视为

最优估计值［１５］。 假设输入数据为： ｘ０，…，ｘＴ， 输出

数据为 ｙ０，…，ｙＴ， 即 ｙ０，…，ｙＴ ＝ ｆ（ｘ０，…，ｘＴ）， 则

ＴＣＮ 模型处理的新输出结果可以表示为 ｙ０，…，ｙＴ ＝
ｇ（ｘ０，…，ｘＴ）。
１．５　 基于改进 ＣＥＥＭＤＡＮ－ＴＣＮ 模型构建

由于风电功率时间序列数据非线性、非平稳的

特点。 本文将数据分解算法与注意力机制以及

ＴＣＮ 模型相结合，提出了一种基于 ＩＣＥＥＭＤＡＮ －
ＴＣＮ 的组合预测模型。 模型采用 ＣＥＥＭＤＡＮ 算法，
将非线性非平稳时间序列预测问题转化为若干个稳

态时间序列预测问题，将复杂的风电功率时间序列

数据分解为相对简单的子序列。 同时，利用样本熵

分析分解的稳态子序列的复杂性，并重新组合形成

一些新的子序列，从而减少了计算量和模型的复杂

度。 对于复杂度较高的子序列，采用基于注意力机

制的 ＴＣＮ 模型进行预测，可以获得更准确的预测结

果；对于复杂度较低的子序列，其周期性较强，因此

采用结构简单的 ＴＣＮ 进行预测，从而减少了训练时

间，避免消耗更多的资源。 具体实现步骤如下：
（１）利用 ＩＣＥＥＭＤＡＮ 及样本熵将风电功率时间

序列数据分解为一系列复杂度差异明显的子序列。
（２）利用 ＴＣＮ 和基于注意力机制的 ＴＣＮ 模型，分

别对低复杂度和高复杂度的子序列进行建模和预测。
（３）将序列预测结果叠加，得到最终的功率时

序数据预测结果。
（４）分析预测值和实际风电功率的误差。

２　 实例分析

２．１　 数据集

以弗兰德伦地区陆上风电场实际风力发电功率

作为实验数据，时间段选取 ２０２２ 年 １０ 月 １６ 日 ００ 时

００ 分至 ２０２３ 年 ２ 月 １６ 日 ２３ 时 ４５ 分。 其中间隔时

间为 １５ ｍｉｎ，共计１１ ９０８条数据。 如图 ３ 所示，该数据

序列具有强随机性的特点和明显的非平稳性特征。
　 　 由于原始数据集有几处空缺，首先对缺失的数

据进行补全。 本文以 ３ 次求平均值的方式补全数

据，式（１４）：

ｘｔ ＝
ｘｔ －１ ＋ ｘｔ ＋ ｘｔ ＋１

３
（１４）

　 　 为了使预测模型更好的提取到功率数据的特

征，采用归一化对数据进行处理，归一化公式见式

（１５）：

ｘ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１５）

　 　 其中， ｘ 为归一化处理后的数据； ｘｍｉｎ 为功率序

列数据的最小值； ｘｍａｘ 为功率序列数据的最大值。
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图 ３　 风电场风功率时间序列
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　 　 在实验分析阶段，所有实验的运行环境在

ｐｙｔｈｏｎ３．７。 本文将 １１ ９０８ 条的原始风电功率序列

数据按照 ８ ∶ ２ 的比例来划分训练集和测试集，其中

９ ５２６条风力发电功率数据作为训练集，２ ３８２条风

力发电功率数据作为测试集。
２．２　 对比模型及评价指标

在对比模型上， 本文选取 ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿
ＳＶＭ、ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿ ＸＧＢｏｏｓｔ、 ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿
ＴＣＮ、ＩＣＥＥＭＤＡＮ＿ＳＥ＿注意力 ＴＣＮ、ＩＣＥＥＭＤＡＮ＿ＳＥ＿
ＬＳＴＭ ５ 种模型进行对比实验。 本文所提模型为基

于 ＩＣＥＥＭＤＡＮ＿ＳＥ 模型，高复杂度序列，即形成新序

列 １、２，用注意力机制的 ＴＣＮ 进行预测；低复杂度的

序列，即形成新序列 ３、４、５，用 ＴＣＮ 进行预测；高复

杂度的序列。
为了更具代表性，ＳＶＭ 选用 ＲＢＦ 核函数，通过

网格搜索法确定惩罚因子和 ＲＢＦ 核参数。 ＸＧＢｏｏｓｔ
通过正则化参数调优，选择树的深度为 ６，每次生成

树时随机抽样特征的比例为 １，最大迭代次数为 ３００
次。 ＬＳＴＭ 参数选择序列输入量为 １０，ｈｉｄｄｅｎ＿ｓｉｚｅ ＝
６４，ｎｕｍ＿ｌａｙｅｒｓ＝ ２，ｏｕｔｐｕｔ＿ｓｉｚｅ ＝ １，ｎｕｍ＿ｅｐｏｃｈｓ ＝ ３００，
ｂａｔｃｈ＿ｓｉｚｅ ＝ ６４。 ＴＣＮ 的参数选择序列输入量为 １０，
输出量为 １，隐藏层数为 ４，学习率为 ０． ０００ １，
ｄｒｏｐｏｕｔ 率为 ０．０２，ｋｅｒｎｅｌｓｉｚｅ 为 ３，最大迭代次数为

３００。 此外，为验证模型的性能，对本文所提模型进

行了不同时间步长以及峰值预测的对比实验，优化

器使用 Ａｄａｍ，采用学习率递减方式进行训练。
本文采用均方根误差 （ＲＭＳＥ）、平均绝对误差

（ＭＡＥ） 以及平均绝对百分比误差（ＭＡＰＥ） 为评价

指标，更好的评估了所用模型的有效性，见式（１６）
～ 式（１８）：
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ＥＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｔ ＝ １
（ｙｔ － ｙ^ｔ） （１６）

ＭＡＥ ＝ １
Ｎ∑

Ｎ

ｔ ＝ １
｜ ｙｔ － ｙ^ｔ ｜ （１７）

ＥＭＡＰＥ ＝ １
Ｎ∑

Ｎ

ｔ ＝ １
（
ｙｔ － ｙ^ｔ

ｙｔ
） × １００％ （１８）

　 　 其中， ｙｔ、ｙ^ｔ 分别为 ｔ 时刻的预测值和真实值， Ｎ
为样本总数。
２．３　 数据分解及复杂度分析

采用 ＩＣＣＥＭＤＡＮ 算法对归一化的风电功率数

据进行分析，高斯白噪声标准差为 ０．２。
　 　 风力发电功率时序序列数据被分解为 １０ 个子

ＩＭＦｓ 分量和 １ 个残余项，如图 ４ 所示。 由图中可

见，ＩＭＦ１－ＩＭＦ６ 具有高频特征，而 ＩＭＦ７－ＩＭＦ１０ 具有

低频特性，故模型的超参数应不同。 同时，为对比

ＩＣＥＥＭＤＡＮ 分解的有效性，使用 ＣＥＥＭＤＡＮ 分解原

始风电功率序列数据如图 ５ 所示。
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图 ４　 ＩＣＥＥＭＤＡＮ 分解的各分量图
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图 ５　 ＣＥＥＭＤＡＮ 分解的各分量图
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　 　 对比图 ４ 和图 ５ 可知，使用 ＣＥＥＭＤＡＮ 分解的

分量在 ＩＭＦ１－ＩＭＦ８ 都具有高频特征，且序列复杂度

明显比 ＩＣＥＥＭＤＡＮ 高很多。 只有 ＩＭＦ９－ＩＭＦ１０ 具

有低频特性，且 ＩＣＥＥＭＤＡＮ 的低频序列复杂度更

低。 因此，采用 ＩＣＥＥＭＤＡＮ 分解更具有效性。
由于获得的 ＩＭＦ 多达 １０ 个，若直接对每个分

量进行建模和预测，计算量将大大增加。 且过多分

量误差的累积会导致最终预测结果出现过多的误

差。 因此，本文利用样本熵来评估分解分量的复杂

性，并根据样本熵的值对每个分量进行重组，然后对

重组的子序列进行建模和预测。
　 　 由图 ６ 可知，ＩＭＦ１、ＩＭＦ２ 子序列的熵值相差较

小，表明这两个 ＩＭＦ 产生新模式的概率大致相同，
因此将这两个分量叠加形成一个新的子序列。 由于

ＩＭＦ１、ＩＭＦ２ 子序列样本熵均大于 １，具有较强的随

机性，因此形成新的序列用基于注意力机制的 ＴＣＮ
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模型进行预测。 同样，ＩＭＦ３、ＩＭＦ４、ＩＭＦ５ ３ 个分量叠

加形成一个新的子序列，并使用基于注意力机制的

ＴＣＮ 模型进行预测。 ＩＭＦ６、ＩＭＦ７ 两个分量的熵值

比较接近且低于 １，叠加为一个新的子序列熵值，相
对熵值较低，因此采用 ＴＣＮ 模型进行预测。 同样，
ＩＭＦ８、ＩＭＦ９ 两个分量也是如此。 ＩＭＦ１０ 分量的熵值

较低，因为单独作为一个分量采用 ＴＣＮ 模型预测。
各分量重组结果见表 １。
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图 ６　 各分量样本熵
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表 １　 功率子序列重组结果

Ｔａｂｌｅ １　 Ｐｏｗｅｒ ｓｕｂｓｅｑｕｅｎｃｅ ｒｅｃｏｍｂｉｎａｔｉｏｎ ｒｅｓｕｌｔｓ

原 ＣＩＭＦ 分量序号 新序号 预测模型

１，２ １ 基于注意力机制的 ＴＣＮ

３，４，５ ２ 基于注意力机制的 ＴＣＮ

６，７ ３ ＴＣＮ

８，９ ４ ＴＣＮ

１０ ５ ＴＣＮ

２．４　 预测结果及分析

在得到重组子序列的预测结果后，可通过将预

测结果相加得到最终的功率时间序列数据的预测

值。 为了更好的观察混合 ＴＣＮ 模型的使用，采用

ＩＣＥＥＭＤＡＮ＿ ＳＥ ＿ ＳＶＭ、 ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿ ＸＧＢｏｏｓｔ、
ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＴＣＮ、ＩＣＥＥＭＤＡＮ＿ＳＥ＿注意力 ＴＣＮ、
ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＬＳＴＭ ５ 种模型对各分量进行预测，
预测结果见表 ２。

表 ２　 分量预测评价指标对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｍｐｏｎｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ

算法
新建序列 １

ＲＭＳＥ ＭＡＥ

新建序列 ２

ＲＭＳＥ ＭＡＥ

新建序列 ３

ＲＭＳＥ ＭＡＥ

新建序列 ４

ＲＭＳＥ ＭＡＥ

新建序列 ５

ＲＭＳＥ ＭＡＥ

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＳＶＭ ９．１０ ２．２９ １３．８５ ２．８１ ９．３３ ２．３１ ９．４６ ２．３３ ４．８１ １．６７

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＸＧＢｏｏｓｔ ９．５７ ２．３３ １７．７２ ２．８９ ９．７４ ２．３５ １０．１０ ２．４０ ５．１９ １．７０

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＴＣＮ ８．１２ ２．１１ １１．７５ ２．５９ ７．９１ ２．０７ ８．０５ ２．１２ ４．１２ １．５０

ＩＣＥＥＭＤＡＮ＿ＳＥ＿注意力 ＴＣＮ ８．０１ ２．０４ １１．２１ ２．４８ ８．３１ ２．０９ ８．３５ ２．１４ ４．２４ １．５１

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＬＳＴＭ ９．３４ ２．３３ １３．６９ ２．８５ ８．７９ ２．１８ ８．９１ ２．２３ ４．５１ １．５９

　 　 根据表 ２ 可以发现，在各分量预测的 ５ 种模型

评价指标中，ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＴＣＮ 与 ＩＣＥＥＭＤＡＮ＿
ＳＥ＿注意力 ＴＣＮ 表现最优。 新建序列 １、２ 属于高频

分量，使用 ＩＣＥＥＭＤＡＮ＿ＳＥ＿注意力 ＴＣＮ 模型预测的

各类指标都表现最优。 新建序列 ３、４、５ 属于低频分

量，使用 ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＴＣＮ 模型预测的各类指标

都表现最优。 因此，根据熵值可以表明，本文模型将

高频稍复杂分量由基于注意力机制的 ＴＣＮ 预测；低
频较平稳分量由 ＴＣＮ 预测，可以更好地挖掘各分量

数据的信息。
将各模型预测分量数据结果叠加后，与原始功

率时间序列数据对比的误差见表 ３。
　 　 根据表 ３，本文所提的模型在 ＲＭＳＥ 上，分别比

ＩＣＥＥＭＤＡＮ＿ ＳＥ ＿ ＳＶＭ、 ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿ ＸＧｂｏｏｓｔ、
ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿ ＬＳＴＭ 降 低 ４０． ７９％、 ３８． ０７％、
４３．５７％。在 ＭＡＰＥ 上，分别比 ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＳＶＭ、

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＸＧｂｏｏｓｔ、ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＬＳＴＭ 降

低 ２５％、 ２９． ８３％、 ４１． ４１％。 在 ＭＡＥ 上， 分 别 比

ＩＣＥＥＭＤＡＮ＿ ＳＥ ＿ ＳＶＭ、 ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿ ＸＧｂｏｏｓｔ、
ＩＣＥＥＭＤＡＮ ＿ ＳＥ ＿ ＬＳＴＭ 降 低 ４１． ２６％、 ４４． ２０％、
５８．４３％。ＩＣＣＥＭＤＡＮ—ＴＣＮ 模型表现出最佳的预测

结果。 如图 ７，本文模型预测数据为红色线条、原始

风电功率序列曲线为黑色数据，相较于其它模型，所
提预测模型在尖峰处也有较好的预测效果。

表 ３　 总体预测指标误差表

Ｔａｂｌｅ ３　 Ｔａｂｌｅ ｏｆ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｏｖｅｒａｌｌ ｆｏｒｅｃａｓｔ ｅｒｒｏｒ

模型 ＲＭＳＥ ＭＡＰＥ ＭＡＥ

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＳＶＭ ２９１．１２ ２．３２ １９７．４２

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＸＧｂｏｏｓｔ ２７８．４ ２．４８ ２０７．８３

本文模型 １７２．３６ １．７４ １１５．９６

ＩＣＥＥＭＤＡＮ＿ＳＥ＿ＬＳＴＭ ３０５．４５ ２．９７ ２７９．０１
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图 ７　 各模型与原始数据对比图

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｗｉｔｈ ｔｈｅ ｏｒｉｇｉｎａｌ ｄａｔａ

　 　 为验证模型的性能，对本文所提模型进行了不

同时间步长的预测。 根据表 ４，时间步长分别为单

步、２ 步、４ 步、６ 步，４ 种步长的指标差别不大。 在 ４
种步长中 ４ 步时间步长的 ＲＭＳＥ 为 １６９．９６，相较于

单步、４ 步、６ 步在 ＲＭＳＥ 上分别降低 １．３％、０．５％、
３．９％。

表 ４　 不同时间步长预测评价指标

Ｔａｂｌｅ ４ 　 Ｐｒｅｄｉｃｔｉｏｎ ａｎｄ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｔｉｍｅ

ｓｔｅｐｓ

时间步长 ＲＭＳＥ ＭＡＰＥ ＭＡＥ

单步 １７２．３６ １．７４ １１５．９６

２ 步 １７０．６０ １．１３ １１２．６４

４ 步 １６９．９６ １．１９ １１４．３３

６ 步 １７６．９１ １．８１ １１７．５６

３　 结束语

针对风电功率时间序列的预测，本文提出一种

基于改进的 ＣＥＥＭＤＡＮ－ＴＣＮ 风电功率模型。 在弗

兰德伦地区陆上风电场的真实运营数据集的实验

中，所提方法不仅克服了单一模型不能有效提取荷

载数据特征的缺点，而且有效提高了预测精度。
（１）通过 ＩＣＥＥＭＤＡＮ 算法将随机性强的非平稳

序列预测问题转化为多个相对稳定的时间序列预测

问题，可以充分挖掘了原始功率时间序列数据中的

信息，降低了风电功率非线性、复杂性对风电功率预

测的难度。
（２）采用样本熵评估分解子序列的信息复杂

度，对相近的子序列进行合并，利用分解集成的方

法，对两种复杂度的子序列采取不同的预测方法有

助于提高整体预测精度。

（３）使用时域卷积神经网络的方法，一方面减

少了网络堆叠带来的过拟合问题，一方面能更好识

别数据特征。
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［１４］ＢＡＩ Ｓ， ＫＯＬＴＥＲ Ｊ Ｚ，ＫＯＬＴＵＮ Ｖ． Ａｎ ｅｍｐｉｒｉｃａｌ ｅｖａｌｕａｔｉｏｎ ｏｆ
ｇｅｎｅｒｉｃ ｃｏｎｖｏｌｕｔｉｏｎａｌ ａｎｄ ｒｅｃｕｒｒｅｎｔ ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｅｑｕｅｎｃｅ
ｍｏｄｅｌｉｎｇ［Ｊ］ ． ａｒｘｉｖ ｐｒｅｐｒｉｎｔ ａｒｘｉｖ：１８０３．０１２７１， ２０１８．

［ １５ ］ ＨＵＡＮＧ Ｒｕ， ＤＵ Ｗｅｎｊｕａｎ， ＷＡＮＧ Ｈａｉｆｅｎｇ． Ｓｈｏｒｔ － ｔｅｒｍ
ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｗｉｎｄ ｐｏｗｅｒ ｃｏｎｓｉｄｅｒｉｎｇ ｔｕｒｂｕｌｅｎｃｅ ｉｎｔｅｎｓｉｔｙ ［ Ｊ］ ．
Ｐｏｗｅｒ Ｓｙｓｔ Ｔｅｃｈｎｏｌ， ２０１９， ４３（６）：１９７０－１９１３．

８１１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　


