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基于渐进式双重对齐的无源无监督领域自适应方法
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摘　 要： 无源领域自适应的核心任务是利用无标签的目标域数据，将预训练好的源模型迁移到目标领域。 基于深度聚类的方

法需要在自监督学习过程中挖掘辅助信息来正则化特征分布对齐，而辅助信息中噪声常常误导该对齐过程；基于伪源域的对

抗学习方法进行概率分布对齐，对所构建伪源域质量十分敏感。 针对现有方法存在的不足，本文提出了一种基于渐进式双重

对齐的无源无监督领域自适应方法，在进行深度聚类的同时，进行域对齐，缓解深度聚类中伪标签的噪声。 首先，通过超近邻

增强样本生成高质量伪源域，以克服源域不可见的问题；其次，利用对抗学习，实现两个域的概率分布初对齐；最后，引入深度

特征相似，进一步强化对齐效果。 在两个公开数据集上的实验结果表明了其有效性。
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０　 引　 言

传统 的 无 监 督 领 域 自 适 应 （ Ｕｎｓｕｐｅｒｖｉｓｅｄ
Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ， ＵＤＡ），借助有标签的源域数据

和无标签的目标域数据，实现源域与目标域分布对

齐。 解决该问题的关键是减少两个领域之间的差

异，目前主要采用量度学习和对抗学习来实现对齐。
在对抗域适应中，文献［１］提出域对抗（Ｄｏｍａｉｎ －
Ａｄｖｅｒｓａｒｉａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＤＡＮＮ） 模型最具代表

性，引入了域判别器和域对抗损失来减小域差异；文
献 ［ ２ ］ 提 出 的 条 件 域 对 抗 （ Ｃｏｎｄｉｔｉｏｎａｌ Ｄｏｍａｉｎ
Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋ，ＣＤＡＮ）模型，使用信息熵来辅



助对抗域适应。 随着对信息安全与隐私保护的重

视，“数据是一种关键资产”已成为一种共识，在此

情景下，源域数据越来越难以获得。 因此，依赖源域

数据的 ＵＤＡ 不再适用；最近的研究也发现，对于领

域自适应问题，迁移过程保持所有源数据可见并不

是必须的［３－４］。 而无源领域自适应 （ Ｓｏｕｒｃｅ － Ｆｒｅｅ
Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ， ＳＦＤＡ） 因为更接近真实应用场

景中预训练模型迁移的需求，具有天然数据保护的

特性，越来越受到关注。 与 ＵＤＡ 不同，ＳＦＤＡ 无需

源数据，只使用源领域预训练好的模型和无标注目

标域数据进行跨域迁移。
现有解决 ＳＦＤＡ 思路主要分为两种：一是在深

度聚类 （Ｄｅｅｐ Ｃｌｕｓｔｅｒｉｎｇ，ＤＣ）的框架下挖掘辅助信

息，通过自学习在特征空间实现从目标域向源域的

特征分布对齐。 文献［４］提出了源假设迁移方法

（Ｓｏｕｒｃｅ ＨｙｐＯｔｈｅｓｉｓ Ｔｒａｎｓｆｅｒ， ＳＨＯＴ），将深度聚类与

互信息最大化（Ｉｎｆｏｒｍａｔｉｏｎ Ｍａｘｉｍｉｚａｔｉｏｎ， ＩＭ） 结合，
实现目标域的特征分布和源假设对齐；文献［５］ 提

出基于最近邻深度聚类 （ Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒｈｏｏｄ －
Ｂａｓｅｄ Ｄｅｅｐ Ｃｌｕｓｔｅｒｉｎｇ，Ｎ２ＤＣ）方法，利用目标数据之

间的几何信息与信息熵，构建超近邻邻域，实现了鲁

棒的深度聚类；文献［６］提出基于最近邻几何信息

的 知 识 蒸 馏 的 迁 移 方 法 （ Ｇｒａｄｕａｌ Ｋｎｏｗｌｅｄｇｅ
Ｄｉｓｔｉｌｌａｔｉｏｎ，ＧＫＤ）。 二是构造伪源域，通过对抗学习

实现伪源域和目标域的概率分布对齐。 文献［７］提
出模型自适应方法（Ｍｏｄｅｌ Ａｄａｐｔａｔｉｏｎ，ＭＡ），利用生

成对抗网络生成伪源域，支撑后续基于对抗学习的域

对齐；文献［８］提出基于伪源泉域的方法（Ｐｓｅｕｄｏ－
Ｓｏｕｒｃｅ Ｄｏｍａｉｎ Ｂａｓｅｄ Ｓｏｕｒｃｅ － Ｆｒｅｅ Ｄｏｍａｉｎ
Ａｄａｐｔａｔｉｏｎ，ＰＳ）并不生成伪源域，而是基于目标域样

本，通过信息熵筛选构建伪源域；文献［９］提出基于

生 成 对 比 原 型 的 方 法 （ Ｃｏｎｔｒａｓｔｉｖｅ Ｐｒｏｔｏｔｙｐｅ
Ｇｅｎｅｒａｔｉｏｎ ａｎｄ Ａｄａｐｔａｔｉｏｎ，ＣＰＧＡ），通过挖掘源模型

中的隐含信息来生成源域中每个类别的伪质心特

征，并联合对比学习实现域对齐。
虽然以上方案取得了不错的迁移效果，但存在

两方面的不足：第一种方案本质上是进行特征分布

对齐，过程易受到辅助信息中噪声的误导；第二种方

案本质上是进行概率分布的对齐，对伪源域构造质

量有较高要求。
本文提出了一种基于渐进式双重对齐的无源无

监督领域自适应方法 （Ｇｒａｄｕａｌ Ｄｕａｌ Ａｌｉｇｎｍｅｎｔ ｆｏｒ
Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ， ＧＤＡ），该方法提出了一种混合

学习框架，在深度聚类的同时，进行域概率分布对

齐，缓解深度聚类中伪标签的噪声。 为了实现域对

齐，本文提出了一种新的伪源域构造方法，利用对抗

学习与特征相似实现概率分布与特征双重对齐，该
伪源域由随机增强的目标域数据的超近邻样本构

成。 相比之前的方法，本文所构建的伪源域数据数

量级与目标域一致。 由于超近邻样本综合考虑了信

息熵和数据间的几何信息，拥有高置信度的伪标签，
能更准确地表达源域的类别特征。 鉴于目标域样本

与其超近邻样本之间的类别相似性，本文以超近邻

增强样本的特征作为引导，通过施加特征相似约束

加强对齐效果，进一步提升迁移性能。

１　 预备知识

１．１　 ＳＦＤＡ 问题定义

在 ＳＦＤＡ 任务中，使用 Ｄｓ ＝ ｘｓ
ｉ，ｙｓ

ｉ{ } ｎ０
ｉ ＝ １ 来表示有

标签的源域， Ｄ ＝ ｘｉ{ } ｎ１
ｉ ＝ １ 表示无标签的目标域，其

中 ｘｓ
ｉ ∈ Ｘｓ，ｙｓ

ｉ ∈ Ｙｓ，ｘｉ ∈ Ｘ，ｎ０ 和 ｎ１ 分别表示源域和

目标域的样本数量。 源域和目标域拥有相同的特征

空间和标签空间， Ｘｓ ＝ Ｘ ＝ Ｒｄ，Ｙｓ ＝ Ｙ ＝ １，２…，Ｋ{ } ，
Ｐｓ Ｘｓ，Ｙｓ( ) 、Ｐ Ｘ，Ｙ( ) 分别表示源域和目标域样本的

概率分布， Ｐｓ Ｘｓ，Ｙｓ( ) ≠Ｐ Ｘ，Ｙ( ) 。 由于无法直接访

问源域的数据，只能获得一个由源样本训练的模型

Ｆｓ， 其中 Ｆｓ ＝ Ｘｓ → Ｙｓ。 ＳＦＤＡ 的目标则是利用预训

练的源模型 Ｆｓ 和无标签的目标域数据 Ｄ 来训练一

个在目标域中表现良好的模型 Ｆ， Ｆ ＝ Ｘ → Ｙ。
１．２　 面向 ＳＦＤＡ 的深度聚类框架

面向 ＳＦＤＡ 的深度聚类是一个渐进式的学习过

程，包含 Ｔ 个训练阶段（Ｅｐｏｃｈ），第 ｔ 个训练阶段记

为 Ｅ ｔ，ｔ∈ １，２，…，Ｔ{ } 。 训练阶段 Ｅ ｔ 的目标是在已

知 Ｆ ｔ －１ 即上一阶段训练的条件下，学习中间模型

Ｆ ｔ， 所采用目标函数为式（１）：

　
ＳＨＯＴ ＝ ｉｍ Ｆ ｔ( ) ＋ ｃｅ Ｆ ｔ；Ｄ；ｙ^ｔ －１( )

ｉｍ Ｆ ｔ；Ｄ( ) ＝ ｅｎｔ Ｆ ｔ；Ｄ( ) ＋ ｄｉｖ Ｆ ｔ；Ｄ；ｙ^ｔ －１( )
{ （１）

　 　 式（１）中各损失函数分量如式（２） ～ 式（４）所

示：

ｃｅ Ｆ ｔ；Ｄ；ｙ^ｔ －１( ) ＝ － （ｘｉ，ｙ^ｉ）∈Ｄ×ｙ^ｔ－１∑
Ｋ

ｋ ＝ １
ｑｋ ｌｎ δｋ（ａ）

（２）

ｄｉｖ Ｆ ｔ；Ｄ( ) ＝ ∑
Ｋ

ｋ ＝ １
ｐｋ ｌｎｐｋ （３）

ｅｎｔ Ｆ ｔ；Ｄ( ) ＝ － ｘｉ∈Ｄ∑
Ｋ

ｋ ＝ １
δｋ（ａ）ｌｎδｋ（ａ） （４）

　 　 其中， ａ ＝ Ｆ ｔ ｘｉ( ) ，δ ｋ（ａ） 表示 Ｋ 维向量 ａ 经过
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Ｓｏｆｔｍａｘ 处理后的第 ｋ 个元素； ｐｋ 表示目标样本在模

型 Ｆ ｔ 上的输出通过 Ｓｏｆｔｍａｘ 处理后的均值，即 ｐｋ ＝

ｘｉ∈Ｄ δ ｋ Ｆ ｔ ｘｉ( )( )[ ] ；Ｙ^ｔ －１ ＝ ｙ^ｉ{ } ｎ１
ｉ ＝ １ 由基于 Ｆ ｔ －１ 的加

权 Ｋ－ｍｅａｎｓ 聚类方法得到的目标域数据伪标签集

合； ｑ表示伪标签 ｙ^ｉ 的热编码； ｑｋ 表示在第 ｋ 个类别

上的编码值，值为 １ 代表正确类别，其余全为 ０。
面向 ＳＦＤＡ 的深度聚类不仅利用基于交叉熵的

自监督分类损失 ｃｅ 来约束模型，还添加了信息最

大化 ｉｍ 损失，使目标样本既独立又均衡。 本文在

结合深度聚类和对抗学习的混合学习框架下，进行

模型优化。

２　 ＧＤＡ 模型

２．１　 渐进双重对齐框架

ＧＤＡ 采用渐进式策略进行模型训练：以源模型

为起点，在阶段 Ｅ１ 中，训练中间模型 Ｆ１， 以此类推，
阶段 Ｅ ｔ 对应着中间模型 Ｆ ｔ 的训练，直到完成全部 Ｔ
个训练阶段。 在所有训练阶段中，模型结构一致，如
图 １ 所示。 在 Ｅ ｔ 中，被训练的模型 Ｆ ｔ 包含一个特征

提取器 ｆｔ、降维模块 ｂｔ、分类器 ｈｔ、域对抗模块，ｆｔ －１ 是
模型 Ｆ ｔ －１ 的特征提取器，其中域对抗模块由一个梯

度反向层（Ｇｒａｄｉｅｎｔ Ｒｅｖｅｒｓａｌ Ｌａｙｅｒ， ＧＲＬ）和一个域

判别器 Ｇ 组成。

SHOT im-ps adv fa

SHOT基于深度聚类的SFDA损失

域概率分布对齐损失adv

fa

im-ps

梯度反向层 域差别器

信息最大化损失
特征对齐损失

伪源域数据流向

GRL G

目标数据流向

ft-1 ft

bt

yt-1̂

伪标签生成

ht

G

GRL

超近邻样本

随机增加

图 １　 ＧＤＡ 模型结构

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＧＤＡ

　 　 在 Ｅ ｔ 的开始阶段，ＧＤＡ 利用模型 Ｆ ｔ －１ 为训练样

本寻找超近邻增强样本，构建用于本阶段双重对齐

的伪源域；ＧＤＡ 用 Ｆ ｔ －１ 中训练好的 ｆｔ －１、ｂｔ －１ 和 ｈｔ －１

分别初始化 ｆｔ、ｂｔ 和 ｈｔ 而 Ｆ１ 则采用源模型 Ｆｓ 进行初

始化。 为了训练 Ｆ ｔ， ＧＤＡ 采用混合学习目标函数

来监督在目标域上的自学习过程，其中 ＳＨＯＴ 表示

面向 ＳＦＤＡ 的深度聚类损失函数，而双重对齐由

ａｄｖ、 ｆａ 与 ｉｍ－ｐｓ 联合表达。
２．２　 伪源域构建方法

伪源域的构建质量直接影响最终的迁移效果，
训练数据数量均衡且兼具表征多样性的数据更有利

于表达源领域的分布情况，本文提出两阶段的构建

方法。 首先，对于目标域数据 Ｄ ＝ ｘｉ{ } ｎ１
ｉ ＝ １， 通过相

似性搜 索 建 立 类 别 相 关 的 初 始 伪 源 域 Ｄ
～

ｐｓ ＝

ｘ～ ｉ{ } ｎ１
ｉ ＝ １， 获得与训练数据规模一致、语义表达关联

的数据，因为这些样本具有较高的置信度，由其构成

的伪源域更能接近真实源域分布情况；其次，本文使

用文献［１０］中提出的方法，对 Ｄ
～

ｐｓ 进行随机增强，通
过诸如旋转、平移、翻转等数据变换，生成具有表征

多样性的伪源域 Ｄｐｓ ＝ ｘ^ｉ{ } ｎ１
ｉ ＝ １。 构建过程可表示为

式（５）：
Ｄｐｓ ＝ ＲＡ Ｓ Ｄ( )( ) （５）

　 　 其中， ＲＡ ·( ) 表示随机增强函数， Ｓ Ｄ( ) ＝ Ｄ
～

ｐｓ

表示一种由相似性搜索确定的类别相关构造函数。
首先，从目标域样本中划分出可信的子集 Ｄｃｏｎ，

即在每一个训练阶段 Ｅ ｔ 开始前，基于目标域数据 Ｄ
的信息熵，将目标域所有样本信息熵升序排列，取前

５０％的样本为熵较小的集合 Ｄｅ
ｃｏｎ； 同时，基于目标域

数据 Ｄ 的深层特征与所属伪标签的类别的几何中

心的几何距离，将此距离值升序排列，取前 ５０％的

样本为距离几何中心较近的集合 Ｄｄ
ｃｏｎ， 再通过取熵

较小的集合 Ｄｅ
ｃｏｎ 和距离几何中心较近的集合 Ｄｄ

ｃｏｎ 的

交集，得到最终的可信样本集合 Ｄｃｏｎ，Ｄｃｏｎ ＝ Ｄｅ
ｃｏｎ ∩

Ｄｄ
ｃｏｎ。

其次，利用链式搜索构建初始伪源域 Ｄ
～

ｐｓ。 对

于该集合中的任意一个样本 ｘ～ ｉ ∈ Ｄ
～

ｐｓ，ｘ
～
ｉ 被称为 ｘｉ

的超近邻样本，其所对应的训练样本为 ｘｉ， 从 ｘｉ 到

ｘ～ ｉ 的搜索过程在特征空间中进行。 假设特征提取器

ｆｔ －１ 将所有目标域数据 Ｄ映射为 Ｚ ｔ －１ ＝ ｚｉ{ } ｎ１
ｉ －１，并将

其作为搜索空间， ｚｉ ＝ ｆｔ －１ ｘｉ( ) ；ｘｉ 与 ｘ～ ｉ 在该空间的

特征点分别为 ｚｉ 与 ｚ～ ｉ。 以 ｚｉ 为初始点，寻找离其最

近的点 ｚｉ１， 如果 ｚｉ１ 对应的样本 ｘｉ１ 属于可信集合
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Ｄｃｏｎ， 则 ｘｉ１ 为超近邻样本，即 ｘ～ ｉ ＝ ｘｉ１； 反之，则以 ｚｉ１
为新的起点，寻找其最近邻样本，再判断是否属于

Ｄｃｏｎ。 不断重复“寻找—判断”步骤，形成链式搜索，
直到寻找到的点属于 Ｄｃｏｎ。
２．３　 领域概率分布对齐

得到伪源域 Ｄｐｓ 后，利用对抗学习对齐该域和

目标域。 本文添加了一个域判别器 Ｇ 用来判别特

征来自于伪源域还是目标域，该域判别器通过二进

制分类损失对域进行区分，伪源域的标签设为 １，目
标域的标签设为 ０，基于伪源域的域对抗优化目标

函数如式（６）所示：

ａｄｖ ｆｔ；ｂｔ；Ｇ；Ｄ；Ｄｐｓ( ) ＝ ｘ^ｉ∈Ｄｐｓ
ｌｎ Ｇ ｂｔ ｆｔ ｘ^ｉ( )( )( )[ ] ＋

　 　 ｘｉ∈Ｄ ｌｎ １ － Ｇ ｂｔ ｆｔ ｘｉ( )( )( )( )[ ] （６）
模型 ＧＤＡ 使用梯度反向层 ＧＲＬ 实现最大化域

判别器 Ｇ 和最小化特征提取器 ｆｔ 和 ｂｔ， 使伪源域和

目标域混淆，通过这种对抗训练的方式，模型 ＧＤＡ
学习到了域不变特征，从而实现了伪源域和目标域

的概率分布对齐。
２．４　 领域特征对齐

为了加强对齐效果，本文将目标样本的特征与

对应伪源域中的特征进行进一步对齐，提出了基于

特征相似的特征对齐损失函数。 文献［１１］提出的

平滑 Ｌ１ 损失在参数优化的鲁棒性上优于 Ｌ１ 和 Ｌ２。
本文采用平滑 Ｌ１ 损失来实现对齐，具体如式（７）
所示：

ｆａ ｆｔ；ｂｔ；Ｄ；Ｄｐｓ( ) ＝
０．５ ｖｉ － ｖ^ｉ( ) ２， ｉｆ ｖｉ － ｖ^ｉ ＜ β

ｖｉ － ｖ^ｉ － ０．５∗β， ｏｔｈｅｒｗｉｓｅ{
（７）

其中， ｖｉ ＝ ｂｔ ｆｔ ｘｉ( )( ) 为目标样本经过降维模

块 ｂｔ 后的特征； ｖ^ｉ ＝ ｂｔ ｆｔ ｘ^ｉ( )( ) 为对应的伪源域中

的超近邻增强样本经过降维模块 ｂｔ 后的特征；β 为

平滑因子。
此外，本文对伪源域进行随机增强，虽然强化了

多样性，但随机增强会造成几何分布向外一定程度

的扩展，降低了域中样本的置信度。 本文提出了针

对所构造伪源域的信息最大化损失函数 ｉｍ－ｐｓ， 使

伪源域样本分布更紧凑，保持其高置信度，可具体表

示为式（８）：
　 ｉｍ－ｐｓ Ｆｔ；Ｄｐｓ( ) ＝ ｅｎｔ Ｆｔ；Ｄｐｓ( ) ＋ Ｌｄｉｖ Ｆｔ；Ｄｐｓ( ) （８）

ＧＤＡ 在深度聚类的同时，进行域概率分布与特

征双重对齐，结合式（１）、式（６） ～式（８），ＧＤＡ 的最

终目标函数可表示为式（９）：

　 ＧＤＡ ＝ ＳＨＯＴ ＋ ω ａｄｖ ｆｔ；ｂｔ；Ｇ；Ｄ；Ｄｐｓ( ) ＋
η ｆａ ｆｔ；ｂｔ；Ｄ；Ｄｐｓ( ) ＋ ｉｍ－ｐｓ Ｆ ｔ；Ｄｐｓ( ) （９）

其中， ω、η 为超参数。
２．５　 算法伪代码

ＧＤＡ 具体地实现细节如算法 １ 所示。
算法 １　 ＧＤＡ 算法训练过程

　 　 　 输入 　 源域预训练模型 Ｆｓ （包含 ｆｓ、ｂｓ 和

ｈｓ）， 无标签目标域 Ｄ，批处理大小 Ｂ，训练轮

数 Ｔ；
　 　 　 输出　 目标模型 Ｆ ｔ（包含 ｆｔ、ｂｔ 和 ｈｔ）。
　 　 　 初始化　 使用 Ｆｓ 初始化 Ｆ０

ｔ ； 随机初始化判

别器 Ｇ。
　 　 　 ｆｏｒ ｉ ＝ １ ｔｏ Ｔ ｄｏ：
　 　 　 　 获取自监督伪标签、每轮训练的迭代次数Ｍ。
　 　 　 　 伪源域生成：通过公式（５）获取对应的超

近邻增强样本，构建伪源域；
　 　 　 　 ｆｏｒ ｊ ＝ １ ｔｏ Ｍ：
　 　 　 　 　 从目标域中抽取 Ｂ 个样本；从伪源域中

抽取上述 Ｂ 个目标样本对应的超近邻

增强样本；
　 　 　 　 　 深度聚类损失：通过公式（１）训练；
　 　 　 　 　 双重对齐：
　 　 　 　 　 　 域对抗对齐：通过公式（６）训练、和域

判别器 Ｇ；
　 　 　 　 　 　 特征对齐：通过公式（７）和公式（８）训练Ｆｔ；
　 　 　 　 ｅｎｄ
　 　 　 ｅｎｄ
　 　 　 ｒｅｔｕｒｎ

３　 实验与分析

３．１　 实验数据集

本文采用两个被广泛使用的 ＵＤＡ 标准测试数

据集，来验证 ＧＤＡ 的有效性。
Ｏｆｆｉｃｅ－３１ 是一个被广泛应用于领域自适应图

像分类任务的小型数据集，由 Ａｍａｚｏｎ（Ａ）、Ｗｅｂｃａｍ
（Ｗ）与 ＤＳＬＲ （Ｄ）３ 个域组成，包含 ３１ 个类别共计

４６５２ 张图片，其中，Ａ 域图片来自亚马逊网站 ２ ８１７
张，Ｗ 域图片由网络摄像头拍摄 ７９５ 张，Ｄ 域图片由

单反相机拍摄 ４９８ 张。 ３ 个域，共计构成 ６ 组迁移

任务，分别是 Ａ→Ｄ、Ａ→Ｗ、Ｄ→Ａ、Ｄ→Ｗ、Ｗ→Ａ 以

及 Ｗ→Ｄ。 鉴于 Ｏｆｆｉｃｅ－３１ 数据集轻量、迁移任务丰

富的特点，通常使用 Ｏｆｆｉｃｅ－３１ 数据集对实验方法进

行快速验证。
ＶｉｓＤＡ－Ｃ 是一个大规模领域自适应图像分类
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数据集，专注于从虚拟到现实的目标识别，共计 １２
个类型的迁移任务，其中源域（Ｔ）来自渲染 ３Ｄ 模型

生成的 １５２ ３９７ 张合成图像，目标域（Ｖ）为真实图

像，包 含 ５５ ３８８ 张 图 片， 来 自 于 微 软 开 源 的

ＭＳＣＯＣＯ 数据集。 较之 Ｏｆｆｉｃｅ－３１ 数据集，ＶｉｓＤＡ－Ｃ
中的合成图像域与真实图像域之间的差异十分巨

大。 本文使用 ＶｉｓＤＡ－Ｃ 数据集，不仅能够对 ＧＤＡ
在大规模数据下且域差异较大时的域适应能力进行

评估，而且能充分发挥深度模型的潜力。
３．２　 实验设置

在源模型训练方面，本文在源领域上利用有标注

数据 Ｄｓ， 采用经典的 Ｓｏｆｔｍａｘ 交叉熵目标函数实现源

模型 Ｆｓ 的训练。 为了提高源模型 Ｆｓ 的判别性，本文

使用带标签平滑的交叉熵损失函数来优化 Ｆｓ。
在网络结构方面，本文采用 ＩｍａｇｅＮｅｔ 上预训练

的残差网络 ＲｅｓＮｅｔ 作为特征提取器，输出特征维度

为２ ０４８；降维模块由一个全连接层与一个批次归一

化层（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ， ＢＮ） 构成，输出维度为

２５６；分类输出头的分类器由一个全连接层与一个权

重归一化层（Ｗｅｉｇｈｔ Ｎｏｒｍａｌｉｚａｔｉｏｎ， ＷＮ）构成，输出维

度 Ｋ 与目标分类任务相关；对齐输出头的域对抗模块

采用被广泛使用的标准组件，输出一个二维的向量，
用以对特征表示进行域判别。 同时，为了公平比较，
作为特征提取器的 ＲｅｓＮｅｔ 在不同数据集上采用不同

的深度结构，在 Ｏｆｆｉｃｅ－３１ 上使用 ＲｅｓＮｅｔ－５０ 作为特

征提取器，而在 ＶｉｓＤＡ－Ｃ 上使用 ＲｅｓＮｅｔ－１０１。
在训练细节方面，目标模型使用动量为 ０．９ 的随

机梯度下降和权重衰减率为１０－３来更新网络参数，域
判别器 Ｇ 的学习率为１０－３。 两个数据集的 Ｅｐｏｃｈ 均

设置为 １２，ｂａｔｃｈ＿ｓｉｚｅ 均设置为 ６４，超参数 ω设为１，η
设为 ０．５，平滑因子 β 设为 １。 本文实验采用 Ｐｙｔｏｒｃｈ
１．６．０ 深度学习框架，编程环境为 Ｐｙｔｈｏｎ３．７，实验运行

环境为 ｕｂｕｎｔｕ１８．０４ 系统，ＧＰＵ 为ＴＩＴＡＮ ＲＴＸ，显存为

２４ ＧＢ，ＣＵＤＡ 版本为 １１．４。
３．３　 对比方法

为了证明 ＧＤＡ 的有效性，本文选取 １５ 种典型

方法作为对比，这些方法可以分为以下 ３ 种类型：
一是作为算法基础的模型，包括被用作特征提

取器的残差网络 ＲｅｓＮｅｔ－５０、ＲｅｓＮｅｔ－１０１ 和源模型

（Ｓｏｕｒｃｅ ｏｎｌｙ）；
二是传统的 ＵＤＡ 方法，包括 ＤＡＮＮ、ＣＤＡＮ，这

些方法的迁移过程对有标注的源域数据存在依赖；
三是不需要源域数据的 ＳＦＤＡ 方法， 包括

ＳＨＯＴ、Ｎ２ＤＣ、ＭＡ、ＧＫＤ、ＰＳ、ＣＰＧＡ，其中，ＳＨＯＴ 作

为本文的基线，ＭＡ、ＰＳ、ＣＰＧＡ 是最近的基于对抗学

习构造伪源域的方法，ＧＫＤ 和 Ｎ２ＤＣ 是最近的基于

深度聚类的框架的方法。
３．４　 实验结果分析

ＧＤＡ 在 Ｏｆｆｉｃｅ－３１ 与 ＶｉｓＤＡ－Ｃ 上的多分类跨域

迁移实验结果见表 １ 和表 ２。
表 １　 在 ｏｆｆｉｃｅ－３１ 数据集上的实验结果

Ｔａｂｌｅ １　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ （％） ｏｎ Ｏｆｆｉｃｅ－３１

方法 Ａ→Ｄ Ａ→Ｗ Ｄ→Ａ Ｄ→Ｗ Ｗ→Ａ Ｗ→Ｄ Ａｖｇ．

ＲｅｓＮｅｔ－５０ ６８．９ ６８．４ ６２．５ ９６．７ ６０．７ ９９．３ ７６．１

ＤＡＮＮ ７９．７ ８２．０ ６８．２ ９６．９ ６７．４ ９９．１ ８２．２

ＣＤＡＮ ９２．９ ９４．１ ７１．０ ９８．６ ６９．３ １００．０ ８７．７

Ｓｏｕｒｃｅ－ｏｎｌｙ ８０．７ ７７．０ ６０．８ ９５．１ ６２．３ ９８．２ ７９．０

ＳＤＡ ９２．２ ９１．１ ７１．０ ９８．２ ７１．２ ９９．５ ８７．２

ＳＨＯＴ－ＩＭ ８９．４ ９０．６ ７３．１ ９８．４ ７０．８ １００．０ ８７．１

Ｎ２ＤＣ ９３．９ ８９．８ ７４．７ ９８．６ ７４．４ １００．０ ８８．６

ＳＨＯＴ ９４．２ ９０．２ ７４．１ ９８．５ ７４．７ １００．０ ８８．６

ＧＤＡ（ｏｕｒｓ） ９４．８ ９０．７ ７４．９ ９８．０ ７５．３ ９９．８ ８８．９

　 　 根据表 １ 可知，ＧＤＡ 在 Ｏｆｆｉｅ－３１ 小数据集中的

３ 个迁移任务 Ｄ→Ａ、Ａ→Ｄ 与 Ｗ→Ａ 上取得了最好

的结果，相对于基线方法 ＳＨＯＴ，分别提高了 ０．８、０．
６、０．６ 个百分点；相对于 ＳＯＴＡ （Ｓｔａｔｅ ｏｆ ｔｈｅ Ａｒｔ）方

法，Ｎ２ＤＣ 分别提高了 ０．２、０．９、０．９ 个百分点。 相应

地，ＧＤＡ 在平均分类准确率达到 ８８．９，较之 ＳＨＯＴ

与 ＳＯＴＡ，都提高了 ０．３ 个百分点。
根据表 ２ 可知，ＧＤＡ 在 ＶｉｓＤＡ－Ｃ 大型数据集上

同样取得了最好的结果，不仅在 ７ ／ １２ 的类别上打败

了其它方法，而且在平均准确率上获得最佳。 在最

好的 ７ 个类中，４ 个类别上的提升较大：较之 ＳＨＯＴ，
“ｃａｒ”类提升了 １２．１ 个百分点，“ｍｃｙｃｌ”类提升了
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１０．９ 个百分点，“ｂｕｓ”和“ｐｅｒｓｏｎ”类分别提升了 ５ 个

百分点和 ４．８ 个百分点；从整体精度来看，ＧＤＡ 在准

确率上平均提升了 ２．４ 个百分点，与最近的使用自

监督知识蒸馏的 ＧＫＤ 相比，提升了 ２．１ 个百分点，
与最近的采用构建伪源域或伪类原型的无源无监督

领域自适应的方法相比，ＧＤＡ 仍然超越了 ＰＳ 和

ＣＰＧＡ，平均提升了 １ 个百分点。
小数据集不能很好地支撑深度模型 ＧＤＡ 端到

端的训练，而大数据集则能充分发挥该深度模型的

潜力，因此在小数据集 Ｏｆｆｉｃｅ－３１ 上的性能提升程度

小于大数据集 ＶｉｓＤＡ－Ｃ。 同时，ＧＤＡ 在两个数据集

合上同时取得性能提升的实验结果，证明了深度聚

类和对抗学习的混合学习方式以及选择目标样本对

应的超近邻增强样本来构建伪源域，并进行域概率

分布对齐和特征对齐的双重对齐方法是有效的。

表 ２　 在 ＶｉｓＤＡ－Ｃ 数据集上的实验结果

Ｔａｂｌｅ ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ （％） ｏｎ ＶｉｓＤＡ－Ｃ

Ｍｅｔｈｏｄ ｐｌａｎｅ ｂｉｃｙｃｌｅ ｂｕｓ ｃａｒ ｈｏｒｓｅ ｋｎｉｆｅ ｍｃｙｃｌ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｋｔｂｒｄ ｔｒａｉｎ ｔｒｕｃｋ Ａｖｇ．

ＲｅｓＮｅｔ－１０１ ５５．１ ５３．３ ６１．９ ５９．１ ８０．６ １７．９ ７９．７ ３１．２ ８１．０ ２６．５ ７３．５ ８．５ ５２．４

ＤＡＮＮ ８１．９ ７７．７ ８２．８ ４４．３ ８１．２ ２９．５ ６５．１ ２８．６ ５１．９ ５４．６ ８２．８ ７．８ ５７．４

ＣＤＡＮ ８５．２ ６６．９ ８３．０ ５０．８ ８４．２ ７４．９ ８８．１ ７４．５ ８３．４ ７６．０ ８１．９ ３８．０ ７３．９

Ｓｏｕｒｃｅ－ｏｎｌｙ ６２．１ ２１．２ ４８．８ ７７．８ ６３．１ ５．０ ７２．９０ ２５．９ ６６．１ ４４．１ ８０．９ ５．３ ４７．８

ＳＤＡ ８６．９ ８１．７ ８４．６ ６３．９ ９３．１ ９１．４ ８６．６ ７１．９ ８４．５ ５８．２ ７４．５ ４２．７ ７６．７

ＭＡ ９４．８ ７３．４ ６８．８ ７４．８ ９３．１ ９５．４ ８８．６ ８４．７ ８９．１ ８４．７ ８３．５ ４８．１ ８１．６

ＳＨＯＴ ９５．０ ８７．５ ８０．８ ５７．６ ９３．８ ９３．９ ７９．５ ８０．５ ９０．７ ８９．８ ８５．７ ５７．４ ８２．７

ＧＫＤ ９５．３ ８７．６ ８１．７ ５８．１ ９３．９ ９４．０ ８０．０ ８０．０ ９１．２ ９１．０ ８６．９ ５６．１ ８３．０

ＣＰＧＡ ９４．８ ８３．６ ７９．７ ６５．１ ９２．５ ９４．７ ９０．１ ８２．４ ８８．８ ８８．０ ８８．９ ６０．１ ８４．１

ＰＳ ９５．３ ８６．２ ８２．３ ６１．６ ９３．３ ９５．７ ８６．７ ８０．４ ９１．６ ９０．９ ８６．０ ５９．５ ８４．１

ＧＤＡ（ｏｕｒｓ） ９５．９ ８６．５ ８５．８ ６９．７ ９４．８ ９１．２ ９０．４ ８５．３ ９１．９ ９１．８ ８６．６ ５１．８ ８５．１

３．５　 消融实验

为了分析 ＧＤＡ 中域概率分布对齐和特征对齐

对模型优化的定量影响，本文按照分量递增的方式

依次实验，得到了在 ＶｉｓＤＡ－Ｃ 上各目标函数的消融

结果，见表 ３。 与 ＳＨＯＴ 相比，ＧＤＡ 模型在仅仅只添

加域对抗损失函数 ａｄｖ 就已经提升了 １．７ 个百分

点，超越了最近的 ＳＦＤＡ 方法 ＣＰＧＡ 和 ＰＳ，本文提

出的利用超近邻增强样本构建伪源域进行领域概率

分布对齐的有效性。 在加入特征对齐损失分量 ｆａ

和伪源域信息最大化损失分量 ｉｍ－ｐｓ 后，ＧＤＡ 模型

达到了最优的效果，相比 ＳＨＯＴ 提升 ２．４ 个百分点，
相比 ＳＯＴＡ 提升 １．０ 个百分点。

表 ３　 在 ＶｉｓＤＡ－Ｃ 上各目标函数的消融结果

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ｏｆ ｌｏｓｓｅｓ ｏｎ ＶｉｓＤＡ－Ｃ

ＳＨＯＴ ａｄｖ ｆａ ｉｍ－ｐｓ Ａｖｇ． ／ ％

P O O O ８２．７ （ω ＝ ０；η ＝ ０）

P P O O ８４．４ （ω ＝ １；η ＝ ０）

P P P O ８５．０ （ω ＝ １；η ＝ ０．５）

P P P P ８５．１ （ＧＤＡ）

３．６　 可视化分析

为了进一步验证 ＧＤＡ 的有效性，本文还利用 ｔ－
ＳＮＥ 工具对模型迁移前后的深度特征进行可视化分

析。 在迁移任务 Ｗ→Ａ 上（属于数据集 Ｏｆｆｉｃｅ－３１），
分别采用 ＳＨＯＴ 和 ＧＤＡ 进行跨域迁移前后目标域

深度特征的分布情况如图 ２ 所示，可以看到在迁移

前，目标域数据分布没有明显的聚类效果，整体较为

混乱，通过 ＳＨＯＴ 方法迁移后，目标域的分布呈明显

紧致分块式分布，说明这些特征的类别区分度大大

提高，模型更容易基于这些特征对目标域数据进行

分类。 通过 ＧＤＡ 迁移后，特征分布更加具有区分

度，也证实了 ＧＤＡ 方法的有效性。

　 　 　 （ａ） 迁移前　 　 　 （ｂ） ＳＨＯＴ 迁移后　 　 （ｃ） ＧＤＡ 迁移后

图 ２　 Ｗ→Ａ 任务迁移前后特征分布图

Ｆｉｇ． ２　 Ｔｈｅ ｆｅａｔｕｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ

　 　 Ａ→Ｗ 迁移任务和 Ｗ→Ａ 迁移任务在训练过程

中伪标签的准确率的变化过程如图 ３ 所示。 ＧＤＡ
同 ＳＨＯＴ 一样，通过类似加权 Ｋ－ｍｅａｎｓ 策略生成伪

标签，在迁移后 ＧＤＡ 伪标签的准确率优于 ＳＨＯＴ，
说明了融合深度聚类和对抗学习的混合学习范式能

够缓解深度聚类中伪标签的噪声。
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（ａ） Ａ➝Ｗ 迁移过程中的伪标签准确率
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（ｂ） Ｗ➝Ａ 迁移过程中的伪标签准确率

图 ３　 伪标签准确率

Ｆｉｇ． ３　 Ｔｈｅ ｐｓｅｕｄｏ ｌａｂｅｌ ａｃｃｕｒａｃｙ

３．７　 训练稳定性

对于无监督学习任务，训练的稳定性是至关重

要的。 本文在每个训练阶段最后进行性能评估，绘
制出 ＧＤＡ 在数据集 ＶｉｓＤＡ－Ｃ 上的分类准确率的变

化情况，为了增加对比，ＳＨＯＴ 的性能变化曲线被用

作基线，结果如图 ４ 所示。 可见，随着 Ｅｐｏｃｈ 的增

加，从 Ｅｐｏｃｈ－１ 到 Ｅｐｏｃｈ－７，ＧＤＡ 的曲线快速爬升

到 ８４．５％，再经过 ５ 个 Ｅｐｏｃｈ 逐渐趋于稳定到最好

的结果。 同时，不论是爬升的速度还是持续能力，
ＧＤＡ 曲线都明显优于 ＳＨＯＴ 曲线，进一步验证了本

文混合学习模式的合理性。
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图 ４　 在 ＶｉｓＤＡ－Ｃ 上训练的准确率结果

Ｆｉｇ． ４　 Ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ＶｉｓＤＡ－Ｃ

４　 结束语

本文提出了一种基于渐进式双重对齐的无源无

监督领域自适应方法，采用域概率分布和特征双重

对齐来缓解深度聚类范式中伪标签的噪声；为了实

现域对齐，提出通过超近邻增强样本生成伪源域，以
克服在 ＳＦＤＡ 中源域不可见的问题，再利用对抗学

习对齐概率分布，同时通过深度特征相似来强化对

齐效果。 本文在两个标准测试数据集 Ｏｆｆｉｃｅ－３１ 和

ＶｉｓＤＡ－Ｃ 进行实验，与多种近期的 ＳＦＤＡ 方法进行

对比，验证了所提方法的有效性。 但是，本文所生成

的伪源域仅基于目标域，对源模型所蕴含的有用信

息还有待挖掘。 在未来研究中，可以结合生成模型

与目标域，来构建更符合真实源域概率分布的伪源

域。 利用辅助信息直接在特征层进行特征对齐方法

可运用到多源领域自适应、开放领域自适应任务中。
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