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摘　 要： 自监督深度估计是一种具有广阔前景的研究领域，无需来源困难的真实深度标签即可实现对模型的训练。 模型通常

采用卷积神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 两种方法进行特征提取，卷积神经网络能够有效地提取局部特性，但由于感受野小而缺乏全

局特性提取的局限性。 而 Ｔｒａｎｓｆｏｒｍｅｒ 能保证全局特征的提取，但计算量较大。 针对于此，提出一种卷积神经网络与 Ｔｒａｎｓ⁃
ｆｏｒｍｅｒ 相结合的自监督深度估计模型进行深度特征提取，以确保该模型既能加强全局特征提取同时又不会损失局部特征。 该

模型在 ＫＩＴＴＩ 数据集上进行验证，从实验结果可以看出所提模型的绝对相对误差和平方相对误差分别下降至 ０．１００ 和 ０．６９８，
精确度达到 ８９．７％，与其他先进的算法对比有着较好的提升，并在 Ｃｉｔｙｓｃａｐｅｓ 数据集中有着不错的泛化性。
关键词： 深度估计； 自监督学习； Ｔｒａｎｓｆｏｒｍｅｒ； 通道注意力

Ｓｅｌｆ－ｓｕｐｅｒｖｉｓｅｄ ｍｏｎｏｃｕｌａｒ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ ｂａｓｅｄ ｏｎ
ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｈｙｂｒｉｄ ｔｒａｎｓｆｏｒｍｅｒ

ＦＡＮＧ Ｊｕｎ１， ＬＩＵ Ｈｏｎｇｘｉ２， ＭＵ Ｘｉａｏｆｅｉ１

（１ Ｓｃｈｏｏｌ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｃｏｎｔｒｏｌ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｊｉｌｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｃｈｅｍｉｃａｌ Ｔｅｃｈｎｏｌｏｇｙ， Ｊｉｌｉｎ Ｊｉｌｉｎ １３２０２２， Ｃｈｉｎａ；
２ Ｓｃｈｏｏｌ ｏｆ Ｅｌｅｃｔｒｉｃａｌ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｃｈａｎｇｃｈｕｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｃｈａｎｇｃｈｕｎ １３００１２， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｓｅｌｆ－ｓｕｐｅｒｖｉｓｅｄ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ ｉｓ ａ ｐｒｏｍｉｓｉｎｇ ｒｅｓｅａｒｃｈ ａｒｅａ ｔｈａｔ ｅｎａｂｌｅｓ ｔｒａｉｎｉｎｇ ｏｆ ｍｏｄｅｌｓ ｗｉｔｈｏｕｔ ｔｈｅ ｎｅｅｄ ｔｏ ｓｏｕｒｃｅ
ｄｉｆｆｉｃｕｌｔ ｒｅａｌ ｄｅｐｔｈ ｌａｂｅｌｓ． Ｔｈｅ ｍｏｄｅｌ ｕｓｕａｌｌｙ ｕｓｅｓ ｔｗｏ ｍｅｔｈｏｄｓ ｆｏｒ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ， ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ Ｔｒａｎｓｆｏｒｍｅｒ，
ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｃａｎ ｅｆｆｅｃｔｉｖｅｌｙ ｅｘｔｒａｃｔ ｌｏｃａｌ ｆｅａｔｕｒｅｓ， ｂｕｔ ｌａｃｋｓ ｔｈｅ ｌｉｍｉｔａｔｉｏｎ ｏｆ ｇｌｏｂａｌ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｄｕｅ ｔｏ ｔｈｅ
ｓｍａｌｌ ｓｅｎｓｏｒｙ ｆｉｅｌｄ． Ｗｈｉｌｅ Ｔｒａｎｓｆｏｒｍｅｒ ｃａｎ ｅｎｓｕｒｅ ｔｈｅ ｅｘｔｒａｃｔｉｏｎ ｏｆ ｇｌｏｂａｌ ｆｅａｔｕｒｅｓ， ｂｕｔ ｔｈｅ ａｍｏｕｎｔ ｏｆ ｃｏｍｐｕｔａｔｉｏｎ ｉｓ ｌａｒｇｅ． Ｔｏ
ａｄｄｒｅｓｓ ｔｈｉｓ， ａ ｓｅｌｆ－ｓｕｐｅｒｖｉｓｅｄ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ ｍｏｄｅｌ ｃｏｍｂｉｎｉｎｇ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ Ｔｒａｎｓｆｏｒｍｅｒ ｉｓ ｐｒｏｐｏｓｅｄ ｆｏｒ ｄｅｅｐ
ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｔｏ ｅｎｓｕｒｅ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｃａｎ ｅｎｈａｎｃｅ ｇｌｏｂａｌ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｗｉｔｈｏｕｔ ｌｏｓｉｎｇ ｌｏｃａｌ ｆｅａｔｕｒｅｓ． Ｔｈｅ ｍｏｄｅｌ ｉｓ ｖａｌｉｄａｔｅｄ
ｏｎ ｔｈｅ ＫＩＴＴＩ ｄａｔａｓｅｔ， ａｎｄ ｆｒｏｍ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ， ｉｔ ｃａｎ ｂｅ ｓｅｅｎ ｔｈａｔ ｔｈｅ ａｂｓｏｌｕｔｅ ｒｅｌａｔｉｖｅ ｅｒｒｏｒ ａｎｄ ｔｈｅ ｓｑｕａｒｅｄ ｒｅｌａｔｉｖｅ ｅｒｒｏｒ
ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ａｒｅ ｒｅｄｕｃｅｄ ｔｏ ０．１００ ａｎｄ ０．６９８， ｒｅｓｐｅｃｔｉｖｅｌｙ， ｗｉｔｈ ａｎ ａｃｃｕｒａｃｙ ｏｆ ８９．７％， ｗｈｉｃｈ ｉｓ ａ ｇｏｏｄ ｉｍｐｒｏｖｅｍｅｎｔ
ｃｏｍｐａｒｅｄ ｗｉｔｈ ｏｔｈｅｒ ｓｔａｔｅ－ｏｆ－ｔｈｅ－ａｒｔ ａｌｇｏｒｉｔｈｍｓ， ａｎｄ ｉｔ ｈａｓ ａ ｇｏｏｄ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｉｎ ｔｈｅ Ｃｉｔｙｓｃａｐｅｓ ｄａｔａｓｅｔ．
Ｋｅｙ ｗｏｒｄｓ： ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ； ｓｅｌｆ－ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ； Ｔｒａｎｓｆｏｒｍｅｒ； ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ

�哈尔滨工业大学主办 专题设计与应用

基金项目： 吉林省教育厅科学技术研究项目（ＪＪＫＨ２０２１０６９１ＫＪ）。

作者简介： 方　 俊（１９９９－），男，硕士研究生，主要研究方向：深度学习、计算机视觉、图像处理； 穆晓飞（１９９７－），男，硕士研究生，主要研究方

向：计算机视觉、图像处理。

通讯作者： 刘红喜（１９７７－），男，硕士，副教授，主要研究方向：计算机视觉、机器学习。 Ｅｍａｉｌ： ｌｉｕｈｏｎｇｘｉ＠ ｃｃｉｔ．ｅｄｕ．ｃｎ

收稿日期： ２０２２－１２－２５

０　 引　 言

在计算机视觉领域中，从二维图像还原三维场

景信息，是重要的研究方向。 由二维图像还原三维

场景信息是为获取二维图像上每一个像素点与相机

之间的距离，即深度信息。 如今，场景中深度信息已

被运用于 ３Ｄ 人脸识别，辅助驾驶，机器人定位导航

以及其它日常生活。

前期基于深度学习的深度估计算法研究多聚焦

于有监督，依据具有真实深度标签实现单幅图像深度

回归。 Ｅｉｇｅｎ 等［１－２］首先提出利用卷积神经网络和多

尺度框架相结合的方法，对单目图像进行深度估计。
但具有真实深度的标签较难获得，造成实验成本较

高。 因此，一些研究人员开始对自监督深度估计算法

进行研究。 自监督深度估计算法是由深度回归问题

转化为图像重建问题，Ｇｒａｄ［３］等将双目图像用作训练



集，通过对两幅影像间差值与双目相机间位置关系的

预测，估算出影像真实深度值，从而实现无监督单目

深度的估算。 Ｚｈｏｕ［４］ 等提出利用视频序列对模型进

行训练，使得自监督深度估计模型的训练不再局限于

双目数据集上，并提出一种位姿网络，该网络能够计

算出两幅输入图像之间的相对位置。
近年来，在计算机视觉领域，卷积神经网络通过

局部连接、权重共享及汇聚等特性，极大地提升了神

经网络的学习能力。 在深度估计方面，也有很多研

究通过变换的卷积神经网络结构，来进一步提升网

络性能。 Ｙｉｎ 等人［５］ 利用 ＲｅｓＮｅｔ 替代 ＶＧＧ 网络编

码器［４］， 以增加网络深度增强网络学习能力。
ＰａｃｋＮｅｔ［６］模型中，通过使用 ３Ｄ 卷积来增强网络对

细节特征的提取能力。 然而卷积神经网络受限于模

型参数，大部分网络主体使用的是 ３×３ 卷积，导致

网络感受野较小而造成不利于全局特征抽取。 而对

于单目深度估计任务，有效的全局特征可以保证网

络学习到更加精确的深度信息。
Ｔｒａｎｓｆｏｒｍｅｒ 最早出现于自然语言处理领域，但

随着研究的不断深入与完善，近来 Ｔｒａｎｓｆｏｒｍｅｒ 已在

计算机视觉方向上获得不错的结果，Ｔｒａｎｓｆｏｒｍｅｒ 能

够对像素间的长期依赖关系进行建模并生成全局范

围内的接受域。 此外，在深度估计方面，Ｔｒａｎｓｆｏｒｍｅｒ
亦有涉及。 梁水波等［７］ 使用 Ｔｒａｎｓｆｏｒｍｅｒ 作为编码

器，为 深 度 估 计 网 络 提 供 全 局 特 征。 然 而 由

Ｔｔｒａｎｓｆｏｒｍｅｒ 的复杂性导致训练计算量大，可以通过

卷积神经网络与 Ｔｒａｎｓｆｏｒｍｅｒ 混合模型来减小模型

的计算量并且保证网络学习到全局特征和局部特

征。 刘佳涛等［８］在有监督的深度估计算法中，使用

卷积神经网络与 Ｔｒａｎｓｆｏｒｍｅｒ 混合模型，提升模型对

深度预测的准确性。 混合模型主要在有监督单目深

度估计中应用。
深度估计模型算法是以 Ｕ－Ｎｅｔ 为框架［９］，解码

器环节直接使用跳过连接与普通卷积，实现浅层与

深层特征融合和提取。 但该模型无法保留更多有效

的浅层信息，将造成不同特征间融合效率较低以及

在物体边界上出现模糊伪影等问题。
为 解 决 上 述 问 题， 将 卷 积 神 经 网 络 和

Ｔｒａｎｓｆｏｒｍｅｒ 的混合模型运用到自监督深度估计网络

中，并提出一种新深度估计网络模型，充分利用

Ｔｒａｎｓｆｏｒｍｅｒ 和卷积神经网络各自特点，较好地感知

全局场景结构以及局部细节，并将通道注意力机制

引入到该模型解码器中，给通道方向上的特征赋予

权重，从而强化关键的浅层特征信息。

１　 单目深度模型

１．１　 自监督深度估计算法原理

自监督深度估计算法和有监督深度估计算法不

同，是在没有真实深度数据的情况下来训练模型，从
单一的彩色图像来预测深度图像。 自监督深度估计

算法的本质是图像重建，从相邻帧图像来重建当前

帧图像，由原当前帧图像作为监督来对重建图像进

行优化。 将两帧视频图像输入进模型进行训练， 当

前帧表示为 Ｉｓ，相邻帧表示为 Ｉｔ，重投影的当前帧表

示为 Ｉｒ。 根据相机坐标转换公式，对于图像像素的

重投影可表示为

Ｐｒ ＝ Ｋ Ｒ，Ｔ[ ] －１Ｋ －１ＤＰ ｔ （１）
式中： Ｐｒ 表示重投影中的二维像素点，Ｐ ｔ 是相邻帧

图像中的二维像素点，Ｋ 为相机的内参，［Ｒ，Ｔ］ 代表

相机的外参，是通过将 Ｉｓ 与 Ｉｔ 两张图像输入到位姿

估计网络进行预测，输出带有 ６ 个自由度的图像相

对位姿信息，Ｄ 为深度信息，由深度估计网络输出得

到。
由式（１）可知重建图像与相邻帧图像的像素坐

标对应关系，即可通过像素坐标对应关系，来对相邻

帧图像进行双线性插值采样重建当前帧图像。
１．２　 深度估计网络框架

深度估计网络整体结构如图 １ 所示，由编码器

和解码器组成的网络，能够通过一张彩色图片较为

准确地预测出对应的深度图。 对于编码器的设计参

考 Ｎｅｘｔ －ＶｉＴ［１０］，使用其中新提出的卷积神经网络

与 Ｔｒａｎｓｆｏｒｍｅｒ 混合模块。 通过一个卷积模块和 ４
个混合模块来对图像进行特征提取和 ５ 次下采样。
在解码器部分通过 ＳＥ（Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ） ［１１］

模块增强浅层特征后，与上采样的深层特征进行融

合，最后在预测模块预测 ４ 个不同尺度的深度图。
１．２．１　 基于混合模型的特征提取编码器

传统混合模型，一般在浅层将卷积进行堆叠，而
在网络最后两层中堆叠 Ｔｒａｎｓｆｏｒｍｅｒ。 然而传统的模

型不能很好适用在深度估计这类需要在解码器部分

提取特征信息，并在编码器部分中进行特征融合的

实验，这是由于对于浅层网络中仅存在卷积捕获的

局部特征信息。 因此，该设计的编码器分为 ５ 个阶

段，第一个阶段是由 ３ 个普通卷积组成，将高宽为

Ｈ × Ｗ 的图片输入到第一阶段通过第一个步距为

２、卷积核大小为 ３ 的卷积对图片进行一个下采样操

作，生成高宽分别为 Ｈ ／ ２ 和 Ｗ ／ ２ 的特征图。 第二阶

段到第五阶段都是先对输入特征图进行下采样，然

９６１第 １ 期 方俊， 等： 卷积神经网络与 Ｔｒａｎｓｆｏｒｍｅｒ 混合的自监督单目深度估计算法



后使用混合模块，如图 ２ 所示，保证每个阶段输出的

图像大小分别为原图的 １ ／ ４、１ ／ ８、１ ／ １６、１ ／ ３２。 对于

每个混合模块先是将 ＭＨＣＡ（多头卷积注意力）和

ＭＬＰ（多层感知机）模块进行堆叠，提取局部细节特

征并避免多次使用 Ｔｒａｎｓｆｏｒｍｅｒ 导致模型的复杂度

与计 算 量 增 加， 在 混 合 模 块 的 最 后 一 层 加 入

Ｔｒａｎｓｆｏｒｍｅｒ，保证每个阶段的输出特征都带有全局

和局部信息。

当前帧

相邻帧

位资估
计网络

卷积网络混合
Transformer模块

卷积网络混合
Transformer模块

卷积网络混合
Transformer模块

卷积网络混合
Transformer模块

卷积模块

深度估计网络 上采样卷积
模块

上采样卷积
模块

上采样卷积
模块

上采样卷积
模块

上采样卷积
模块

上采样

上采样

上采样

上采样

上采样

R.T

预测模块

预测模块

预测模块

预测模块

路过连接
SE 上采样卷积模块

拼接 3*3
卷积

上采样

跳过连接

矩阵乘法

矩阵加法SE（通过注意力模块）

图 １　 自监督单目深度估计网络框架

Ｆｉｇ． １　 Ｎｅｔｗｏｒｋ ｆｒａｍｅｗｏｒｋ ｏｆ ｓｅｌｆ－ｓｕｐｅｒｖｉｓｅｄ ｍｏｎｏｃｕｌａｒ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ

多头卷积
注意力

多层
感知机

1*1
卷积

多头自
注意力
模块

1*1
卷积

多头卷积
注意力

多头自
注意力
模块

多头卷积注意力

3*3分
组卷积 BN 点卷积BELU BN

BN（批归一化层） BELU（激活函数）

线性层

线性层

线性层

Q

K

V

拼接
多层
感知机

多头自
注意力

?N

卷积网络混合transformer模块

图 ２　 卷积神经网络与 ｔｒａｎｓｆｏｒｍｅｒ 混合模块示意图

Ｆｉｇ． ２　 Ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｔｒａｎｓｆｏｒｍｅｒ ｈｙｂｒｉｄ ｍｏｄｕｌｅ

　 　 为减少模型的参数量实现高效的局部特征提

取，使用 ＭＨＣＡ 模块替代普通卷积。 ＭＨＣＡ 模块由

ＧＣｏｎｖ（分组卷积）、ＢＮ（批归一化）、ＲｅＬＵ（激活函

数）、ＰＷＣｏｎｖ（点卷积）组成。 ＭＨＣＡ 模块通过分组

卷积将特征图在通道维度上分成多个子空间，对其

分别进行卷积大大减小参数量，再通过 ＰＷＣｏｎｖ 来

增加多个子空间之间的联系，通过该方法来加强对

不同子空间的特征关注，实现卷积高效的局部特征

信息学习。 ＭＨＣＡ 模块的结构可表示为

　 　 　 　 　 ＭＨＣＡ（ ｆ） ＝ ＧＣ（ ｆ） 􀱋 Ｗｐ （２）
ＧＣ（ｆ） ＝ ｃｏｎｃａｔ（ｆ１ 􀱋Ｗ１，ｆ２ 􀱋Ｗ２，…，ｆｈ 􀱋Ｗｈ） （３）
　 　 输入模块的特征图为 ｆ ∈ ＲＨ×Ｗ×Ｃ，且｛ ｆ１，ｆ２，…，
ｆｈ｝ ∈ ｆ。 ｈ 为 ＧＣｏｎｖ 的分组数，该处设置为 ３２。 公

式（３）中的 ｛Ｗ１， Ｗ２…Ｗｈ｝ ∈ Ｗｇ，且 Ｗｐ、Ｗｇ ∈ ＲＣ×Ｃ

分别为 ＰＷＣｏｎｖ 的训练权重和 ＧＣｏｎｖ 的训练权重，
􀱋 表示卷积操作。 使用普通 ３×３ 卷积的参数量为

０７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



Ｃ ｉｎ × Ｃｏｕｔ × Ｋ２ ＋ Ｃｏｕｔ （４）
式中： Ｃ ｉｎ 为输入的通道数量，Ｃｏｕｔ 为输出的通道数

量，由于此处不改变通道数即Ｃ ｉｎ ＝ Ｃｏｕｔ。 Ｋ为卷积核

的尺寸，该处 Ｋ 设置为 ３。 而 ＭＨＣＡ 的参数数量为

Ｃ ｉｎ

ｈ
× Ｃｏｕｔ × Ｋ２ ＋ Ｃ ｉｎ × Ｃｏｕｔ ＋ ２ × Ｃｏｕｔ （５）

　 　 对比式 （４） 和式 （５），可以明显比较出使用

ＭＨＣＡ 模 块 可 以 大 大 减 小 参 数 量， 且 再 使 用

ＰＷＣｏｎｖ 亦保证特征提取的效果。
对于通过堆叠的 ＭＨＣＡ 和 ＭＬＰ 提取局部信息

后，再通过 ＭＨＳＡ（多头自注意力模块）实现对全局

信息进行捕获。 由于 ＭＨＳＡ 模块的输入是一维向

量，因此对于输入的二维图片信息需要压缩成一维，
再分别通过 ３ 个不同线性层的训练参数 Ｗｋ、Ｗｑ、Ｗｖ

∈ ＲＣ×Ｃ 来分别映射得到 Ｋ、Ｑ、Ｖ ３ 个同源的数据。
Ｋ、Ｑ、Ｖ 分别代表的意思为 ｋｅｙ、ｑｕｅｒｙ、ｖａｌｕｅ，后续操

作对 Ｋ 与 Ｑ 计算两者的相关性来作为 Ｖ 的权重，最
后通过一个线性层来对增强后的全局特征进行提

取，最终实现自注意力对全局特征的学习。 ＭＨＳＡ
模块可表示为：
ＭＨＳＡ（Ｘ）＝ ｃｏｎｃａｔ（ＳＡ（Ｘ１），ＳＡ（Ｘ２），…，ＳＡ（Ｘｈ）） （６）

　 　 ＳＡ Ｘｈ( ) ＝ ｓｏｆｔｍａｘ
ＸｈＷｑ （ＸｈＷｋ） Ｔ

ｄ
æ

è
çç

ö

ø
÷÷ ＸｈＷｖ( ) （７）

　 　 原输入的 Ｘ ∈ ＲＨ×Ｗ×Ｃ，将输入的特征图压缩成

一维数据，即 Ｘ ∈ ＲＨ×Ｗ×Ｃ。 ｄ 是缩放因子，用来防止

Ｑ 与 Ｋ 中计算相关度进行点乘后的数值过大。
ｓｏｆｔｍａｘ 计算Ｑ与 Ｋ中的相关度并将值限定在［０，１］
范围作为 Ｖ 的权重。

将 ＭＨＳＡ 提取到的特征再通过 ＭＨＣＡ 进一步

加强局部信息，并在通道维度将 ＭＨＳＡ 的输出和

ＭＨＣＡ 的输出进行拼接，通过 ＭＬＰ 层来提取更重要

和更明显的特征信息。
１．２．２　 基于 ＳＥ 模块的解码器

解码器的一个重要作用，是将编码器中浅层特

征和解码器中的深层特征进行融合，防止特征图在

上采样后丢失浅层特征。 本文研究设计的编码器结

构中包含上采样卷积模块和预测两个模块，其中上

采样卷积模块的主要作用是在编码器中融合浅层与

深层特征并提取进一步特征信息。 在该特征融合部

分加入 ＳＥ［１１］通道注意力机制，保证特征融合时能

有效利用提取到的特征信息。 对输入 ＳＥ 模块的特

征信息 ｘ ∈ ＲＨ×Ｗ×Ｃ， 通过 ＡｖｇＰｏｏｌ（Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ）
将 Ｈ × Ｗ 大小的特征图压缩到 １ × １，再通过 ＦＣ

（Ｆｕｌｌｙ Ｃｏｎｎｅｃｔｅｄ）对通道注意力进行学习，最后通

过 ｓｉｇｍｏｉｄ 将输出值映射到［０，１］， 最终输出 ｙ ∈
Ｒ１×１×Ｃ：

ｘ^ ＝ １
Ｗ × Ｈ∑

Ｗ－１

ｉ ＝ ０
∑
Ｈ－１

ｊ ＝ ０
ｘｃ ｉ，ｊ( )

ｘ^ ＝ ｍａｘ ｘ^Ｗ１，０( ) （８）

ｙ ＝ ｓｉｇｍｏｉｄ ｘ^Ｗ
２

( )

式中： Ｗ１ 与Ｗ２ 是两个全连接的学习权重。 ＳＥ 模块

输出 ｙ作为原特征信息 ｘ的权重，有效地增强 ｘ中的

重要特征信息。 在上采样卷积模块中，最后通过边

缘填充、卷积核为 ３ 的普通卷积，对增强后的特征进

行特征融合、特征提取。 在卷积前对特征图进行边

缘填充，是为了防止特征图丢失边缘信息。 该深度

估计模型采用的是多尺度预测结构，即预测的深度

图像分辨率分别为原图的 １ ／ ８、１ ／ ４、１ ／ ２、１。 因此，
在经过上采样卷积模块特征图的分辨率为原图的

１ ／ ８、１ ／ ４、１ ／ ２、１ 时，需要利用预测模块将特征信息

聚合起来进行深度预测，并最终输出对应大小的相

对深度图像。
１．３　 损失函数

对于自监督深度估计网络训练的损失函数，采
用 Ｇｏｄａｒｄ 等［１２－１３］的相关工作。 深度估计模型的损

失函数主要由最小光度误差损失 Ｌｐ 和平滑误差损

失 Ｌｓｍｏｏｔｈ 两部分组成。 最小光度误差损失 Ｌｐｈｏｔｏ， 由

原图像和重建图像的 Ｌ１ 损失函数与两张图像的结

构相似性损失函数［１４］（ＳＳＩＭ） 组成，最小光度误差

损失函数为

Ｌｐ ＝ ｍｉｎ (∑
ｐ∈Ｉｒ

λ ‖Ｉｓ ｐ( ) － Ｉｒ ｐ( ) ‖１ ＋

　 　 １ － λ( )
１ － ＳＳＩＭ Ｉｓ，Ｉｒ( )

２ ) （９）

式中： ｐ 为重建图像 Ｉｒ 中的像素点，λ 与（１ － λ） 是

Ｌ１ 损失和相似性损失的权重，该处 λ ＝ ０．１５。
由于无纹理或低纹理区域光度重建损失的影响

将减弱，需添加平滑误差损失对整个深度估计模型

优化方向进行约束，平滑误差损失函数公式为

Ｌｓｍｏｏｔｈ ＝ ｅ － ∂ｘＩｓ ∂ｘ Ｄ
－

ｓ ＋ ｅ － ∂ｙＩｓ ∂ｙ Ｄ
－

ｓ （１０）

式中： ∂ｙ、∂ｘ 表示对 ｙ 与 ｘ 方向上求偏导数，Ｄ
－

ｓ 表示

经过归一化的深度图，方便计算梯度。 ｅ － ∂ｘＩｓ 表示

作为 ｘ 方向上深度值梯度的权重， 对于偏导数在低

纹理区域时，得到的梯度值小，从而深度值的整个权

重值增大，以此增大损失函数的值，保证在低纹理区

域模型的优化。
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模型采用多尺度预测，网络模型输出 ４ 个不同

分辨率下的深度图像，最终自监督深度估计损失函

数为

Ｌｔｏｔａｌ ＝
１
Ｓ∑

Ｓ－１

０
αＬｐｈｏｔｏ ＋ βＬｓｍｏｏｔｈ( ) （１１）

式中： Ｓ 为深度估计网络预测不同尺度深度图的数

量， α、β 是两个损失函数的超参数。

２　 实验与分析

２．１　 数据集和实验设置

ＫＩＴＴＩ 是一个用于深度和姿态估计的视觉数据

集。 该数据集包含 ５ 天内采集的 ２００ 个 ＲＧＢ 摄像

机拍摄的市区、郊区和高速公路视频，以及激光扫描

仪拍摄的深度图像，采集到的图像分辨率大小为

１ ２４２×３７５。 为验证算法的有效性，方便与其他算法

进行比较，实验采用 Ｅｉｇｅｎ 对 ＫＩＴＴＩ 数据集分割的

方法，将３９ ８１０张图像作为训练集，４ ４２４ 张图像作

为验证集，进行模型的训练。 实验测试中，分别从原

始激光雷达采集的 ６９７ 幅图像数据和经过改进［１５］

的带有真实深度信息的 ６５２ 张图片等分别测试进行

模型性能评估。
实验通过显存为 １１ Ｇ 的 ＮＶＩＤＩＡ ＧｅＦｏ ｒｃｅ ＲＴＸ

２０８０ＴＩ 来对网络模型进行训练，采用 ＰｙＴｏｒｃｈ 深度

学习框架。 模型的优化器采用 Ａｄａｍ，初始学习率设

置为１×１０－４，学习率在第 １５ 个 ｅｐｏｃｈ 时会下降到１×
１０－５，以该学习率完成最后的训练。 将数据设置为 ４
个一组的批量输入到模型中训练，位姿估计网络采

用 ｒｅｓｎｅｔ５０。 对于从 ＫＩＴＴＩ 数据集输入的图片分辨

率全部缩放到 ６４０∗１９２ 大小，且编码器部分均使用

在 ＩｍａｇｅＮｅｔ 数据集上预先训练过的权重作为模型

的初始化参数。
２．２　 评价指标

实验评价指标采用绝对相对误差（Ａｂｓ－Ｒｅｌ）、
平方相对误差（Ｓｑ Ｒｅｌ）、均方根误差（ＲＭＳＥ）以及

均方根对数误差（ＲＭＳＥ Ｌｏｇ）等深度评价的标准指

标。 此外，使用不同阈值时，对估算深度的准确性进

行计算。
２．３　 定量分析

对比当前几个较为先进的自监督深度估计模

型，见表 １。 表 １ 内都是通过分辨率为 ６４０∗１９２ 的

单目视频来进行训练的模型，训练方式处 Ｍ 代表使

用视频序列进行训练。 表格的上半部分是在 Ｅｉｇｅｎ
分割的原始数据上进行测试，下半部分是在经过改

进的真实深度数据中进行测试。
由测试结果中可以看出，所提模型在误差和精

度上有一定的提升。 在 Ｅｉｇｅｎ 测试集中，所提模型

的绝对相对误差相比 ＶＡＤｅｐｔｈ 下降 ０．００４，由于通

过使用 ＳＥ 模块加强浅层中重要的特征，物体边界

更加清晰，减少了边界模糊现象，导致实验结果的误

差值下降。 在阈值为 δ ＜ １．２５ 的精确度上，相比

ＶＡＤｅｐｔｈ 上升 ０．５％，该模型能有效的提取全局和局

部的深度信息，丰富网络可学习的深度特征，来实现

更加精确的深度预测。

表 １　 与不同深度估计算法预测结果的定量比较

Ｔａｂｌｅ １　 Ｑｕａｎｔｉｔａｔｉｖｅ ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

测试集 方法 训练方式
误差（越低越好）

Ａｂｓ Ｒｅｌ Ｓｑ Ｒｅｌ ＲＭＳＥ ＲＭＳＥ Ｌｏｇ

精度（越高越好）

δ ＜ １．２５ δ ＜ １．２５２ δ ＜ １．２５３

Ｅｉｇｅｎ ｓｐｌｉｔ Ｍｏｎｏｄｅｐｔｈ２［１３］ Ｍ ０．１１５ ０．９０３ ４．８６３ ０．１９３ ０．８７７ ０．９５９ ０．９８１

ＶＣ－Ｄｅｐｔｈ［１６］ Ｍ ０．１１２ ０．８１６ ４．７１５ ０．１９０ ０．８８０ ０．９６０ ０．９８２

ＨＲ－Ｄｅｐｔｈ［１７］ Ｍ ０．１０９ ０．７９２ ４．６３２ ０．１８５ ０．８８４ ０．９６２ ０．９８３

ＧＣＮｄｅｐｔｈ［１８］ Ｍ ０．１０４ ０．７２０ ４．４９４ ０．１８１ ０．８８８ ０．９６５ ０．９８４

ＶＡＤｅｐｔｈ［１９］ Ｍ ０．１０４ ０．７７４ ４．５５２ ０．１８１ ０．８９２ ０．９６５ ０．９８３

ＣＡＤｅｐｔｈ［２０］ Ｍ ０．１０５ ０．７６９ ４．５３５ ０．１８１ ０．９８２ ０．９６４ ０．９８３

本文方法 Ｍ ０．１００ ０．６９８ ４．３７６ ０．１７６ ０．８９７ ０．９６７ ０．９８４

Ｉｍｐｒｏｖｅｄ ｇｒｏｕｎｄ ｔｒｕｔｈ［１５］ Ｍｏｎｏｄｅｐｔｈ２ Ｍ ０．０９０ ０．５４６ ３．９４０ ０．１３７ ０．９１４ ０．９８３ ０．９９５

ＣＡＤｅｐｔｈ Ｍ ０．０８０ ０．４５２ ３．６４９ ０．１２５ ０．９２７ ０．９８６ ０．９９６

ＶＡＤｅｐｔｈ Ｍ ０．０７８ ０．４３０ ３．５９３ ０．１２１ ０．９３１ ０．９８８ ０．９９７

本文方法 Ｍ ０．０７７ ０．３９５ ３．４７２ ０．１１８ ０．９３３ ０．９８８ ０．９９７
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　 　 本 文 所 提 模 型 与 Ｍｏｎｏｄｅｐｔｈ２、 ＣＡＤｅｐｔｈ 及

ＶＡＤｅｐｔｈ 等模型预测深度图的效果比较结果如图 ３
所示。 由于使用 ＳＥ 通道注意力模块，加强特征的

融合，增强物体的边界信息。 因此与其他几个模型

进行比较，可以看到对人、路标、车辆和树干等对象

的边界将更加锐利。 自监督模型最大测试深度是

８０ ｍ，深度图将在 ８０ ｍ 以上的距离处出现黑色。 从

图片中可以看到 Ｍｏｎｏｄｅｐｔｈ２ 模型和 ＣＡＤｅｐｔｈ 模型

对天空等 ８０ ｍ 以上的距离处出现较多的错误深度

估计，而本文模型使用卷积神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ
混合来提取全局和局部深度信息，因此能够获取更

多的深度信息，亦能对更远的物体进行更准确的预

测，减小模型对远处深度的错误估计。 此外，相对

于 ＶＡＤｅｐｔｈ模型还降低了部分深度丢失的问题，相
比其他几种先进的自监督模型具有更好的视觉效

果。

(a)输入的彩色图像

(b)Monodepth2模型预测深度图

(c)CADepth模型预测深度图

(d)VADepth模型预测深度图

(e)所提模型预测深度图

图 ３　 在 ＫＩＴＴＩ数据集上不同模型预测的深度图

Ｆｉｇ． ３　 Ｄｅｐｔｈ ｍａｐｓ ｐｒｅｄｉｃｔｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＫＩＴＴＩ ｄａｔａｓｅｔ

　 　 为测试模型的泛化性，将在 ＫＩＴＴＩ 数据集中训

练的模型，通过 Ｃｉｔｙｓｃａｐｅｓ 数据集中的 １ ５００ 张图像

来测试模型效果。 Ｃｉｔｙｓｃａｐｅｓ 数据集中采集了不同

季节的 ５０ 个城市内的街景，并且用来测试的图片有

部分是在阴天这类光线并不充足的情况下，这表明

该数据集更具有多样性和挑战性。 表 ２ 中，所提模

型对比 ＣＡＤｅｐｔｈ 模型在阈值为 δ ＜ １．２５、δ ＜ １．２５２

的精确度上分别高出 １．８％和 １．２％，表明混合模型

在更具有挑战性的数据集中亦能捕获到更多有效的

深度信息。
　 　 从预测的深度图中可以看出，对比其他两个模

型，所提模型的物体边界预测要更锐利，证明网络通

过 ＳＥ 模块从浅层特征中学习到重要特征，对目标

边界预测更加准确。 在图 ４ 中，从不同模型对于第

一张图片的预测结果中可以看出，即使在阴天的情

况下，亦能较好的捕获图片中的深度信息，进行更精

确的深度预测。
表 ２　 在城市景观的数据集中泛化性比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｉｎ Ｃｉｔｙｓｃａｐｅｓ ｄａｔａｓｅｔ

方法
误差（越低越好）

Ａｂｓ ｒｅｌ ＲＭＳＥ ｌｏｇ

精度（越高越好）

δ ＜ １．２５ δ ＜ １．２５２

Ｍｏｎｏｄｅｐｔ２ ０．２０１ ０．３１８ ０．６８１ ０．８７４
ＣＡＤｅｐｔｈ ０．１８６ ０．３０７ ０．７１４ ０．８８１
本文方法 ０．１７８ ０．２８９ ０．７３２ ０．８９３
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(a)输入的彩色图像

(b)Monodepth2模型预测深度图

(c)CADepth模型预测深度图

(d)所提模型预测深度图

图 ４　 Ｃｉｔｙｓｃａｐｅｓ数据集不同模型预测深度图

Ｆｉｇ． ４ 　 Ｄｅｐｔｈ ｍａｐｓ ｐｒｅｄｉｃｔｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ Ｃｉｔｙｓｃａｐｅｓ
ｄａｔａｓｅｔ

２．４　 消融研究

为进一步证明卷积神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 的

混合模型与 ＳＥ 模块的有效性，进行了相关的消融

实验，实验结果见表 ３。 表 ３ 中第一行为基础模型，
仅选中 ＣＮＮ 部分表示模型采用 ＲｅｓＮｅｔ５０ 作为编码

器进行特征提取，当同时选中 ＣＮＮ 和 Ｔｒａｎｓｆｏｒｍｅｒ
时，表示模型的编码器部分使用混合模型来提取特

征；当选择 ＳＥ 部分，表示解码器部分加入通道注意

力机制。 当使用混合模型作为编码器可以捕获全局

特征和局部特征，网络可以捕获到更多重要的深度

特征信息。 实验结果表明，对比基础模型使用混合

模型的 δ ＜ １．２５ 精度提升 １％，主要由于网络从更

丰富的深度信息中进行学习，能更精确进行深度预

测。 当在解码器部分使用 ＳＥ 模块更改通道方向的

权重，增强浅层特征中重要的特征，网络能更有效学

习到重要特征，减少学习过程偏差的出现。 在实验

结果中，对比基础模型增加 ＳＥ 模块平方相对误差

下降 ０．０３５。

表 ３　 网络消融分析

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ａｎａｌｙｓｉｓ ｏｆ ｎｅｔｗｏｒｋｓ

方法

ＣＮＮ Ｔｒａｎｓｆｏｒｍｅｒ ＳＥ

误差（越低越好）

Ａｂｓ Ｒｅｌ Ｓｑ Ｒｅｌ ＲＭＳＥ ＲＭＳＥ ｌｏｇ

精度（越高越好）

δ ＜ １．２５ δ ＜ １．２５２ δ ＜ １．２５３

√ ０．１１０ ０．７９２ ４．６２９ ０．１８６ ０．８８０ ０．９６２ ０．９８３

√ √ ０．１０３ ０．７３５ ４．４６９ ０．１７９ ０．８９０ ０．９６４ ０．９８４

√ √ ０．１０６ ０．７５７ ４．５９３ ０１８３ ０．８８５ ０．９６３ ０．９８３

√ √ √ ０．１００ ０．６９８ ４．３７６ ０．１７６ ０．８９７ ０．９６７ ０．９８４

３　 结束语

本文提出了一种新的自监督单目深度估计模

型。 通过在网络编码器内使用卷积神经网络和

Ｔｒａｎｓｆｏｒｍｅｒ 混合，可以联合建模图像的全局特征和

局部特征；同时在解码器部分引入通道注意力机制，
进一步有效利用提取到的浅层特征。 在 ＫＩＴＴＩ 数据

集上测试证明，所提模型可以获取到更多的深度信

息，与当前先进的模型相比能对更远的深度进行更

准确的预测。 此外，在 Ｃｉｔｙｓｃａｐｅｓ 数据集上的实验

表明，模型具有不错的泛化性能。
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