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基于改进注意力机制 Ｔｒａｎｓｆｏｒｍｅｒ 网络的快消品销量预测方法
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摘　 要： 销量预测能为企业生产计划、仓储运输提供决策支持，使企业能更好地适应市场需求。 快消品销售量受众多因素的

影响，具有季节性和周期性规律，传统的线性模型难以准确的预测，本文从长时序列预测的视角，运用深度学习理论，提出了

一种基于订单时序和订单频率的改进自注意力机制模型（Ｓｅｑｕｅｎｃｅ－Ｆｒｅｑｕｅｎｃｙ Ｔｒａｎｓｆｏｒｍｅｒ， ＳＦＴｒａｎｓｆｏｒｍｅｒ）。 首先，基于快消

品订单数据构建原始数据集，采用 ｔｉｍｅ２ｖｅｃ 编码处理订单时序信息，并融合订单数据的时序和频率特征在基于时序的订单数

据的不同订单频率分别对应不同的注意力头来关注订单数据的订单时序特征和频率特征；使用 Ｔｒａｎｓｆｏｒｍｅｒ 模型架构提取特

征进行长时序列预测。 在真实数据集上进行对比实验，ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型在均方误差（ＭＳＥ）、平均绝对误差（ＭＡＥ）、均方根

误差（ＲＭＳＥ）３ 项指标上均取得了最佳性能，验证了本文所提方法的有效性。
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０　 引　 言

随着大数据技术的迅速发展，生产企业的大量

快消品的订单数据资源得以有效保留，这些数据资

源蕴含生产企业的市场营销信息，大多数企业往往

无法高效率低成本地运用销量数据来辅助商业决

策。 如何利用这些销量数据指导企业的生产决策仍

是快消品生产企业面临的重要问题。 通常来讲，快
消品的销量与天气、交通运输量、股指期货等相似，
都是一个时间序列的预测问题［１］。

时间序列的预测方法可大致分为传统统计方

法、传统机器学习方法和深度学习方法。 传统统计

方法主要采用统计学知识对时间序列中蕴含的发展

过程、方向和趋势进行建模并预测，常见的模型有自



回归 （ Ａｕｔｏ Ｒｅｇｒｅｓｓｉｖｅ， ＡＲ） 模型、移动平均模型

（Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ，ＭＡ）等。 然而此类方法较低的表

达能力不能处理复杂数据中的宏观趋势关系和非线

性关系，预测准确率比较有限。 传统机器学习方法

包括支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ）、贝
叶斯网络等，时间序列预测效果良好。 但由于快消

品销售数据存在季节性、动态性、周期性及行业本身

的特殊特征，数据序列往往存在很多干扰项，用传统

机器学习方法较难进行精准的预测。
深度学习技术可以将有效特征从大量的原始数

据中抽取出来，因此通过深度学习技术而建立的新

模型实用性更强、准确度更高。 循环神经网络

（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ）由于具有记忆性、
参数共享并且图灵完备（Ｔｕｒｉｎｇ ｃｏｍｐｌｅｔｅｎｅｓｓ），在对

序列的非线性特征进行学习时具有一定优势。 循环

神经 网 络 在 自 然 语 言 处 理 （ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ， ＮＬＰ），如语音识别、语言建模、机器翻译

等领域有应用，也被用于时间序列预测领域。 基于

双阶段注意力机制的 ＲＮＮ 模型（ＤＡ－ＲＮＮ）是经典

的时序预测模型［２］。 ＤＡ－ＲＮＮ 模型引入了 ａｔｔｅｎｔｉｏｎ
机制，在编码的时候自适应选择相关程度高的序列

信息进行编码，在解码阶段考虑编码阶段所有时间

步骤的隐状态，而非传统方法的定长向量，从而解决

长期依赖问题。 长短期记忆 （ＬＳＴＭ）网络是一类特

殊的循环神经网络 （ＲＮＮ），能够学习长期依赖关系，
ＬＳＴＭ 网络改善了 ＲＮＮ 网络中存在的长期依赖问题，
同时也更好地解决了 ＲＮＮ 网络在训练过程中产生的

梯度方面的问题。 ＬＳＴＭ 可以在很长时间内保持状态

中的时间信息，并广泛用于单变量和多变量领域的序

列数据分析、预测和分类。 门控循环单元（Ｇａｔｅｄ
Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）是 ＬＳＴＭ 的简化版本，将忘记门

和输入门结合形成一个更新门，因此比 ＬＳＴＭ 具有更

少的参数，但降低了复杂性，单元状态和隐藏状态也

组合在一起，并使用重置门［３］。 ２０１７ 年谷歌团队［４］

提出的 Ｔｒａｎｓｆｏｒｍｅｒ 模型架构在长期预测问题中取得

了不错的效果，Ｔｒａｎｓｆｏｒｍｅｒ 模型对于序列数据中的长

期依赖关系显示出了强大的建模能力，非常适合于时

间序列建模。 为了解决时间序列建模中的特殊挑战，
许多 Ｔｒａｎｓｆｏｒｍｅｒ 变体如 Ｉｎｆｏｒｍｅｒ、ｆａｓｔｆｏｒｍｅｒ 等成功应

用于各种时间序列任务中。
尽管关于长时序列预测已经有很多研究，但是

针对快消品的长时段销售预测仍存在以下问题：
（１）在原始数据的处理中，未考虑快消品的高

周转率和低保质期带来的高订单频次问题；

（２）传统模型更多考虑到订单数据的时序和销

量对销售周期的影响，而忽略了订单频率中蕴含的

细节信息。 为解决以上问题，本文从长时序列预测

的视角，运用深度学习理论，提出了一种基于订单时

序和 订 单 频 率 的 改 进 注 意 力 机 制， 并 结 合

Ｔｒａｎｓｆｏｒｍｅｒ 模 型 设 计 了 时 序 － 频 率 分 解 模 型

（ ｓｅｑｕｅｎｃｅ － ｆｒｅｑｕｅｎｃｙ ｔｒａｎｓｆｏｒｍｅｒ， ＳＦＴｒａｎｓｆｏｒｍｅｒ ）。
在模型中设计了时序－频率多头自注意力机制，基
于时序的订单数据的不同订单频率分别对应不同的

注意力头来关注订单数据的订单时序特征和频率特

征。 通过 ｔｉｍｅ２ｖｅｃ 方法处理输入编码，最后使用

Ｔｒａｎｓｆｏｒｍｅｒ 模型架构提取特征进行长时序列预测。
在真实数据集上进行对比的实验证明，本模型在实

际的企业订单数据的预测上取得了较好效果，实验

结果证明本文提出的 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型在一定程

度上提升了预测准确率，说明了模型的有效性。

１　 模型构建

１．１　 问题定义

本文提出的快消品订单销量预测问题定义： 设

滑动窗口定长为Ｎ，预测步长为 ｋ，模型输入第 ｉ个序

列为离散时间序列Ｔｉ ＝ ｛ｘｉ ＋１，ｘｉ ＋２，…，ｘｉ ＋Ｎ－１－ｋ，０，…，
０ ｜ ｘｉ ∈ Ｒｄｘ｝， 输 出 结 果 是 预 测 的 相 应 序 列

Ｏｉ ＝｛ｙｉ ＋１，ｙｉ ＋２，…，ｙｉ ＋Ｎ－１ ｜ ｙｉ ∈ Ｒｄｙ｝， 其中 ｄｘ 为输入

的隐藏维度， ｄｙ 为输出的隐藏维度。
１．２　 输入编码

ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型的输入编码包括 ３ 部分：订
单销量值编码 ｄａｔａｅｍｂ、 订单频率编码 ｆｒｅｅｍｂ、 订单时

间序列编码 ｓｅｑｅｍｂ。 为了使模型同时注意输入序列

的订单时序信息和订单频率信息，除订单销量值外，
还要将对应的订单时间序列和订单频率序列也融合

到输入序列中，因此可选取时间序列的年、季，月、周
等信息，分别对其进行编码并与订单销量值编码、订
单频率编码进行融合。 通过编码融合方法获取原始

时间序列特征 τｓｅｑ，τｆｒｅ， 式（１） ～式（２）：
τｓｅｑ ＝ ｃｏｎｃａｔ ｓｅｑｅｍｂ ＋ ｄａｔａｅｍｂ( ) （１）
τｆｒｅ ＝ ｃｏｎｃａｔ ｆｒｅｅｍｂ ＋ ｄａｔａｅｍｂ( ) （２）

　 　 通过 ｔｉｍｅ２ｖｅｃ 分别得到最终的输入编码向量，
式（３）：

ｔ２ｖ τ( ) ｉ[ ] ＝
ωｉτ ＋ φｉ， ｉｆ １ ＝ ０

Ｆ ωｉτ ＋ φｉ( ) ， ｉｆ １ ≤ ｉ ≤ ｋ{ （３）

　 　 其中， ｋ 为 ｔｉｍｅ２ｖｅｃ 维度； τ 为原始时间序列特

征；Ｆ为周期性激活函数；ω和φ是一组可学习的参数。
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除了输入编码外，Ｔｒａｎｓｆｏｒｍｅｒ 还利用输入嵌入

中添加的位置编码来建模序列信息。 因此在构建模

型输入时需要添加位置编码，使模型具有时序建模

功能，并通过多头注意力机制将输入向量通过全连

接网络映射。 所有子层和词向量生成的输入输出向

量维度均为 ｄｍｏｄｅｌ， 并将位置编码向量与输入编码相

加。 ＰＥ（ｐｏｓ，２ｉ） 表示第 ｐｏｓ 行第 ２ｉ 列位置编码后的

数值，式（４）：

ＰＥ（ｐｏｓ，２ｉ） ＝ ｓｉｎ （ｐｏｓ ／ １０ ０００
２ｉ

ｄｍｏｄｅｌ） （４）
　 　 其中， ｐｏｓ 是位置编码的位置，ｉ 是单个位置编

码的维度，
１．３　 模型结构

ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型如图 １ 所示，包含了 ４ 层编码

器⁃解码器，其中编码器是由多个相同的层叠加而成

的，每个层都有两个子层。 第一个子层是时序－频率

多头自注意力汇聚；第二个子层是基于位置的前馈网

络（ｐｏｓｉｔｉｏｎｗｉｓｅ ｆｅｅｄ－ｆｏｒｗａｒｄ ｎｅｔｗｏｒｋ）。 在计算编码

器的自注意力时，查询、键和值都来自前一个编码器

层的输出；由 ｔｉｍｅ２ｖｅｃ 编码后的输入序列作为编码器

的原始输入；解码器同样包含了 ４ 个相同的层，每一

层中包含一个带掩蔽操作的时序－频率多头注意力模

块，经过层归一化（ＬａｙｅｒＮｏｒｍ）和残差连接（Ａｄｄ）处
理后进入一个逐位前馈网络，随后再次通过归一化和

残差连接处理，获得本层的输出并设为下一层的输

入；最终经由全连接层输出最终结果。

Ti={xi+1,xi+2,…,xi+N-1-k,0,…,0｜xi∈Rd}x

位置编码 Time2vec
嵌入

?4
层规范化&
残差连接

编码器

逐位前馈网络

层规范化&
残差连接

频率-时序掩蔽
多头自注意力

频率-时序多
头自注意力

层规范化&
残差连接

频率-时序多
头自注意力

层规范化&
残差连接

逐位前馈网络

层规范化&
残差连接

全连接层 解码器

位置编码

4?

图 １　 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型结构

Ｆｉｇ． １　 ＳＦＴｒａｎｓｆｏｒｍｅｒ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 模型用独立学习得到的 ｈ （注意力头数）组不

同的线性投影来变换查询、键和值；这 ｈ 组变换后的

查询、键和值将并行地送到注意力汇聚中；最后，将
这 ｈ 个注意力汇聚的输出拼接在一起， 并且通过另

一个可以学习的线性投影进行变换，以产生最终输

出。
１．４　 时序－频率自注意力机制

在以单个订单为源自数据的订单数据集中，订
单时间序列蕴含了订单销量的宏观趋向，订单频率

则包含了快消品销售的短期细节，基于此本文设计

了时序－频率多头自注意力模块，以不同的注意力

头有目的的分别处理不同的订单时序和订单频率的

特征。 时序－频率多头自注意力模块结构如图 ２ 所

示。

时序s1
时序s2
时序s3
频率f1
频率f2
频率f3

自注意力层

自注意力层

自注意力层 自注意力层

自注意力层

自注意力层

concat融合特征

全连接层

T1 T2 T3 T4 T5 T6 … TN

图 ２　 时序－频率多头自注意力模块结构

Ｆｉｇ． ２　 Ｓｅｑ－ｆｒｅ ｍｕｌｔｉ－ｈｅａｄ ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 Ｔｉ 为输入的数值特征，将 Ｔｉ 根据月时序、周时

序、日时序和不同的订单频率分为多个区间。 每个

区间分别输入到独立的自注意力层，形成多头结构；
嵌入矩阵 Ｘ ＝ ｘ１，ｘ２，…，ｘｎ[ ] Ｔ ∈Ｒｎ×ｄ，ｘｉ 为所有项目

中 第 ｉ 个 项 目 的 嵌 入 向 量， 输 出 为 Ｙ ＝
ｙ１，ｙ２，…，ｙｎ[ ] ∈ Ｒｎ×ｄ，ｙｉ 为经过自注意力机制新生

成的第 ｉ 个项目的嵌入向量。 对每个注意力头（ｑｉ，
ｋｉ，ｖｉ） 进行一次自注意力运算，得到结果 ｈｉ，将所有

注意力头的输出 ｈｉ 进行拼接并使用矩阵 Ｗｏ 映射出

拼接结果，式（５） ～式（７）：
ｈｉ ＝ ａｔｔｅｎｔｉｏｎ Ｗｑ

ｉ ｑ，Ｗｋ
ｉ ｋ，Ｗｖ

ｉ ｖ( ) （５）

ａｔｔｅｎｔｉｏｎ ｑ，ｋ，ｖ( ) ＝ ｓｏｆｔｍａｘ
ｑ ｋＴ

　 ｄ
æ

è
ç

ö

ø
÷ ｖ （６）

Ｙ ＝ ｃｏｎｃａｔ ｈ１，…，ｈ６( ) Ｗｏ （７）
　 　 其中， ｑ 表示查询；ｋ 代表键；ｖ 代表值；Ｗｑ

ｉ ，Ｗｋ
ｉ ，
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Ｗｖ
ｉ 分别为 ３ 个维度的投影矩阵； Ｗｏ 为权重矩阵。

注意层直观的计算出所有值的加权和，其中查询 ｉ
和 ｊ之间的权值与查询 ｉ与 ｊ之间的交互有关。 缩放

因子
　 ｄ 是为了避免内积过大，尤其是在高维度较

高的情况。
每个解码器有两个多头注意力机制层，第一个

多头注意力机制层采用了掩码的操作，主要是为了

遮盖当前位置之后的信息， 将输入序列中后 ｋ 步数

值置零，确保当前位置的预测结果只取决于当前位

置输出。 第二个多头注意力机制层和编码器中是一

样的，但是输入 ｑ、ｋ、ｖ 来源不同，ｋ、ｖ 是通过最后一

层的输出计算得出，ｑ 则是第一个掩码注意力机制

层的矩阵计算得出。

２　 实验

２．１　 实验环境

ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型实验环境见表 １。
表 １　 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型实验环境

Ｔａｂｌｅ １　 ＳＦＴｒａｎｓｆｏｒｍｅｒ ｍｏｄｅｌ ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ

配置项 参数

处理器 ＡＭＤ Ｒｙｚｅｎ ９ ５９００ＨＸ ｗｉｔｈ Ｒａｄｅｏｎ Ｇｒａｐｈｉｃｓ

内存 Ｓａｍｓｕｎｇ ＤＤＲ４ ３２００ＭＨｚ ８ＧＢ ｘ ２

操作系统 Ｗｉｎｄｏｗｓ １０

开发环境 Ｐｙｔｏｒｃｈ １．１３．０＋ｃｕ１１６

开发语言 Ｐｙｔｈｏｎ ３．１０

平台 Ｐｙｃｈａｒｍ，Ｊｕｐｙｔｅｒ ｎｏｔｅｂｏｏｋ

２．２　 评价指标

使用均方误差（ＭＳＥ）、平均绝对误差（ＭＡＥ）、
均方根误差（ＲＭＳＥ）３ 类标准来衡量本模型，ＭＳＥ、
ＭＡＥ、ＲＭＳＥ 的值越小，代表模型预测性能越好。

（１）ＭＳＥ 均方误差

ＭＳＥ 是预测值与真实值之间的平方差的期望，
用来衡量真实值和预测值之间的偏差，式（８）：

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ( ) ２ （８）

　 　 其中， ｙｉ 为第 ｉ 个时间步长输出的预测值，ｙ^ｉ 为

第 ｉ 个时间步长对应的真实值。
（２） ＭＡＥ 平均绝对误差

ＭＡＥ 是真实值与预测值的差值的平方然后求

和平均值，式（９）：

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ （９）

　 　 （３） ＲＭＳＥ 均方根误差

均方根误差是预测值与真实值偏差的平方与观

测次数 ｎ 比值的平方根，式（１０）：

ＲＭＳＥ ＝
　

１
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ( ) ２ （１０）

２．３　 对照基准模型

选取 ３ 个常用的时间序列预测模型 ＬＳＴＭ、
ＣｏｎｖＬＳＴＭ、 Ｖａｎｉｌｌａ Ｔｒａｎｓｆｏｒｍｅｒ 与 本 文 提 出 的

ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型做对比实验。
ＬＳＴＭ：实验构建 ２ 个 ＬＳＴＭ 编码器、解码器层，

最后使用一个全连接层得出预测结果。
ＣｏｎｖＬＳＴＭ： 结合 ＣＮＮ 和 ＬＳＴＭ 的混合模型。

ＣｏｎｖＬＳＴＭ 将 ＬＳＴＭ 中的 ２Ｄ 的输入转换成了 ３Ｄ 的

张量，最后两个维度是空间维度（行和列）。 对于每

一时刻 ｔ 的数据，ＣｏｎｖＬＳＴＭ 将 ＬＳＴＭ 中的一部分连

接操作替换为了卷积操作，即通过当前输入和局部

邻居的过去状态来进行预测。
Ｖａｎｉｌｌａ Ｔｒａｎｓｆｏｒｍｅｒ：Ｔｒａｎｓｆｏｒｍｅｒ 标准模型，本次

实验构建 ４ 层编码器、解码器层并使用多头自注意

力机制，其余参数与 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型相同。
２．４　 实验结果与分析

取某快消品生产公司订单数据，选择 ２０１２ 年 １
月－２０１８ 年 １２ 月的销售量数据为训练样本，以 ２０１９
年 １－１２ 月的销售量数据为测试样本，实验均设置

输入样本步长为 １５６，每个数据集的预测长度分为

１３ 和 ５２ 共两组。 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型超参数设置见

表 ２。
表 ２　 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型超参数设置

Ｔａｂｌｅ ２　 ＳＦＴｒａｎｓｆｏｒｍｅｒ ｍｏｄｅｌ ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数 数值

ｂａｔｃｈＳｉｚｅ ３２

学习率 ０．０００ ５

训练轮次 ２００

多头数量 ６

隐藏层数 １６

ｄｒｏｐｏｕｔ ０．０５

优化器 Ａｄａｍ

　 　 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型与 ３ 个基准模型的预测性能

对比见表 ３。 通过分别关注时序与频率特征，本文

模型得以关注到其他模型无法关注的订单频率信

息，在 ３ 项指标上本文模型取得了大部分的最优性

能。 本文模型与 Ｖａｎｉｌｌａ Ｔｒａｎｓｆｏｒｍｅｒ 的预测误差大

大小 于 ＬＳＴＭ 和 ＣｏｎｖＬＳＴＭ 模 型， 并 优 于 标 准

Ｔｒａｎｓｆｏｒｍｅｒ 模型，充分说明时序－频率自注意力机制

在时间序列预测问题上的优越性。
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表 ３　 ＳＦＴｒａｎｓｆｏｒｍｅｒ 模型与三个基准模型的预测性能对比结果

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｖｅ ｐｅｒｆｏｒｍａｎｃｅ ｂｅｔｗｅｅｎ ＳＦＴｒａｎｓｆｏｒｍｅｒ ｍｏｄｅｌ ａｎｄ ｔｈｒｅｅ ｂｅｎｃｈｍａｒｋ ｍｏｄｅｌｓ

预测长度 评价指标 ＬＳＴＭ ＣｏｎｖＬＳＴＭ Ｖａｎｉｌｌａ Ｔｒａｎｓｆｏｒｍｅｒ ＳＦＴｒａｎｓｆｏｒｍｅｒ

１３ ＭＡＥ ０．２０１ ０．１９７ ０．１１５ ０．１０２

ＭＳＥ ０．１９１ ０．１７５ ０．０９８ ０．０８４

ＲＭＳＥ ０．４３７ ０．４１８ ０．３１３ ０．２９０

５２ ＭＡＥ ０．４０９ ０．３８８ ０．２２５ ０．２０１

ＭＳＥ ０．３９７ ０．３５６ ０．１９８ ０．１６５

ＲＭＳＥ ０．６３０ ０．５９６ ０．４４５ ０．４０６

３　 结束语

通过对快消品订单销量进行时间序列预测，可
以提前了解产品的市场动态，为快消品企业的销售

与营销策略提供依据。 本文以零售客户订单需求预

测为研究目标，改进自注意力机制的时间序列预测

模型的输入编码方法，将改进编码的时序－频率自

注意力网络用于序列间依赖关系建模，使模型更适

应于快消品企业订单的需求预测。 实验证明，相比

其他基准模型，本文提出的模型整体预测效果较好，
误差最小，能够较为准确地反映快消品销量的变化

趋势。 本文所述预测模型精确且高效，可以应用到

实际的销售预测工作中。
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