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基于 ＩＡＯ 优化 ＨＫＥＬＭ 的空气质量指数预测

周　 韦， 孙宪坤， 万俊杰

（上海工程技术大学， 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 为了精准预测空气质量指数（ＡＱＩ），本文提出一种基于改进天鹰优化器（ ＩＡＯ）混合核极限学习机（ＨＫＥＬＭ）的空气

质量指数预测模型（ ＩＡＯ－ＨＫＥＬＭ）。 首先，利用径向基核函数和多项式核函数构造混合核极限学习机模型；其次，针对天鹰优

化器（ＡＯ）算法易陷入局部极值的问题，引入改进的 Ｔｅｎｔ 混沌初始化策略和自适应 ｔ 分布策略；采用改进后的 ＡＯ 算法对

ＨＫＥＬＭ 模型的参数进行优化，并建立 ＩＡＯ－ＨＫＥＬＭ 空气质量指数预测模型；最后，将预测模型应用于实际案例中，并与其他

模型的预测结果及误差进行对比。 结果表明，本文提出的预测模型精度更高、稳定性更强。
关键词： 空气质量指数预测； 混合核极限学习机； 天鹰优化器； 自适应 ｔ 分布
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０　 引　 言

城市环境污染不仅影响社会经济的发展，对人

们的身体也会造成有害的影响。 据统计，中国空气

污染区域占国土面积的 １ ／ ４，受影响的人口近 ７ 亿。
因此实现对空气质量指数（ＡＱＩ）进行准确有效地预

测成为重中之重。
目前，国内外空气质量预测模型主要有回归统

计分析模型、时间序列模型、灰色理论模型等。 但是

ＡＱＩ 数据是混沌的、非平稳的，导致上述模型的预测

精度不高。 神经网络模型具有良好的学习能力，受
到广 大 学 者 的 关 注。 文 献 ［ １ ］ 将 ＢＰ （ Ｂａｃｋ
Ｐｒｏｐａｇａｔｉｏｎ）神经网络应用到了空气质量预测中，取

得了良好的预测效果；文献 ［２］ 提出了一种 ＲＢＦ
（Ｒａｄｉａｌ Ｂａｓｉｓ Ｆｕｎｃｔｉｏｎ）神经网络空气质量预测模

型，相比 ＢＰ 神经网络，效果有所提升。 然而神经网

络具有学习速度慢，易陷入局部极值等缺陷。
文献 ［３］提出极限学习机（ＥＬＭ），是一种前

馈神经网络，具有学习速度快、泛化能力强等优点；
文献 ［４］ 提 出 了 一 种 ＰＳＯ （ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ
Ｏｐｔｉｍｉｚａｔｉｏｎ）－ＥＬＭ 的空气质量预测模型，该模型可

以有效提高空气质量预测精度；文献 ［５］提出了一

种基于 ＩＰＳＯ（ Ｉｍｐｒｏｖｅｄ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ）
－ＥＬＭ 的空气质量预测模型，相比传统的基于 ＢＰ 和

ＥＬＭ 的神经网络模型，该模型具有更高的精度。 但

是 ＥＬＭ 也存在一些缺点，比如网络的隐层节点个数



难以确定、不同的参数对预测结果有不同的影响等。
因此文献［３］又引入了支持向量机中的核函数，使
得极限学习机无需设置隐藏层神经元个数和输入权

值参数，解决了 ＥＬＭ 过拟合和易陷入局部极值的问

题。
为了进一步提高空气质量预测模型的预测精

度，本文提出了一种基于 ＩＡＯ 优化混合核极限学习

机（ＨＫＥＬＭ）的空气质量指数预测模型。 首先，为提

高天鹰优化器（ＡＯ）的寻优能力，引入改进的混沌初

始化策略和自适应 ｔ 分布策略对其进行改进，得到

改进的天鹰优化器（ＩＡＯ）；其次，结合径向基核函数

和多项式核函数构造具有更强泛化能力的混合核极

限学习机模型，利用 ＩＡＯ 算法来优化 ＨＫＥＬＭ 模型

的参数；最后，将 ＩＡＯ－ＨＫＥＬＭ 模型应用于实际案例

中，并与其他模型的预测结果及误差进行对比。 结

果表明，本文所设计模型具有更高的稳定性和预测

精度。

１　 混合核极限学习机

极限学习机（ＥＬＭ）作为一种新型单隐藏层的

前馈神经网络模型，具有学习能力快，泛化能力强等

优点，在处理非线性回归方面具有良好的效果［６］。
假设有Ｄ个训练样本｛（ｘｉ ， ｙｉ），ｉ ＝ １，２，…，Ｄ｝， ＥＬＭ
输回归模型可以表示为式（１）：

ｙ^ ＝ ｆ（ｘ） ＝ ｈ（ｘ）β ＝ Ｈβ （１）
　 　 其中， ｘ 表示输入数据向量； ｆ（ｘ） 表示网络输

出； ｈ（ｘ） 和 Ｈ 表示隐藏层映射产生的矩阵；β 表示

隐藏层与输出层之间的权值。
为使模型具有更好的泛化能力，引入对角矩阵

Ｉ０ 和惩罚系数 Ｃ，然后根据广义逆矩阵原理可得式

（２）：
β ＝ ＨＴ （ＨＨＴ ＋ Ｉ０ ／ Ｃ）

－１ｙ （２）
　 　 其中， ｙ ＝ ［ｙ１， ｙ２，…， ｙＤ］ 为期望输出。

为了进一步增加模型的稳定性，文献［３］引入

核 方 法， ＫＥＬＭ （ Ｋｅｒｎｅｌ Ｂａｓｅｄ Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ
Ｍａｃｈｉｎｅ）的核矩阵表示为式（３）：

ΩＫＥＬＭ ＝ ＨＨＴ

ΩＫＥＬＭｉ， ｊ ＝ ｈ（ｘｉ）ｈ（ｘ ｊ） ＝ Ｋ（ｘｉ，ｘ ｊ）{ （３）

　 　 ＫＥＬＭ 用核矩阵 ΩＫＥＬＭ 代替了 ＥＬＭ 中 ＨＨＴ， 并

通过核函数将输入样本映射到高维隐层特征空间

中，可得式（４）：

ｙ^ ＝ ｈ（ｘ）β ＝ ｈ（ｘ）ＨＴ（ Ｉ０ ／ Ｃ ＋ ＨＨＴ） －１ｙ ＝

Ｋ（ｘ，ｘ１）
︙

Ｋ（ｘ，ｘＤ）

é

ë

ê
ê
êê

ù

û

ú
ú
úú

Ｔ

（ Ｉ０ ／ Ｃ ＋ ΩＫＥＬＭ）
－１ｙ （４）

其中， Ｋ（ｘｉ，ｘ ｊ） 为核函数。
常见的核函数主要有以下 ４ 种：
（１）高斯核函数，式（５）：
Ｋ（ｘｉ，ｘ ｊ） ＝ ｅｘｐ（ － ‖ｘｉ － ｘ ｊ‖２ ／ （２σ２）） （５）

　 　 （２）多项式核函数，式（６）：
Ｋ（ｘｉ，ｘ ｊ） ＝ （ｍ（ｘｉ·ｘ ｊ） ＋ ｎ） ｄ；ｄ ＝ １，２，…，Ｎ

（６）
　 　 （３）线性核函数，式（７）：

Ｋ（ｘｉ，ｘ ｊ） ＝ ｘｉ·ｘ ｊ （７）
　 　 （４）感知器核函数，式（８）：

Ｋ（ｘｉ，ｘ ｊ） ＝ ｔａｎｈ（β（ｘｉ·ｘ ｊ） ＋ ｂ） （８）
　 　 其中， σ、ｍ、ｎ和 ｄ为混合核参数，λ 为多项式核

函数的权系数。
ＫＥＬＭ 的性能由核函数决定［７］。 本文结合了多

项式核函数和高斯核函数作为 ＫＥＬＭ 的核函数，以
提高模型的性能。 多项式核函数是一种全局核函

数，拥有较差的局部学习能力，多项式核函数曲线如

图 １ 所示，其中测试点 Ｘ ＝ ０．５，ｍ ＝ １，ｎ ＝ １，ｄ 取 １、
２、３和 ４， 由图 １ 可以看出多项式核函数的全局特性

体现在与测试点相距较远的点影响较大。
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图 １　 多项式核函数曲线

Ｆｉｇ． １　 Ｐｏｌｙｎｏｍｉａｌ ｋｅｒｎｅｌ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅ

　 　 高斯核函数是一种局部核函数，具有很好的局

部学习能力，但是对超出一定范围的样本无法进行

准确有效地预测，高斯核函数曲线如图 ２ 所示，其中

测试点 Ｘ ＝ ０．５， σ 取 ０．１、０．２、０．３ 和 ０．４。 由图 ２ 可

以看出高斯核函数的局部特性体现在与测试点相距

较近的点影响较大。
　 　 混合核函数可以同时兼顾两者的优点，将两种

核函数进行线性组合，形成混合核函数，式（９）：
　 　 Ｋ（ｘ，ｘｉ） ＝ λ（ｍ·（ｘ，ｘｉ） ＋ ｎ） ｄ ＋
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1.0

0.8

0.6

0.4

0.2

0

-1.5 -1.0 -0.5 0 0.5 1.0 1.5 2.0
X

高
斯

核
函

数

σ=0.1
σ=0.2
σ=0.3
σ=0.4

图 ２　 高斯核函数曲线

Ｆｉｇ． ２　 Ｇａｕｓｓｉａｎ ｋｅｒｎｅｌ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅ

　 　 混合核函数曲线如图 ３ 所示，其中测试点 Ｘ ＝
０．５，λ 取 ０．１，０．２，０．３ 和 ０．４，高斯核函数中 σ取 ０．１，
多项式核函数中 ｍ ＝ １，ｎ ＝ １，ｄ ＝ ２。 由图 ３ 可以看

出，混合核函数不仅对测试点周围的样本点有影响，
而且对距离测试点有一定距离的样本点也有一定影

响，因此混合核函数有效结合了高斯核函数和多项

式核函数的优点，弥补了单一核函数的不足。
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图 ３　 混合核函数曲线

Ｆｉｇ． ３　 Ｍｉｘｅｄ ｋｅｒｎｅｌ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅ

　 　 训练混合核极限学习机（ＨＫＥＬＭ）时采用改进

的麻雀搜索算法对参数 σ、ｍ、ｎ、λ 以及惩罚系数 Ｃ
进行优化。

混合核极限学习机（ＨＫＥＬＭ）通过混合核函数

将输入样本映射到高维的隐层特征空间中，用核映

射代替了极限学习机中的随机映射，增强了模型的

学习能力和泛化能力，其拟合能力优于非核的极限

学习机［８］。 基于以上优点，本文采用 ＨＫＥＬＭ 实现

空气质量指数预测。

２　 天鹰优化器及其改进

２．１　 天鹰优化器

ＡＯ 是一种新型智能优化算法，该算法用数学

模型模仿了天鹰在狩猎过程中的行为［９］。 ＡＯ 算法

包括两个阶段，分别为探索阶段和开发阶段。当 ｋ≤
（２ ／ ３）∗Ｋ， ｋ 为当前迭代次数，Ｋ 为总迭代次数，执
行探索阶段，否则执行开发阶段。 探索阶段又分为

扩展探索和缩小范围探索；开发阶段又分为扩大开

发和缩小范围开发。
首先，ＡＯ 算法利用式（１０）来确定 Ｎ 个个体的

初始值。
Ｘ ｉｊ ＝ ｒａｎｄ × （ＵＢ ｊ － ＬＢ ｊ） ＋ ＬＢ ｊ （１０）

　 　 其中， ｒａｎｄ为［０，１］ 之间的随机数，ｉ ＝ １，２，…，
Ｎ，ｊ ＝ １，２，…， ｄ；Ｎ 表示种群数量；ｄ 表示维数；ＵＢ ｊ

和 ＬＢ ｊ 分别表示维度为 ｊ 的上限和下限。
２．１．１　 扩展探索

天鹰在高空翱翔，确定探索空间区域，猎物在哪

里，用公式（１１）表示其行为：

Ｘ１（ｋ ＋ １） ＝ Ｘｂｅｓｔ（ｋ） × （ １
－ ｋ
Ｋ

） ＋ （ＸＭ（ｋ） －

Ｘｂｅｓｔ（ｋ）∗ｒａｎｄ） （１１）
其中， Ｋ 表示最大迭代次数；Ｘｂｅｓｔ（ｋ） 表示当前

最佳位置；ＸＭ（ｋ） 表示在第 ｋ 次迭代中个体位置的

平均值；ｒａｎｄ 为 ０ ～ １ 之间的随机数。
ＸＭ（ｋ） 计算公式为（１２）：

ＸＭ（ｋ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｘ（ｋ）， ｉ ＝ １，２，…ｄ （１２）

　 　 其中， ｄ 表示优化变量的维度。
２．１．２　 缩小范围探索

当天鹰发现猎物区域，在目标猎物上方盘旋，缩
小猎物所在区域，准备进攻。 用公式（１３）表示其行

为：
　 Ｘ２（ｋ ＋ １） ＝ Ｘｂｅｓｔ（ｋ） × Ｌｅｖｙ（ｄ） ＋ ＸＲ（ｋ） ＋ （ｙ －

ｘ）∗ｒａｎｄ （１３）
　 　 其中， ＸＲ 表示随机选择的个体位置；Ｌｅｖｙ（ｄ）
是 ｌｅｖｙ飞行分布函数；ｄ表示空间维度；ｙ和 ｘ表示搜

索中的螺旋形状。
飞行分布函数 Ｌｅｖｙ（ｄ） 如式（１４） 所示：

Ｌｅｖｙ（ｄ） ＝ ｓ × ｕ × σ

ｖ
１
β

，σ ＝
Γ（１ ＋ β） × ｓｉｎｅ πβ

２
æ

è
ç

ö

ø
÷

Γ（１
＋ β
２

） × β × ２
β－１
２( )

æ

è

ç
ç
çç

ö

ø

÷
÷
÷÷

（１４）
其中， ｓ ＝ ０．０１，β ＝ １．５，ｕ和 ｖ为［０，１］ 之间的随

机数。
螺旋形状 ｙ 和 ｘ 如式（１５） 所示：

ｙ ＝ ｒ × ｃｏｓ（θ）
ｘ ＝ ｒ × ｓｉｎ（θ）{ （１５）
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　 　 其中：
ｒ ＝ ｒ１ ＋ Ｕ × ｄ１ （１６）
θ ＝ － ω × ｄ１ ＋ θ１ （１７）

θ１ ＝ ３ × π
２

（１８）

　 　 ｒ１ 为［０，２０］ 之间的随机数，ｄ１ 表示 １ 到 ｄ 之间

的正整数，Ｕ ＝ ０．００５ ６５，ω ＝ ０．００５。
２．１．３　 扩大开发

当猎物区域被精准确定，天鹰垂直下降进行初

步攻击。 用公式（１９）表示其行为：
Ｘ３（ｋ ＋ １） ＝ （Ｘｂｅｓｔ（ｋ） － ＸＭ（ｋ）） × α － ｒａｎｄ ＋

（（ＵＢ － ＬＢ） × ｒａｎｄ ＋ ＬＢ） × δ
（１９）

其中， ｒａｎｄ Î［０，１］，α ＝ ０．１，δ ＝ ０．１。 ＵＢ 和 ＬＢ
分别表示搜索空间的上界和下界。
２．１．４　 缩小范围开发

当天鹰接近猎物时，根据猎物的随机运动在陆

地上攻击猎物。 用公式（２０）表示其行为：
Ｘ４（ｋ ＋ １） ＝ ＱＦ × Ｘｂｅｓｔ（ｋ） － （Ｇ１ × Ｘ（ｋ） × ｒａｎｄ） －

Ｇ２ × Ｌｅｖｙ（ｄ） ＋ ｒａｎｄ × Ｇ１ （２０）
其中， ＱＦ 是用于平衡搜索策略的质量函数，使

用式（２１） 进行计算；Ｇ１ 表示猎食动物在猎食过程中

用于追踪猎物的各种动作，使用式（２２） 进行计算；
Ｇ２ 表示从 ２ ～ ０ 的递减值， 使用式（２３）进行计算。

ＱＦ（ｋ） ＝ ｋ
２×ｒａｎｄ（） －１

（１－Ｋ）２ （２１）
Ｇ１ ＝ ２ × ｒａｎｄ（） － １ （２２）

Ｇ２ ＝ ２ × （１ － ｋ
Ｋ
） （２３）

２．２　 改进天鹰优化器

ＡＯ 与其他群智能优化算法相比，不仅寻优精

度高，而且收敛速度快。 然而，ＡＯ 同其他群智能算

法一样，在迭代后期会出现种群多样性减少，易陷入

局部最优等问题。 本文提出了一种改进的 ＡＯ，首
先，利用 Ｔｅｎｔ 混沌映射初始化种群，提高算法的全

局搜索能力；其次，引入自适应 ｔ 分布变异更新其位

置，有效改善算法易陷入局部极值的缺陷。
改进策略如下：

２．２．１　 Ｔｅｎｔ 混沌映射

ＡＯ 采用随机生成的方式对种群初始化，会导

致天鹰种群分布不均匀。 而混沌映射具有规律性，
遍历性等特点，因此本文采用混沌序列对天鹰的位

置进行初始化。 Ｔｅｎｔ 映射分布直方图如图 ４（ａ）所
示，可以看出 Ｔｅｎｔ 映射分布较为均匀，张娜等人［１０］

指出 Ｔｅｎｔ 混沌序列在迭代时存在陷入小周期点和

不稳定周期点的问题，因此在 Ｔｅｎｔ 混沌映射表达式

中加入了随机变量 ｒａｎｄ（０，１） × （１ ／ ＮＴ），改进后的

Ｔｅｎｔ 混沌序列分布图如图 ４（ｂ）所示，表达式（２４）
如下：

ｘｉ ＋１ ＝
２ｘｉ ＋ ｒａｎｄ（０，１） × １

ＮＴ
，０ ≤ ｘ ≤ １

２

２（１ － ｘｉ） ＋ ｒａｎｄ（０，１） × １
ＮＴ

， １
２

≤ ｘ ≤ １

ì

î

í

ï
ï

ï
ï

（２４）
经过贝努利变换后的表达式（２５）如下：

ｘｉ ＋１ ＝ （２ｘｉ）ｍｏｄ１ ＋ ｒａｎｄ（０，１） × １
ＮＴ

（２５）

　 　 其中， ＮＴ 表示混沌序列中粒子的数量，
ｒａｎｄ（０，１） 是［０，１］ 之间的随机数。

本文采用改进的 Ｔｅｎｔ 混沌映射来初始化种群，
使得初始种群的位置分布更均匀。 步骤如下：

（１）产生（０，１）之间的随机数 ｘ０，即 ｉ ＝ ０；
（２）根据式（２５）进行迭代计算， 产生一个 Ｘ 序

列，ｉ 自增 １；
（３）当 ｉ 到达最大迭代次数时，保存好 Ｘ 序列；
（４）将 Ｘ序列的元素按照式（２６） 映射到天鹰个

体上，得到 ｘｎｅｗ
ｉ ；
ｘｎｅｗ
ｉ ＝ ＬＢ ＋ （ＵＢ － ＬＢ）ｘｉ （２６）

　 　 其中， ＵＢ 和 ＬＢ 分别表示搜索空间的上下界。
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图 ４　 不同混沌序列分布直方图
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２．２．２　 自适应 ｔ 分布策略

ｔ 分布又称学生分布，其分布函数曲线形态由

参数自由度的值 ｎ 决定。 ｔ 分布、高斯分布和柯西分

布图如图 ５ 所示，当自由度 ｎ 越小，曲线的形态越平

坦；当自由度 ｎ ＝ １ 时，ｔ 分布为柯西分布，即 ｔ（ｎ ＝
１） → Ｃ（０，１）；当自由度 ｎ 越大时， 曲线形态表现越

高耸，曲线类似于标准正态分布曲线；当自由度 ｎ 无

限大时，ｔ 分布为高斯分布，即 ｔ（ｎ ＝¥） →Ｎ（０，１）。
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图 ５　 ｔ 分布、高斯分布和柯西分布函数分布图

Ｆｉｇ． ５ 　 ｔ ｄｉｓｔｒｉｂｕｔｉｏｎ， Ｇａｕｓｓｉａｎ ｄｉｓｔｒｉｂｕｔｉｏｎ ａｎｄ Ｃａｕｃｈｙ
ｄｉｓｔｒｉｂｕｔｉｏｎ ｆｕｎｃｔｉｏｎ

　 　 对天鹰位置利用自适应 ｔ 分布进行更新， ｘｔ
ｉ 表

示经过 ｔ 变异后的天鹰的位置。 式（２７）：
ｘｔ
ｉ ＝ ｘｉ ＋ ｘｉ∗ｔ ｋ( ) （２７）

　 　 其中， ｘｉ 为第 ｉ个鹰个体的位置，ｔ（ｋ） 表明选择

当前迭代次数为参数自由度的 ｔ 分布。
当前期迭代次数 ｋ 较小时，ｔ 分布类似柯西分布

变异，此时的 ｔ 分布算子取得较大值，位置变异的步

长较大，使得算法拥有较好的全局搜索能力；在迭代

中期，ｔ 分布由柯西分布变异向高斯分布变异转变，ｔ
分布算子取值相对折中，使得算法结合了两者的优

势，同时兼顾全局和局部搜索能力；当后期迭代次数

ｋ 较大时，ｔ 分布类似高斯分布变异，此时的 ｔ 分布算

子取得较小值，变异步长较小，使得算法拥有较好的

局部搜索能力，该策略有利于算法找到全局最佳点。
２．３　 ＩＡＯ 性能评估

为验证 ＩＡＯ 算法的性能，本文使用了 ＰＳＯ
（Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ）算法、ＧＷＯ（Ｇｒｅｙ Ｗｏｌｆ
Ｏｐｔｉｍｉｚｅｒ）算法、ＡＯ 算法和 ＩＡＯ 算法对测试函数进

行仿真实验，各算法参数设置见表 １。 每个算法的

种群规模为 ３０，最大迭代次数为 １ ０００。 测试函数

选取了多维单峰函数 Ｓｐｈｅｒｅ 和多维多峰函数

Ａｃｋｌｅｙ，函数维度为 ５０。 各算法独立运行 ２０ 次，得
到的测试函数优化曲线如图 ６ 和图 ７ 所示，适应度

值为测试函数值。

表 １　 参数设置表

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

算法 参数设置

ＰＳＯ 学习因子 ｃ１ ＝ ｃ２ ＝ １．５，初始权重 Ｗ ＝ ０．８

ＧＷＯ ａ 从 ２ 线性递减为 ０，ｒ１ 、 ｒ２ Î［０，１］

ＡＯ Ｕ ＝ ０．００５ ６５，ω ＝ ０．００５，ｓ ＝ ０．０１，β ＝ １．５，
α ＝ ０．１，δ ＝ ０．１，ｒ１ Î［０，２０］，ｕ、ｖ Î［０，１］
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图 ６　 Ｓｐｈｅｒｅ 函数优化曲线
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图 ７　 Ｇｒｉｅｗａｎｋ 函数优化曲线

Ｆｉｇ． ７　 Ｇｒｉｅｗａｎｋ ｆｕｎｃｔｉｏｎ ｏｐｔｉｍｉｚａｔｉｏｎ ｃｕｒｖｅ

　 　 从图 ６ 可以看出，单峰 Ｓｐｈｅｒｅ 函数在 ＰＳＯ、
ＧＷＯ 和 ＡＯ 在寻优的过程中早早就陷入局部极值

且无法自拔，导致算法收敛性能较弱。 而 ＩＡＯ 相比

其他算法不仅寻优精度高，而且具有更快的收敛速

度。 从图 ７ 可以看出，ＩＡＯ 在相同的迭代次数中其

多峰 Ｇｒｉｅｗａｎｋ 函数能够寻找到更优的值，而且在寻

优精度和收敛速度上 ＩＡＯ 总是优于其他算法，曲线

先出现拐点表明收敛速度快，适应度值越低表明寻

优精度越高。

３　 基于 ＩＡＯ－ＨＫＥＬＭ的空气质量指数预测

ＨＫＥＬＭ 模型的预测精度由混合核参数 σ， ｍ，
ｎ，λ 以及惩罚系数 Ｃ 决定，因此参数的优化尤为重
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要。 本文采用改进的天鹰优化器来对 ５ 个参数寻

优，从而达到最佳的预测效果。
（１）数据集划分。 将空气质量样本数据划分为

训练集与测试集，并作归一化处理。
（２）初始化参数。 设置参数 σ、ｍ、ｎ、λ和Ｃ的优

化区间 ＵＢ，ＬＢ， 以及 ＩＡＯ 算法的相关参数值，利用

式（２６） （２７）混沌映射初始化麻雀种群。

（３）选择适应度函数，将训练样本的预测值 ｙ^ｉ

和真实值 ｙｉ 的均方误差（ＭＳＥ） 作为天鹰个体的适

应度值，ｙ^ｉ 由式（１３）计算可得。
（４）计算天鹰个体的适应度值，根据适应度值确

定当前最佳 Ｘｂｅｓｔ（ｋ），更新 ＸＭ（ｋ），Ｇ１，Ｇ２，Ｌｅｖｙ（ｄ） 等。
（５）当 ｋ ≤ （２ ／ ３）∗Ｋ 时，且 ｒａｎｄ ≤ ０．５ 时， 利

用式（１１）更新天鹰个体的位置，否则根据式（１３）更
新天鹰个体的位置。

（６）当（２ ／ ３） ∗Ｋ≤ ｋ≤Ｋ时，且 ｒａｎｄ ≤０．５时，
利用式（１９）更新天鹰个体的位置，否则根据式（２０）
更新天鹰个体的位置。

（７）根据式（２７）对天鹰位置进行 ｔ 分布变异扰

动。
（８）计算每只天鹰进行 ｔ 分布后的适应度值，将

经过 ｔ 分布操作后的新解适应度值与原值进行比

较，更新全局最优信息。
（９）终止条件。 若已达到最大迭代次数 Ｋ 时，

则输出最优天鹰个体位置对应的参数（Ｃ，λ，ｑ，σ２），
并建立混合核 ＩＡＯ－ＨＫＥＬＭ 空气质量指数预测模

型。 否则返回步骤 ５。
（１０）利用建立好的混合核 ＩＡＯ－ＬＳＳＶＭ 模型进

行空气质量指数预测。
为比较各模型性能， 选用均方根误差（ＲＭＳＥ），

平均绝对误差百分比 （ＭＡＰＥ） 和平均绝对误差

（ＭＡＥ） 这 ３ 个指标作为模型的评价指标。 各指标

的计算公式分别如式（２８） ～ （３０） 所示。

ＲＭＳＥ ＝
∑

Ｓ

ｉ ＝ １
Ｙ^ｉ － Ｙｉ( ) ２

Ｓ
（２８）

ＭＡＰＥ ＝ １
Ｓ∑

Ｓ

ｉ ＝ １

Ｙ^ｉ － Ｙｉ

Ｙｉ
∗１００％ （２９）

ＭＡＥ ＝ １
Ｓ∑

Ｓ

ｉ ＝ １
Ｙ^ｉ － Ｙｉ （３０）

　 　 其中， Ｙ^ｉ 表示预测值； Ｙｉ 表示真实值；Ｓ 为测试

数据样本总数。

４　 案例分析

４．１　 数据来源

实 验 中 通 过 天 气 后 报 数 据 网 站

（ｈｔｔｐ： ／ ／ ｗｗｗ．ｔｉａｎｑｉｈｏｕｂａｏ． ｃｏｍ ／ ） 收集郑州市 ２０１７
年～２０１９ 年 ７５０ 组天气数据，部分数据见表 ２。 选

择其中 ６５０ 组数据作为训练样本，剩余 １００ 组数据

作为测试样本，其中 ＡＱＩ 为模型输出，ＮＯ２、Ｏ３、ＣＯ、
ＰＭ２．５、ＰＭ１０、ＳＯ２为模型输入。

表 ２　 部分实验数据

Ｔａｂ． ２　 Ｐａｒｔ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ

ＡＱＩ ＰＭ２．５ ＰＭ１０ ＳＯ２ ＮＯ２ ＣＯ Ｏ３

６８ ３２ ８４ ２７ ３９ ０．７４ ３７

８５ ６１ １０４ ２７ ５７ １．０３ ２７

１２５ ９４ １５１ ４３ ７８ １．２５ ２６

１２３ ９２ １４９ ４３ ９０ １．１２ ４８

１５３ １１６ １８８ ３３ ９１ １．５２ ２４

１４６ １１３ １１１ １９ ４７ １．２ ２２

６６ ４６ ７３ １６ ３９ ０．８７ ２７

１０６ ７９ １１５ ２４ ４９ １．２４ ２８

１５２ １１５ １６９ ３２ ７６ １．６６ ３２

１６５ １２５ １９０ ３６ ８７ １．７１ ３３

４．２　 模型参数确定

为了验证 ＩＡＯ－ＨＫＥＬＭ 模型的预测精度，选取

了 ＫＥＬＭ、ＨＫＥＬＭ、ＰＳＯ －ＨＫＥＬＭ、ＧＷＯ －ＨＫＥＬＭ、
ＡＯ－ＨＫＥＬＭ 和 ＩＡＯ－ＨＫＥＬＭ 模型，在相同的测试集

上比较模型的精度。 各优化算法参数设置与 ＩＡＯ
性能测试相同， 维度 ｄ ＝ ５，Ｋ ＝ １００。 ＫＥＬＭ 模型选

择单一高斯核函数，参数 σ ＝ １０，Ｃ ＝ １０；ＨＫＥＬＭ 模

型选用高斯核函数和多项式核函数结合的混合核函

数，参数 λ ＝ ０．５， σ ＝ １０，ｍ ＝ １，ｎ ＝ １，Ｃ ＝ １０；其余

模型中参数 λ ∈ ［０，１］； 剩余参数取值下界为［０．
０１，０．０１，０．０１，０．０１］，上界为［１００，１００，１００，１００］。
各优化算法优化 ＨＫＥＬＭ 得到的模型参数见表 ３ ，
各模型预测结果如图 ８ 所示。

表 ３　 ＨＫＥＬＭ 模型参数

Ｔａｂ． ３　 ＨＫＥＬＭ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

优化算法 参数 λ 参数 σ 参数 ｍ 参数 ｎ 参数 Ｃ

ＧＡ ０．００７ ５ ０．４６１ ０ ６５．５５１ １７．９１７ ０．０３０ ８
ＰＳＯ ０．１０５ ７ ５４．９０２ ５７．１１２ １５．０２８ ３６．３８９
ＧＷＯ ０．５１１ １ ７０．６１７ ５４．７６１ ４９．０４７ ８５．７２５
ＭＦＯ ０．９３１ ５ ７６．４４４ ８６．８８０ ７３．６４３ ８２．７９８
ＳＳＡ ０．６７６ ６ １５．１５５ ９６．０９０ ８５．１５０ ７９．２９６
ＩＳＳＡ ０．１３１ ９ ２５．１１６ ７９．９９８ ６９．５６３ ８５．２０３
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图 ８　 各模型的预测结果

Ｆｉｇ． ８　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌ

　 　 从图 ８ 可以看出，ＩＡＯ－ＨＫＥＬＭ 模型对于预测

样本的预测精度上优于其他模型。 各模型预测值与

真实值的误差见表 ４，选择 ３ 个评价指标中的均方

根误差 （ＲＭＳＥ） 来比较这几个模型的性能，其中采

用单一核函数的 ＫＥＬＭ 模型误差较大为４．２８１ ９，混
合核函数 ＨＫＥＬＭ 模型相比 ＫＥＬＭ 误差有所减少为

２．９６３ ７，但是相比采用优化算法优化后的模型，还
存在一定误差。 ＰＳＯ －ＨＫＥＬＭ、ＧＷＯ －ＨＫＥＬＭ 和

ＡＯ－ＨＫＥＬＭ模型的均方根误差分别为 ２． ９６３ ７、
２．６４０ ７和 ２．１４５ ６，而 ＩＳＳＡ－ＨＫＥＬＭ 模型的均方误

差为 １．７７１ ２，误差最小，说明 ＩＡＯ－ＨＫＥＬＭ 预测模

型对于空气质量指数预测取得了很好的效果，相比

其余几个常用模型，误差更小，精确度更高。
表 ４　 误差对比表

Ｔａｂ． ４　 Ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ

预测模型 ＲＭＳＥ ＭＡＰＥ ／ ％ ＭＡＥ

ＫＥＬＭ ４．２８１ ９ ４．６６０ ５ ３．３７７ ７

ＨＫＥＬＭ ２．９６３ ７ ３．３５５ ２ ２．２４９ ６

ＰＳＯ－ＨＫＥＬＭ ２．６４０ ７ ２．９３０ ０ １．８２３ ６

ＧＷＯ－ＨＫＥＬＭ ２．１４５ ６ ２．７１６ ２ １．７２２ ２

ＡＯ－ＨＫＥＬＭ １．７７１ ２ ２．２４４ ７ １．３３８ １

ＩＡＯ－ＨＫＥＬＭ １．６３８ ２ ２．１２５ ９ １．２１９ ５

５　 结束语

本文提出一种基于改进天鹰优化器优化混合核

极限学习机的空气质量指数预测模型。 通过引入改

进的混沌初始化策略和自适应 ｔ 分布策略对天鹰优

化器进行改进；结合径向基核函数和多项式核函数

构造具有更强泛化能力的混合核极限学习机模型，
最终得到了 ＩＡＯ－ＨＫＥＬＭ 预测模型。 同过与其他模

型进行实验对比，最终验证了该模型预测精准度更

高，稳定性更强，满足实际的应用。
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