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基于强化学习的车辆服务迁移方法

周　 率， 韩　 韧

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 近年来，随着中国对于车联网发展战略的落实，基础设施与车联应用服务规模不断增加，车联应用服务对于资源的需

求越来越高，现有车辆配备的有限计算资源已无法满足需求，需要将服务迁移到路侧单元，以提供充足的计算资源并降低服

务时延。 本文在车辆边缘计算场景下，提出了一种基于强化学习的车辆服务迁移方法，以降低服务的延迟与能耗。 首先为迁

移过程中可能产生的成本建模，并把服务迁移问题规约为马尔可夫决策问题，通过应用深度强化学习算法以降低迁移产生的

成本。 实验结果表明，提出的算法优于基线算法，在高速环境下具有相对较强的鲁棒性。
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０　 引　 言

随着《车联网（智能网联汽车）产业发展行动计

划》通知的下发，中国车联网发展的战略目标已基

本确定，“长三角三省一市统筹智能网联汽车产业

发展规划”的签署进一步加快了中国车联网的发

展。 ５Ｇ网络基础设施的不断完善以及国内外车联

应用的涌现，使得车辆对计算资源和服务延迟的要

求日益增加，现有车辆配备的计算资源已无法满足

车联应用的需求，这种日益迫切的要求需要将车联

应用服务迁移到具有更高计算能力的云端服务器

上，但是传统的云计算不能满足车联网下的低延迟

要求，因 此 需 要 考 虑 一 种 称 为 车 载 边 缘 计 算

（Ｖｅｈｉｃｕｌａｒ Ｅｄｇｅ Ｃｏｍｐｕｔｉｎｇ，ＶＥＣ）的计算范式。
在 ＶＥＣ中，车辆将服务迁移到靠近车辆的路侧

单元（Ｒｏａｄ Ｓｉｄｅ Ｕｎｉｔ，ＲＳＵ）上，可以享受 ＲＳＵ 带来

的低延迟、高带宽和充足的计算资源［１］。 然而，盲
目的迁移有时会影响服务性能，如：对于一个固定的

车辆，将服务迁移到最近的 ＲＳＵ在短期内可以带来

良好的服务性能，但是考虑到车辆的移动性，该种策

略可能会导致频繁迁移，进一步导致服务频繁中断，
因此一个最佳的服务迁移策略应该考虑车辆的移动

性。 服务迁移也伴随着各种成本，包括计算成本、迁
移成本和能源消耗，以全面评估迁移的效果。 考虑



到车辆的移动性，专注于短期的性能提升可能会导

致频繁迁移因而带来巨大的成本，需要考虑迁移带

来的长期累积回报，以权衡整体性能的提高。 即当

车辆远离 ＲＳＵ时，如果服务性能仍然处于可接受的

水平，一个最佳的迁移策略应该权衡服务迁移带来

的收益与开销。
为了提高服务迁移的性能表现，减少服务的延

迟与开销，文献［２］研究了最小化移动设备和边缘

服务器的总能量消耗，通过启发式算法产生了一个

接近最优的解决方案；文献［３］提出在卸载比例和

子载波分配时，必须考虑各种系统限制，包括延迟和

子载波资源限制，以减少移动设备的能耗，并从混合

整数规划（Ｍｉｘｅｄ Ｉｎｔｅｇｅｒ Ｐｒｏｇｒａｍｍｉｎｇ，ＭＩＰ）问题中

生成多对一匹配和线性编程的子问题，以解决子载

波分配问题；文献［４］研究了下行链路资源分配、卸
载决策和计算资源分配的联合优化，考虑了包括数

据传输和任务计算的总成本，并建模为混合整数线

性规划（ＭＩＬＰ）问题；文献［５］提出了李雅普诺夫优

化的卸载决策，可以减少平均响应时间，同时降低移

动设备的能耗；文献［６］评估了计算卸载的财务成

本，并建模为决策和资源联合优化的 ＭＩＬＰ 问题；文
献［７］以合作博弈理论为基础，通过终端设备和边

缘云的协同合作来优化系统的性能，并提出了一种

基于交易的计算卸载技术；文献［８］提出了 Ｆｏｌｌｏｗ－
Ｍｅ Ｃｈａｉｎ 算法来解决服务功能链的问题；文献［９］
研究了任务卸载，考虑了能耗和服务延迟的约束，并
使用了二元卸载决策；文献［１０］提出了一个基于强

化学习的离线无线接入网络分片解决方案和一个低

复杂度的启发式算法，以满足不同分片的通信资源

需求，使得资源利用率最大化；文献［１０］将迁移问

题建模为一维马尔科夫决策过程（Ｍａｒｋｏｖ Ｄｅｃｉｓｉｏｎ
Ｐｒｏｃｅｓｓ，ＭＤＰ），并考虑了服务器和设备之间的欧氏

距离；文献［１２］考虑了二维 ＭＤＰ 模型并提出了基

于深度强化学习的迁移方案，使得时延与能耗最小。
尽管现有的工作在服务迁移策略方面取得了很

大的进展，但仍需要进一步探索，包括迁移过程中成

本的建模以及车辆的移动性。 本文将车辆的服务迁

移过程建模为 ＭＤＰ，同时考虑了包括计算成本、迁
移成本和能耗的成本，此外，本文还使用行驶速度代

表示车辆的运动状态，并提出了一种基于强化学习

的迁移算法，该算法可以有效地解决传统 ＭＤＰ 中维

度过高的问题，并利用 Ａｃｔｏｒ－Ｃｒｉｔｉｃ网络和熵来确保

收敛性和可探索性。 最后，本文基于真实数据集进

行实验并对算法进行评估。

１　 系统模型建立

车辆行驶随机分布在城市区域的道路中，道路

配备了若干通信范围相等的 ＲＳＵ，并且每个 ＲＳＵ都

具有相同的计算能力。 用 Ｅ ＝ ｛ｅ１，ｅ２，…，ｅｉ｝ 表示所

有 ＲＳＵ的集合，用 Ｕ ＝ ｛ｕ１，ｕ２，…，ｕ ｊ｝表示所有车辆

的合集，每个车辆 ｕ∈ Ｕ 都有一个计算任务且可以

选择在本地计算或者通过无线网络迁移到 ＲＳＵ 上。
车辆移动时可以连接到任意一个路侧单元 ｅ ∈ Ｅ。
为了保证车辆采取迁移决策时的满意程度，本文用

迁移成本，计算成本，能源消耗等相关指标来衡量服

务迁移过程中产生的开支。
１．１　 通信模型

本文假定车辆通过 Ｖ２Ｘ 的蜂窝网络和毫米波

与 ＲＳＵ进行通讯。
１．１．１　 ５Ｇ蜂窝网络

根据香农公式，在假定被高斯白噪声干扰的信

道中，理论的最大信息传输速率为公式（１）：

Ｃ ＝ Ｂ ｌｏｇ２ １ ＋ Ｓ
Ｎ

æ

è
ç

ö

ø
÷ （１）

　 　 其中， Ｂ 是信道带宽； Ｓ 是信道内所传输信号的

平均功率； Ｎ 是信道内部的高斯噪声功率。
因此，车辆 ｕ 和路侧单元 ｅ 之间的数据传输率

可以表示为式（２）：

Ｃｃ
ｕ，ｅ ＝ Ｂｃ ｌｏｇ２ １ ＋

Ｈｕ，ｅ ｄｕ，ｅ ｜ ｈ ｜ ２

Ｎｃ
２

æ

è
ç

ö

ø
÷ （２）

　 　 其中， Ｂｃ 是信道带宽； Ｈｕ，ｅ 是车辆 ｕ 的车载通

信设备与其对应的路侧单元 ｅ 的传输功率； ｄｕ，ｅ 表

示车辆 ｕ 与路侧单元 ｅ 的距离； ｈ 表示瑞利衰落因

子； Ｎｃ 是高斯噪声功率。
１．１．２　 毫米波模式

ＮＲ－Ｖ２Ｘ 采用毫米波模式，本文假定每辆车辆

都配备有定向天线阵列，并且采用了定向波束形成

来增强毫米波信号的传播。 为了最大化提高毫米波

天线的指向性增益，本文假定对发射器和接收器进

行光束准直，因此可以将定向天线模式近似为理想

的水平面上的扇形模型［１３］，天线增益可以建模为式

（３）：

ｇｕ，ｅ η( ) ＝
ｇｍ， η ≤ η′

２

ｇｓ， η ＞ η′
２

ì

î

í

ï
ï

ï
ï

（３）

　 　 其中， η 为当前天线的角度与当天线增益达到

峰值时的角度之差，即天线转向方向的可容忍对准
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误差； η′是 射束宽度； ｇｍ 和 ｇｓ 分别是主瓣和旁瓣天

线的定向增益。
在上述条件下，本文将毫米波信道带宽表示为

式（４）：
Ｃｍ

ｕ，ｅ ＝ Ｂｍ ｌｏｇ２ １ ＋ ＳＩＮＲｕ，ｅ( ) （４）
　 　 其中， Ｂｍ 是毫米波信号带宽。

车辆天线与基站天线的信噪比为式（５） ［１４］：
ＳＩＮＲｕ，ｅ ＝ ｐｕ － Ｎｍ － １０ ｌｏｇ１０ Ｂｍ( ) ＋ ２ ｇｍ － １０α

ｌｏｇ１０ ｄｕ，ｅ( ) － ６９．６ － ρ （５）
其中， ｐｕ 是车辆 ｕ 配备的毫米波收发器的传输

功率； Ｎｍ 是噪声功率谱密度； ｄｕ，ｅ 表示车辆 ｕ 和路

侧单元 ｅ 间的曼哈顿距离； ρ ～ Ｎ ０，σ２( ) 是以分贝

为单位的阴影衰落模型；而 σ 为标准偏差。
１．１．３　 通信模型

车辆与 ＲＳＵ 的数据传输速率可以表示为式

（６）：
Ｃｕ，ｅ ＝ λｃ Ｃｃ

ｕ，ｅ ＋ λｍ Ｃｍ
ｕ，ｅｓ．ｔ． λｃ ＝ ０，１{ } ， λｍ ＝

０，１{ } ，λｃ ＋ λｍ ＝ １ （６）
其中， λｃ，λｍ 分别为代表是否使用 ５Ｇ 蜂窝网

络或 ＮＲ模式进行通讯的二元变量。
当 λｃ ＝ １时，假设车辆 ｕ 使用 ５Ｇ蜂窝网络作为

通讯方式， λｍ ＝ ０；反之当 λｃ ＝ ０时， λｍ ＝ １认为车

辆 ｕ 使用 ＮＲ模式作为通讯方式。
１．２　 迁移成本模型

本文使用了平台服务 （ ＰａａＳ） 范式，并采用

Ｄｏｃｋｅｒ技术，该技术具有增强应用程序可移植性的

机制，可以让应用程序无环境差异地部署在各个地

方，因此本文将服务迁移成本建模为 Ｄｏｃｋｅｒ 服务镜

像迁移成本。 假定每个车辆都包含计算任务，且任

务定义为一个二元组： Ｔｕ ＝ ｐｕ，Ｓｕ{ } ，其中 ｐｕ 是完成

任务 Ｔｕ 所需的计算资源， Ｓｕ 代表车辆 ｕ 执行的服务

镜像大小。
本文采用了部分迁移而非二元迁移，并假定车

辆 ｕ 卸载到远程路侧单元 ｅ 的服务比例为 ωｖｅｃ
ｕ，ｅ， 表

示为式（７）：
ωｌｏｃ

ｕ ＝ １ － ωｖｅｃ
ｕ，ｅ （７）

　 　 其中， ωｖｅｃ
ｕ，ｅ 表示车辆 ｕ 卸在本地执行的服务比

例。
据服务镜像大小，可以得出在路侧单元 ｅ 执行

的服务的镜像大小，式（８）：
Ｓｖｅｃ
ｕ，ｅ ＝ ωｌｏｃ

ｕ × Ｓｕ （８）
　 　 因此迁移成本如式（９）：

Ｇｍｉｇ
ｕ，ｅ ＝

Ｓｖｅｃ
ｕ，ｅ

Ｃｕ，ｅ

＝
ωｌｏｃ

ｕ × Ｓｕ

λｃ Ｃｃ
ｕ，ｅ ＋ λｍ Ｃｍ

ｕ，ｅ

（９）

　 　 其中，λｃ ＝ ０，１{ } ，λｍ ＝ ０，１{ } ，λｃ ＋ λｍ ＝ １
１．３　 计算成本模型

１．３．１　 本地车载计算

当车辆 ｕ 在本地计算时，计算开销的时间取决

于其可用资源。 本文假设 ｆｌｏｃｕ 是车辆 ｕ 的车载计算

资源，则本地计算时间 ｔｌｏｃｕ 的计算公式（１０）：

ｔｌｏｃｕ ＝
ｐｕ

ｆｌｏｃｕ
（１０）

１．３．２　 远程 ＶＥＣ计算

当本地计算资源紧张或者计算负载过高时，可
以将服务卸载到远程路侧单元上进行计算。 在许多

包括道路检测和智能制动在内的应用中，因为其镜

像的大小远大于从路侧单元传输回来的数据大小，
所以本文假定路侧单元返回的计算结果的接收时间

忽略不计，则车辆 ｕ 的远程计算时间 ｔｖｅｃｕ 表示为公式

（１１）：

ｔｖｅｃｕ ＝
ｐｕ

ｆｖｅｃｕ
（１１）

　 　 其中， ｆｖｅｃｕ 表示路侧单元分配给车辆 ｕ 的计算资

源， ｐｕ 是完成任务 Ｔｕ 所需的计算资源。
本文假定车辆 ｕ 卸载到远程路侧单元 ｅ 的服务

比例为 ωｖｅｃ
ｕ，ｅ， 车辆 ｕ 卸载本地执行的服务比例为

ωｌｏｃ
ｕ ，因此计算成本可以表示为式（１２）：

Ｇｃｏｍｐ
ｕ，ｅ ＝ ωｌｏｃ

ｕ

ｐｕ

ｆｌｏｃｕ
＋ ωｖｅｃ

ｕ，ｅ

ｐｕ

ｆｖｅｃｕ
（１２）

１．４　 能耗模型

当本地计算资源紧张或者计算负载过高时，可
以将服务卸载到路侧单元上。 在这种情况下，传输

能耗可以由公式（１３）计算：

Ｐｖｅｃ
ｕ，ｅ ＝ ϑｅ ×

Ｓｖｅｃ
ｕ，ｅ

Ｃｕ，ｅ
（１３）

　 　 其中， ϑｅ 表示车辆 ｕ 在卸载时的平均传输功

率； Ｓｖｅｃ
ｕ，ｅ 是服务镜像的大小； Ｃｕ，ｅ 是车辆 ｕ 可访问的

数据传输速率。

２　 基于强化学习的车辆服务迁移

２．１　 马尔可夫决策问题

服务迁移策略应该考虑若干成本，在服务迁移

过程中对于成本的优化可以采用 ＭＤＰ 进行解

决［１１］。 ＭＤＰ 由四元组构成 ＜ Ａ，Ｓ，Ｒ，Ｐ ＞ ， 其中 Ａ
代表智能体的所有行动， Ｓ 是智能体可以感知的环

境状态， Ｐ 是在时隙 ｔ 状态下的行动将导致下一个

时隙 ｔ ＋ １的状态的概率， Ｒ 是一个实数，代表奖励
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或惩罚［１５］。
２．１．１　 动作空间

本文将时隙 ｔ 的行动 αｔ ∈ Ａ 定义为 αｔ ＝
｛ωｖｅｃ

ｕ，ｅ ｔ( ) ，Ｗ ｔ( ) ｝，ωｖｅｃ
ｕ，ｅ ｔ( ) 表示时隙 ｔ 中车辆 ｕ 的服

务迁移给路侧单元的比例， Ｗ ｔ( ) ＝ ｛ － １，０，１，２，…，
Ｉ｝ 表示时隙 ｔ 中车辆 ｕ 迁移的目标路侧单元，若
Ｗ ｔ( ) ＝ － １ 则表示时隙 ｔ 中车辆 ｕ 不进行迁移，若
Ｗ ｔ( ) ≥０表示时隙 ｔ 中车辆 ｕ 将服务迁移到序号为

Ｗ ｔ( ) 的路侧单元。
２．１．２　 奖励函数

由于强化学习的根本目标在于提升智能体的长

期累积回报，因此合理的奖励函数能够提升训练速度

与性能表现。 长期累积回报的定义如式（１４）：

Ｇ ｔ( ) ＝∑
¥

ｔ ＝ ０
γｔｒ ｔ( ) ，０ ≤ γ ＜ １ （１４）

　 　 其中， ｒ ｓｔ( ) 是时隙 ｔ 中获得的奖励值， γ 表示

折扣率，用于计算未来奖励值的现值。
本文的奖励函数设计如式（１５） ：

ｒ ｔ( ) ＝ ΔＧｍｉｇ ｔ( ) ＋ ΔＧｃｏｍｐ ｔ( ) ＋ ΔＰ ｔ( ) （１５）
　 　 其中， ΔＧｍｉｇ ｔ( ) 、ΔＧｃｏｍｐ ｔ( ) 和 ΔＰ ｔ( ) 分别表示

时隙 ｔ 迁移成本、计算成本和能耗的下降百分比。
以 ΔＰ ｔ( ) 为例，如式（１６）定义：

ΔＰ ｔ( ) ＝ Ｐ ｔ － １( ) － Ｐ ｔ( )

Ｐ ｔ － １( )
（１６）

２．２　 算法描述

本文采用基于 Ｓｏｆｔ Ａｃｔｏｒ－Ｃｒｉｔｉｃ 的强化学习算

法，该算法考虑了预期收益和熵之间的最大化效益，
因此最优迁移策略定义为式（１７）：

π∗ ＝ ａｒｇ ｍａｘ
π
∑

ｔ
E ｓｔ，ａｔ( ) ～ ρπ γ

ｔ ｒ ｓｔ，ａｔ( ) ＋[

αＨ π ·∣ｓｔ( )( ) ] （１７）
其中， ａｔ 代表智能体在时隙 ｔ 采取的行动； ｓｔ 代

表智能体在时隙 ｔ 的状态； γ 表示奖励值折扣率；温
度参数 α 决定了熵值的相对重要性； Ｈ（π（·∣ｓｔ））
代表熵。

Ｖ 值表示当前环境状态下开始，未来能获得奖

励的期望值，用于表现当前环境状态的好坏程度；Ｑ
值表示在选取某个行动后，未来能获得奖励的期望

值，该值衡量的是当前选取的行动的好坏程度。 Ｖ
值和 Ｑ 值之间的关系如图 １所示。
　 　 根据贝尔曼方程， Ｖ 值和 Ｑ 值可以表示为式

（１８） 和式（１９）：

Ｖ ｓｔ( ) ＝ E
τ ～π
∑

¥

ｔ ＝０
γｔ ｒ ｓｔ，ａｔ( ) ＋ αＨ π·∣ｓｔ( )( )( )[ ] （１８）

Ｑ ｓｔ，ａｔ( ) ＝ E
τ ～π
∑

¥

ｔ ＝ ０
γｔｒ ｓｔ，ａｔ( ) ＋ α∑

¥

ｔ ＝ ０
γｔＨ π·∣ｓｔ( )( )[ ]

（１９）
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图 １　 Ｑ 值与 Ｖ 值关系图

Ｆｉｇ． １　 Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ Ｑ ｖａｌｕｅ ａｎｄ Ｖ ｖａｌｕｅ

２．２．１　 Ｃｒｉｔｉｃ网络更新

传统强化学习中，由于维度过高会引发训练困

难的问题［１６］，因此引入神经网络进行近似，本文提

出的算法网络由一个 Ａｃｔｏｒ 网络和两个 Ｃｒｉｔｉｃ、目标

Ｃｒｉｔｉｃ网络构成。 Ｃｒｉｔｉｃ网络的损失函数可以表示为

式（２０）：
ＪＱ θｋ( ) ＝ E（ ｓｔ，ａｔ） ～ Ｄ Ｑθｋ ｓｔ，ａｔ( ) － ｙ( ) ２[ ] （２０）
其中， θｋ 为 Ｃｒｉｔｉｃ 网络参数； Ｄ 表示重放缓冲

区， 可 以 通 过 Ｄ ← Ｄ ∪ ｓｔ，ａｔ，ｒｔ，ｓｔ ＋１( ) 更 新；
Ｑθｋ ｓｔ，ａｔ( ) 是时隙 ｔ 的状态行动价值； ｙ 表示目标网

络的 Ｑ 值，可以表示为式（２１）：
　 ｙ ＝ ｒ ｓｔ，ａｔ( ) ＋ γＶ ｓｔ ＋１( ) ＝ ｒ ｓｔ，ａｔ( ) ＋

γ ｍｉｎ
ｋ ＝ １，２

Ｑ θ
－
ｋ
ｓｔ ＋１，ａｔ ＋１( ) －(

αｌｏｇ π ａｔ ＋１ ∣ｓｔ ＋１( ) ) （２１）
其中， ｍｉｎ

ｋ ＝ １，２
Ｑ θ

－
ｋ
ｓｔ ＋１，ａｔ ＋１( ) 表示取两个目标网络

输出的最小值，能够有效防止过高估计。
根据式（２０）和式（２１），Ｃｒｉｔｉｃ 网络的更新公式

为式（２２）：

Ñθｋ

１
Ｄ ∑

（ ｓｔ，ａｔ，ｒ（ ｓｔ，ａｔ），ｓｔ＋１） ～ Ｄ
（Ｑθｋ（ ｓｔ，ａｔ） － ｙ） ２ （２２）

　 　 并根据式（２３）更新目标 Ｃｒｉｔｉｃ网络：

θｋ

－
＝ λ θｋ

－
－ １ － λ( ) θｋ （２３）

　 　 其中， θｋ 为目标 Ｃｒｉｔｉｃ网络的参数， λ 为网络的

更新比例。
２．２．２　 Ａｃｔｏｒ网络更新

Ａｃｔｏｒ网络的损失函数通过式（２４）计算：
Ｊπ ϕ( ) ＝ Eｓｔ ～ Ｄ，∈ｔ ～ Ｎ αｌｏｇ πϕ ｆϕ εｔ；ｓｔ( ) ｜ ｓｔ( ) －[

Ｑθ ｓｔ，ｆϕ εｔ；ｓｔ( )( ) ] （２４）
其中， ｆϕ εｔ；ｓｔ( ) 采用了重参数化技巧，式（２５）：
ａｔ ＝ ｆϕ εｔ；ｓｔ( ) ＝ ｆ μ

ϕ ｓｔ( ) ＋ εｔ☉ ｆ σ
ϕ ｓｔ( ) （２５）

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３卷　



其中， ｆ μ
ϕ 和 ｆσϕ 分别为均值和方差， ε ～ Ｎ（ε） 是

正态分布下的噪声参数。
策略参数可以通过式（２６）更新：

ｍａｘ
ϕ

Eｓｔ ～Ｄ，εｔ ～Ｎ ｍｉｎｋ ＝ １，２
Ｑθｋ ｓｔ，ａｔ

 ( ) － αｌｏｇ π ａｔ
 ∣ｓｔ( )( )[ ]

（２６）

其中， ａｔ
 是从策略 π ·∣ｓｔ( ) 中采样得到的，因

此可以将其微分。
车辆服务迁移算法见表 １。

表 １　 车辆服务迁移算法

Ｔａｂ． １　 Ｖｅｈｉｃｕｌａｒ ｓｅｒｖｉｃｅ ｍｉｇｒａｔｉｏｎ ａｌｇｏｒｉｔｈｍ

算法 １　 车辆服务迁移算法

输入　 初始策略参数 ϕ，Ｑ 函数网络参数θｋ，目标网络参数θｋ
－
，ｋ ＝ １，２

输出　 模型权重

１　 初始化重放缓冲区 Ｄ
２　 ｆｏｒ 每次迭代 ｄｏ
３　 　 ｆｏｒ ｔ ＝ １， 最大时间步 ｄｏ
４　 　 　 观察环境状态 ｓｔ，根据策略选定动作 ａｔ，观察执行后的环境状态 ｓｔ＋１
５　 　 　 根据公式（１５）计算奖励值 ｒ ｓｔ，ａｔ( )

６　 　 　 更新重放缓冲区 Ｄ ＝ ｓｔ，ａｔ，ｒ ｓｔ，ａｔ( ) ，ｓｔ＋１( )

７　 　 结束 ｆｏｒ 循环

８　 　 ｆｏｒ 每次更新 ｄｏ
９　 　 　 从重放缓冲区 Ｄ 中采样 ｓｔ，ａｔ，ｒ ｓｔ，ａｔ( ) ，ｓｔ＋１( ) ～ Ｄ

１０　 　 　 根据公式（２０）计算 ｙ，并根据公式（２２）更新 θｋ

１１　 　 　 根据公式（２３）更新 θｋ
－

１２　 　 　 根据公式（２６）和梯度 Ñθ
１
Ｄ ∑ｓ∈Ｄ

ｍｉｎ
ｋ ＝ １，２

Ｑθｋ
ｓｔ，ａｔ ( ) － αｌｏｇ π ａｔ ∣ｓｔ( )( )( ) 更新 ϕ

１３　 　 结束 ｆｏｒ 循环

１４　 结束 ｆｏｒ 循环

３　 实验

３．１　 数据集介绍

为了评估所提出的算法在真实场景中的性能，
本文采用微软亚洲研究院在 ２００７年 ４ 月至 ２０１２ 年

８月期间在 Ｇｅｏｌｉｆｅ项目中收集的 ＧＰＳ 轨迹数据集，
该数据集由一连串带有经度、纬度和高度的时间戳

的点，包含的轨迹总距离为 １ ２９２ ９５１ ｋｍ，总时间为

５０ １７６ ｈ。 同时本文使用阿里巴巴集群数据来模拟

真实场景中 ＲＳＵ的负载，该数据集中包含每台机器

的资源使用情况、容器的元信息和事件信息以及每

个容器的资源使用情况。
３．２　 实验环境

本文的仿真实验硬件平台配置：Ｉｎｔｅｌ ｉ５－１２５００，
３２ ＧＢ ＤＤＲ４内存和 ＮＶＩＤＩＡ ＧＴＸ ３０６０；软件平台基

于 Ｐｙｔｈｏｎ３．７．９，ＯｐｅｎＡＩ－ｇｙｍ 和 Ｍａｎｊａｒｏ。 本文将通

信范围设定为 ２００ ｍ，实验参数设定见表 ２。

表 ２　 实验参数设置

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔ ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇ

参数 值

重放缓冲区大小 １０ ０００

优化器 Ａｄａｍ

学习率 ｛０．１，０．０１，０．００５，０．００１｝

Ｍｉｎｉｂａｔｃｈ ｓｉｚｅ １２８

折扣率 ０．９８５

最大迭代次数 ６０ ０００

车辆数量 ２０

车辆平均速度 ［１０－６０］ ｋｍ ／ ｈ

ＲＳＵ计算能力 １６ ＧＨｚ

３．２．１　 算法收敛性

本文首先研究学习率对提出算法的影响，将学

习率设置为：０．１、０．０１、０．０３、０．００１，采用在不同迭代

次数的平均服务时延作为评价指标，平均服务时延

越小，算法的表现也就越好。 学习率对算法收敛性
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影响的实验结果如图 ２所示，当学习率为 ０．００５ 时，
在经过 ９ ５００次迭代后收敛到最优值并能保持稳定

状态；当学习率为 ０．００１时，在经过 １５ ０００次迭代后

收敛；当学习率为 ０．１、０．０１ 时，曲线变得极不稳定，
而且很难收敛到稳定状态。 因此，研究得出学习率

对于算法的稳定程度具有较高影响，这是由于学习

率决定了模型权重更新的速度和幅度，对模型的收

敛性具有重要影响。 过高的学习率会导致模型在训

练过程中无法收敛并出现不稳定的训练行为，使得

模型的性能反而变得更差；相反，如果学习率过低，
模型的权重更新会变得缓慢。
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图 ２　 不同学习率对算法收敛性的影响

Ｆｉｇ． ２　 Ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ ｏｎ ｃｏｎｖｅｒｇｅｎｃｅ

３．２．２　 不同算法的服务时延对比

为了进一步验证算法的可靠性，将本文采用的

算法与就近迁移（Ａｌｗａｙｓ Ｍｉｇｒａｔｅ Ｃｌｏｓｅｌｙ，ＡＭＣ）、随
机迁移（Ｒａｎｄｏｍ）和深度 Ｑ 学习（Ｄｅｅｐ Ｑ－Ｌｅａｒｎｉｎｇ，
ＤＱＮ）算法进行对比，以验证不同移动性下算法的

稳定性及其表现。 算法的学习率设定为 ０．００５，实验

结果如图 ３所示。 随着平均车辆移动速度的增加，
各算法的平均服务延迟都在上升，这是由于车辆行

驶速度越快，离开 ＲＳＵ 通信范围的间隔也就越小，
服务迁移的触发频率随之上升。 本文和 ＤＱＮ 算法

的平均服务延迟都处于较低的水准，同时其增长速

率也较为缓慢。 ＡＭＣ 算法虽然每次都选择就近的

ＲＳＵ，但是迁移服务时带来的额外开支并不能弥补

其服务延迟。 与 ＤＱＮ算法相比，本文提出的算法在

移动速度为 ２０ ｋｍ ／ ｈ时有 ８．６％的优势，当移动速度

达到 ６０ ｋｍ ／ ｈ时有 １５．３％的优势，这是由于本文提

出的算法具有较高的探索率，相比 ＤＱＮ算法可以探

索更多的迁移决策，从而使得平均服务时延上升速

度较为缓慢。

３．２．３　 不同算法的能耗对比

对比各算法在不同车辆移动速度下的平均能耗，
实验结果如图 ４所示，随着平均车辆移动速度的增加，
各算法的能耗同步上升，其中 ＡＭＣ算法的上升速率最

快，这是由于车辆移动速度的上升导致车辆更快的离

开 ＲＳＵ通信范围，进而频繁触发迁移行动，ＡＭＣ算法

的能耗因此远远高于其他算法。 而 Ｒａｎｄｏｍ算法在远

离ＲＳＵ后并没有完全决定迁移，因此相比ＡＭＣ算法其

能耗仍有一定优势。 基于强化学习的 ＤＱＮ和本文算

法具有较大的优势，这是因为奖励函数中能耗带来的

奖励值使得算法对于迁移决策较为慎重，频繁地触发

服务迁移并不总是最优策略。 与 ＤＱＮ相比，本文提出

的算法在 ６０ ｋｍ／ ｈ移动状态下有 １４．４％的优势，这是由

于该算法在训练过程中充分探索了可能的策略，因而

与 ＤＱＮ相比能使用更优的策略以降低能耗水平。
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图 ３　 不同车辆移动速度下的平均服务延迟
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图 ４　 不同车辆移动速度下的平均能耗
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４　 结束语

针对中国目前重点发展方向之一的车联网，本
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