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基于社会学习粒子群的大规模多目标优化算法

刘能现

（福州大学 研究生院， 福州 ３５０１１６）

摘　 要： 现实世界中存在大量多目标优化问题，其中大规模多目标优化问题是目前研究的热点，然而现有多目标进化算法缺

少有效进化算子来处理大规模优化问题。 因此，本文提出了一种基于社会学习粒子群的大规模多目标优化算法（Ａ ｌａｒｇｅ－
ｓｃａｌｅ ｍｕｌｔｉ－ｏｂｊｅｃｔｉｖｅ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ａ ｓｏｃｉａｌ ｌｅａｒｎｉｎｇ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ， ＬＭＯＳＬＰＳＯ）。 ＬＭＯＳＬＰＳＯ 首先

采用转换的密度估计策略求解每个粒子的适应值；然后基于社会学习粒子群思想，设计了一种有效的粒子进化的方法；最后

执行多目标优化算法 ＲＶＥＡ（ａ ｒｅｆｅｒｅｎｃｅ ｖｅｃｔｏｒ ｇｕｉｄｅｄ ｅｖｏｌｕｔｉｏｎａｒｙ ａｌｇｏｒｉｔｈｍ）的环境选择操作来选择下一代个体。 其中，转换

的密度估计策略有利于平衡算法种群收敛性和多样性，新设计的粒子进化的方法有利于提高算法的搜索能力。 在 ９ 个标准的

大规模优化测试问题上，与多个近期提出的多目标优化算法进行对比。 实验结果表明，该文所提出的 ＬＭＯＳＬＰＳＯ 算法具有

较好的收敛性及分布多样性。
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０　 引　 言

多目标优化问题 （Ｍｕｌｔｉ － Ｏｊｅｃｔｉｖｅ Ｏｐｔｉｍｉｚａｔｉｏｎ
Ｐｒｏｂｌｅｍｓ，ＭＯＰｓ）广泛存在于工程实践和科学研究

中。 如：社区检测［１］、云工作流调度［２］ 和车辆路径

问题［３］等。 多目标优化问题通常含有 ２ 个及以上的

目标，且这些目标之间相互冲突。 过去的几十年，关

于多目标优化问题的研究取得了很大发展，研究人

员提出了大量的多目标进化算法（Ｍｕｌｔｉ －Ｏｂｊｅｃｔｉｖｅ
Ｅｖｏｌｕｔｉｏｎａｒｙ Ａｌｇｏｒｉｔｈｍｓ， ＭＯＥＡｓ），这些算法大致可

以分为 Ｐａｒｅｔｏ 支配多目标算法（如 ＮＳＧＡ－ＩＩ），基于

分解的多目标算法（如 ＭＯＥＡ ／ Ｄ），基于指标的多目

标算法（如 ＩＢＥＡ），及其它不属于前 ３ 类的算法（如
ＭＯＥＡ ／ ＤＤ）等等。 近年来，大多数关于多目标进化



算法的研究主要集中在高维多目标优化问题上，而
对于决策变量较多的多目标优化问题关注较少。 然

而，现实世界中很多多目标优化问题可能有数百甚

至数千个决策变量，这类问题被称为大规模多目标

优化问题（Ｌａｒｇｅ－Ｓｃａｌｅ ＭＯＰ， ＬＳＭＯＰ） ［４］。
通常，大规模 ＭＯＰ 比决策变量少的 ＭＯＰ 更难

解决，其主要原因是 ＭＯＰ 的搜索空间与决策变量的

数量呈指数关系，即维度灾难问题，使得大多数现有

多目标进化算法无法有效地探索搜索空间，并可能

会过早地收敛到局部最优值或收敛到太大的区

域［５］。 尽管大规模单目标优化问题多年来一直是

热门研究课题，但大规模多目标优化的研究仍处于

早期阶段。 一般来说，现有的求解大规模多目标问

题的进化算法可以大致分为 ３ 类［６］：
（１）基于决策变量分组算法

该类算法在求解大规模优化问题时使用分治策

略，将决策变量随机或启发式地分成几组，然后交替

优化每组决策变量。 该策略已广泛用于解决大规模

的单目标优化问题，但大规模的多目标优化问题包

含多个相互冲突的目标，决策变量之间的相互关系

更加复杂，在决策变量分组与优化时，应考虑总体的

收敛性和多样性。 现有 ＭＯＥＡ 中的决策变量分组

技术主要包括随机分组、差分分组和变量分析。 如：
ＣＣＧＤＥ３［７］算法使用随机分组策略，将决策变量随

机划分为大小相同的分组。 虽然该算法在一些优化

问题上取得了较满意的优化结果，但由于没有考虑

变量之间的相互关系，在处理具有复杂变量关系的

大规模多目标优化问题时效果较差。 Ｍａ 等人［８］ 提

出了一种基于决策变量分析的大规模多目标优化算

法 ＭＯＥＡ ／ ＤＶＡ。 该算法根据收敛性和多样性把决

策变量分成位置相关变量、距离相关变量和混合变

量，在解决某些大规模多目标优化问题时具有较好

的效果，但需要大量的适应度评估进行变量分析。
Ｚｈａｎｇ 等人［９］进一步扩展了 ＭＯＥＡ ／ ＤＶＡ 算法，提出

了 ＬＭＥＡ 算法。 该算法根据角度，把决策变量分为

收敛性相关决策变量和多样性相关决策变量。
（２）基于决策空间缩减算法

该类算法用降维的思想，将父代的决策向量维

数缩短并用于生成后代，然后将缩短的后代向量恢

复到原始决策空间进行函数评估。 因此，该类算法

只需要找到一个短向量的最优值，而不是在高维决

策空间中搜索。 目前降维的技术主要包括问题转

换、问题重构、随机嵌入、主成分分析等。 如：Ｚｉｌｌｅ
等人［１０］提出了一种加权优化框架（ＷＯＦ），该框架

对原优化问题通过变量分组和加权实施转换。 其主

要思想是采用分组策略将决策变量划分成几组， 每

组变量关联一个权重， 即在同一组内的变量具有相

同的权重， 从而将大规模决策变量的优化转化为对

维度较低权重向量的优化， 实现对原搜索空间的降

维，但该方法在重构解时较依赖于分组策略。 Ｈｅ 等

人［１１］提出采用问题重构优化框架 ＬＳＭＯＦ，其核心

思想是通过问题重构直接跟踪 Ｐａｒｅｔｏ 最优解。 基于

ＬＳＭＯＦ 的思想，Ｑｉｎ 等人［１２］提出了一种大规模多目

标优化方法 ＬＭＯＥＡ－ＤＳ，该方法在搜索方向上直接

生成解。
（３）基于新搜索策略算法

该类算法通过设计新颖搜索策略直接在原搜索

空间生成后代，来求解大规模多目标优化问题。 这类

算法只需设计相对简单的操作就能在不同的大规模

多目标优化问题取得较好的性能。 新的搜索策略主

要包括新的生成后代的操作算子、概率模型等。 如：
Ｔｉａｎ 等人［４］提出一种基于竞争学习粒子群的大规模

多目标优化算法 ＬＭＯＣＳＯ。 在该算法中，作者提出一

种考虑速度和加速度的新策略。 其中，失败粒子向获

胜粒子学习，使失败粒子能更有效地向更好的位置移

动。 Ｃｈｅｎｇ 等人［１３］提出了一种基于概率模型的大规

模多目标优化算法 ＩＭ－ＭＯＥＡ，该算法通过构建基于

高斯过程的逆模型，将解从目标空间映射到决策空

间，并使用逆模型对目标空间进行采样来生成后代。
尽管现有的大规模多目标优化算法都有良好的

性能，但每一类算法也有其自身的不足。 如基于决

策变量分组的方法，在求解复杂景观的多目标优化

问题会遇到困难。 具体来说，基于决策变量分组的

ＭＯＥＡ，可能会将两个相互关联的变量分到不同的

组，因此在分别优化这两个变量时，算法很可能陷入

局部最优。 对于基于决策变量分析的 ＭＯＥＡ，虽然

能够检测变量间的相互关系，但该操作需要大量的

函数评估。 基于决策空间缩减的算法，可以快速找

到大规模多目标优化问题的一些局部最优解，但即

使消耗更多的函数评估，其也可能无法找到全局最

优解，这是因为转换后的问题很可能会丢失原始大

规模多目标优化问题的全局最优解［６］。 基于新搜

索策略的算法一般需要较多函数评估次数才能获得

问题解［１２］，但新搜索策略一般独立于选择策略，其
可以比较容易地嵌入到许多 ＭＯＥＡ 中，以提高其在

处理大规模多目标优化问题上的性能。
受基于竞争机制粒子群的大规模多目标优化算

法的启发，本文基于社会学习的粒子群算法，提出了
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一种 处 理 大 规 模 多 目 标 优 化 问 题 的 算 法

ＬＭＯＳＬＰＳＯ。 通过实验对比发现，该算法比其它几

个大规模多目标进化算法有更好的性能表现。

１　 相关概念

１．１　 多目标优化问题

不失一般性，求最小值问题的多目标优化问题

可描述如下：
ｍｉｎ Ｆ（ｘ） ＝ （ ｆ１（ｘ），ｆ２（ｘ），…，ｆｍ（ｘ））
ｓ．ｔ． ｇｐ（ｘ） ≤ ０ （ｐ ＝ １，２，．．．，ｋ）

ｈｑ（ｘ） ＝ ０ （ｑ ＝ １，２，…，ｌ）
（１）

其中， ｘ ＝ （ｘ１，ｘ２，…，ｘＤ） 表示决策空间的 Ｄ 维

向量； ｍ 为目标个数； ｆｉ（ｘ）； ｉ ＝ １，２，…，ｍ 是 ｍ 维

目标空间中的目标函数； ｇｐ 和 ｈｑ 分别表示 ｋ 个不等

式约束和 ｌ 个等式约束。
给定两个可行解 ｘａ 和 ｘｂ，ｘａ 支配 ｘｂ， 当且仅当

对于 ∀ｉ ， ｆｉ（ｘａ） ≤ ｆｉ（ｘｂ） 和 ∃ｊ，ｆ ｊ（ｘａ） ＜ ｆ ｊ（ｘｂ），ｉ，
ｊ ∈ ｛１，２，…，ｍ｝ 。 如果没有其他解支配 ｘ∗， 那么

ｘ∗ 称为帕累托最优解。 所有的帕累托最优解构成

帕累托最优解集（Ｐａｒｅｔｏ ｏｐｔｉｍａｌ Ｓｅｔ，ＰＳ），其目标值

构成帕累托前沿（Ｐａｒｅｔｏ Ｆｒｏｎｔ，ＰＦ）。
带 ２ 个最小化目标的优化问题如图 １ 所示。 其

中， ｘ３ 支配 ｘ１ 和 ｘ２，ｘ１ 和 ｘ２ 之间互不支配，蓝色曲

线上的点为帕累托最优解，蓝色曲线为帕累托前沿。

f2

x2

x1

x3

f1

图 １　 带 ２ 个最小化目标的优化问题

Ｆｉｇ． １　 Ｏｐｔｉｍｉｚａｔｉｏｎ ｐｒｏｂｌｅｍｓ ｗｉｔｈ ｔｗｏ ｍｉｎｉｍｉｚａｔｉｏｎ ｏｂｊｅｃｔｉｖｅｓ

１．２　 基于社会学习的粒子群算法

为求解单目标优化问题， Ｋｅｎｎｅｄｙ 等于 １９９５ 年

提出粒子群优化算法（ＰＳＯ），该算法在求解决策变

量规模较小的问题时有较好的效果。 但是，随着问

题规模的增大，ＰＳＯ 算法在搜索过程中较难平衡算

法收敛性以及种群多样性，而且粒子在算法搜索的

后期容易早熟收敛，陷入局部极值。 为此，Ｃｈｅｎｇ 等

人［１４］在 ２０１５ 年提出了一种改进的粒子群算法来求

解大规模单目标优化问题，并将其称为基于社会学

习的粒子群算法（ＳＬＰＳＯ）。
在 ＳＬＰＳＯ 算法中，首先按适应值大小对种群中

的粒子进行排序，然后种群中除最优粒子外的其它

粒子以一定的概率向其它较好的粒子及种群的平均

位置学习。 具体学习方式由公式（２）、（３）定义。

　
ｖｉ，ｊ（ｇ ＋ １） ＝ ｒ１，ｊ（ｇ） × ｖｉ，ｊ（ｇ） ＋ ｒ２，ｊ（ｇ） ×

Ｉｉ，ｊ（ｇ） ＋ ｒ３，ｊ（ｇ） × ε × Ｃ ｉ，ｊ（ｇ）
（２）

ｘｉ，ｊ（ｇ ＋ １） ＝ ｘｉ，ｊ（ｇ） ＋ ｖｉ，ｊ（ｇ ＋ １） （３）
其中：

Ｉｉ，ｊ（ｇ） ＝ ｘｋ，ｊ（ｇ） － ｘｉ，ｊ（ｇ） （４）

Ｃ ｉ，ｊ（ｇ） ＝ ｘ
－

ｊ（ｇ） － ｘｉ，ｊ（ｇ） （５）
式中： ｖ、ｘ 和 ｇ 分别表示粒子的速度、位置和进化代

数， ｒ１， ｊ、ｒ２， ｊ 和 ｒ３， ｊ 均为区间 ［０，１］ 内的随机数， ｊ ＝

１，２，…，Ｄ，ε ＝ β × Ｄ
Ｍ

为社会影响因子，用来调节算

法的多样性和收敛性，其中 β ＝ ０．０１，Ｍ ＝ １００，ｋ 表示

粒子 ｉ 在 ｊ 维上学习粒子（示范粒子）， ｋ 选择过程如

图 ２ 所示， ｘ－ ｊ（ｇ） ＝
∑
ｐｓ

ｉ ＝ １
ｘｉ，ｊ（ｇ）

ｐｓ
为当前种群在第 ｊ维上

的平均值， ｐｓ 为种群大小。

排序后种群差 好

种群根据适应值大小排序

排序前种群

示范粒子
图 ２　 种群排序和选择示范粒子 ｋ

Ｆｉｇ． ２　 Ｐｏｐｕｌａｔｉｏｎ ｓｏｒｔｉｎｇ ａｎｄ ｓｅｌｅｃｔｉｏｎ ｏｆ ｄｅｍｏｎｓｔｒａｔｉｏｎ ｐａｒｔｉｃｌｅ ｋ

２　 基于社会学习粒子群的大规模多目标算法

２．１　 算法框架

ＬＭＯＳＬＰＳＯ 算法采用了一个简洁的框架，如算

法 １ 所示。 算法首先执行初始化操作，然后进行迭

代进化循环操作，最后输出最终非支配解。 其主循

环主要包括基于社会学习的粒子群进化和环境选择

操作两部分。 其中社会学习粒子群进化用来提高收

敛性，环境选择操作用来维持多样性。 值得说明的

是，ＬＭＯＳＬＰＳＯ 在进化过程中使用了与经典多目标

优 化 算 法 ＲＶＥＡ［１５］ 相 同 的 环 境 选 择 策 略。
ＬＭＯＳＬＰＳＯ 算法的框架如图 ３ 所示。

１２第 ６ 期 刘能现： 基于社会学习粒子群的大规模多目标优化算法



环境选择

后代个体

下一代个体

变异操作社会学习

结束？

种群
排序

父代个体

好

初始化

最终解

差
排序后个体

否
是

图 ３　 ＬＭＯＳＬＰＳＯ 算法的框架图

Ｆｉｇ． ３　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｏｆ ＬＭＯＳＬＰＳＯ ａｌｇｏｒｉｔｈｍ

　 　 算法 １　 ＬＭＯＳＬＰＳＯ 框架

初始化：种群大小 ｐｓ， 问题维数 Ｄ， 最大函数评

估次数 ＦＥＳｍａｘ，函数评估次数 ＦＥＳ，随机初始化种

群 Ｐ；
ｗｈｉｌｅ （ＦＥＳ ＜ ＦＥＳｍａｘ） ｄｏ
Ｐ′ ←基于社会学习的粒子群进化 （Ｐ）；
Ｐ ←环境选择 （Ｐ，Ｐ′）；
ｅｎｄ
输出　 Ｐ 中的所有非支配个体

２．２　 基于社会学习的粒子群进化

基于社会学习的粒子群进化主要包括粒子的适

应值计算、种群 Ｐ 的排序及学习概率设置、粒子的

速度和位置更新，以及所有粒子的多项式变异操作

等。 基于社会学习的粒子群进化操作的伪代码如算

法 ２ 所示。
　 　 算法 ２　 基于社会学习的粒子群进化 （Ｐ）

输入　 当前种群 Ｐ；
Ｐ′ ← ∅；

　 　 利用公式（６）计算种群 Ｐ 中每个粒子的适应

值；
对种群 Ｐ 按适应值从大到小（好到差）进行排

序；
按公式（７）计算种群 Ｐ 中每个粒子学习概率；
ｆｏｒ 除最优粒子外的每个粒子 ｘｉ ｉｎ Ｐ ｄｏ
ｉｆ （ ｌｐｉ ＞ ｒａｎｄ） ｔｈｅｎ　 ／ ／学习率大于随机数

｛ｋ，ｌ｝ ← 从［１，ｉ］ 中随机选择两个粒子；
使用公式（８）更新粒子速度 ｖｉ；
使用公式（３）更新粒子位置 ｘｉ；
ｅｎｄ ｉｆ
ｅｎｄ ｆｏｒ
对所有粒子执行变异操作并放入后代种群 Ｐ′
输出　 后代种群 Ｐ′

首先，进行粒子的适应值计算，与单目标优化问

题不同，因多目标优化问题含有多个目标且各个目

标之间相互冲突，无法采用单个目标值直接进行粒

子优劣的比较，为此需要一个能够评价粒子优劣的

方法。 本文采用转换的密度估计策略（Ｓｈｉｆｔ－ｂａｓｅｄ
Ｄｅｎｓｉｔｙ Ｅｓｔｉｍａｔｉｏｎ，ＳＤＥ） ［１６］ 来求解每个粒子的适应

值。 ＳＤＥ 策略能够从多样性和收敛性两个方面进行

粒子的质量评价，并已被多个 ＭＯＥＡｓ 所采用［４］。
因此，在 ＬＭＯＳＬＰＳＯ 算法中，本文也采用了基于

ＳＤＥ 的策略来评估种群中每个个体的收敛性和多样

性。 具体来说，用最小的基于 ＳＤＥ 的距离公式

（６） ［１６］来定义粒子 ｘ 的适应值。

Ｆｉｔｎｅｓｓ（ｘ） ＝ ｍｉｎ
ｑ∈Ｐ ＼｛ｘ｝

∑
ｍ

ｉ ＝ １
（ｍａｘ｛０，ｆｉ（ｑ） － ｆｉ（ｘ）｝）２

（６）
按社会学习粒子群的思想，对种群 Ｐ 中的粒子

按适应值从大到小进行排序，并按公式（７）计算每

个粒子的学习率 ｌｐｉ， 即为粒子排序值 ｉ 除以种群数

ｐｓ， 表示越差的粒子越有机会向好的粒子学习。
ｌｐｉ ＝ ｉ ／ ｐｓ （７）

　 　 接着对每个粒子按学习概率进行速度更新和位

置更新。 具体来说，随机产生 ０ 到 １ 之间随机数

ｒａｎｄ， 当学习率大于随机数 ｒａｎｄ 时，从种群中随机

选择比粒子 ｉ 具有更好适应值的两个粒子 ｋ、ｌ， 并按

公式（８）更新粒子速度和按公式（３）更新粒子位置。
本文的速度更新公式（８）与公式（２）不同，由于在多

目标优化中，使用相同的种群平均位置引导种群会

使种群失去多样性，因此本文利用了两个适应值较

好的粒子来引导种群进化。
　 ｖｉ（ｇ ＋ １） ＝ ｒ１（ｇ） × ｖｉ（ｇ） ＋ ｒ２（ｇ） × （ｘｋ（ｇ） －

ｘｉ（ｇ）） ＋ ｒ３（ｇ） × （ｘｌ（ｇ） － ｘｉ（ｇ）） （８）
最后，为进一步提高 ＬＭＯＳＬＰＳＯ 算法性能，避
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免算法陷入局部极值，对种群中的每个粒子执行多

项式变异操作［１７］。 在基于社会学习的粒子群进化

结束后返回到算法 １，执行多目标环境选择操作。

３　 实验结果与分析

３．１　 对比算法及测试函数

为验证 ＬＭＯＳＬＰＳＯ 算法的效果，将其算法与多

个经典的多目标算法进行对比。 其中包括：ＬＭＥＡ［９］、
ＩＭ－ＭＯＥＡ［１３］、ＭＭＯＰＳＯ［１８］和 ＬＭＯＣＳＯ［４］。

实验采用大规模多目标测试集［１９］ 作为测试问

题，即 ＬＳＭＯＰ１－ＬＳＭＯＰ９。 ＬＳＭＯＰ 测试集是在大规

模单目标问题基础上设计的，该测试集的问题具有

较好的可扩展性和普遍性。 在这 ９ 个 ＬＳＭＯＰ 问题

中，在 Ｐａｒｅｔｏ 集上存在线性变量连接（如 ＬＳＭＯＰ１－
ＬＳＭＯＰ４） 和 非 线 性 变 量 连 接 （ 如 ＬＳＭＯＰ５ －
ＬＳＭＯＰ）， 以 及 线 性 Ｐａｒｅｔｏ 前 沿 （ 如 ＬＳＭＯＰ１ －
ＬＳＭＯＰ４）、凹 Ｐａｒｅｔｏ 前沿（如 ＬＳＭＯＰ５－ＬＳＭＯＰ８），
和非连续 Ｐａｒｅｔｏ 前沿 （如 ＬＳＭＯＰ９）。
３．２　 评价指标

为了比较不同算法的性能， 本文采用反转世代

距离（Ｉｎｖｅｒｔｅｄ Ｇｅｎｅｒａｔｉｏｎａｌ Ｄｉｓｔａｎｃｅ， ＩＧＤ） 作为性能

指标，来评价不同算法的实验结果。 假设目标空间

中最优 Ｐａｒｅｔｏ 前沿面上均匀分布的点集合为 Ｐ∗，
算法所求得的非支配解集为 Ｐ， 则 ＩＧＤ 的计算公式

定义为

ＩＧＤ（Ｐ，Ｐ∗） ＝
∑
ｘ∈Ｐ∗

ｍｉｎｙ∈Ｐｄｉｓｔ（ｘ，ｙ）

Ｐ∗ （９）

其中， ｄｉｓｔ（ｘ，ｙ） 表示点 ｘ 到点 ｙ 之间的欧氏距

离。 因此，反转世代距离 ＩＧＤ 是从最优前沿面 Ｐ∗

中的每个点到支配解集 Ｐ 的平均最小距离，其测量

的是支配解集 Ｐ 的收敛性和均匀性。 ＩＧＤ 值越小，
说明对应算法的综合性能越好。 同时，采用显著性

水平为 ０．０５ 的威尔科克森符号秩检验对不同对比

算法进行比较。
３．３　 实验设置

本文实验采用 Ｔｉａｎ 等人［２０］提出的 ＰｌａｔＥＭＯ 平台，
所有算法采用 Ｍａｔｌａｂ 语言编程。 实验所用的电脑配

置：中央处理器采用 Ｉｎｔｅｒ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ５－４５９０ ＣＰＵ
＠３．３０ ＧＨＺ，内存 ８．００ ＧＢ，操作系统 Ｗｉｎｄｏｗｓ ７。

相关算法的参数参考文献［４］设置，所有对比

算法种群大小设置相同；对于 ２ 个目标的问题种群

大小设置为 ３００，３ 个目标的问题种群大小设置为

４９６。 对于 ＬＳＭＯＰ１ ～ ＬＳＭＯＰ９ 问题，每个变量组的

子分量数量 ｎｋ 设置为 ５，目标数 Ｍ 设置为 ２ 和 ３，决
策变量维数 Ｄ 的大小从 １００ 到 ５００ 不等。 最大函数

评估次数作为所有对比算法的终止条件，设置为

１５ ０００ ×Ｄ。
３．４　 实验结果

不同算法在 ２ 维多目标问题 ＬＳＭＯＰ１－ ＬＳＭＯＰ９
函数上 ＩＧＤ 值的平均值和标准差详见表 １，最好的

ＩＧＤ值用蓝色粗体字体标出。 从表 １ 中可见， 本文提

出的 ＬＭＯＳＬＰＳＯ 算法对比其他 ４ 种方法获得了更好

的优化结果。 所提出的 ＬＭＯＳＬＰＳＯ 算法在 ２７ 个测试

问题中获得了 １７ 个最优平均 ＩＧＤ 值。 对比算法

ＬＭＥＡ、ＩＭＭＯＥＡ、ＭＭＯＰＳＯ 和 ＬＭＯＣＳＯ 分别在 ０、５、１
和 ４ 个测试问题上获得了最优平均 ＩＧＤ 值。 具体来

说，与 ＬＭＥＡ 相比，本文提出的 ＬＭＯＳＬＰＳＯ 算法在 ２７
个测试问题中的 ２２（５）个测试问题上表现更好（相
似）。 与 ＩＭＭＯＥＡ 相比，ＬＭＯＳＬＰＳＯ 算法在 ２７ 个测

试问题中的 １７（４）个测试问题上表现更好（相似）。
与 ＭＭＯＰＳＯ 相比，ＬＭＯＳＬＰＳＯ 算法在 ２７ 个测试问题

中的 ２１ （１） 个测试问题上表现更好 （相似）。 与

ＬＭＯＣＳＯ 相比，ＬＭＯＳＬＰＳＯ 算法在 ２７ 个测试问题中

的 １９ （ ３ ） 个 测 试 问 题 上 表 现 更 好 （ 相 似 ）。
ＬＭＯＳＬＰＳＯ 算法具有更好的性能主要是因为其使用

了基于社会学习的粒子群进化操作。
表 ２ 给出了所有对比多目标算法在 ３ 维多目标

问题 ＬＳＭＯＰ１～ＬＳＭＯＰ９ 函数上的 ＩＧＤ 值的平均值

和标准差，最好的 ＩＧＤ 值用蓝色字体标出。 从表 ２
中我 们 同 样 可 以 清 楚 地 看 出， 本 文 提 出 的

ＬＭＯＳＬＰＳＯ 算法比 ４ 种对比方法获得了更好的优化

结果。 所提出的 ＬＭＯＳＬＰＳＯ 算法在 ２７ 个测试问题

中的 １３ 个上获得了最优平均 ＩＧＤ 值，对比算法

ＬＭＥＡ、ＩＭＭＯＥＡ、ＭＭＯＰＳＯ 和 ＬＭＯＣＳＯ 分别在 ０、４、
１ 和 ９ 个测试问题上获得了最优平均 ＩＧＤ 值。 具体

来说，与 ＬＭＥＡ 相比，本文提出的 ＬＭＯＳＬＰＳＯ 算法

在 ２７ 个测试问题中的 ２５（１）个测试问题上表现更

好（相似）。 与 ＩＭＭＯＥＡ 相比，ＬＭＯＳＬＰＳＯ 算法在

２７ 个测试问题中的 ２１（３）个测试问题上表现更好

（相似）。 与 ＭＭＯＰＳＯ 相比， ＬＭＯＳＬＰＳＯ 算法在 ２７
个测试问题中的 ２２（５）个测试问题上表现更好（相
似）。 与 ＬＭＯＣＳＯ 相比， ＬＭＯＳＬＰＳＯ 算法在 ２７ 个测

试问题中的 １１ （ １０） 个测试问题上表现更好 （相

似）。 在 ３ 维多目标问题中， 对比算法 ＬＭＥＡ、
ＩＭＭＯＥＡ 和 ＭＭＯＰＳＯ 的对比性能有所下降，对比算

法 ＬＭＯＣＳＯ 的对比性能有所提高，但 ＬＭＯＣＳＯ 的性

能还是比本文提出的 ＬＭＯＳＬＰＳＯ 算法的性能差。

３２第 ６ 期 刘能现： 基于社会学习粒子群的大规模多目标优化算法



表 １　 不同算法在 ２ 维 ＬＳＭＯＰ１－ＬＳＭＯＰ９ 上得到 ＩＧＤ 的平均值和标准差比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｍｅａｎ ａｎｄ ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｏｆ ＩＧＤ ｏｂｔａｉｎｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ２－ｄｉｍｅｎｓｉｏｎａｌ ｌｓｍｏｐ１－ｌｓｍｏｐ９

问题 维数 ＬＭＥＡ ＩＭＭＯＥＡ ＭＭＯＰＳＯ ＬＭＯＣＳＯ ＬＭＯＳＬＰＳＯ

ＬＳＭＯＰ１ １００ １．８８５ １ｅ－１
（２．３８ｅ－１） －

５．６７４ ３ｅ－３
（２．８３ｅ－３） －

１．６２３ ０ｅ－２
（７．２７ｅ－３） －

１．２０５ ０ｅ－３
（３．４５ｅ－６） －

１．１８９ ０ｅ－３
（１．７９ｅ－６）

ＬＳＭＯＰ１ ２００ １．７７９ ０ｅ－１
（２．５７ｅ－１） －

６．６１２ ７ｅ－３
（４．２８ｅ－４） －

５．４６２ ７ｅ－３
（３．７０ｅ－３） －

１．２０１ ９ｅ－３
（８．２０ｅ－６） －

１．１８９ １ｅ－３
（１．０３ｅ－６）

ＬＳＭＯＰ１ ５００ １．１３５ ４ｅ－１
（１．５３ｅ－１） －

１．１５６ ５ｅ－２
（２．３８ｅ－４） －

８．３５７ ６ｅ－３
（１．５９ｅ－３） －

１．１９８ ３ｅ－３
（２．２０ｅ－６） －

１．１９０ ３ｅ－３
（８．１９ｅ－７）

ＬＳＭＯＰ２ １００ １．４４８ ６ｅ－１
（５．０９ｅ－２） －

８．８１６ １ｅ－３
（３．６６ｅ－４） －

３．０３０ ０ｅ－２
（１．４１ｅ－２） －

５．７８７ ５ｅ－３
（４．５７ｅ－３） －

５．４６２ ５ｅ－３
（１．４２ｅ－３）

ＬＳＭＯＰ２ ２００ １．０１０ ４ｅ－１
（３．４９ｅ－２） －

７．７６２ ３ｅ－３
（２．１５ｅ－４） －

３．３７９ ４ｅ－２
（１．６２ｅ－２） －

１．４１７ ０ｅ－２
（１．４８ｅ－２） －

２．９０４ ８ｅ－３
（１．２４ｅ－３）

ＬＳＭＯＰ２ ５００ ５．７２０ １ｅ－２
（８．１２ｅ－３） －

６．７８２ ３ｅ－３
（１．３８ｅ－４） －

３．５７１ １ｅ－２
（９．９４ｅ－４） －

１．４６５ ６ｅ－２
（７．３６ｅ－３） －

３．４８６ ８ｅ－３
（３．１９ｅ－３）

ＬＳＭＯＰ３ １００ ３．３６９ ４ｅ＋０
（３．７０ｅ＋０）

５．２７９ ４ｅ－１
（３．７０ｅ－２）

１．７９４ ４ｅ＋０
（８．３２ｅ－１） －

６．２９３ ９ｅ－１
（１．１６ｅ－１） －

４．３２４ ０ｅ－１
（２．４６ｅ－１）

ＬＳＭＯＰ３ ２００ ３．３７６ ３ｅ＋０
（４．５５ｅ＋０）

５．１７９ ７ｅ－１
（２．９９ｅ－２）

２．４８３ ７ｅ＋０
（１．０２ｅ＋０）

７．０１６ ６ｅ－１
（２．１８ｅ－２） －

４．７１６ ３ｅ－１
（２．０１ｅ－１）

ＬＳＭＯＰ３ ５００ ３．４１９ ６ｅ＋０
（５．３４ｅ＋０） －

５．１３４ ９ｅ－１
（２．１１ｅ－２）＋

１．９２２ １ｅ＋０
（３．６８ｅ－１） －

７．０７１ ０ｅ－１
（４．００ｅ－５） －

６．０７９ ５ｅ－１
（１．４５ｅ－１）

ＬＳＭＯＰ４ １００ １．１８３ ０ｅ－１
（４．３９ｅ－２） －

１．２８０ １ｅ－２
（７．９８ｅ－４） －

３．３１３ ５ｅ－２
（２．４５ｅ－３） －

８．１１４ ５ｅ－３
（２．７１ｅ－３） －

２．０５６ ０ｅ－３
（６．６７ｅ－４）

ＬＳＭＯＰ４ ２００ ６．３７４ １ｅ－２
（２．４２ｅ－２） －

８．４８３ ２ｅ－３
（３．１１ｅ－４） －

２．７９１ ８ｅ－２
（７．４３ｅ－３） －

２．３４８ ３ｅ－３
（１．１３ｅ－３） －

１．４２４ ２ｅ－３
（１．２５ｅ－４）

ＬＳＭＯＰ４ ５００ ３．７９８ １ｅ－２
（１．２４ｅ－２） －

６．９３９ ２ｅ－３
（１．９９ｅ－４） －

２．７４１ ０ｅ－２
（４．２３ｅ－３） －

１．３１６ ７ｅ－３
（３．２２ｅ－５） －

１．２６５ ７ｅ－３
（３．２６ｅ－５）

ＬＳＭＯＰ５ １００ ３．９４１ ０ｅ－１
（２．５３ｅ－１） －

４．９４７ ５ｅ－２
（２．２５ｅ－２） －

３．７７４ ４ｅ－３
（８．１２ｅ－４） －

３．６９０ ６ｅ－１
（１．０１ｅ－１） －

１．３３８ ９ｅ－３
（６．８８ｅ－６）

ＬＳＭＯＰ５ ２００ ４．５９８ ９ｅ－１
（２．３９ｅ－１） －

３．６３６ ０ｅ－２
（１．５２ｅ－２） －

４．５１２ １ｅ－３
（１．４０ｅ－３） －

１．６０５ ４ｅ－１
（１．７３ｅ－１） －

１．３４３ ９ｅ－３
（５．１４ｅ－６）

ＬＳＭＯＰ５ ５００ ３．５８０ ２ｅ－１
（１．５９ｅ－１） －

２．６８８ ７ｅ－２
（１．５４ｅ－２） －

５．２７４ １ｅ－３
（１．４５ｅ－３） －

１．４３０ ５ｅ－３
（２．１１ｅ－５） －

１．３５９ ８ｅ－３
（９．９３ｅ－６）

ＬＳＭＯＰ６ １００ ８．２０１ ８ｅ－１
（１．９０ｅ－１） －

３．６０７ ８ｅ－１
（７．２２ｅ－２）

４．３９５ ４ｅ－１
（３．７２ｅ－２） ＋

７．１７２ ３ｅ－１
（９．６９ｅ－２）

７．４２１ ９ｅ－１
（２．６７ｅ－５）

ＬＳＭＯＰ６ ２００ ６．８７５ ２ｅ－１
（１．７３ｅ－１） ＝

３．４９６ ５ｅ－１
（８．６４ｅ－２） ＋

３．９７１ ９ｅ－１
（３．７０ｅ－２） ＋

２．８７２ １ｅ－１
（３．２９ｅ－２） ＋

６．９７８ ９ｅ－１
（１．３５ｅ－１）

ＬＳＭＯＰ６ ５００ ６．１２１ ９ｅ－１
（１．７９ｅ－１） ＝

２．７３２ ９ｅ－１
（７．１８ｅ－２） ＋

３．２１５ ５ｅ－１
（４．１６ｅ－２） ＋

５．５５３ ４ｅ－１
（１．４１ｅ－１） ＋

７．０２５ ７ｅ－１
（１．０４ｅ－１）

ＬＳＭＯＰ７ １００ １．６１９ １ｅ＋０
（１．２９ｅ＋０） －

８．２９４ ２ｅ－１
（１．６５ｅ－１） ＋

１．５９６ ９ｅ＋０
（５．７５ｅ－１） －

１．２７０ ５ｅ＋０
（２．４２ｅ－１） －

１．０４８ ６ｅ＋０
（３．３８ｅ－１）

４２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



续表 １

问题 维数 ＬＭＥＡ ＩＭＭＯＥＡ ＭＭＯＰＳＯ ＬＭＯＣＳＯ ＬＭＯＳＬＰＳＯ

ＬＳＭＯＰ７ ２００ １．２８１ ０ｅ＋０
（２．８２ｅ－１） ＝

１．１２８ １ｅ＋０
（２．４７ｅ－１） ＝

２．０９５ ７ｅ＋０
（７．２２ｅ－１） －

１．２０１ ９ｅ＋０
（４．０３ｅ－１） ＝

１．２８４ ３ｅ＋０
（４．５８ｅ－１）

ＬＳＭＯＰ７ ５００ １．３８６ ６ｅ＋０
（３．３２ｅ－１） －

１．３２４ １ｅ＋０
（２．４９ｅ－１） －

１．３６５ ０ｅ＋０
（３．８８ｅ－１） －

７．３１９ ０ｅ－１
（５．００ｅ－１） ＝

９．２２５ ７ｅ－１
（６．２５ｅ－１）

ＬＳＭＯＰ８ １００ ８．８０８ ７ｅ－２
（２．９６ｅ－２） －

２．２４９ ２ｅ－２
（３．１７ｅ－３） －

４．２１５ ６ｅ－２
（７．３２ｅ－３） －

３．４７０ ３ｅ－１
（２．１２ｅ－３） －

６．０７３ ４ｅ－３
（３．２１ｅ－３）

ＬＳＭＯＰ８ ２００ ６．１８６ ３ｅ－２
（８．５３ｅ－３） －

２．８５９ ６ｅ－２
（４．３９ｅ－３） －

４．７３３ ３ｅ－２
（３．２６ｅ－３） －

１．５３０ ７ｅ－１
（１．７１ｅ－１） －

５．９１３ ２ｅ－３
（２．８３ｅ－３）

ＬＳＭＯＰ８ ５００ ４．１８８ ５ｅ－２
（５．８０ｅ－３） －

２．３５２ ２ｅ－２
（３．２４ｅ－３） －

２．６６３ ６ｅ－２
（１．４４ｅ－３） －

２．２９８ ６ｅ－３
（８．２１ｅ－４） －

１．８５１ １ｅ－３
（３．７０ｅ－４）

ＬＳＭＯＰ９ １００ ６．８５２ ６ｅ－１
（３．４７ｅ－１） ＝

６．１３１ １ｅ－１
（２．８６ｅ－１） ＋

４．７２０ ７ｅ－２
（４．８４ｅ－２） ＋

７．５９４ ０ｅ－２
（１．０３ｅ－１） ＋

６．１４４ ７ｅ－１
（３．１０ｅ－１）

ＬＳＭＯＰ９ ２００ ６．４８２ ９ｅ－１
（２．６０ｅ－１） ＝

５．６９４ ５ｅ－１
（３．５６ｅ－１） ＝

３．０２２ ６ｅ－１
（４．３３ｅ－２） ＋

６．２８３ ６ｅ－２
（１．３１ｅ－１） ＋

５．８０４ ０ｅ－１
（２．８６ｅ－１）

ＬＳＭＯＰ９ ５００ ５．７９７ ７ｅ－１
（２．０９ｅ－１） －

４．７８７ ０ｅ－１
（２．９９ｅ－１） －

２．０４１ ９ｅ－１
（４．１２ｅ－３） ＝

２．５０２ ７ｅ－３
（２．１７ｅ－５） ＝

２．１５７ ４ｅ－１
（２．８５ｅ－１）

＋ ／ － ／ ＝ ０ ／ ２２ ／ ５ ６ ／ １７ ／ ４ ５ ／ ２１ ／ １ ５ ／ １９ ／ ３ － ／ － ／ －

　 　 注：“－”、“ ＝”和“＋”分别表示所提出的 ＬＭＯＳＬＰＳＯ 算法比对比算法“较好”、“相似”和“较差”。
表 ２　 不同算法在 ３ 维 ＬＳＭＯＰ１～ ＬＳＭＯＰ９ 上得到的 ＩＧＤ 平均值和标准差比较

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＩＧＤ ｍｅａｎ ａｎｄ ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｏｂｔａｉｎｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ３－ｄ ｌｓｍｏｐ１～ ｌｓｍｏｐ９

问题 维数 ＬＭＥＡ ＩＭＭＯＥＡ ＭＭＯＰＳＯ ＬＭＯＣＳＯ ＬＭＯＳＬＰＳＯ

ＬＳＭＯＰ１ １００ ６．６０６ ２ｅ－２
（６．３４ｅ－２） －

１．０７３ ７ｅ－１
（５．５５ｅ－３） －

１．１５２ ３ｅ－１
（１．３５ｅ－２） －

１．７８１ ８ｅ－２
（３．２８ｅ－４） ＝

１．７６９ ２ｅ－２
（１．３９ｅ－４）

ＬＳＭＯＰ１ ２００ ９．９４８ ８ｅ－２
（１．０７ｅ－１） －

１．３７１ １ｅ－１
（７．９７ｅ－３） －

１．２９３ ８ｅ－１
（１．０５ｅ－２） －

１．８３１ ２ｅ－２
（４．９１ｅ－４） －

１．７６９ ５ｅ－２
（２．４２ｅ－４）

ＬＳＭＯＰ１ ５００ ６．６２８ ７ｅ－２
（５．４４ｅ－２） －

１．６２３ １ｅ－１
（１．１８ｅ－２） －

１．６７９ ９ｅ－１
（９．２７ｅ－３） －

１．８８２ １ｅ－２
（６．０１ｅ－４） －

１．７９０ ７ｅ－２
（２．６８ｅ－４）

ＬＳＭＯＰ２ １００ ７．７５４ ７ｅ－２
（４．７８ｅ－２） －

９．７４０ ２ｅ－２
（２．６０ｅ－３） －

１．５３０ ２ｅ－１
（４．７３ｅ－３） －

３．６５９ ９ｅ－２
（１．２８ｅ－３） ＋

３．８４１ ６ｅ－２
（１．３７ｅ－３）

ＬＳＭＯＰ２ ２００ ９．３４７ ０ｅ－２
（６．６３ｅ－２） －

７．９５１ ６ｅ－２
（１．８６ｅ－３） －

１．０７４ ２ｅ－１
（３．００ｅ－３） －

３．３７４ ７ｅ－２
（１．０６ｅ－３） ＝

３．４２１ １ｅ－２
（２．１３ｅ－３）

ＬＳＭＯＰ２ ５００ ８．４１０ ０ｅ－２
（９．５６ｅ－２） －

４．９８８ ０ｅ－２
（９．１６ｅ－４） －

５．７０５ ９ｅ－２
（１．０９ｅ－３） －

２．４２０ ３ｅ－２
（１．３２ｅ－３） －

２．２８４ ０ｅ－２
（１．０７ｅ－３）

ＬＳＭＯＰ３ １００ ８．５１１ １ｅ－１
（８．７８ｅ－２） －

４．７７４ ５ｅ－１
（２．０７ｅ－２） －

４．６１８ ４ｅ－１
（１．４１ｅ－１） －

３．３１６ ２ｅ－１
（３．４２ｅ－２） －

３．１２３ ８ｅ－１
（３．３４ｅ－２）

ＬＳＭＯＰ３ ２００ ８．７７２ ９ｅ－１
（９．３５ｅ－２） －

５．３５２ ５ｅ－１
（２．４１ｅ－２） －

３．３４７ ８ｅ－１
（９．３３ｅ－２） ＝

３．９８９ １ｅ－１
（２．９３ｅ－２） －

３．７７４ ２ｅ－１
（３．７２ｅ－２）

ＬＳＭＯＰ３ ５００ ８．７１３ ０ｅ－１
（６．２３ｅ－２） －

６．１６７ ３ｅ－１
（４．４２ｅ－２） －

５．３１６ ７ｅ－１
（６．５９ｅ－２） －

６．１１６ ９ｅ－１
（１．９０ｅ－１） －

４．０４７ ０ｅ－１
（２．６４ｅ－２）

ＬＳＭＯＰ４ １００ １．５８９ ５ｅ－１
（６．７５ｅ－２） －

１．７３９ ４ｅ－１
（１．２１ｅ－２） －

１．３３１ ３ｅ－１
（１．１６ｅ－２） －

４．３３４ ０ｅ－２
（１．０６ｅ－２） ＝

３．９７５ ７ｅ－２
（４．７０ｅ－３）
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续表 ２

问题 维数 ＬＭＥＡ ＩＭＭＯＥＡ ＭＭＯＰＳＯ ＬＭＯＣＳＯ ＬＭＯＳＬＰＳＯ

ＬＳＭＯＰ４ ２００ ９．３６６ ２ｅ－２
（３．５５ｅ－２） －

１．３９６ ３ｅ－１
（７．４８ｅ－３） －

１．５５９ ２ｅ－１
（１．８８ｅ－２） －

３．８９５ ５ｅ－２
（５．３２ｅ－３） ＝

３．８０８ ４ｅ－２
（４．９６ｅ－３）

ＬＳＭＯＰ４ ５００ ６．２９５ ７ｅ－２
（５．２５ｅ－２） －

９．１６８ ６ｅ－２
（２．７１ｅ－３） －

１．６３９ ２ｅ－１
（５．７８ｅ－３） －

３．７２４ ２ｅ－２
（６．８８ｅ－３） －

２．９２６ ５ｅ－２
（２．９８ｅ－３）

ＬＳＭＯＰ５ １００ １．６５１ ９ｅ＋０
（１．７３ｅ＋０） －

１．４５１ ２ｅ－１
（３．７７ｅ－２） －

５．７９８ １ｅ－２
（１．９１ｅ－２） －

２．２２５ １ｅ－２
（５．４５ｅ－５） －

２．２２０ ４ｅ－２
（５．５４ｅ－５）

ＬＳＭＯＰ５ ２００ ３．２９７ ５ｅ＋０
（３．１３ｅ＋０） －

１．４９４ ４ｅ－１
（２．５０ｅ－２） －

７．００１ ５ｅ－２
（１．１０ｅ－２） －

２．２３２ ０ｅ－２
（６．０３ｅ－５） －

２．２２０ ４ｅ－２
（４．８２ｅ－５）

ＬＳＭＯＰ５ ５００ ５．３７１ ７ｅ＋０
（４．２３ｅ＋０） －

１．８７５ ５ｅ－１
（１．３３ｅ－２） －

２．２７８ ０ｅ－１
（６．２８ｅ－３） －

２．２３７ ４ｅ－２
（１．３５ｅ－４） －

２．２２１ ８ｅ－２
（４．６８ｅ－５）

ＬＳＭＯＰ６ １００ １．２１６ ３ｅ＋２
（３．３６ｅ＋２） －

５．４５１ ２ｅ－１
（８．１８ｅ－２） ＋

７．９７８ ０ｅ－１
（１．５８ｅ－１） －

６．４９４ ４ｅ－１
（９．６０ｅ－２） ＝

６．５６５ ８ｅ－１
（９．５６ｅ－２）

ＬＳＭＯＰ６ ２００ ３．６２５ ８ｅ＋２
（８．３６ｅ＋２） －

７．５９９ ５ｅ－１
（９．４２ｅ－２） ＋

１．２４１ ３ｅ＋０
（１．２３ｅ－１） －

９．９４７ ３ｅ－１
（１．２４ｅ－１） ＝

９．８０４ ９ｅ－１
（１．８４ｅ－１）

ＬＳＭＯＰ６ ５００ ２．３３１ ４ｅ＋３
（４．６６ｅ＋３） －

１．１３４ ２ｅ＋０
（２．２３ｅ－１） ＝

１．０８７ ５ｅ＋０
（２．５１ｅ－１） ＝

１．０５８ ２ｅ＋０
（４．０１ｅ－１） ＝

１．１９３ ０ｅ＋０
（３．３３ｅ－１）

ＬＳＭＯＰ７ １００ ２．２５９ １ｅ＋０
（５．２８ｅ－１） －

６．１１１ ８ｅ－１
（４．５９ｅ－２） －

６．３９３ ９ｅ－１
（１．８１ｅ－１） －

５．４６８ ６ｅ－１
（２．０６ｅ－１） ＝

５．５４０ ５ｅ－１
（２．４３ｅ－１）

ＬＳＭＯＰ７ ２００ １．６０１ ９ｅ＋０
（２．２６ｅ－１） －

６．０６１ ４ｅ－１
（３．６２ｅ－２） ＝

８．１０７ ４ｅ－１
（２．４８ｅ－１） ＝

７．９２３ ５ｅ－１
（２．２２ｅ－１） ＝

７．４５０ ８ｅ－１
（２．５３ｅ－１）

ＬＳＭＯＰ７ ５００ ９．３４５ ４ｅ－１
（７．７０ｅ－２） ＋

５．９７１ ９ｅ－１
（４．４５ｅ－２） ＋

８．４１９ ６ｅ－１
（１．４３ｅ－１） ＝

９．３１５ ８ｅ－１
（７．８６ｅ－２） ＝

９．４５９ ３ｅ－１
（２．２４ｅ－７）

ＬＳＭＯＰ８ １００ １．６２３ ０ｅ－１
（７．３７ｅ－２） －

１．４１８ ３ｅ－１
（６．５２ｅ－３） －

１．３４８ ５ｅ－１
（１．５１ｅ－２） －

３．８３７ ５ｅ－２
（４．４７ｅ－３） ＋

４．２５８ ７ｅ－２
（７．２０ｅ－３）

ＬＳＭＯＰ８ ２００ １．４４７ ７ｅ－１
（１．９７ｅ－２） －

１．４２０ ４ｅ－１
（６．９６ｅ－３） －

１．２２３ ０ｅ－１
（４．０４ｅ－３） －

４．２３８ ３ｅ－２
（４．１８ｅ－３） ＋

４．７４９ ７ｅ－２
（４．３９ｅ－３）

ＬＳＭＯＰ８ ５００ １．０９９ ０ｅ－１
（１．３５ｅ－２） －

１．１６５ ７ｅ－１
（１．２１ｅ－２） －

７．７０２ ４ｅ－２
（２．１１ｅ－３） －

４．４５１ ７ｅ－２
（２．３７ｅ－３） －

４．０３６ ５ｅ－２
（４．５１ｅ－３）

ＬＳＭＯＰ９ １００ ５．７９６ ０ｅ－１
（１．７７ｅ－１） ＝

５．８５０ ６ｅ－１
（１．１８ｅ－３） ＝

９．８３６ １ｅ－１
（１．２７ｅ－１） －

２．３０６ ８ｅ－１
（２．８４ｅ－１） ＋

６．９１６ ３ｅ－１
（３．７４ｅ－１）

ＬＳＭＯＰ９ ２００ ６．３８４ ０ｅ－１
（２．８５ｅ－１） －

５．７９７ ３ｅ－１
（２．６４ｅ－３） －

６．５８４ ２ｅ－１
（２．９４ｅ－２） －

１．９２９ ６ｅ－１
（１．４８ｅ－１） ＋

２．９２１ ３ｅ－１
（１．２０ｅ－１）

ＬＳＭＯＰ９ ５００ ６．３０８ ３ｅ－１
（３．８２ｅ－１） －

５．６５１ ６ｅ－１
（５．２９ｅ－３） －

３．９６５ ５ｅ－１
（１．４０ｅ－２） ＝

１．１１７ ６ｅ－１
（１．０１ｅ－１） ＋

３．２０５ ６ｅ－１
（１．６２ｅ－１）

＋ ／ － ／ ＝ １ ／ ２５ ／ １ ３ ／ ２１ ／ ３ ０ ／ ２２ ／ ５ ６ ／ １１ ／ １０ － ／ － ／ －

　 　 注：“－”、“ ＝”和“＋”分别表示所提出的 ＬＭＯＳＬＰＳＯ 算法比对比算法“较好”、“相似”和“较差”。

　 　 图 ４ 和图 ５ 分别给出了所有对比多目标算法在

２ 维和 ３ 维大规模多目标优化问题 ＬＳＭＯＰ４ 上获得

的非支配解。 由图中可以看出，对比算法 ＬＭＥＡ、
ＩＭＭＯＥＡ 和 ＭＭＯＰＳＯ 获得的非支配解均匀性和收

敛性较差。 从图 ４ 可以看出，在 ２ 维多目标优化问

题 ＬＳＭＯＰ４ 上， 对比算法 ＬＭＯＣＳＯ 和提出算法

ＬＭＯＳＬＰＳＯ 均匀性和多样性都较好；从图 ５ 可以看

出，在 ３ 维多目标优化问题 ＬＳＭＯＰ４ 上，本文算法

ＬＭＯＳＬＰＳＯ 在均匀性上比算法 ＬＭＯＣＳＯ 更佳。

６２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　
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图 ４　 不同算法在双目标 ＬＳＭＯＰ４ 函数上获得的非支配解

Ｆｉｇ． ４　 Ｔｈｅ ｎｏｎ－ｄｏｍｉｎａｔｅｄ ｓｏｌｕｔｉｏｎ ｏｂｔａｉｎｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｔｈｅ ｂｉ－ｏｂｊｅｃｔｉｖｅ ＬＳＭＯＰ４ ｆｕｎｃｔｉｏｎ
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图 ５　 不同算法在 ３ 目标 ＬＳＭＯＰ４ 函数上获得的非支配解

Ｆｉｇ． ５　 Ｔｈｅ ｎｏｎ－ｄｏｍｉｎａｔｅｄ ｓｏｌｕｔｉｏｎ ｏｂｔａｉｎｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｔｈｅ ３－ｏｂｊｅｃｔｉｖｅ ＬＳＭＯＰ４ ｆｕｎｃｔｉｏｎ

　 　 综上所述，从表 １、表 ２ 以及图 ４、图 ５ 可以得

出，本文提出的 ＬＭＯＳＬＰＳＯ 算法比其它算法在求解

大规模多目标优化问题上有较好的性能表现。

４　 结束语

本文基于社会学习粒子群算法思想，提出了一

种用于求解大规模多目标优化问题的多目标粒子群

算法（ＬＭＯＳＬＰＳＯ）。 该算法利用转换的密度估计策

略求解每个粒子的适应值，然后基于适应值排序设

计了一种有效的粒子速度更新方法。 该方法能有效

引导种群进化，使所提出的 ＬＭＯＳＬＰＳＯ 算法获得了

综合 性 能 较 优 的 优 化 结 果。 实 验 结 果 表 明，
ＬＭＯＳＬＰＳＯ 算法比对其他算法有较好的性能表现，
该算法是处理大规模优化问题的有效算法。
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